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RESUMO

Atualmente temos uma grande quantidade de dados disponiveis e é
uma tarefa muito dificil interpreta-los. Desta maneira, classificar esses dados em
um pequeno nimero de grupos baseado em suas afinidades pode ajudar a obter
informagoes valiosas sobre eles. Este é o objetivo dos algoritmos de clusterizagao
(particionamento), que buscam dividir dados em um determinado nimero de clus-
ters (grupos) de forma que dados que possuam mais afinidade fiquem no mesmo
cluster e dados com menos afinidade fiquem em clusters diferentes. Nesta disserta-
cao trabalhamos com métodos espectrais para particionamento de dados, que usam

ingredientes de algebra linear e teoria espectral de grafos.

Em nossa primeira contribuicao apresentamos os resultados que obti-
vemos em duas aplicagoes das técnicas espectrais. A primeira aplicagao esté relaci-
onada ao mercado financeiro, onde apresentamos uma estratégia em que clusteriza-
mos um conjunto de ag¢oes e utilizamos critérios relacionados ao factor investing para
montar portfolios. A segunda aplicagao esta relacionada a pandemia da COVID-19,
onde obtivemos uma classificacao do estado do Rio Grande do Sul em trés clusters

(regides) de risco, alto risco, médio risco e baixo risco.

Terminamos apresentando um novo algoritmo de clusterizacao espec-
tral, mais especificamente desenvolvemos uma nova medida de similaridade. A nossa
medida apresenta uma série de vantagens: (1) o usuério nao precisa definir nenhum
parametro para utilizar a medida, tornando-a facil de aplicar; (2) a medida é inva-
riante sob translagoes e expansoes; (3) a medida apresentou bom desempenho em
conjuntos de dados sintéticos e, em situacoes reais, apresentou desempenho similar
a outros métodos existentes, que precisam de pelo menos um parametro de escala

definido pelo usuario para serem utilizados.
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ABSTRACT

Nowadays we have a large amount of data available and it is a very
difficult task to interpret it. In this way, classifying this data into a small number
of groups based on their affinities can help to obtain valuable insight about them.
This is the aim of clustering (partitioning) algorithms, which seek to split data into
a certain number of clusters (groups) so that data with more affinity lie in the same
cluster and data with less affinity lie in different clusters. In this dissertation we
work with spectral methods for data partitioning, which use ingredients from linear

algebra and spectral graph theory.

In our first contribution we present the results we obtained in two ap-
plications of spectral techniques. The first application is related to the financial
market, where we present a strategy in which we cluster a set of stocks and use
criteria related to the factor investing to build portfolios. The second application is
related to the COVID-19 pandemic, where we obtained a classification of the state
of Rio Grande do Sul in three clusters (regions) of risk, high risk, medium risk and

low risk.

We finish presenting a new spectral clustering algorithm, more speci-
fically, we developed a new similarity measure. Our measure has a number of ad-
vantages: (1) the user does not need to define any parameters to use the measure,
making it easy to apply; (2) the measure is invariant under translations and expan-
sions; (3) the measure performed well in synthetic data sets and, in real situations, it
performed similarly to other existing methods, which need at least one user-defined

scale parameter to be used.
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1 INTRODUCAO

Atualmente temos uma grande quantidade de dados disponiveis e é uma
tarefa muito dificil interpreta-los. Classificar esses dados em um pequeno nimero de
grupos pode nos ajudar a obter informacoes valiosas sobre nossos dados. Este é o
objetivo dos algoritmos de clusterizagao, também conhecidos como algoritmos de
agrupamento ou particionamento, que buscam dividir dados em um determinado
ntmero de clusters de forma que dados com propriedades semelhantes fiquem no
mesmo cluster e dados diferentes fiquem em clusters diferentes [74]. As técnicas
de clusterizagao tém sido amplamente aplicadas em muitos campos. Por exemplo,
elas desempenham um papel fundamental em problemas como segmentacao de ima-
gem [90], reconhecimento de padroes [77| e separacao de fala [8]. Elas também apare-
cem naturalmente em problemas do mundo real em areas como biologia [52], ciéncia

da computagao [83|, economia [44], medicina [62] e outros.

Resolver problemas de classificagao de dados é algo muito antigo. Afi-
nal, uma das habilidades mais basicas dos seres vivos envolve o agrupamento de
objetos. Por exemplo, o homem primitivo foi capaz de perceber que muitos objetos
compartilhavam de certas propriedades, os alimentos poderiam ser venenosos, amar-
gos, adocicados, entre outros, os animais poderiam ser ferozes, ddceis, domesticaveis,
entre outros. Ao longo do desenvolvimento da humanidade, mais classificagoes foram
feitas. Na comunicacao, passamos a classificar palavras em grupos, por exemplo em
relacao a sua fungao gramatical, como substantivo, adjetivo, verbo, entre outros.
Passamos a dividir os animais em grupos, por exemplo em espécies, como gatos,
cachorros, cavalos, etc. Assim, ao longo da histéria diversos trabalhos relacionados

a classificacao de dados foram produzidos [37].

Durante muito tempo a classificacao de dados foi feita de uma maneira
subjetiva [35] e, por um lado, ainda é, visto que os problemas de classifica¢do de

dados sao fortemente associados ao contexto que estao inseridos. O termo clusteri-



zacao de dados apareceu pela primeira vez em 1954 no titulo de um trabalho sobre
analise de dados antropologicos [84]. Acompanhando o desenvolvimento tecnolégico
mais dados passaram a ser gerados, ficando cada vez mais dificil clusterizar dados
manualmente. Isso motivou o desenvolvimento dos primeiros métodos automéaticos

de clusterizagao.

As heuristicas de clusterizacao hierarquica foram apresentadas ja em
1963 [34] e desenvolvidas ao longo do século XX, como por exemplo em |18, 68].
Esses métodos sao conhecidos por serem simples e fornecerem boas interpretagoes
sobre certas classes de dados, porém muitas vezes nao podem lidar com estruturas

mais complexas [15].

Outros métodos também foram introduzidos ao longo do mesmo século.
O Algoritmo k-means é um dos algoritmos mais famosos desenvolvidos nessa época.
O termo k-means foi apresentado pela primeira vez em 1967 por MacQueen em [43]
em um artigo com mais de 33 mil citacoes, de acordo com o Google Académico!.
O primeiro algoritmo com a abordagem do Algoritmo k-means data de 1957 e foi
proposto por Lloyd, porém sé foi publicado em 1982 [41]. Muitas vezes é utilizado o
nome de Algoritmo Lloyd-Forgy para o Algoritmo k-means, visto que em 1965 Forgy
publicou um método essencialmente igual ao Algoritmo k-means [24]. O Algoritmo k-
means é conhecido por lidar bem com conjuntos de dados que estejam distribuidos
em regioes convexas, por isso o método nao é recomendado em situagoes onde o

conjunto nao esteja dividido em regioes desse tipo.

Em meados dos anos 1970 comegaram a surgir algoritmos de clusteri-
zacao baseados em teoria de grafos e algebra linear, hoje conhecidos como métodos
de clusterizagao espectral. Para um método de clusterizacao espectral, é definida

uma medida de similaridade que é tipicamente utilizada para mapear os elementos

'Disponivel em: https://scholar.google.com.br/. Acesso em: 10 fev. 2022.



originais em um novo espaco euclidiano, realcando similaridades entre objetos - que

vao além da distancia entre dois elementos.

Luxburg [78| apresentou uma visao geral sobre a historia da clusteri-
zagao espectral. Segundo esse trabalho, o primeiro método espectral foi proposto
por Donath e Hoffman em 1973 [19], onde os autores sugeriram que fosse construida
uma particao de um grafo baseada nos autovetores da matriz de adjacéncia do grafo.
No mesmo ano, Fiedler [22] descobriu que as biparti¢oes do grafo estdo fortemente
relacionadas com o autovetor associado ao segundo menor autovalor da matriz la-
placiana associada ao grafo. Mais precisamente, é possivel bisectar um grafo baseado
nas entradas positivas e negativas desse autovetor. Entre 1973 e 1999, diversos tra-

balhos sobre clusterizagao espectral foram publicados [27, 28, 51, 69].

A clusterizacao espectral se popularizou na comunidade de aprendizado
de maquina, ou machine learning, mais especificamente na area de classificacao de
dados, a partir dos trabalhos de Shi e Malik [65] em 2000 ¢ Ng et al. [49] em
2001, que, de acordo com o Google Académico, possuem 20 mil e 10 mil citacoes,
respectivamente. Durante o século XXI a clusterizagao espectral foi foco de pesquisa
em muitos trabalhos, que vao desde melhorias em métodos conhecidos até a criagao

de métodos inteiramente novos. Como exemplo, citamos [89, 92, 33, 47].

Em seu trabalho, Ng et al. [49] afirmam que desconhecem métodos sim-
ples como o método espectral de [49] que atinjam resultados similares em conjuntos
de dados desafiadores. E, de fato, esses novos algoritmos espectrais sao conhecidos
por possuir vantagens em relacao aos algoritmos tradicionais apresentados no século
XX, como o Algoritmo k-means [78]. Por exemplo, quando o Algoritmo k-means
atinge um bom resultado em um conjunto de dados, provavelmente o algoritmo es-
pectral obtera um resultado pelo menos tao bom, porém o contrario nao é verdade.
Vale mencionar que esse reconhecimento da qualidade das parti¢oes produzidas por
métodos espectrais até o momento nao se refletiu em muitos resultados teodricos

sobre o seu desempenho.



Essa dissertacao tem por objetivo geral estudar os métodos espectrais,
buscando entender (1) como esses métodos se adequam em problemas de classifica¢ao
reais e (2) como seus pardmetros e ingredientes afetam o seu desempenho. Esse

trabalho possui trés objetivos especificos.

(a) Apresentar dois métodos classicos de classificagdo de dados, buscando

entender as suas vantagens e desvantagens.

(b) Estudar a fundamentag@o tedrica que motiva um método espectral e

identificar possiveis generalizacoes.

(c) Realizar aplicagdes dos métodos espectrais em contextos reais, buscando

avaliar o desempenho desses métodos em situagoes complexas.

Toda a programacao realizada nesse trabalho foi desenvolvida na lin-

guagem de programacao python?.

O trabalho esté dividido em cinco capitulos, além da introdugao. No
Capitulo 2, formalizamos algumas nogoes de ciéncia de dados, como conjuntos de
dados e problema de clusterizacao. Além disso, apresentamos duas heuristicas comu-
mente utilizadas para encontrar solugoes para o problema de classificacao de dados,
o Algoritmo single linkage e o Algoritmo k-means. Ainda apresentamos as demons-
tragoes das propriedades fundamentais do Algoritmo k-means, que raramente estao

presentes na literatura dessa area.

No Capitulo 3, apresentamos a familia de algoritmo de clusterizagao es-
pectral. Damos destaque para o algoritmo espectral de Ng et al. [49] e apresentamos
a sua motivagao tedrica em teoria de grafos e algebra linear. Também apresentamos
a estrutura geral de um algoritmo de clusterizacao espectral, identificando os maio-
res focos de pesquisa na area de métodos espectrais. Por fim, apresentamos diversas

aplicagoes de um método espectral em diferentes conjuntos de dados.

2Disponivel em: https://www.python.org/. Acesso em: 10 fev. 2022.
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O Capitulo 4 apresenta duas aplicagoes de nossa autoria, do algoritmo
de clusterizagao espectral a problemas com dados reais. O objetivo dessas aplicagoes
era avaliar o desempenho de algoritmos de clusterizacao em problemas complexos. A
primeira aplicagao esté relacionada ao mercado financeiro, onde temos por objetivo
formar um portfélio de agoes que possua um bom desempenho sem assumir muito
risco. A segunda aplicacao esté relacionada a pandemia da COVID-19, onde temos
por objetivo obter uma classificagao de risco do estado do Rio Grande do sul e avaliar

a qualidade dessa classificagao.

No Capitulo 5 apresentamos o nosso principal resultado desenvolvido
no periodo do mestrado, que consiste em uma nova medida de similaridade para o
algoritmo de clusterizacao espectral. Definir a medida de similaridade ¢ muito im-
portante, pois ¢ a partir da similaridade entre cada par de objetos de um conjunto de
dados que o método espectral realiza a classificacao. A nossa medida de similaridade
apresenta uma série de vantagens. O usuério nao precisa definir nenhum parametro
para utilizar a medida, tornando-a facil de aplicar. Ela é invariante sob translagoes e
expansoes e é facil de ser calculada. Além disso, ela apresentou bom desempenho em
conjuntos de dados sintéticos e, em situacoes reais, apresentou desempenho similar
a outros métodos existentes, que precisam de pelo menos um parametro definido

pelo usuéario para serem utilizados.

No Capitulo 6, serao apresentadas as consideracoes finais e ideias para

trabalhos futuros.






2 CLUSTERIZACAO

Esse capitulo apresenta uma introdugao ao problema de clusterizacao e
algumas heuristicas utilizadas para lidar com ele. A primeira se¢ao apresenta ao leitor
desde a definicao de conjunto de dados até a formulagao do problema de clusterizagao
associado a uma funcao objetivo. A segunda secao inclui duas heuristicas que sao

comumente utilizadas em problemas de classificacao de dados.

2.1 Formulagao do Problema de Clusterizagao

Para formular o problema de clusterizagao, primeiramente é necessario
definir o que é um conjunto de dados e uma partigao dele. Seja X = {zy,...,2,}
um conjunto finito de objetos, definimos a fungao de O : X — R™ que associa cada

objeto a um vetor com coordenadas que representam suas caracteristicas ou obser-

vagoes feitas sobre ele. Assim, dado ¢ € [n| = {1,...,n}, O(z;) = (xgi), . ,:US,?),
onde :z:g»i) é a j-ésima observagao do objeto ¢ de X. Citamos um exemplo de conjunto

de dados em um contexto real.

Exemplo 2.1. Um conjunto de dados classico, muito utilizado para fazer testes
de classificacdo de dados, ¢ conhecido como Iris [20]. O conjunto de dados X =
{z1,..., 2150} consiste em um conjunto de 150 plantas do género Iris. Neste caso, a
funcao O é definida pelas medidas de estruturas da planta conhecidas como sépala

e pétala, ilustradas na Figura 2.1. Assim, O(z;) = (xgi),méi),a:g),xy)), onde xgi)

¢ o comprimento da sépala da planta z;, xg) ¢ a largura dessa sépala, x:(;) é o

comprimento da pétala de x; e xfli) ¢ a largura dessa pétala. No conjunto de dados

essas medidas sao fornecidas em centimetros.

No conjunto X, foram incluidos 50 exemplares de cada uma das seguin-
tes espécies: setosa, versicolor e virginica. Um exemplo de cada uma delas aparece

na Figura 2.1.



Iris Versicolor Iris Setosa Iris Virginica

Figura 2.1: Exemplar de cada espécie de Iris.
Disponivel em:
https://www.datacamp.com/community/tutorials/machine-learning-in-r.

Acesso em: 31 jan. 2022.

Um exemplo de problema de clusterizacao é justamente utilizar as ob-
servacoes de cada flor em X para classificar a sua espécie, buscando encontrar a

particao original.

Nessa se¢ao apresentamos o problema de clusterizacao em um conjunto

de dados qualquer. Dessa forma, definimos o que é uma partigao do conjunto X.

Defini¢ao 2.1. Seja k € N. Dizemos que C = {C},...,Cy} € uma particio de X

se.

(i) Coe # 0, VL € [k],
(ii) CoNCy =0, Ya,b € [K],

(iii) Uf_,Cp = X.
Cada Cy € C € chamado de cluster.

Assim, particionar um conjunto de dados se resume a dividi-lo em sub-

conjuntos disjuntos nao-vazios complementares. Note que é bem simples encontrar



uma particao de um conjunto qualquer se nao impusermos restrigoes sobre o tipo
de divisao desejada. Assim, para definir o problema de clusterizacao buscamos uma
particao do conjunto de dados que otimize alguma funcao objetivo. Mais formal-
mente, dados X C R™ finito, £ € N e U, o conjunto que contém todas partigoes
possiveis de X em k clusters, buscamos encontrar a particao C de X que minimize
uma fungao objetivo F' : U, — R, que representa o custo da partigao. A fungao obje-
tivo pode ser escolhida de diversas maneiras. Uma possibilidade ¢ a func¢ao objetivo

F, U, — R, tal que

Fi(C) = Zﬁ S i — a2 2.1)

oe(k] i,j€Cy

onde C = {C4,...,Cy}.

Nessa defini¢ao estao sendo levados em conta alguns fatores. Primeira-
mente, a fun¢ao F} contabiliza somente dados que pertencam a um mesmo cluster,
onde cada cluster contribui com ﬁ ZC ||z; — x;]|*. Assim, podemos entender que

.-
a funcao F} é uma soma da média dzais dzistémcias entre pares de elementos de cada
cluster. Note que se os pontos de um mesmo cluster estiverem proximos, a soma das
distancias desse cluster sera um valor relativamente baixo. Em geral, gostariamos
que pontos proximos tendessem a estar em um mesmo cluster e pontos distantes, em

clusters diferentes. Uma particao C que minimize a funcao F; é chamada de particao

6tima em relacao a Fj.

Exemplo 2.2. Para ilustrar essa situagao consideramos o conjunto de dados X em
R? presente na Figura 2.2, onde | X| = 25. A fungao O simplesmente associa cada
ponto as suas coordenadas em R?. O objetivo é encontrar a particao 6tima de X em
k = 2 clusters com respeito a funcéo F}, ou seja, queremos encontrar a particao C(¥)

de X tal que Fy(C")) < Fy(C), para todo C € U,.

Na Figura 2.3 apresentamos duas partigoes possiveis de X. Na esquerda,
a particdo 6tima C(?), na qual F;(C(?) =~ 35. A direita, uma particio C™") de X, na

qual F1(CM) ~ 1648. Uma maneira de verificar que C(?) ¢ a parti¢do 6tima é calcular

9



Figura 2.2: Conjunto de dados X.

-4 -4

Figura 2.3: Duas parti¢oes possiveis do conjunto de dados X. Pontos com a mesma cor
e o mesmo formato pertencem ao mesmo cluster. Cada ponto em formato de tridngulo

representa o ponto médio do cluster colorido com a sua cor.

o valor da funcao Fj para todas particoes em dois clusters de X, ou seja, avaliando as
16.777.215 particoes diferentes de X verificamos que C(¥) ¢é a particao que minimiza
F;. Mesmo sem fazer este calculo é possivel ter uma intuicdo que C© é a particao
6tima, pois qualquer outra particao teria um cluster com pelo menos um par de
pontos mais distantes, como ilustrado na Figura 2.3 (direita), que faria o valor da

funcao F); aumentar.

Durante esse trabalho, para simplificar, quando X for um conjunto

de pontos em um espago euclidiano, vamos considerar X = {x1,...,z,} tal que

O(x;) = ;.

10



No Exemplo 2.2 encontramos a particao 6tima esgotando todas as par-
ticoes do conjunto de dados. Mais geralmente, para um conjunto de dados X C R™,
onde |X| = n, nessa estratégia precisariamos verificar o ntimero de parti¢oes possi-

veis de X em k = 2 clusters, que ¢ igual a 2"71 — 1.

O problema de clusterizacao com a funcao objetivo F; é NP-dificil,
veja [1]. Supondo que P#£NP, isso significa que nao existe algoritmo que responda
a seguinte pergunta em tempo polinomial (com respeito a n): dados n € N, um
conjunto de dados X C R™ com |X| =n e ¢ > 0, existe uma particdo C de X em k

clusters tal que F;(C) < §7

No Exemplo 2.2 é possivel utilizar o ponto médio do cluster, conhecido
como centroide, para representar todo o cluster. Note que os centroides da Figura 2.3
(esquerda) constituem uma representa¢ao mais proxima de cada cluster do que os
centroides da Figura 2.3 (direita). Em conjuntos com muitos dados, é ttil representar
clusters por meio de um tnico ponto, visto que isso reduz a necessidade de armazenar

conjuntos de dados muito grandes.

Seguindo a ideia de representar os clusters por centroides, também é
possivel utilizar uma fungao objetivo motivada pelos centroides. Dados um conjunto

de dados X e um inteiro positivo k, seja J; : U — R definida por

1@ =33 e - . (2.2)

l=1 xzeCy

> x é o centroide do ¢-ésimo
zeCly

onde C = {CY,...,Cy} é uma partigdo de X e puy = ﬁ

cluster.
A fungao J; definida pela equacao (2.2) tem semelhangas com a fungao
F definida pela equagao (2.1), em particular se pontos de um mesmo cluster Cy

estao muito préoximos uns dos outros, o centroide estara proximo dos pontos do

cluster e, por conseguinte, a contribui¢ao do cluster C; no valor da fungao J; seré
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Figura 2.4: Duas parti¢oes possiveis do conjunto de dados, mostrando o centroide de cada
cluster da particao. Cada aresta representa a distdncia do ponto do cluster ao centroide do

mesimo.

baixo. Assim como no caso da funcéo F}, buscamos encontrar a particao C(* tal que

J1(C®) < Ji(C), para toda particio C de um conjunto de dados X em k clusters.

Em relacao aos dois casos ilustrados na Figura 2.3, temos que a parti¢ao
C® (esquerda) também é a particdo 6tima em relacdo a Ji, onde J;(CV) =~ 17.5.
Para a particio C'M), apresentada na direita da Figura 2.3, J;(C™") ~ 824. Visual-
mente podemos ver o porqué de J;(C¥) ser menor que J;(CY) na Figura 2.4. A
soma dos quadrados dos comprimentos das arestas de cada cluster da Figura 2.4 é

a contribuicao de cada cluster no valor da funcao J;.

A seguir iremos mostrar que as fungoes J; e F; sao equivalentes no
seguinte sentido. Dados um conjunto de dados X e um inteiro positivo k, sejam C, D
partigdes quaisquer de X entdo Fi(C) < Fi(D) se, e somente se, J;(C) < Ji(D).
Logo, as particoes 6timas em relagdo a F; e a J; sao exatamente as mesmas. A

equivaléncia de F) e J; é uma consequéncia imediata do Lema 2.1.

Lema 2.1. Se C é uma parti¢io de um conjunto de dados X, entao F;(C) = 2J;(C).

Demonstracao. Vamos mostrar que

1
WZZH% =l =20 |l = |Gl - [[el?) = 2 llei — puel .

i€CyjeCly i€Cly i€Cly
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Por um lado,

YoX M= allP =0 (gl P = 2(as, 25))

1€CyjeCly 1€CyjeCly
= O Ml + D Mgl = 2D (wi,xy))
1€Cy jeCy Jje€Cy Jj€Cy
= 1G> Ml P+ D) sl = 210> (i, )
i€Cy 1€CpjeCy i€Cy (23)
= Ce Y Ml + 1Cel D lajl[P = 21C] - Ol (e, pe)
i€Cly JjeCy
= 2(Ce| > _llil|* = 2|Cel||pael
i€Cly
= 2Col (D _llil [ = [Cel - [l [*)
i€Cly
Por outro lado,
D M= el P =Y (sl P+ el P = 2, 1))
1€Cy ieCy
= D Ml + D lael P = D 20w, ae)
1€Cy i€Cy 1€Cy
= Nl +1Cel - pell® = D 2w, ) (2.4)
1€Cy 1€Cy
= DIl + Col - el 2 = 21Col - 1]
1€Cy
= > il P = |Cel - []peel
1€Cy
Pelas equagoes (2.3) e (2.4), temos que
|ZZH% ailP =2 [l — puel
1€CyjeCy 1€Cy
Logo,
Zl >l —lP =23 D s — pel P,
Z]EC[ fe[k:]’LECg
concluindo a demonstragcao. O]
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Assim, nao faz diferenca buscar a particao 6tima em relacao a Fj ou

J1, pois a particao é exatamente a mesma.

Até o momento formulamos o problema de clusterizagao e descrevemos
versoes do problema de clusterizagao para as quais ¢é dificil encontrar uma partigao
6tima. Mostramos duas opcoes de funcoes objetivo e percebemos que resolver o
problema de clusterizacao em relagao a essas fungoes pode ser dificil, mas ainda nao
discutimos métodos para procurar solugoes de boa qualidade para esse problema. O
objetivo da préxima secao é apresentar duas heuristicas existentes, mostrando suas

vantagens e desvantagens.

2.2 Heuristicas para o Problema de Clusterizacao

Nessa secao serao apresentados dois algoritmos de clusterizagao muito
utilizados para classificacoes de dados. Podemos entender um algoritmo de cluste-
rizagdo como uma sequéncia finita de regras aplicadas a um conjunto de dados de
entrada, tendo como saida uma partigao desse conjunto. Nesses algoritmos, além do

conjunto de dados, é comum o usuério fornecer o ntimero de clusters k como entrada.

Pode passar despercebido, mas ja citamos um algoritmo de clusterizagao
nesse trabalho. Afinal calcular todas as partigoes possiveis de um conjunto de dados
X e escolher aquela que obtenha melhor resultado com relagao a alguma funcgao
objetivo é um algoritmo de clusterizacao. Mas é claro que ninguém considera utilizar
esse algoritmo em alguma situacao real com muitos dados, pois a quantidade de
particoes cresce exponencialmente a medida que o niimero de dados aumenta, sendo

impraticavel encontrar a particao 6tima.

Antes de discutirmos algoritmos especificos é importante fazer um des-

taque. Comumente os algoritmos sao representados por um pseudo-cddigo, onde se
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usa linguagem simples, sendo facilmente replicavel em uma méquina por um usuario

experiente. A seguir apresentamos os métodos de clusterizagao hierarquica.

2.2.1 A Clusterizacao Hierarquica

Com o objetivo de definir uma hierarquia de clusters de um conjunto

de dados, existem os métodos de clusterizagao hierarquica.

Para definir um método hierarquico é necessaria a nocao de medida de
dissimilaridade de cluster. Dado um conjunto de dados X, seja C = {C4,...,Cx}
uma particao de X. Uma medida de dissimilaridade D : C x C — R atribui um valor
real para cada par de clusters de C,, C,. A interpretacao dessa medida é que quanto

maior é D(Cy, C,), maior é a diferenga entre os dois clusters. Por exemplo,
Di(Cy,Cy) =min{||z —y|| : z € Cp,y € Co} (2.5)

¢ uma medida de dissimilaridade, onde ||z — y|| é a distancia euclidiana entre x e
y. Perceba que, em D;, a dissimilaridade entre dois clusters é dada pela distancia

entre o par z € Cy, y € C, mais proéximo.

Dado um conjunto de dados X, os algoritmos de clusterizacao hierar-
quica utilizam duas entradas: um inteiro positivo k£ e uma medida de dissimilaridade
de cluster D : C x C — R. A partir dessas entradas, um método de clusterizagao

hierarquica consiste em um, dentre dois tipos:

e Aglomerativo: Todos os pontos comegam em clusters distintos e passo
a passo combinamos dois clusters que otimizem uma medida de dissi-

milaridade D, até que todos pontos estejam em um mesmo cluster.

e Divisivo: Todos os pontos comecam em um mesmo cluster e passo a
passo dividimos em dois, o cluster que otimiza uma medida de dissimi-

laridade D.
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Independentemente de ser aglomerativo ou divisivo, todo método de
clusterizacao hierdarquica forma uma hierarquia de clusters, pois o método constroi
uma cadeia de particdes de X, CV,C? ... C™, onde a i-ésima particdo é obtida
a partir de uma iteragdo do método na (i — 1)-ésima partigdo. Se buscamos uma
particdo de X em k clusters, basta considerar a particdo C™ % no caso do método
aglomerativo e C*) | no caso do método divisivo. Essa sequéncia de particoes é re-

presentada por meio de um dendrograma [18|. O dendrograma é um diagrama, em

forma de arvore, que se ramifica conforme um novo passo do método é realizado.

A medida de dissimilaridade D; (equagao (2.5)) motiva o algoritmo de

clusterizagao hierarquica single linkage [68], apresentado no Algoritmo 1.

Algoritmo 1: Single Linkage
Entrada: X = {z1,...,2,} CR™
Saida: Sequéncia de parti¢oes CV, C? ... . c™

Inicialize com a particao CV = {C},...,C,} tal que C; = {x;}
Vie{l,...,n}.
parat e {l,...,n— 1} faga

[uny

N

3 Seja (C’g), Cg)), a < 8, o par de clusters que atinge o valor
min{D; (A, B) : A, B € C}. Se existirem (aq, 1), .. ., (o, y)
tal que (C((fj), C[(_}?) atinge o valor minimo, seja « o indice tal
que a < a;,Vj € {1,...,q}. Escolha f tal que 8 < 3;, para
todo (o, B;) em que o = a;.

4 Defina C{™ = ¢ U C’g).

5 Defina Cétﬂ) = Cét), para todo Cét) e CW, onde £ # a, B.

6 | Defina Ct) = {C, U {CUTV}

7 fim

8 Retorne CV,Cc® ... c™

O exemplo 2.3 apresenta uma aplicagao do Algoritmo single linkage.

Exemplo 2.3. Seja X = {x1, 9,23, x4, 5,26, 7,28}, onde z7 = (1,1), 2o =
(1,1.5), z3 = (2,1), x4 = (3,1.5), x5 = (7.5,3), x¢ = (8.5,3), z7 = (8,5), x5 = (8, 6).

A Figura 2.5 retrata esses pontos no plano R2.
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T3

T7

Figura 2.5: Conjunto de dados X.

Ao utilizar o Algoritmo 1 em X iniciamos com a parti¢ao C(V) = {Cl(l),
., 0% onde OV = {z}, O = {xo}, OV = {a3}, OV = {x,}, CV = {as},
Cél) = {z¢}, C’él) = {7}, C’él) = {xs}. No passo t = 2, percebemos que min(D;) é
atingido por C’fl) e 02(1), pois neste passo a distancia entre os clusters é exatamente
a distancia entre cada par de pontos. Retornando os clusters C’f) = {z1, 22}, C’éQ) =
{wsh, OF = {aa}, G5 = s}, O = {we}, O = {ar}, G = {ws}. Jano
passo t = 3, ha trés pares de clusters que estao a mesma distancia Cf) = {x1, 22}
e C¥ = {z3}, € = {a5} e CP = {ag}, C¥ = {a7} e ¥ = {xs}. De acordo
com o Algoritmo single linkage combinamos C§2) e C:,EQ), obtendo Cf’) = {x1, x9, 23},
¥ = {z4}, CEES) = {5}, C’ég) = {6}, C§3) = {x7}, Cég) = {xg}. Assim seguimos
até que C(7) = {Cf)} = {{x1, x9, w3, 14, x5, Tg, T7, 23} }. APOS esse processo obtemos

o dendrograma representado na Figura 2.6.

Observe que, se buscassemos uma particao de X em dois clusters, bas-
taria escolher a particdo C(® na sequéncia de particoes obtida pelo Algoritmo single

linkage, resultando na parti¢ao {{z1, xe, x3, x4}, {x5, z6, x7,25}} de X.
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Figura 2.6: Dendrograma de X obtido utilizando o Algoritmo single linkage. Os valores
associados aos pontos em vermelho representam a distdncia em que os dois clusters, que

se juntaram, estavam.

Normalmente, a medida de dissimilaridade de cluster motiva o nome do
método hierarquico, por exemplo o Average Linkage utiliza a medida Dy(A, B) =
m Y weayen [z —yll, onde [| - || & uma métrica de distancia. Algumas medidas de

dissimilaridade definidas na literatura |68, 70, 18] sao:

Di(A, B) =min{||lz —y|| : v € A,x € B}.

° DZ(A7 B) = mZzeA,yeB H.T - yH

o D3(A,B) =max{|lzr —y|| :x € A,x € B}.

D4(A,B) = ||ua — pgl|, onde pa, up sao os centroides de A e B, res-

pectivamente.

Um beneficio claro dos métodos de clusterizacao hierarquica é a garantia

de que terminam em n passos.
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Figura 2.7: Na esquerda, resultado do Algoritmo 1 para o conjunto de dados X’ (2.2). Na

direita, resultado do Algoritmo 1 para um conjunto de dados com duas circunferéncias.

No exemplo 2.4, apresentamos o resultado do Algoritmo single linkage

em dois conjuntos de dados distintos.

Exemplo 2.4. Na Figura 2.7 (direita) retratamos o mesmo conjunto de dados utili-
zado no exemplo 2.2. Na Figura 2.7 (esquerda) temos as circunferéncias C; e Cs
de raio 0.5 e 1, respectivamente. A partir delas definimos o conjunto de dados
X = C, U, E claro que, ao clusterizar X em k = 2 clusters, gostariamos de

obter cada circunferéncia em um cluster.

Na Figura 2.7 (esquerda) percebemos que o Algoritmo single linkage
obtém a particao 6tima em relacao a J; para o conjunto de dados em questao. Na

Figura 2.7 (direita) também obtemos o resultado que gostarfamos com o Algoritmo 1.

Apesar de bons resultados em alguns conjuntos de dados, como ilus-
trado no exemplo 2.4, os algoritmos de clusterizacao hierarquica sao muito sensiveis

a perturbagoes e outliers no conjunto de dados, onde outliers sao elementos fora do
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Figura 2.8: Na esquerda, o resultado do Algoritmo 1 para o conjunto de dados que contém
duas nuvens. Na direita, o resultado do Algoritmo 1 para um conjunto de dados com duas

circunferéncias e um outlier.

padrao do conjunto de dados. Para exemplificar isso, aplicamos o Algoritmo single

linkage em dois novos conjuntos de dados.

Exemplo 2.5. Na Figura 2.8 (esquerda) mostramos um conjunto de dados que
contém duas nuvens, uma, no meio, com pontos muito proximos uns dos outros e
outra, no entorno da primeira, onde os pontos estao distribuidos de forma esparsa
no plano. O conjunto de dados é a uniao das duas nuvens. Dessa forma, a expec-
tativa era que o algoritmo dividisse o conjunto em k = 2 clusters, um para cada
nuvem. O Algoritmo 1 primeiro combina todos pontos da nuvem interna e depois
combina os pontos da nuvem interna com os pontos externos mais proximos a ela.
Se selecionarmos a particao da saida do algoritmo com exatamente k = 2 clusters

obteremos a parti¢ao ilustrada na Figura 2.8 (esquerda).

Ja na Figura 2.8 (direita), acrescentamos um ponto ao conjunto de
dados da Figura 2.7 (direita), um outlier x’, que pode ser visto no canto superior

direito da Figura 2.7 (direita). Note que, apos as duas circunferéncias C; e Cy se
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formarem, o algoritmo estd numa etapa onde existem trés clusters Cy, Cy e {2'}.
Nesse momento, o algoritmo enxerga que d;(C,Cs) < di(Cy, {z'}),i € {1,2} e
portanto mescla as circunferéncias em um s6 cluster, resultando na particao ilustrada

na Figura 2.8 (direita).

Apesar de suas fragilidades, métodos hierarquicos sao muito utilizados
pela sua simplicidade de implementacao e resultados que podem ajudar a interpretar
os conjuntos de dados, mas, usualmente, nao fornecem bons resultados em situagoes

mais complexas [15].

2.2.2 O Algoritmo k-means

O Algoritmo k-means é um algoritmo de clusterizacao que busca divi-
dir um conjunto de dados X em k clusters em que cada ponto de X pertence ao
cluster com o centroide mais proximo. Mais precisamente, o Algoritmo k-means é

um algoritmo iterativo baseado em dois passos:

(1) Etapa de Atribuigao: assinalar cada elemento ao cluster com centroide

mais proximo.

(2) Etapa de Atualizagao: Recalcular novos centroides, a partir da tltima

particao gerada.

Apesar de ser um método muito utilizado, as demonstracoes das suas
propriedades fundamentais sao raramente apresentadas. Dessa forma, dedicamos
essa subsecao para realizar tais demonstragoes. No Algoritmo 2, apresentamos o

pseudo-codigo do Algoritmo k-means.
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Algoritmo 2: k-means

Entrada: Conjunto de dados X, inteiro positivo k e partigao
inicial C(©)

Saida: Particao C = {C4,...,Ck}.

Definet =0e s = 0.

enquanto t = 0 faga

s | OFTY ={a o - MHdm—ﬁ%WEML

Cl) — (oD ooty

4 para r € X faca

[uny

N

5 se x ndo estd em nenhum cluster de C**Y entao
6 Calcule C$™ = S U {2}, onde
o = min{ : flas — | < lla — )11, v0 € K]},

7 fim

8 fim

9 | Calcule M(SH =Lt > oz, Ve K.

IC, lxeleerl)

10 s=s54+1

11 se C() =CG*D entao

12 t=1

13 fim
14 fim

15 Retorne C®¥)

O Algoritmo 2 possui trés ingredientes como entrada, um conjunto de
dados, o nimero de clusters e uma particao inicial. A escolha do nimero de clusters k
é uma dificuldade tipica para os problemas de clusterizacao. Dessa forma, esse é um
problema de pesquisa comum na area de classificagao de dados, veja |73, 81, 21, 75|.
A defini¢do de uma particao inicial apropriada também é um problema amplamente

estudado. Dois métodos simples e amplamente difundidos tém natureza aleatoéria.

(1) Defina a partigao C = {C},...,Cy}, onde cada x € X ¢é atribuido a um
cluster C aleatoriamente, com probabilidade uniforme. O procedimento

é repetido caso um dos clusters fique vazio.

22



® L] ° L]
.‘ .s
* .
. :o} ® . ML
i ey ow * ] e, e *
% * * *
.. ® ‘. ® .
* L. L ]
P ‘e H ° ”
. . . <3 .
. .
L] .
.; - . e .
. @y O s . € O s
.-‘..:‘. * o ::"\“.. o‘“.... * LA ::..‘“.0
10 "'. * e e 10 "'. * e -4
e % . o'.g...'. i °e % . °..',00..
., . "'H. .

10.0 75 5.0 2.5 0.0 25 5.0 10.0 75 5.0 25 0.0 25 5.0

Figura 2.9: Na esquerda, conjunto de dados X’. Na direita, pontos iniciais escolhidos

aleatoriamente x1, x2, x3, azul, vermelho e verde, respectivamente.

(2) Escolha k pontos xy,...,z; € X aleatorios, com probabilidade uni-
forme. Defina C = {C},...,C,} a partir do passo de atribui¢ao do
Algoritmo k-means, o passo (3) do Algoritmo 2.

No exemplo 2.6, iremos apresentar uma aplicacao pratica do Algoritmo

k-means, apontando os detalhes em cada passo.

Exemplo 2.6. Consideramos o conjunto de dados X’ definido na Figura 2.9 (es-
querda). Sera escolhido k = 3, visto que X’ é construido juntando trés conjuntos de
dados distintos (as trés nuvens presentes no plano). Ainda é necessaria uma parti¢ao
inicial para a entrada do algoritmo. Para definir a particao inicial iremos utilizar a
inicializacdo aleatoria (2) descrita acima. Dessa forma, escolhemos trés pontos xy,

T9, x3 de X' aleatoriamente, com probabilidade uniforme e colocamos cada ponto

em um cluster distinto, conforme a Figura 2.9 (direita).

Agora, definimos C(¥) a partir da regra: cada = € X’ estara no mesmo
cluster do ponto z,, ¢ € {1,2,3}, que esta mais proximo de x, assim como no passo
de construir a partigao do Algoritmo k-means. Caso houvesse um ponto com mesma
distancia a dois elementos x;, x;, i # j € {x1, 22, x3}, escolheriamos o cluster que
tivesse o menor valor no indice, porém nesse conjunto de dados nao ha um ponto a

mesma distancia dos x;. A partigao C() esta retratada na Figura 2.10 (esquerda). A
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Figura 2.10: Na esquerda, particio C(9) construida a partir dos pontos zi, o e x3. Na

direita, particio C(¥) e seus centroides ugo),uéo), Mgo).

direita, na mesma figura, os centroides sao calculados, por meio do ponto médio de

cada novo cluster, sendo denotados por uﬁo), ,Lbéo); ,uéo).

Em suma, as entradas sio X = X', k = 3 e CY). Agora iremos executar
a recursd@o do Algoritmo k-means. Iniciando com ¢ = 0, aplicamos a regra (1) do
Algoritmo 2, definindo a particao V) (Figura 2.11, esquerda). Entao, aplicamos a
regra (2) do algoritmo para calcular os centroides ugl), ,ugl), ,ugl) da nova particao

(Figura 2.11, direita).

Como C© £ CM | t se mantém igual a 0, assim repetimos a recursao

para obter C? e uﬁz), /ng), ,u;(f), ambos ilustrados na Figura 2.12.

Como C # C®@ repetimos a recursao. Ao calcular a nova particdo,
percebemos que todos os pontos ja estao no mesmo cluster de seu centroide mais
proximo, ou seja, a particio C®) sera igual a C?). Isso ativa o critério de parada

t =1 e encerra o algoritmo. A saida é a particio C'?, definida na Figura 2.13.

Percebe-se, no exemplo particular acima, que a particao final salta aos
olhos do usuario antes de qualquer resultado, mas isso nao ¢ comum. Mesmo se
tratando de dados em R?, cada coordenada de cada elemento do conjunto de dados

representa uma observagao de um objeto. Quando esses dados estao em um contexto
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Figura 2.11: Na esquerda, particio C(Y) construida a partir dos centroides ,ugo), ugo), ,ugo),

também presentes na figura (esquerda). Na direita, parti¢ao €M) ¢ seus centroides
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Figura 2.12: Na esquerda, particdo C(?) construida a partir dos centroides ug), #51)’ ,ugl).

Na direita, particdo C?) e seus centroides ,u§2), ,uéz) , uéz).
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Figura 2.13: Particao C(?, saida do Algoritmo k-means para o conjunto de dados X', com

as condigoOes iniciais definidas.

real, padroes com geometria simples sao muito incomuns, trazendo a importancia

de utilizar um algoritmo de clusterizacao.

Apesar de dois passos simples, que claramente motivam o nome do
algoritmo ser k-médias - na traducgao literal -, o Algoritmo 2 apresenta diversas

particularidades, relacionadas as respostas dos seguintes questionamentos:

O algoritmo termina?

A particao de saida do Algoritmo 2 possui alguma relagdo com alguma

funcao objetivo?

e Como a particao inicial influencia no resultado?

Os clusters formados pelo algoritmo possuem alguma propriedade to-

pologica?
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e O algoritmo é eficiente?

Na sequéncia dessa subsec¢ao respondemos a cada um dos itens acima.
Iniciaremos apresentando um resultado que mostra a relacao entre o Algoritmo k-
means e a fungao objetivo J;, definida na equagao (2.2). O resultado deixa claro
que, cada vez que mudamos a particao pela iteracao do Algoritmo k-means, o valor

da fungao J; dessa nova particao é menor do que o da anterior.

Proposicao 2.1. Dados um conjunto de dados X, k € N e C) particio de X, seja
CY a particao de X obtida apds uma iteracio do Algoritmo 2 a partir da particio
CcO,

Se CO £ W entio J,(C) > J,(CD).

Essa proposicao fornece a resposta a duas das perguntas realizadas. Pri-
meiro, o Algoritmo k-means possui uma relagao com a fungao objetivo Ji, pois esse
resultado mostra que o Algoritmo k-means encerra caso ele encontre uma partigao
6tima em relagao a J;. Apesar disso, nao ha garantia que o Algoritmo k-means atinja

o valor minimo global desta funcao.

Segundo, uma consequéncia direta da proposigao é que o Algoritmo k-
means termina em uma quantidade finita de passos. Afinal, caso o algoritmo nao
terminasse, teriamos uma sequéncia infinita de particoes com valor de J; diferente, o
que é impossivel pelo fato de X ser finito. Vale mencionar que, em aplicagoes praticas,
além da garantia de terminar, o Algoritmo k-means converge rapidamente para
sua saida [2|. Antes de abordarmos os outros questionamentos feitos anteriormente,

vamos demonstrar em detalhes a Proposicao 2.1.

Demonstracdo. Seja X conjunto de dados, k € N e C0 = {C’{O), ey C’,S,O)} particao

qualquer de X. Definimos a particao CV) = {C’fl), e ,C’,gl)} obtida apds uma tnica
iteracio do Algoritmo k-means. Sejam U = ( 50), . ,p,io)) e UM = (ugl), o ,ug))

os centroides de C(¥ e C| respectivamente. Supomos que U©® £ UM,

27



Para mostrar que J;(C?) > J;(C1)) utilizaremos duas afirmacdes sobre duas

fungoes auxiliares.

Definimos a funcdo auxiliar Jyo) : Uy — R tal que Jy0 (C) = S5, > wcC, ||x—,u§0)||.

Afirmagao 1: Jy0 (CY) < Jyw (CO).

Demonstragio. Por defini¢ao, Jy0) (C) = 25:1 > wec |l — ,uEO)H e Jyo(C) =
4

k 0
Y e 1 = |l

Todo z € X esta em algum cluster Cél). Pela defini¢ao de C’él) vale que
& — ]| < [lz = ||, para todo 6 € [K]. Em particular, ||z — || <[]z — |,
onde z € C'Y. Assim, percebe-se que a contribuicdo de cada 2 na funcio Jyo (CM)
¢ menor ou igual a contribuicdo do z na funcdo Jy o (C?). Logo, Jyw(CM) <

JU(0> (C(O)). [l

Definimos a funcdo J o : R" — R, tal que J o (u) =3 _ o ||z — ull.
£ 4 4

1
Afirmagao 2: lErel%RI}LJ 21)(u) = Jclgl)(,ué N.

Demonstragao. Note que J ) é uma soma de fungoes diferenciaveis e, portanto,
4
¢ diferenciavel em todo ponto u € R™. Dessa forma, o tinico candidato a extremo

global da func¢ao é o ponto que possui derivadas parciais iguais a zero. Dessa forma,

9 2 2
o8 = e 3 e —ulP = 3 Sl —ul

zEC(l) $€C§1) (2 6)
P .
= 3 gt = X 2
zecM zecV

) _ _ < _
Como queremos BTQJCtSl)(u) = 0, temos que Y. (uz —xy) = 0, entdo >, x =
zec) zec)

(1) _ 1 ,
> uy. Logo, Z xt |Cy” |y e, finalmente, u, = gl > . Note que esse é
x€C<1) a:GC ¢ :ceClgl)

exatamente o valor da t-ésima coordenada de u( ). o centroide de C’él).
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Para confirmar que ,uél) ¢ ponto minimo global, basta verificar que a

matriz Hessiana (veja [12]) é positiva semi-definida. Com efeito, (%?;uj J o ( /iél)) =0
set # je aa_j?Jc“) (e) = 2|Cy|, se t = j. Assim todos os autovalores da matriz
t 4
Hessiana sao positivos. Logo, u = ué )¢ minimo global de > wecw |z —ull. O
4
A seguinte sequéncia conclui a demonstragao da Proposigao 2.1. Pela equagao (2.2)
temos que

Z Z Hx_ﬂe F

€C<1)

e pela Afirmacao 2

Sl - ”H<Z 7z = i = Jpe(€).

xEC’él) =1 zeC, (1

o~
Il S
—

Note que a desigualdade acima é estrita pois pelo menos um dos centroides é dife-
rente. Portanto, pela Afirmacao 1
k
Ty (€M) < Jyo (€)=Y > o — || = J(C),
=1 4ec®

E, dessa maneira, podemos concluir que

Jl(C(l)) < Jl(C(O))
O

Como destacado no pseudo-codigo, para a utilizagdo do Algoritmo k-
means € necessario definir uma particao inicial para ser utilizada na entrada do
algoritmo. Testes praticos mostram que a saida do Algoritmo 2 é muito sensivel &
defini¢cao dessa partigao inicial. Iniciamos mostrando isso em um exemplo tedrico e,

depois, em um pratico.

Exemplo 2.7 (Exemplo Teoérico). Para ¢ > 1, definimos o conjunto de dados X =
{1, 9,23, 24}, onde x; = (=1, —¢), 9 = (—1,¢), 23 = (1,¢) e x4 = (1, —c). Esse

conjunto esta retratado na Figura 2.14.
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X2 X3

X1 X4

Figura 2.14: Conjunto de dados X representado no plano, para ¢ = 2.

Vamos dividir esse conjunto em dois clusters pelo Algoritmo k-means.

Vamos propor duas inicializacoes diferentes.

(1) C = {C4,Cs}, onde Cy = {z1,25} e Cy = {x3,24}. Calculando os
centroides de cada temos p; = (—1,0) e pug = (1,0). Pela Figura 2.15 ¢é facil ver que

cada ponto ja estd no mesmo cluster do centroide mais proximo.

Entao C ja é a propria saida do Algoritmo k-means. Agora precisamos

avaliar, o quao proxima essa partigdo esta da 6tima. Entao vamos calcular J;(C).

J1(C) = |z — wl|* + |2 — mal]® + ||os — pal|* + ||2a — pal|? = 4€° (2.7)

Como ¢ > 1, fazendo ¢ — oo entao J;(C) — oo. Agora vamos iniciar com outra

particao e comparar os resultados.

(2) C" = {C1,Cs}, onde CF = {x1, 24} e C) = {x9, z3}. Calculando os
centroides de cada temos u} = (0, —c) e py = (0, ¢). Pela Figura 2.16 é facil ver que

cada ponto ja estd no mesmo cluster do centroide mais proximo.
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2 .xz vx3
11
0 ¢
14
-2 oxl vx4
-3 -4 -2 0 2 4

Figura 2.15: Particao C = {01,02}, onde C7 = {xl,xg} e (Cy = {$3,$4} de X.

X2 X3

X1 X4

Figura 2.16: Partigao C' = {C1,Cs}, onde Cf = {z1,24} e C) = {x9, 23} de X.
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Figura 2.17: A esquerda, centroides que induzirdo a particao inicial utilizada na entrada

do Algoritmo k-means. A direita, particio de entrada utilizada no Algoritmo k-means.

Entao, novamente, C’ ja é a propria saida do Algoritmo k-means. Além

disso,

J(C) = [lor — iy + [Jwa = 4 |* + |2 — o] + Mg — p* = 4. (2.8)

A partir dos casos descritos acima, fica claro que C’ é a particao otima

nesse caso e que, dependendo da escolha da particao inicial, o valor da funcao J;
pode tender a infinito, & medida que ¢ cresce, ou pode ficar constante, independente

de quao grande seja c.

Exemplo 2.8 (Exemplo Pratico). Retomando o exemplo em que aplicamos o Al-
goritmo k-means no conjunto de dados X', retratado na Figura 2.9. Nesse caso,
inicializamos com uma particao que nos levou & particao que buscavamos no final.
Mas isso nem sempre ocorre. A Figura 2.17 mostra outra inicializa¢ao que seré uti-
lizada na entrada do Algoritmo 2. Ao finalizarmos o Algoritmo k-means obtemos a
particao apresentada na Figura 2.18 como saida. Claramente diferente da partigao

final que gostariamos.

Acabamos de mostrar dois exemplos para para os quais obtivemos par-
ticoes de saida diferentes, dependendo da particao inicial utilizada na entrada do

Algoritmo k-means. Em ambos os exemplos, dependendo da particao inicial, foi
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Figura 2.18: Partigao final, utilizando a partigao retratada na Figura 2.17 como entrada.

possivel encontrar a particao 6tima. Uma maneira de evitar inicializa¢oes ruins é
executar multiplas vezes o Algoritmo k-means para uma inicializacao aleatéria e

escolher a particdo que obtenha menor valor para a fungao objetivo J; (2.2).

Na literatura ha algumas maneiras de definir a particao inicial para
o Algoritmo k-means além das duas que ja apresentamos no inicio dessa se¢ao,
veja [14]. Apresentamos uma delas, o Algoritmo k-means+-+ [3] que define a partigao

inicial de uma maneira particular.
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Algoritmo 3: k-means+-+
Entrada: Conjunto de dados X e inteiro positivo k.

Saida: Particao C = {C4, ..., Ck}.
1 Definet =0e s =0.
2 Escolhe aleatoriamente z € X e defina puy = z. Seja U = {1 }.

3 para { = 2 até k faga
4 | Paracada z € X, calcule d(z,U) = min{||x — pu|| : p € U}.
5 Escolhe x € X aleatoriamente, onde a probabilidade de cada x

ser selecionado é
d(z,U)?
ZIL‘/EX d(l'/? U)2 .

p(z) =

6 Define py = x.
7 Calcule U = U U py.

8 fim

9 Define a particdo C(¥) que atribui cada ponto ao cluster do
centroide mais préximo.
10 Execute o Algoritmo k-means para X, k e C().

11 Retorne Particao C

O Algoritmo 3 escolhe os k pontos iniciais iterativamente. Quando ¢
pontos ja foram escolhidos, o (¢ + 1)-ésimo ponto tende a ser escolhido distante de
todos os primeiros. Além disso, esse método é mais rapido que o Algoritmo k-means
utilizando como entrada a particao inicial construida a partir de um método de

natureza aleatoria com probabilidade uniforme [3].

Em relagao ao questionamento sobre topologia, vamos mostrar que o

Algoritmo k-means s6 produz clusters convexos.

Proposicao 2.2. Dados um conjunto de dados X = {z1,...,x,} CR™ ek inteiro
positivo, seja C = {C4,...,Cx} a saida do Algoritmo 2, tendo como entradas X, k
e uma parti¢io C© de X. Entio Oy é convexo para todo { € [k, isto €, se u,v € Cy

ey =tu+ (1 —t)v para algum t € [0, 1], entdo entao y € C.
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Demonstragao. Seja C = {Cy,...,Cr} a saida do Algoritmo 2 para X, iniciando

com uma partigao qualquer. Fixamos ¢ € [k]. Sejam u,v € Cy.

Dadoy € r = {tu+ (1 —t)v:t € (0,1)}, seja 8 # ¢ € [k]. Vamos supor por absurdo
que y € Cy para algum 6 # ¢. Considere o hiperplano H = {x € R™ : ||z — || =
||z — ugl||}. Sabemos que existem apenas trés possibilidades para a intersegao entre

um segmento r e o hiperplano H:

(1) HNr =r, o proprio segmento 7;
(2) HNr={z}, apenas um ponto do espago;

(3) HNr =0, vazia.

Se vale (1), entdo para todo = € r vale que ||z — w|| = ||z — po||. Em
particular ||u — p|| = ||u — pol|- Como u € Cy, vale que ¢ < 6. Pelo Algoritmo 2,
isso atribui y ao cluster Cy, o que é um absurdo. Se vale (2), entdao H Nr é um dos
extremos de 7, que sao u e v. Logo, r\v C {z € R™ : ||z —p|| < ||z —pol|}- Isso é um
absurdo pois y € \ v. Se vale (3), entdo todo = € r é tal que ||z — || > ||z — poll,
pois isso vale para y e se existisse z, onde ||z — p|| < ||z — pg||, r precisaria cruzar

H. Isso é um absurdo pois u € C,.

Logo, os trés casos sao impossiveis. Portanto, y € Cy.

Retomando o ultimo questionamento desta subsecao, o tempo de exe-
cugao do Algoritmo k-means é muito estudado (veja [29]), principalmente pela in-
certeza de quantas iteracOes serao necesséarias para finalizar o algoritmo. Dado o
conjunto de dados X C R™, fixando k, m inteiros positivos, o algoritmo termina em
tempo O(nkmT), onde n = |X| e T' é o ntimero de iteragoes realizadas. Em teoria

T pode depender de n, mas em muitas aplicagoes praticas o tempo computacional é
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Figura 2.19: Torre Eiffel. Disponivel em: https://turismo.eurodicas.com.br/

torre-eiffel-paris/. Acesso em: 31 jan. 2022.

linear no tamanho do conjunto de dados, veja [2] para uma discussao mais completa

sobre a complexidade do algoritmo e o niimero de iteragoes necessarias.

A seguir apresentamos dois novos exemplos de aplicagdo do Algoritmo

k-means.

Exemplo 2.9. E comum utilizar os algoritmos de clusterizacao para segmentar
imagens. Nessa caso, cada pixel da imagem é um vetor, onde as entradas desse vetor
representam a intensidade de determinadas cores. Vamos utilizar o Algoritmo 3 para

seccionar a imagem da torre Fiffel retratada na Figura 2.19.

Essa é uma imagem 450 x 750, ou seja, possui um total de n = 337.500
pixels. Cada pixel estd no sistema RGB, isto é, para i € {1,...,n} O(z;) =

(xgi),a:g),xgi)), onde mgi) € {0,...,255} codifica a intensidade de vermelho, sendo

0 desligado e 255 o mais intenso possivel. x;i), xg) codificam as cores verde e azul,
respectivamente. Colocando como entrada X = {z1,...,z,} e k € {2,3,4,8} no

Algoritmo 3 obtemos os resultados apresentados na Figura 2.20.
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Figura 2.20: Resultados do Algoritmo k-means++ no conjunto de dados X para k €

{2,3,4,8}. A cor escolhida para o cluster é a cor obtida pelo centroide do cluster.
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Visualmente o resultado do Algoritmo k-means+-+ é bastante satisfa-
torio na Figura 2.20. Note que, podemos perceber que aumentar o valor de k é o
mesmo que aumentar o numero de cores na imagem. A cor atribuida a cada pixel
da imagem é dada pela combinacao RGB das coordenadas do centroide do cluster

a que esse ponto pertence.

Exemplo 2.10. Definimos X um conjunto de dados baseado na uniao dos pontos de
duas circunferéncias, uma de raio 0.5 e outra de raio 1. Se formos clusterizar esse con-
junto, pela sua construcao, gostariamos que cada circunferéncia ficasse em um tnico
cluster. Pela limitacao de produzir apenas clusters convexos, veja a Proposicao 2.2,
o Algoritmo k-means nao consegue atingir tal particao. Uma saida do Algoritmo k-
means para esse conjunto esta retratada na Figura 2.21 (esquerda). Enquanto isso,
métodos espectrais sao conhecidos por lidar bem em situagoes mais complexas 78],
como o exemplo em questao. Dessa forma, o resultado de um método espectral esté
retratado na Figura 2.21 (direita). Note que esse método consegue dividir o conjunto

de dados nas duas circunferéncias que foram dadas.

No proximo capitulo apresentaremos a estrutura geral dos métodos de

clusterizacao espectral e a fundamentacgao teérica por tras dessas técnicas.

38



» x > L]
1.0 X 10 °
. X . L4
. o X & X xX . . ® .. oes
o o x e o A
® e % ® e o 9
x
%
. % . -~
. x . °
0 0
x .
x X x x X o
05 H x XX x 05 s x od °
o, . o0 X X x X L3 % XX x X% % x L)
3 ® oo, % x x 3 x* Txx o X x .
“» ° x_ X Xx X x_ X
. Jei3 * x *x hd
. . x x . x X .
L) X x
& .‘- ° x, XX & x x X o®
. . X
x x»
001 o ..’ x x 00{ o xxx x .
L ’.' xX X X X L *% xX X oe
o x (] L4
[ x XX x
x x
. ™ » N x . % ..
X
: S % Sy
° P e Iy X ° ¥ e x L -e
-05 0 *%e -, Xx -0.5 0 XEx  xy o
. . A . ° . x x
. X x ) ® .
. x . °
. x 0 .
e, x e 0 °
x
. « X% 0 . o
e e ® x e ® e
- . (X * - . (X °
1.0 . 1.0 .
. .
-10 -05 0.0 05 1.0 -1.0 -05 0.0 05 10

Figura 2.21: Na esquerda, o resultado de uma aplicacao do Algoritmo k-means no conjunto
de dados com pontos distribuidos em duas circunferéncias. Na direita, resultado de um
método de clusterizacao espectral no conjunto de dados com pontos distribuidos em duas

circunferéncias.
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3 A CLUSTERIZACAO ESPECTRAL

Nesse capitulo, apresentamos uma nova familia de algoritmos de cluste-
rizacao, os algoritmos de clusterizacao espectral. A fundamentacao desses algoritmos
estd baseada na algebra linear. Esses algoritmos possuem uma matriz de similari-
dade como entrada, tipicamente utilizada para mapear um conjunto de dados em
um novo espaco euclidiano, realcando similaridades entre objetos - que vao além da
distancia entre dois elementos. Os métodos espectrais sao conhecidos por lidar com
situacoes mais complexas do que, por exemplo, as heuristicas ja apresentadas na

Secao 2.2.

Esse capitulo esté estruturado da seguinte maneira. A Sec¢ao 3.1 apre-
senta um dos algoritmos espectrais mais famosos da literatura. Na Secao 3.2 em-
basamos o método apresentado na Secao 3.1 em teoria de grafos e algebra linear.
Por fim, na Secao 3.3 apresentamos uma estrutura geral dos métodos espectrais e

algumas aplicacgoes.

3.1 Algoritmo de clusterizacao espectral de Ng, Jordan e

Weiss

Essa se¢ao tem por objetivo apresentar o algoritmo espectral apresen-
tado por Ng et al. [49]. A fundamentagao teorica desse algoritmo sera discutida na
secao seguinte. Além disso iremos definir a nocao de medida de similaridade, que é

uma entrada dos métodos espectrais.

No Algoritmo k-means (e suas variantes), utilizamos os vetores que
contém as observagoes como entrada. Nos métodos espectrais utilizamos uma medida

de similaridade como entrada, que definimos agora.
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Dado um conjunto de dados X, definimos uma medida de similaridade
como uma funcao s : X x X — R>(, onde pares de objetos z;, z; com mais afi-
nidade no conjunto X possuem maior medida de similaridade s(x;,x;), enquanto
que pares com menos afinidade possuem s(z;, z;) menor. Além disso, deve valer que
s(x;,x;) = s(zj,x;). A medida de similaridade utilizada para um conjunto de da-
dos depende do contexto do problema de classificacao de dados. No Capitulo 4 e
no Capitulo 5 discutiremos esses aspectos com mais profundidade. Definimos como
matriz de similaridade a matriz construida diretamente da medida de similaridade,
isto é, S = (s;;) € tal que s;; = s(x;,z;). Também podemos definir uma medida
de dissimilaridade d, que é definida da mesma maneira que uma medida de simi-
laridade, mas com interpretagao oposta: pares de pontos onde d é maior possuem
menos similaridade, enquanto que pares de pontos onde d é menor possuem mais

similaridade.

Exemplo 3.1. Dado um conjunto de dados X C R™, d(z;,x;) = ||lz; — xj]| é
uma medida de dissimilaridade, pois pontos mais distantes (menos similares) tém

d maior. Enquanto que s(z;,z;) = se 1 # j, ¢ uma medida de similaridade,

_1
d(z;,xj)’

pois quanto mais proximos dois pontos estao, maior é a similaridade entre eles.

No algoritmo espectral que iremos definir abaixo, seré necessario calcu-
lar os autovalores e autovetores de uma matriz obtida a partir da matriz de simi-
laridade S. Esses autovalores precisam ser reais pois sera necesséario sequencia-los.
A matriz de similaridade S é simétrica, por consequéncia essa matriz particular
obtida por S também é simétrica. Um resultado muito tradicional sobre matrizes
simétricas é que todos os seus autovalores sao nimeros reais [31]. Isso permite que

o sequenciamento dos autovalores possa ser devidamente feito.

Apresentamos a seguir um dos algoritmos espectrais mais famosos, de-

finido por Ng, Jordan e Weiss [49].
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Algoritmo 4: Cluserizagao Espectral NJW [49]
Entrada: Conjunto de dados X, inteiro positivo k e o > 0.

Saida: Particao C = {C},...,Cy}.

1 Construa a matriz de similaridade S = (s;;) de ordem n, onde

xi—x;||? . . .
Sij = exp (——” 1202”' ), se i # j e s;; = 0, caso contrario.

2 Calcule £ = D"V?(D — S)D~Y/2 onde D = (d,;) ¢ uma matriz
diagonal cuja i-ésima entrada é dada por d; = Z;L:1 Sij-

3 Encontre os autovetores ortonormais x1,Xs, ..., X; € R",
associados aos k menores autovalores A\ < --- < A\, de L,
respectivamente. Considere a matriz X = [x1Xg -+ - X;] € R™<k,
cujas colunas sao dadas pelos vetores x;.

4 Defina a matriz Y = (Y;;) a partir de X, onde
Yij = Xij/ /251 X

5 Tratando cada linha de Y como um vetor de R*, utilize o
Algoritmo k-means, com inicializacao aleatéria, para obter uma
particao desses vetores.

6 Atribua o objeto original x; € X para o cluster £ se, e somente se,
a 1-ésima linha de Y foi atribuida para o cluster ¢. Denote essa
particao de X por C.

7 Retorne C

No Algoritmo 4, Ng et al. [49] utilizam uma medida de similaridade
chamada de kernel Gaussiano. Nessa similaridade, a medida que z, y se aproximam,
s(z,y) fica proximo de 1 e, a medida que x, y ficam mais distantes, s(z,y) se aproxima

de 0.

Note que o passo (5) nao é deterministico, uma vez que o Algoritmo
k-means utiliza uma inicializacao aleatéria. Por isso, usualmente, em aplicagoes do
Algoritmo 4, o passo (5) é realizado um nimero @) de vezes para evitar inicializagoes
que levem a solugoes ruins, como foi o caso das aplicagoes do Algoritmo 2 nas

situacoes dos exemplos 2.7 e 2.8.

Chamamos a atengao de que, no passo (5) do Algoritmo 4, utilizamos

o Algoritmo k-means para clusterizar os vetores da matriz Y. A primeira vista isso
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pode parecer fazer pouco sentido, pois poderiamos utilizar o Algoritmo k-means
diretamente na base de dados. Em relacao a essa questao, nesse algoritmo espec-
tral buscamos mapear nosso conjunto de dados em outro espaco, de dimensao k,
que realce a similaridade entre os pontos. Para ilustrar isso retomamos o exemplo

retratado na Figura 2.21.

Exemplo 3.2. Sabemos que o Algoritmo k-means nao consegue encontrar clusters
nao convexos e, por isso, nao consegue encontrar a particao retratada na Figura 3.1
(em cima) para o conjunto de dados X representado no plano da Figura 3.1 (acima).
Vamos aplicar o Algoritmo 4 nesse conjunto de dados X. Utilizamos X, 0 = 0.1 e

k = 2 como entradas para o Algoritmo 4.

A partir de S, calculamos £ = D~Y2(D — S)D~%/2 onde D = (d;;), tal
que d;; = Z?Zl si; edij =0, se i # j. Em seguida, consideramos a matriz X € R™**,
colocando nas colunas de X os k = 2 autovetores de L associados aos 2 menores
autovalores de £. As linhas dessa matriz X podem representar o conjunto X, como
ilustrado na Figura 3.1 (esquerda), onde o ponto z; € X é representado pela i-ésima
linha de X. Note que as linhas da matriz X ja realcam os clusters que buscamos. Isso
é evidenciado quando calculamos Y a partir da normalizacao das linhas de X, que
coloca os pontos em lugares distantes na casca da esfera de raio unitario e dimensao
2. Nesse novo conjunto de dados, o Algoritmo k-means encontra perfeitamente a

particao que buscavamos.

Em suma, mapeamos cada ponto x; de X em um novo elemento z;, isto
¢, M : X — R? tal que M(z;) = &;, onde X ¢ a matriz definida no passo (2) do
Algoritmo 4 e #; é a i-ésima linha de X. As flechas da Figura 3.1 (de cima para
esquerda inferior) ilustram que os pontos de uma mesma circunferéncia ficam acu-
mulados em uma regiao. Além disso, evidenciamos o cluster de cada circunferéncia

ao normalizar as linhas de X.
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Figura 3.1: Em cima, um conjunto de dados X representado no plano. Na parte inferior
esquerda, cada linha da matriz X é um ponto, onde a linha 7 representa o ponto z; € X.
Na parte inferior direita, representacao no plano da matriz Y obtida no passo (4) do
Algoritmo 4, normalizando as linhas de X. As cores/formas representam os clusters dos

pontos no caso onde cada cluster é uma das circunferéncias.
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Para o leitor mais familiarizado com teoria de grafos, ha uma relagao
clara entre um conjunto de dados X, acompanhado de uma medida de similaridade,

e um grafo ponderado.

Consideramos grafos ponderados G = (V, E,w), onde V = {vy,...,v,}
é o conjunto de vértices, If é o conjunto de arestas. Por fim, w: F — R, atribui

um peso positivo w;; a cada aresta ij € E.

Nesse sentido, podemos definir o grafo de similaridade de um conjunto
de dados X, associado a uma medida de similaridade s, como o grafo ponderado
G = (V,E,w), onde V é o conjunto de dados X, E = {{z;,z;} : s(x;,z;) > 0} e

wij = S(.Ti, .I‘j).

Essa representacao do conjunto de dados como um grafo ponderado
é importante para que possamos entender a teoria por tras do Algoritmo 4, que

apresentaremos a seguir.

3.2 A fundamentacao teérica da clusterizacao espectral

Nessa segao consideraremos grafos ponderados, mas vale lembrar que
qualquer conjunto de dados acompanhado de uma medida de similaridade pode ser
transformado em um grafo ponderado. Entao, sempre que considerarmos o conjunto
de vértices V', este esta associado a um conjunto de dados X e, quando considerarmos
arestas e seus pesos, estes estao associados as similaridades entre os objetos do

conjunto de dados.

A seguir apresentamos algumas nog¢oes importantes para essa secao e

para o restante desse trabalho.

Novamente, estamos considerando apenas grafos ponderados G = (V, E,

w), onde V' = {wvy,...,v,} € o conjunto de vértices, £ ¢ o conjunto de arestas e
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Figura 3.2: Exemplo de grafo ponderado.

w: F — Ry atribui um peso positivo w;; a cada aresta ij € F, em que dizemos
que a aresta 17 é incidente aos vértices ¢ e j. Utilizaremos tanto grafo ponderado,

quanto grafo, para nos referir aos grafos ponderados, nessa segao.

E comum representarmos os grafos no plano como pontos, que represen-
tam os vértices de V', com ligacOes entre esses pontos, que sao definidas a partir das
arestas em F. No plano, o niimero que acompanha a aresta é o peso atribuido a ela
em G. Veja a Figura 3.2 para um exemplo de um grafo ponderado G; = (V, E,w),

com n = 8 vértices, representado no plano.

Um conceito importante ¢ o grau de um vértice do grafo. Dado um grafo

G de vértices vy, ..., v,, definimos o grau do i-ésimo vértice como d; = Z?Zl Wj.

No caso de Gy, dy = 1.8, dy = 2.1 e dg = 0.7. Se d; = 0 dizemos que v; € V é um

vértice isolado.
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Um passeio em um grafo G' é uma sequéncia de vértices intercalada com
uma sequéncia de arestas, onde cada aresta é precedida e sucedida por seus vértices
incidentes. Um caminho entre u,v € V é um passeio que nao contem vértices e
arestas repetidas e seu primeiro e ultimo elemento sao u e v. Por exemplo, um
caminho entre v; e vg em G é a sequéncia (v, ve, vg, V7, v3). Além disso, um grafo
G é dito conexo se, para quaisquer u,v € V distintos, é possivel obter um caminho

entre u e v. Caso contrario G é desconexo.

A seguir serao definidas algumas matrizes associadas ao grafo, princi-
palmente as matrizes associadas ao conjunto de dados utilizadas pelo Algoritmo 4.
A partir de um grafo ponderado G é possivel defini-se a matriz de graus de G,
D = (d;j) por d;; = d;, se i = j e 0, caso contrario. A matriz de similaridade de
G, S = (sij), € definida por s;; = w;; se i # j e 0, caso contrario. Para o grafo G;

(Figura 3.2) a matriz de graus D e a matriz de similaridade S s@o as seguintes:

-1.8 0O 0 0 00 0 O ] [ 0o 1 08 0 0 O O O ]
0 210 0 00 O O 10 05 020 04 0 O
o 0 2 0 00 0 O 08 05 0 O 0 02 05 O
D— 0O 0 014 00 0 O o 0 02 0 O 0 06 06 0
0o 0 0 0 20 0 O o 0 o0 o0 0 1 1 0
0O 0 0 0 03 0 0 0 04 02 06 1 0 08 0
0O 0 0 0 00 36 O 0 0 05 06 1 08 0 0.7
|00 0 0 00 0 0.7_ |00 0 0 0 0 0.7 0 |

A partir dessas duas matrizes é possivel definir a matriz Laplaciana
normalizada de um grafo G. Assim, dado um grafo ponderado G, £ = D~'/2LD~1/?
¢ sua matriz Laplaciana normalizada, onde L = D — S ¢ a matriz Laplaciana de G.
Perceba que todas essas matrizes possuem a propriedade de ser simétrica. Como esse
trabalho esta centrado no tema clusterizacao, estamos interessados em clusterizar

o conjunto de vértices desse grafo. Nesse sentido, para dois subconjuntos disjuntos
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Figura 3.3: Exemplo de divisdao de V' em dois subconjuntos. A é o conjunto de vértices

coloridos em vermelho, B em azul.

(clusters) A, B C V, é possivel definir o peso das arestas entre A e B como

’UiGA,Uj €eB

Também é possivel definir o tamanho desses subconjuntos a partir do
ntimero de vértices ou pelo peso das arestas que incidem nos vértices contidos no
subconjunto. Assim, definimos |A| como o ntmero de vértices em A e vol(A) =
> v,eadi @ soma do peso das arestas incidentes nos vértices do subconjunto A. Na
Figura 3.3 dividimos o conjunto de vértices de G; (Figura 3.2) em dois subconjuntos,

A = {UlaU%US} e B = {U4,U5,U6,’U7,'U8}.

Para a divisao retratada na Figura 3.3, W(A, B) = way + was + w3 +
wyy = 1.3. Além disso, |A| = 3, vol(A) = 5.9, |B| = 5 e vol(B) = 10.7. A seguir,
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utilizaremos essas nogoes para trabalhar com o problema de clusterizacao em grafos

ponderados.

Podemos resumir o problema de clusterizacao em grafos como encontrar
uma particao do conjunto de vértices V' desse grafo que otimize uma fungao objetivo.
Em geral, os problemas de clusterizacao em grafos buscam parti¢oes onde vértices
mais similares (pesos maiores nas arestas) tendam a estar em um mesmo cluster
e vértices menos similares (até mesmo sem arestas) tendam a estar em clusters
distintos. Nesse sentido, uma possivel definigdo de fungao é o cut [78]. Dado um

grafo G = (V, E,w) e C ={C},...,Cy} uma particao de V', definimos o cut : Y — R

> W(Ci, Co), (3.2)

(=1

cut(C) = cut(Cy,...,Cy) =

DN | —

onde W é a expressao definida em 3.1. O fator 1/2 ndo permite uma contagem dupla
dos pesos das arestas, afinal se 1 € A e j € B, entao w;; é contada em W (A, A) eem
W (B, B). Note que quanto menor é o valor cut(C) menor é o peso das arestas entre
clusters. Portanto, podemos definir o problema de clusterizagao com fun¢ao objetivo
cut. A boa noticia é que encontrar a particao 6tima em relacao ao cut é relativamente
facil e o problema pode ser resolvido eficientemente (veja [71]). No entanto, na
pratica a particao que minimiza o cut nao é muito boa, pois frequentemente a solugao
do problema separa um tnico vértice de todo o resto do grafo e, normalmente,
queremos clusterizar conjuntos grandes de dados (vértices) em poucos clusters, onde
todos tenham tamanho muito menor que o conjunto original. Isso acontece pois o
cut s6 analisa o que acontece entre pares de pontos de clusters distintos e nao o que

acontece entre pares de pontos do mesmo cluster.

Para corrigir isso, existem fungoes que consideram os pesos das arestas
dentro de cada cluster. As duas funges objetivo mais comuns sao o Ratiocut (equa-
¢ao (3.3)) e o Ncut (equagao (3.4)). Mais exemplos de fungdes objetivo podem ser
encontradas em [33]. Vale mencionar que o Ratiocut foi apresentado pela primeira

vez por Hagen e Kahng [28]. O Ncut, conhecido como normalized cut, foi apresen-
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tado pela primeira vez por Shi e Malik [65]. Foi a partir de [65] e [49] que os métodos

espectrais se popularizaram na comunidade de machine learning |78].

k — k —
. 1 Cut(Cg, Cg) W(Cg, Cg)
Ratiocut(C) = 5 Z ol = Z o (3.3)
=1 =1
k — k —
. 1 Cut(Cg, Cg) . W(Cg, Cg)
Neut(€) = 3 ; vol(Cy) ; vol(Cy) (3:4)

Assim como para o cut, uma particao 6tima nesse contexto, é a par-
ticado C de V' que minimiza o valor de Ncut(C) ou Ratiocut(C). Observe que essas
fungoes objetivo levam em consideragao o que acontece entre clusters distintos e o
que acontece no dentro do proprio cluster. Por um lado, os tinicos pesos que apare-
cem no numerador dos termos em (3.4) e (3.3) sdo pesos de arestas cujos extremos
estao em clusters distintas, de modo que minimizar a funcao favorece particoes tais
que vértices em clusters diferentes tenham peso pequeno. No denominador ha uma

pequena diferenca.

Primeiro, perceba que, o minimo da fun¢ao Z]Z:l 1/vol(Cy) é atingido
quando os vol(Cy) coincidem' (analogo para Zif:l 1/]Cy|). Entao ao minimizar qual-
quer uma das fungoes objetivo Ncut ou Ratiocut beneficiamos parti¢oes balanceadas.
Em relagao as diferengas, em (3.4) o denominador do termo associado a C, conta
o peso de cada aresta com ambas as extremidades em C, duas vezes, enquanto as
outras arestas incidentes com C, sao contadas apenas uma vez. Assim, aumentar o
peso das arestas internas diminui o valor do corte. Enquanto que em (3.3) é contado
apenas o numero de vértices em cada cluster. Infelizmente, a mudanca do cut para

o Ncut ou Ratiocut torna o problema NP-dificil [79].

. . k - k
Para ver isso, considere f : RY; — R, onde f(z) = Y7, -, com a restri¢io de que Y, _, x; =

i=1 7,7

N para algum N > 0. Pela restrigao, zj, = N — 5.7 '2;. Logo S8, L=yt L4 1
p g . Gao, Ty = i=1 Li- LOZ i=1z, _ 2vi=1 z; N>l

Diferenciando essa funcao percebe-se que as derivadas parciais sao iguais a zero quando z; = ;.
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Os calculos que vém a seguir sao enderecados a resolver uma relaxacao?
do problema de clusterizacao para o Ncut e sao facilmente replicaveis para o caso
do Ratiocut. Assim, formalizamos o problema de clusterizacao relativo ao Ncut no

Problema 3.1.

Problema 3.1. Sejam G = (V,E,w) um grafo ponderado e k € N. Queremos

encontrar uma particao CO tal que

Neut(C©) = HgnNcut(C). (3.5)

Iremos modelar nosso problema de clusterizagao como um problema de
matrizes de dlgebra linear. Para isso, precisamos obter uma representagao da partigao
no formato de uma matriz, o que pode ser feito através da matriz de incidéncia de

cluster.

Definicao 3.1. H € R™* ¢ uma matriz de incidéncia de cluster se ela satisfaz:

(1) Toda linha de H tem uma, e somente uma, entrada diferente de zero.

(2) Toda coluna de H tem pelo menos uma entrada diferente de zero.

Perceba que, dado o grafo ponderado (G, a partir de uma particao C
qualquer, obtemos uma matriz de incidéncia de cluster, basta considerar H©) =
(hgec)), onde hl(.g) = 1,sex; € Cye0, caso contrario. Por outro lado, pela Defini¢ao 3.1,
é possivel construir uma particao a partir de qualquer matriz de incidéncia de cluster.
Se H©) ¢ R™F satisfaz a Definicao 3.1, seja C = {C),...,Cy} tal que z; € C se,
e somente se, hl(f) # 0. E facil ver que C é uma particdo de X. Voltando ao nosso

problema, H©) = (hl(.g)) terda uma forma especial.

2Relaxacdo é uma estratégia de modelagem, onde aproximamos um problema dificil por um

problema proximo mais facil de resolver.
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Dados um grafo ponderado G = (V, E,w), sem vértices isolados, e k €
N, seja C particio de V em k clusters. Definimos H(©) = (hl(g)) € R™* por

1

, sex; € Cy;
n© = V/vol(Ce) (3.6)

0, caso contrario.

Para facilitar a notacao utilizaremos H = H¢. Para esse grafo G e ntimero de clusters
k definimos o conjunto que contém todas matrizes H no formato da equagao (3.6)
por H, isto ¢, H = {H € R™* : H no formato da equacio (3.6)}. Uma matriz

H € H possui duas propriedades:

(1) HTDH = I, onde I, é a matriz identidade de ordem k.

(2) tr(HTLH) = Ncut(C), onde L é a matriz Laplaciana de G com respeito

a matriz de similaridade S.

Mostraremos o item (2). A demonstragao do item (1) é analoga a do item (2) para
calcular as entradas da matriz
— CUt(C€7@)

vol(Cy)

2icc, \/TTLU Assim,

Demonstragdo. Vamos mostrar que (H' LH )y,

Para cada ¢ = 1,..., k observe que (HTL)ej =

T )
(HLH), ]EZC \/UO[ Cg Z \/vol (Cy) Li
- ZZ Ol Cg

jECg 1€Cy
= ml (2 Lot > Ly)
i=jeCy 1#5€Cy
Pela definicao de L, L;; = d; se i = j e, L;; = —wj;, caso contrario. Entao segue

que,

vol(Cy) - (H'LH )y = Zdi - Z Wi

i€Cy i#jeCy
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=2 Q wy) =D (Y wy)

i€Cy jev 1€Cy j#i€Cy
=3 wi— Y wy)
i€Cy JEV jAIEC,
=3 (> wy)
i€Cly j%Cg
= W(C, Cy)
1 — — —
= 5 (W(Cz, Cg) + W(Cg, Cg)) = CUt(Cg, Cg)

Logo, (H'LH )y = % Portanto, tr(HTLH) = b_ 1Cfolfgff = Ncut(C). [

Com essas propriedades, podemos reescrever o problema de clusteriza-
¢ao como um problema de matrizes, observando que antes o conjunto universo era
formado por todas as parti¢oes de um conjunto X em k clusters, enquanto que agora

o conjunto universo consiste em todas matrizes H € H.

Problema 3.2. Dados um grafo ponderado G = (V,E,w) e k € N, o objetivo é

encontrar HO tal que

tr(HOTLHO) = min tr(H'LH), sujeito a H' DH = 1. (3.7)
S

Observe que o Problema 3.1 é equivalente ao Problema 3.2. Assim,
modelamos nosso problema de clusterizacao como um problema de matrizes de al-
gebra linear. No Problema 3.3 apresentamos um problema de otimizagao similar ao

Problema 3.2.

Problema 3.3. Dados um grafo ponderado G = (V,E,w) e k € N, o objetivo €

encontrar YO tal que

tr(YOTLy©) = min ktr(Y LY), sujeito a Y'Y =1
YERnx

E sabido como encontrar uma solugao para o Problema 3.3. Nesse sen-

tido, apresentamos o Teorema 3.1.
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Teorema 3.1. [Rayleigh-Ritz [31]] Seja M matriz real de ordem n e simétrica
com autovalores A\ < ... < A\, correspondentes a base de autovetores ortonormais

Uy, ..., Uy, respectivamente. Para todo k < n, vale:

min ~ tr(YTMY) =X + -+ A (3.8)
YeRmxk YTY =]

Se Y for tal que suas colunas geram o Span{u,...,ux}, entdo Y € uma solugao

de 3.8.

A demonstracao do Teorema 3.1 pode ser encontrada a partir da pagina
246 em [31], no Teorema 4.3.28 e Corolario 4.3.39. Entao, pelo Teorema 3.1, para
encontrar a solucao do Problema 3.3 basta calcular os k autovetores associados aos
k menores autovalores da matriz Laplaciana normalizada £ de G. E claro que gos-
tarfamos de reduzir nosso problema de clusterizagao NP-dificil para um problema
de encontrar autovetores, mas a solu¢ao que encontramos para o Problema 3.3 nao
serve para o Problema3.2. Apesar do Problema 3.3 possuir similaridades com o Pro-
blema 3.2, ha um aspecto diferente. No contexto do Problema 3.3 a tnica restrigao
sobre a matriz Y € R™* ¢ que YTY = I, enquanto que no caso que queremos resol-
ver H € R™* deve pertencer a H ¢ H' DH = I. Este tltimo é possivel adequar ao
Problema 3.3, basta fazer a substituicio H = D~Y2Y. Dessa forma, H' LH passa
aser (D7V2Y)TLD=Y2y = YT(DY2LDY2)Y = YTLY, onde £ = D~Y/2LD~1/?
¢ a matriz Laplaciana normalizada de S, a mesma utilizada no Algoritmo 4. Nesse
caso, substituimos o conjunto H por Y ={Y : Y = HD'Y? H e H}. A partir dessa

modelagem, nosso problema de algebra linear se resume em:

Problema 3.4. Dados um grafo ponderado G = (V,E,w) e k € N, o objetivo é

encontrar YO tal que
tr(YOT Ly ©) = 1};113 tr(YTLY), sujeito a Y'Y = 1.
€

Assim, a tunica diferenca do Problema 3.4 para o Problema 3.3 é o

formato da matriz Y. Em ambos ela precisa respeitar a restricio Y'Y = I, mas, no
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primeiro, o conjunto universo é U; = {Y € R™* : Y € Y e YTY = [}, enquanto que
no segundo, o conjunto onde buscamos uma solucao ¢ Uy = {Y € R™* . YTY = [}
E claro que U; C Us,, logo, sendo £ a matriz Laplaciana normalizada de um grafo

ponderado G = (V, E,w), temos que

f(£) := min tr(YTLY) < min tr(Y?TLY) = min Necut(C), (3.9)

YeUs YeU; CeUy,

onde U}, ¢ o conjunto de todas particoes de V' em k clusters.

Como é comum em relaxagoes, o lado esquerdo da desigualdade (3.9)
pode ser calculado eficientemente e fornece um limite inferior para o valor do Ncut da
particao 6tima. Por outro lado, nao ha conexao 6bvia entre uma matriz Y que atinge
o valor f(£) (ou seja, uma matriz construida a partir de autovetores associados aos
k menores autovalores de £) e uma particio em k clusters C©) tal que Ncut(C")
seja proximo do lado direito da desigualdade (3.9). Na literatura ha alguns métodos
que transformam uma matriz Y, que atinge o valor f(L£), em uma particio de
G |65, 49]. Motivados pela teoria da perturbagao de matrizes, Ng et al. [49] sugerem
que se construa uma matriz Y, normalizando as linhas de Y. Para entéo, clusterizar
as linhas da matriz Y utilizando Algoritmo k-means e atribuir o vértice v; € V ao

mesmo cluster da i-ésima linha de Y.

Uma maneira de avaliar a qualidade da partigao de saida C do Algoritmo
k-means é observar a propor¢ao Ncut(C?)/f(L) > 1. Se esta razdo for exatamente
1, a particdo C(¥ & uma particdo 6tima. Caso contrério, ele fornece um limite superior
no valor da razio p(C”) = Neut(C))/ gézi};Ncut (C). Entretanto, mencionamos que a
diferenga entre f(L£) e érelgiNcut(C) pode ser arbitrariamente grande. Mesmo assim,
os métodos espectrais se mostraram muito eficientes em muitas aplicagoes praticas,

referenciamos |49, 33, 78| para maiores explicagoes sobre os resultados empiricos.

Em suma, essa discussao motiva o Algoritmo 5.
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Algoritmo 5: Clusterizagao Espectral com base no Ncut

Entrada: Conjunto de dados X e inteiro positivo k.
Saida: Particao C = {C1,...,Cy}.
1 Construa a matriz de similaridade S = (s;;).
Calcule £ = D~Y2(D — S)D~Y2 onde D = (d;;) é uma matriz

n
J=1

N

diagonal cuja i-ésima entrada é dada por d; = >, si;.

3 Encontre os autovetores ortonormais xi, Xs, ..., x; € R",
associados aos k menores autovalores A\ < --- < A\, de L,
respectivamente. Considere a matriz X = [x;xg - - - x;,] € R™*,
cujas colunas sao dadas pelos vetores x;

4 Defina a matriz Y = (Y;;) a partir de X, onde
Yij = Xij/ /251 X

5 Faga o seguinte para j € {1,...,Q}. Tratando cada linha de Y
como um vetor de R¥, utilize o Algoritmo k-means, com
inicializacao aleatoria, para obter uma particao desses vetores.
Atribua o objeto original x; € X para o cluster ¢ se, e somente se,
a 1-ésima linha de Y foi atribuida para o cluster . Denote essa
parti¢ao de X por P;.

Seja C, a particao com menor Ncut entre todas parti¢coes obtidas

(=]

no passo (5).

7 Retorne C

O Algoritmo 5 é basicamente o Algoritmo 4 iterado () vezes dando
liberdade ao usuario para escolher uma medida de similaridade mais adequada.
Abaixo sumarizamos como essa se¢ao motiva os passos do Algoritmo 5. Dados um

conjunto de dados X = {x1,...,x,} e k € N, seja S a matriz de similaridade de X.

(1) Relaxamos o Problema 3.1 para o Problema 3.4.

(2) Resolvemos o Problema 3.4, considerando a matriz X = [x1Xy -+ Xg] €
R™**  cujas colunas sao dadas pelos autovetores ortonormais associados

aos k menores autovalores de £ = D~Y2(D — S)D~1/2,

(3) Para gerar uma particio de X a partir de X, calculamos a matriz Y

normalizando as linhas de X e aplicamos o Algoritmo k-means nas
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linhas de Y. A particao gerada é tal que um ponto z; € X é atribuido

ao mesmo cluster da ¢-ésima linha de Y.

3.3 A estrutura dos métodos espectrais e aplicacoes

Na Secao 3.1 apresentamos um dos primeiros métodos espectrais asso-
ciado ao Ncut e na Secao 3.2 expomos a fundamentacgao tedrica em grafos e dlgebra
linear que subsidia o método. Nessa se¢ao buscamos generalizar o Algoritmo 5.
Dados um conjunto de objetos X e £ € N, um método espectral tem a seguinte

estrutura [33]:

(1) Definir uma matriz de similaridade S.

(2) Calcular uma matriz Laplaciana® a partir de S, dependendo da funcao

objetivo utilizada.

(3) Selecionar os autovetores da matriz Laplaciana e como ser4 feita a par-

ticao de X em k clusters a partir deles.

No caso do Algoritmo 4, a matriz de similaridade utilizada é baseada
no kernel Gaussiano. O problema relaxado do Ncut induz a utilizagao da matriz La-
placiana normalizada L. Sao selecionados os k autovetores associados aos k menores
autovalores, tal que a particao dos objetos de X é obtida apos clusterizar uma ma-
triz associada aos autovetores de £. A medida de similaridade do kernel Gaussiano

¢ sugerida pelos autores de [49].

A partir disso, a pesquisa em clusterizacao espectral é concentrada em

cinco aspectos [33]:

3Algumas opcoes sdo a matriz Laplaciana ndo normalizada, Laplaciana normalizada ou a p-

Laplaciana [42].
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(1) Construir uma matriz de similaridade S [92, 89, 47, 38].
(2) Escolher a matriz Laplaciana [65, 42, 25, 17].

(3) Definir o namero de clusters k |78, 81, 21, 75].

(4) Selegao de autovetores [65, 49, 87, 93, 36, 53].

(5) Aplicagoes da clusterizacao espectral |67, 66, 40, 91, 16, 8|.

Nesse trabalho atuamos em duas vertentes da pesquisa em clusteriza-
¢ao espectral. No capitulo 4 realizamos duas aplicacées do Algoritmo 4 em situagoes
reais. E, no capitulo 5, nos aprofundamos na problemaética por tras de definir uma
matriz de similaridade e as limitacao da medida de similaridade utilizada pelo Al-

goritmo 4. Além disso, iremos definir uma nova medida de similaridade.

A respeito do item (3) dos problemas de pesquisa em clusterizagao es-
pectral, existem critérios derivados dos métodos espectrais que ajudam o usuério
a escolher o numero de clusters k. Nesse trabalho vamos utilizar um deles: o ei-
gengap [78]. Nesse critério, o objetivo é escolher um nimero de classes k tal que
os autovalores A, ..., \; s@o bem pequenos e A\iy; é relativamente grande, onde
A < --- < )\, sao os autovalores da matriz Laplaciana normalizada £. A principal
justificativa para esse processo é uma propriedade da matriz Laplacina normalizada:
o grafo ponderado GG possui exatamente k componentes conexas se, e somente se,
AM ==X X=0¢e 31 >0,0onde \; <--- <)\, sao os autovalores da matriz La-
placiana normalizada £ de G* [13]. Perceba que se um grafo ponderado (o grafo que
representa a similaridade entre os objetos do conjunto de dados) estiver dividido em
exatamente k componentes, essas seriam exatamente os k clusters que buscariamos.
E claro que, na pratica, raramente o grafo obtido pelo conjunto de dados ¢ dividido

em componentes conexas.

L =D"Y2(D—-S8)D'/? onde S é a matriz de similaridade de G e D ¢ a matriz diagonal dos

graus dos vértices de G.
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Figura 3.4: Sequéncia dos dez primeiros autovalores da matriz Laplaciana normalizada

obtida a partir de S.

O eigengap pode ser medido pela primeira diferenca consideravel ou
pela maior razao entre autovalores consecutivos, ou seja, considerar a maior das
diferengas |Ap1 — Ax| ou das razdes A\py1/Ak, quando A, é um valor pequeno. A ideia

é que eigengap seja grande e que N\ esteja proximo de zero.

Exemplo 3.3. Nos iremos ilustrar o eigengap no conjunto de dados X do exem-
plo 3.1 (superior). Consideramos a mesma matriz de similaridade S utilizada no
exemplo. A Figura 3.4 apresenta os primeiros 10 autovalores da matriz Laplaciana
normalizada L. Os valores aproximados foram A; = 0, Ay = 0.0004, A3 = 0.0054, A\, =
0.0057, A5 = 0.019, A¢ = 0.020, A7 = 0.022, \s = 0.023, \g = 0.41, A\;p = 0.049. Note
que o primeiro salto acontece entre Ay e A3, onde |A3 — Ao| = A3 e A\3/ Ay =~ 11.70, o

que sugere k = 2 para o numero de clusters nesse problema de clusterizacgao.
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Contudo, é importante notar que a matriz Laplaciana normalizada é
construida a partir da matriz de similaridade. Dessa forma, a qualidade do eigengap

depende diretamente da escolha de uma boa matriz de similaridade.

Para finalizar esse capitulo, vamos mostrar os resultados do Algoritmo 4
em nove conjuntos de dados contidos em R? (Figura 3.5) e em dois conjuntos de
dados contidos em R? (Figura 3.6). O valor de o utilizado em cada conjunto de
dados estara destacado no titulo da figura que contém o conjunto. Executamos o
passo (4) do Algoritmo 4 ) = 100 vezes e escolhemos a solugdo que apresentou o

menor Ncut.

O método espectral utilizado consegue lidar bem com todos os conjun-
tos de dados presentes na Figura 3.5 e na Figura 3.6. Vale mencionar que tanto o
Algoritmo k-means, quanto o Algoritmo single linkage, podem lidar bem com um
subconjunto desses conjuntos de dados, mas nenhum deles consegue atingir os mes-
mos resultados do algoritmo de clusterizacao espectral. Por exemplo, o Algoritmo
k-means nao consegue dividir as duas circunferéncias em dois clusters distintos na
Figura 3.5 (diagonal inferior) ou as duas luas em clusters distintos na Figura 3.5 (dia-
gonal superior), pois o Algoritmo k-means s6 produz clusters convexos. O Algoritmo
single linkage nao consegue dividir as duas circunferéncias em dois clusters distintos

na Figura 3.5 (superior), pois ele identifica o outlier como um cluster solitario.

No préoximo capitulo abordaremos aplicagoes em situacoes reais onde o

contexto do problema ¢ mais complexo que apenas clusterizar pontos do espago.
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c=0.5

=05

Figura 3.6: Resultados do Algoritmo 4 em dois conjuntos de dados de R3.
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4 APLICACOES

Esse capitulo apresenta aplicagoes do algoritmo de clusterizacao es-
pectral a problemas com dados reais. Realizamos essas aplicagoes para avaliar o
desempenho do algoritmo em situagoes desse tipo. A primeira aplicacao esta relaci-
onada ao mercado financeiro, enquanto que a segunda esta relacionada a pandemia
da COVID-19. Cada segao inicia contextualizando o leitor sobre o problema e con-

templa trés aspectos: (1) dados utilizados, (2) metodologia e (3) resultados.

4.1 Portfélios baseados em Clusterizagao Espectral e Factor

Investing

Nessa secao apresentamos uma aplicacao do algoritmo espectral em um
problema sobre investimentos na bolsa de valores, a saber, o problema de montar um
portfolio de agoes com bom desempenho. Iniciamos com algumas nogoes do mercado

financeiro brasileiro.

Uma sociedade anonima é uma forma juridica de constituicao de em-
presas na qual o capital da empresa esta dividido em unidades de capital indivisiveis,
onde cada unidade é chamada de agao [10]. Os proprietarios das agdes sao chama-
dos de acionistas. As empresas que sao sociedades andénimas podem ser de capital
fechado ou capital aberto. No primeiro caso, ha poucos acionistas e para uma nova
pessoa adquirir acoes, deve ser realizada uma escrituracao da transferéncia da pro-
priedade |54]. Por outro lado, se a empresa ¢ de capital aberto, entao parte de suas
acoes sao livremente negociadas sem necessidade de escrituragao publica de propri-

edade [55].

A bolsa de valores é justamente o local onde sao negociados valores

mobiliarios, entre eles as agdes de empresas de capital aberto [32]. Uma empresa
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ingressa na bolsa de valores através de uma oferta ptblica inicial (IPO?!) realizando
uma oferta de agdes ao mercado. Isso significa que a empresa deixara de ser uma
empresa de capital fechado para se tornar uma empresa de capital aberto. Nessa
oferta piublica, é estabelecido um preco inicial para cada acao que deveréd ser pago
pelos novos investidores [56]. Apos o IPO, as agoes oferecidas ao mercado podem ser
comercializadas livremente pelos investidores, fazendo com que os precos oscilem de

acordo com a oferta e demanda.

Algumas nocoes de contabilidade também sao importantes. O lucro li-
quido de uma empresa em um periodo T é a diferenga entre a receita e o custo total
no periodo 7', onde a receita é toda renda gerada pela empresa e o custo é toda saida
monetaria da empresa [58]. Dividendos sdo uma parcela do lucro liquido que é distri-
buida aos acionistas [59]. Os ativos de uma empresa consistem em tudo que pode ser
convertido em valores monetérios, como produtos em estoque, maquinério, imdveis
ou dinheiro em caixa [80]. Ja passivos de uma empresa sao as obrigagoes que ela
tem com terceiros, como dividas ou contas [80]. O patrimoénio liquido ¢ um indicador

contabil que representa a diferenga entre ativo e passivo de uma empresa [80].

As agoes de uma empresa podem ser classificadas em dois tipos: ON
(Ordinarias nominativas), com direito a voto ou PN (Preferenciais nominativas), com
direito preferencial aos dividendos [57]. Na bolsa de valores, as a¢oes de uma empresa
recebem um codigo de 4 letras (em geral uma abreviagdo do nome da empresa) e
um namero ¢ € {3,4,5,6,7,8,11}. Quando ¢ = 3 o codigo representa uma a¢ao ON,
quando ¢ € {4,5,6,7,8} o codigo representa uma a¢ao PN e, quando ¢ = 11 o codigo
representa uma acao UNIT, que é uma acao que é simultaneamente ON e PN. Seja
pi : Q = Q tal que p;(t) é o preco de fechamento da agao x; no dia t, onde prego de
fechamento ¢é o ultimo prego negociado daquela agao no dia que ¢ representa. A;, (t),
A, (t) e Ai(t) sdo o nimero de agdes ON, PN e UNIT de uma empresa, onde z;,,

x;, € T;, sao as acoes ON, PN e UNIT dessa empresa, respectivamente. O valor de

Tnitial Public Offering
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mercado de uma empresa no dia ¢t é dado por Ay, (t)-pi, (t)+ A, ()P, (8)+ A (1) pis (1).

O desempenho de uma acgao z; no periodo 7' = (¢;,t¢) é dado por

i(T
ay(r) = 2tis) (4.1)
onde t; e t; representam uma data inicial e final, respectivamente.

Por exemplo, no dia 4 de fev. de 2022 a empresa brasileira Petrobras pos-
sufa um total de N = 13.044.496.930, divididas em 7.442.454.142 a¢oes ON (PETR3)
e 5.602.042.788 agoes PN (PETR4). Na bolsa de valores, a empresa negocia um total
de 49, 5% de suas a¢oes ON e 81, 51% de suas agoes PN. Se ¢ representasse o dia 4 de
fev. de 2022 e z;, e x;, representassem as agoes PETR3 e PETR4, respectivamente,
entdo p;, (t) = R$35,91 e p;,(t) = R$32,63. Juntando essas informagoes, o valor
de mercado da Petrobras ¢ A;, (t) - pi, (t) + Ai,(t) - pi, (t) = R$450.053.184.412. No
periodo T" = (¢;,ts), onde t; representa o dia 1 de jan. de 2021 e ¢; o dia 31 de dez.
2021, z;; =PETR3 obteve um desempenho de 6,41%, visto que p;, (t;) = R$28,85 e
pi, (t7) = R$30,70. No mesmo perfodo T, d;,(T) = 0, 11%>.

No Brasil, existe apenas uma bolsa de valores, a B3 - Brasil, Bolsa,
Balcao [5]. A negociagao de agdes ocorre em dias uteis, entre 10 e 17 horas (ou
18 horas, dependendo da época do ano), no que é conhecido como pregao. No dia
4 de fevereiro de 2022 havia 397 empresas com agoes listadas na bolsa de valores,
totalizando um valor de mercado de R$ 4.733.264.568.900 [4]. O Ibovespa (Indice
bovespa) é o principal indicador de desempenho das a¢oes negociadas na B3, con-
forme [7]. O desempenho do Ibovespa é uma média ponderada do desempenho de
um subconjunto de ag¢oes da B3. O Ibovespa ¢ atualizado a cada quadrimestre e
para uma acao participar no indice ela deve satisfazer alguns critérios, entre eles ser
negociada a um valor acima de R$1, estar entre as agdes mais negociadas da bolsa
e estar presente em mais de 95% dos pregoes [7]. Note que mais de um tipo de acao

da mesma empresa pode participar do indice. Além disso, o peso de cada acao no

2Dados retirados de https://statusinvest.com.br/acoes/petr3. Acesso em: 4 fev. 2022.
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indice ¢ proporcional ao valor de mercado da empresa®. Em suma, o Ibovespa é um
indice que acompanha o desempenho das maiores empresas brasileiras. Por isso, em
geral, os investidores tem o Ibovespa como uma referéncia para o desempenho de

seus portfolios.

A bolsa de valores vem se popularizando entre as pessoas fisicas bra-
sileiras. Do inicio de 2018 até o fim do primeiro semestre de 2021 houve cerca de
3 milhoes de novos CPF’s registrados em operagoes da B3, onde em 2018 haviam
cerca de 800 mil pessoas fisicas [6]. Em geral, essas pessoas buscam comprar agoes
com dois objetivos principais: (1) vender a agdo por um pre¢o maior do que pagaram
e (2) receber dividendos da empresa. Nao é obvio qual agao deve ser comprada para
atingir esses objetivos. Além disso, como as oscilagoes nos precos podem ser nega-
tivas, o retorno financeiro do investidor pode ser negativo. Dessa forma, é comum o
investidor formar um portfélio P de ac¢oes, onde P é um subconjunto do conjunto de
agoes X. O desempenho dp(7T) do portfolio no periodo T é dado por ‘%' > di(T).

T, EP
Portanto temos por objetivo construir P, tal que

dp(T) = max dp/(T). (4.2)

E claro que o portfélio que representa a solucao 6tima é composto por
uma Unica agao: a agado que mais ird valorizar na bolsa de valores. Infelizmente,
tentar prever qual sera essa acao é muito arriscado, visto que essa agao pode ter um
desempenho muito ruim por causa algum evento particular que ocorra na empresa
ou no seu setor. Uma alternativa menos arriscada é investir no codigo BOVA11* que
é lastreado no Ibovespa, isto é, possui desempenho muito vinculado ao do Ibovespa.
O desempenho do Ibovespa é muito sensivel & variacao de empresas de poucos se-

tores, que representam em mais de 40% do indice: Vale e Petrobras (commodities)

3A  composicio do Ibovespa pode ser vista em https://www.b3.com.br/pt_br/

market-data-e-indices/indices/indices-amplos/ibovespa.htm. Acesso em: 4 fev. 2022.
4Mais informagGes em https://www.blackrock.com/br/products/251816/

ishares-ibovespa-fundo-de-ndice-fund. Acesso em: 4 fev. 2022.
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e Banco do Brasil, Itai e Bradesco (setor bancario). Ou seja, um problema no mer-
cado de commodities ou bancério afeta muito o indice. Visto essa concentracao do
Ibovespa em poucos setores, normalmente o investidor busca um retorno maior que
o indice. Assim, o investidor deve montar seu portfélio ou delegar para algum fundo
de investimentos a selecao do portfolio. Infelizmente essa segunda opg¢ao nao tem se
mostrado muito vantajosa, tendo em vista que, em um periodo de trés anos, 44%
dos fundos tiveram desempenho menor que o Ibovespa |76]. Além disso, esses fundos
possuem taxas altas que consomem o desempenho do investidor. Devido a isso, as
pessoas fisicas estao mais motivadas a montar seu proprio portfélio. O problema é
definir quantas agoes e, principalmente, quais agoes vao ser selecionadas para compor

o portfolio.

Retomando o primeiro questionamento do problema, economistas de-
fendem que um portfélio deve ser diversificado, contendo vérias a¢oes descorrela-
cionadas [48]. Dessa forma, o desempenho de uma agdo por um evento particular
impacta pouco no desempenho do portfélio como um todo. Entretanto, nao ha con-
senso entre os economistas sobre o numero ideal de agdoes em um portfolio [48].
O problema é que, a medida que sao colocadas mais agoes, uma ac¢ao particular
com bom desempenho impacta pouco positivamente no desempenho do portfélio.
Diversos autores sugerem que o tamanho do portfélio deve ser de 8 a 20 acoes, de-
pendendo da correlacao entre as agdes selecionadas, veja [26, 46, 85]. Ainda assim,
escolher as agoes do portfolio é um desafio para o investidor. A seguir apresentamos

uma estratégia bem difundida no mercado financeiro.

Existem critérios bem estabelecidos entre economistas para fazer essa
selegao, conhecidos como critérios de factor investing (investimento em fatores) [9].
A premissa é que os riscos e retornos de uma acao podem ser explicados através de
fatores. Um fator que vamos utilizar é o fator valor que visa identificar acoes cujos
pregos estejam subvalorizados pelo mercado [9]. Uma forma de quantificar esse fator

¢ pelo critério prego sobre lucro (p/l). Dada uma agao z; e um periodo 7" = (¢;,t¢),
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pi(ty)

o p/l de z; é medido por PRGR

onde p;(ts) é o preco de x; em ¢t =ty e ¢;(1) é o

lucro liquido por acao de x; no periodo T. Além disso, podemos entender Z Z(JTf)) >0

como a quantidade de anos necessarios para a empresa retornar ao acionista o valor

pi(ty)
ei(T)

investido em lucro liquido, assim, quanto menor é , mais rapido é o retorno ao

acionista e mais desvalorizada esta a acao.

Outro fator bem estabelecido que iremos utilizar nesse trabalho é o
fator qualidade, que visa capturar qualidade de uma empresa [9]. Um critério que

quantifica esse fator ¢ o Retorno sobre Patrimoénio Liquido (ROE’). O ROE da a

Li(T)

acdo x; no periodo T' = (t;,tf) é dado por PL

onde PL;(tf) é o patriménio
liquido de z; no dia t = t; e [;(T") é o lucro liquido da empresa no periodo 7. Ou
seja, 0 ROE pode ser entendido como o lucro liquido da empresa por cada real de

patriménio liquido, portanto é razoavel que quanto maior, mais eficiente é a empresa.

Portfolios podem ser montados diretamente dos fatores de factor inves-
ting [9]. Uma possibilidade é compor o portfélio P com as k ac¢oes do Ibovespa com
menor p/l positivo. Outra possibilidade é compor o portfolio P com as k agoes com

maior ROE positivo [48].

Nesse trabalho propomos uma nova estratégia de montagem de portfélio
de acoes que utiliza clusterizacao espectral combinada com factor investing. Essa
estratégia consiste em dois passos: (1) utilizar o algoritmo espectral para dividir
acoes em um numero pré-estabelecido k de clusters, onde agoes mais correlacionadas
tendam a estar em um mesmo cluster e (2) escolher uma agao de cada cluster, a

partir de um critério pré-definido de factor investing.

5Return on Equity.
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4.1.1 Estratégia

Seja X = {x1,...,2,} um conjunto universo de agoes, fixe k € N e um

periodo T = (t;,t¢).

Para cada agdo z; € X, defina o vetor O (z;) = p; = (pi(ts), - . ., pilty)).

Defina a correlagio [61] entre O (x;) e O (z;) como

> (o) =) (p;(t) — P3)

i<t<
wll) = == — — (4.3)
¢ > (ilt) = P2 (pi(1) — B5)?
t;<t<ty
onde P; ¢ a média dos valores do vetor p;. Calcule a matriz de similaridade S =
w™
(SEJT)) tal que sl(-jT) = HTJ Entao divida X em k clusters C, ..., C} utilizando o

Algoritmo 5 com a matriz S) como entrada.

() _ 1wl
ij 2

Perceba que utilizamos s , pois wg) € [—1, 1], enquanto que

na matriz de similaridade devemos considerar apenas valores nao negativos, veja o
(T)

Capitulo 3. Além disso, quanto maior € s;;°, maior ¢ a correlagao entre as agoes
x; e x; e existe uma maior a chance de eles estarem em um mesmo cluster. Isso ¢
importante pois qualquer par de acoes que ficar em um mesmo cluster nao podera
estar simultaneamente no portfélio construido, ja que iremos escolher uma tunica

acao de cada cluster.

Uma vez construida a partigao C = {C1,...,Cy} de X, escolha uma
acao de cada cluster para compor o portfélio com base em um critério de factor
1mwvesting. Propomos duas maneiras de fazer isso, que definem duas estratégias dis-
tintas. Na primeira selecione a agao de cada cluster com menor p/l positivo, mais

exatamente, defina o portfélio P por

bty L plty) , ,
P={z;: e(T) min D)’ onde €;(T") > 0,z; € Cyp, para { € [k}

A segunda maneira é fazer a selecao da acao de cada cluster a partir

do ROE. Assim selecione a acao de cada cluster com maior ROE, mais exatamente,
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defina o portfélio P por

P:{ . ZJ<T) . ZZ(T)

T = min ,x; € Cy, para € [k]}.
T PLi(ty) i PLi(ty)

Os critérios de factor investing utilizados nesse trabalho sao considera-
dos em periodos de doze meses. Por isso, cada portfoélio montado por essa estratégia
utiliza sempre um periodo de um ano e tem um prazo de validade de um ano. Se
o objetivo for montar um portfélio mais longevo, basta ao final de cada periodo
re-selecionar as a¢oes do portfolio a partir da nossa estratégia. Portanto, vende-se as
acoes do portfolio antigo e utiliza-se o valor monetario para comprar o novo portfélio

sugerido pela estratégia.

Na préxima subsegao apresentamos os resultados da nossa estratégia em
trés anos consecutivos. Todos dados contabeis das empresas estao contidos em relato-
rios gerenciais disponibilizados por elas trimestralmente. Dados sobre o Ibovespa sao

6 retine dados do mercado finan-

disponibilizados publicamente. O site yahoo finance
ceiro, onde qualquer pessoa pode acessa-los. Para esse trabalho realizamos a coleta
de dados no yahoo finance. Os dados contabeis utilizados sao: lucro liquido, patrimo-
nio liquido, nimero de agoes, no ultimo dia de cada ano m € {2017,2018,2019}. O

preco diario de fechamento, de cada acao ou do Ibovespa, utilizado foi entre os anos

2017 e 2020, inclusive.

4.1.2 Resultados

[remos definir os parametros de entrada da nossa estratégia. Conside-
ramos X o conjunto de agoes presentes no Ibovespa. Utilizamos & = 10 clusters e
tomamos T' € {T},T», T3} trés periodos diferentes. 77 é o periodo entre 1 de jan. de
2017 e 31 de dez. de 2017, T, é o periodo entre 1 de jan. de 2018 e 31 de dez. de 2018
e Ty é o periodo entre 1 de jan. de 2019 e 31 de dez. de 2019. PI(T) denota o port-

Shttps://finance.yahoo.com/. Acesso em: 4 fev. 2022.
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folio formado pela nossa estratégia utilizando o critério p/I. PQ(T) denota o portfélio
formado pela nossa estratégia utilizando o critério ROE. A Tabela 4.1 apresenta os
clusters obtidos em T' = T;. A Tabela 4.2 e a Tabela 4.3 apresentam os clusters

obtidos em T =T, e T = T}, respectivamente.

Tabela 4.1: Clusters obtidos utilizando a estratégia da Subsecao 4.1.1, a partir de dados

dos pregos das agoes do ano de 2017.

T Acoes

C; = {AZUL4, CVCB3, GOLL4, QUAL3, RAIL3, SBSP3}

Cy = {BBAS3, BBDC3, BBDC4, ITSA4, ITUB4, SANB11}

C3 = {BRAP4, CSNA3, GGBR4, GOAU4, USIM5, VALE3}

Cy = {BBSE3, CCRO3, CIEL3, ECOR3, EGIE3, ENBR3,
EQTL3, TAEEL1}

Cs = {BRML3, BTOW3, CYRE3, HYPE3, IGTA3, LAME4,
LREN3, MRVE3, MULT3, NATU3, PCAR3}

Cs = {ABEV3, BRFS3, KLBN11, MRFG3, RADL3, SMLS3,
TIMP3, UGPA3, WEGE3}

C; = {CMIG4, ELET3, ELET6}

Cs = {BPACI11, BRDT3, EMBR3, IRBR3, RENT3, SUZB3}

Cy = {BRKM5, CSAN3, PETR3, PETR4}

Ci = {FLRY3, JBSS3, MGLU3, VIVT3, VVAR3}

Os portfolios PfT) para T € {T1,T5,T3} estao apresentados na Ta-
bela 4.4. Os portfolios PQ(T) para T € {11, T, T3} estdo apresentados na Tabela 4.5.

Para avaliar nossa estratégia comparamos o seu desempenho com o
Ibovespa e trés outras trés estratégias. P3 é o portfolio que no inicio de cada ano
escolhe as 10 agoes com menor p/l > 0. P, é o portfolio que no inicio de cada ano
escolhe as 10 agoes com maior ROE. P5 contém as mesmas agoes do Ibovespa, porém

todas as acOes sao consideradas com o mesmo peso. Como sempre utilizamos dados
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Tabela 4.2: Clusters obtidos utilizando a estratégia da Subsegao 4.1.1, a partir de dados

dos precos das agoes do ano de 2018.

T Acgoes

C; = {ABEV3, EQTL3, SBSP3, TIMS3, VIVT3}

Cy = {B3SA3,BRML3,FLRY3HYPE3 IGTA3,LREN3MULT3,
PCARS3,RENT3}

Cs; = {AZUL4,BTOW3,CMIG4,CVCB3,GOLL4,LAME4,MGLU3,
RAIL3,SMLS3}

Cy = {BRAP4, CSNA3, GGBR4, GOAU4, USIM5, VALE3}

Cs; = {BRKM5, EGIE3, IRBR3, KLBN11, SUZB3, WEGE3}

Cs = {BBDC3, BBDC4, BBSE3, ITSA4, ITUB4, MRVE3,SANB11}

C7; = {BRFS3, CCRO3, ECOR3, EMBR3, JBSS3, MRFG3, NATU3,
UGPA3}

Cs = {BRDT3, PETR3, PETR4}

Cy = {BBAS3, CYRE3, ELET3, ELET6, QUAL3, VVAR3}

Ciy = {BPACI11, CIEL3, CSAN3, ENBR3, GNDI3, RADL3, TAEE11}

de doze meses, o periodo considerado para calcular o desempenho seré os doze meses
seguintes. Assim, para g € {1,2,3,4,5} o desempenho de PéTl) ¢ dado no intervalo
de tempo 1 de jan. de 2018 até 31 de dez. de 2018. O mesmo vale para T e T3.
Para medir o desempenho de uma estratégia ao longo dos trés anos basta calcular

dp,

q

= d,P(ng) . dqu(T2) 'd,plgTE;), para g € {1,2,3,4,5}.

Na Tabela 4.6 realizamos uma comparacao das rentabilidades dos port-
folios. Na linha ¢, coluna j apresentamos o valor exato de dP;Tj). Para a tltima
coluna imagine seis investidores distintos. Cada um deles possui um capital de R$
10.000 no primeiro dia do ano de 2018. Cada um desses investidores comprara um
dos seis portfolios, onde cada investidor possui um portfélio distinto. O valor da

linha ¢ da ultima coluna é exatamente o capital final do investidor que investiu no
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Tabela 4.3: Clusters obtidos utilizando a estratégia da Subsegao 4.1.1, a partir de dados

dos precos das agoes do ano de 2019.

13

Acoes

Ch
Cs

Cs

Cy
Cs
Cs
Cr
Cs
Cy

Cho

{BRFS3, IRBR3, JBSS3, MRFG3, NTCO3, QUAL3}
{BRML3,BTOW3,CVCB3,IGTA3,LAME4,LRENS3,
MULT3,RAIL3,RENT3}

{BPAC11, BRDT3, CMIG4, CYRE3, ELET3, ELETS6,
ENBR3, GNDI3, MRVE3, SBSP3, TAEE11}
{BRKM5, EQTL3, KLBN11, MGLU3, SUZB3}
{AZUL4, COGN3, GOLL4, SMLS3, VVAR3, YDUQ3}
{PETR3, PETR4}

{BBAS3, BBDC3, BBDC4, ITSA4, ITUB4, SANB11}
{BRAP4, CSNA3, GGBR4, GOAU4, USIM5, VALE3}
{ABEV3, BBSE3, CCRO3, CIEL3, ECOR3, FLRYS3,
HYPE3, UGPA3}

{B3SA3, CSAN3, EGIE3, EMBR3, PCAR3, RADL3,
TIMS3, VIVT3, WEGE3}

portfolio P,. Também apresentamos a Figura 4.1 com o desempenho diario de cada

um desses investires.

No periodo analisado, a nossa estratégia gerou portfélios com desempe-

nhos melhores que os demais. Com os resultados parciais que obtivemos, acreditamos

que a nossa estratégia ¢ muito promissora e que é uma boa alternativa para o inves-

tidor. Além de seu bom desempenho comparado a outros portfolios, essa estratégia

ocupa pouco tempo de analise do investidor, visto que utiliza apenas dados quanti-

tativos em sua anélise. Ainda planejamos estender nossa estratégia para outros anos

e outros critérios possiveis, com o objetivo de obter um melhor nivel de seguranca.
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Tabela 4.4: Portfolios construidos a partir da primeira estratégia apresentada na Subse-

cdo 4.1.1.
Portfolio Acgoes
P — {SBSP3, BBAS3, BRAP4, EGIE3, MRVE3, SMLS3,
CMIG4, IRBR3, BRKM5, VIVT3}
P — {VIVT3, BRML3, SMLS3, CSNA3, EGIE3, MRVES3,
MRFG3, BRDT3, ELET3, ENBR3}
P (JBSS3, BRML3, ELET3, EQTL3, SMLS3, PETR4,

BBAS3, CSNA3, BBSE3, TIMS3}

22000
[ P
Nossa proposta com ;-

Nossa proposta com ROE
—— Top 10 com £
~—— Top 10 com ROE

—— Média IBOVESPA
—— IBOVESPA

20000

18000

16000

10000

02-01-2018 02-01-2019 02-01-2020 31-12-2020

Figura 4.1: Grafico diario contendo o desempenho dos portfélios definidos na Subse-

¢ao 4.1.2, ao longo dos trés anos, iniciando com um capital de R$10.000,00.

4.2 Classificacao de risco em redes complexas: o caso da

COVID-19 no Rio Grande do Sul

Nessa se¢ao buscamos aplicar uma metodologia desenvolvida por Pei-
xoto et al. [50] no estado do Rio Grande do Sul, com o objetivo de obter uma

classificagao de risco do estado, avaliando a qualidade dessa classificacao.
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Tabela 4.5: Portfélios construidos a partir da segunda estratégia apresentada na Subse-

cao 4.1.1.
Portfolio Acgoes
p{™  — {CVCB3, ITUB4, BRAP4, ECOR3, NTCO3, SMLS3,
CMIG4, IRBR3, BRKM5, FLRY3}
P — {ABEV3, LREN3, SMLS3, CSNA3, BRKM5, BBSE3,

MRFG3, BRDT3, ELET3, CIEL3}
P~ {MRFG3, LREN3, BRDT3, EQTL3, AZUL4, PETRS,
ITUB4, CSNA3, BBSE3, EGIE3}

Tabela 4.6: Comparacao das Estratégias.

Estratégia Ti 15 T3 Capital Final

dp, 35,82%  53,53% 1% R$21.064,37
dp, 26,98% 32,83%  4,06%  R$17.554,15
Ibovespa  17,04% 29,96% -0,14%  R$15.191,74
dp, 18,61% 50,12% 0% R$17.822,99
dp, 26,89% 45,18% -0,33%  R$17.827,25
dp, 13,32% 36,93% -17,96% R$12.732,06

O ano de 2020 foi marcado pelo surto global do virus SARS-CoV-2,
que causa a doenga COVID-19 em humanos. Em marco daquele ano, a Organiza-
¢ao Mundial da Satude (OMS) declarou a COVID-19 como pandemia mundial. A
caracteristica principal, e mais preocupante, dessa doenga é o fato de ser altamente
contagiosa, o que torna dificil barrar a sua propagacao e levou governos mundo afora
a tomar diversas medidas, desde o fechamento obrigatorio de escolas e atividades
econdmicas até a proibicao de viagens entre paises. A COVID-19 nao demorou muito

para chegar, e se espalhar, no Brasil e logo em margo de 2020 ja havia transmissao
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comunitaria no pais [45]. Reconhecendo a gravidade da doenga e o desconhecimento
sobre seu prognostico e viruléncia, muitos cientistas e autoridades de satide emprega-
ram métodos epidemiologicos para entender o seu comportamento. Os modelos epi-
demiolo6gicos sao amplamente utilizados e ha uma vasta literatura relacionada a eles,
como por exemplo modelos compartimentais [11|. No enfrentamento da COVID-19
os modelos compartimentais também foram de suma importancia para compreender
a transmissao da doenca. como em [39], [64] e [88]. Nessas abordagens, um dos ob-
jetivos é entender como a doenca se propagaria em uma regiao no momento em que
os primeiros casos sao identificados com base em diversos parametros hipotéticos de

transmissao e em diversos cenarios de reducao de mobilidade.

Nessa linha, Peixoto et al. [50] investigaram como dados de mobilidade
populacional podem ser empregados para construir uma classificacao de risco rela-
cionada & COVID-19. Eles propuseram uma metodologia que foi aplicada para os
municipios dos estados de Sao Paulo e Rio Janeiro, obtendo uma classificacao de
risco para esses municipios em trés categorias, denominadas risco baixo, médio ou
alto. No contexto dessa metodologia, a palavra risco esta associada ao tempo espe-
rado até que os primeiros casos sejam identificados em um municipio, isto é, quanto

maior o risco, mais rapido a doenca tendera a atingir o municipio.

Essa secao busca aplicar essa abordagem a mais um estado, além de
avaliar a qualidade da predigao nesse caso especifico e investigar aspectos que fun-

damentam a metodologia [50].

4.2.1 Metodologia

A seguir apresentamos essa metodologia, que se baseia em um modelo
epidemiologico Suscetivel - Infectado (SI), ao qual s@o incorporados dados de mo-
bilidade entre municipios. O modelo SI é uma forma simplificada de descrever a

transmissao inicial de doencas em populagoes e considera que todos os individuos
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podem ser classificados em duas categorias, ou compartimentos: aqueles que ainda
nao contrairam a doenga e permanecem vulneraveis (suscetiveis) e aqueles que con-
trairam a doenca e tém a capacidade de transmiti-la (infectados). Modelos SI nao
preveem que haja recuperacao ou mortalidade, nao sendo adequados para previsoes
de longo prazo. Nesse sentido, tais modelos sao indicados para capturar a evolugao
inicial de uma doenca, particularmente quando poucos dados sobre ela sao conheci-

dos, o que é compativel com os objetivos desse trabalho.

A propagacao da doenca serd modelada através de relacoes de recor-
réncia com duas componentes, uma em que o contagio acontece entre individuos de
um mesmo municipio ¢ e outro que acontece entre individuos de municipios ¢ e j
diferentes. Dentro de cada municipio ¢ os novos casos sao obtidos por um modelo
SI tradicional, enquanto que entre os municipios ¢ e j sao incorporados os dados de
mobilidade. No modelo, o namero de infectados no dia ¢t + 1 no municipio i é dado

por

Li(t+1) = L(t) + (1 + 1) L(t) <N_T](t)) +5 [Zwﬁ@)fj(t)—

> wi (t)li(t)} ,

i#]

(4.4)

onde r é a taxa de transmissao da doenga, s € um parametro de correcao para os
dados de mobilidade, I;(t) é a quantidade de infectados no dia ¢t e N; é a populagao do
municipio. O modelo considera que a taxa de transmissao da doenca e a populagao

de cada municipio independem do tempo. O termo w;;(f) denota a proporgao da

populacdo de ¢ que se desloca para j no dia t, isto é, a razao w;;(t) = WN¢(0 onde
W(t) = (W;;(t)) ¢ a matriz cuja entrada ij representa a quantidade de pessoas

que se deslocaram do municipio ¢ para o municipio j no dia t. No contexto de [50],
os dados que compoem essa matriz sao dados andénimos de mobilidade baseados

na geolocalizacao de telefone celulares, disponibilizados pela empresa In Loco, hoje
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incorporada pela Incognia’. O papel de s é corrigir eventuais imprecisoes nos dados
de mobilidade utilizados. Por um lado, como os dados sao anénimos, se uma pessoa
faz varias viagens em um mesmo dia, essas viagens sao contadas separadamente,
e neste caso valores de s < 1 suporiam que a estimativa estd acima do nimero
verdadeiro de viagens. Por outro lado, existem viagens que nao sao capturadas pelo
sistema da In Loco, e assim valores de s > 1 suporiam que a estimativa esté abaixo do
numero verdadeiro de viagens. Finalmente, s = 1 significaria que os dados retratam
o que de fato aconteceu. Ainda vale notar que, nesse modelo, as variaveis /;(t) podem

assumir valores nao inteiros.

Para dividir os municipios no conjunto M = {my, ma,...,m,} em treés
grupos de risco, consideram-se diferentes valores de s e, para cada um desses valores,
determina-se a evolugao da doenga aplicando a recorréncia (4.4) com um caso inicial
na capital do estado. Cada municipio i é associado a um vetor v; que, para cada
valor de s considerado, identifica o primeiro dia em que o municipio ¢ contabiliza
pelo menos um caso, isto é, min{t : I;(t) > 1}. Esses vetores sao divididos em trés
grupos de risco a partir de um algoritmo de clusterizagao. Ao final, o risco atribuido

a cada municipio vem do grupo que contém o vetor associado a ele.

O algoritmo para a obter a classificacao de risco é apresentado a seguir.

"Disponivel em: https://www.incognia.com/pt/. Acesso em: 24 jan. 2022.
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Algoritmo 6: Classificacao de Risco

Entrada: Conjuntos M = {my, may,...,m,} e
N ={Nu,,...,Npy,}. Vetor s = (s1, S2,...,5x) de
nimeros positivos. Inteiros positivos T e (), constante
real r > 0. Matrizes W (t) de dimensao n x n, para
1<t <T.
Saida: Particao P = {A, B,C} de M, onde os municipios em A
sao classificados como risco alto; em B, risco médio; e em
C, risco baixo.
1 Defina um vetor
1
i

v = (vf,...,0) € RE (4.5)

com o valor 7"+ 1 em todas entradas, para cada i € M.
2 paral € (1,...,K) faga
3 | Atribua [t (0) =1e 3¢ (0) =0,Vi € {2,...,n}
4 para 0<t<T —1 faga
5 Para cada i € M, defina I;*(t + 1), por meio da equagao de
recorréncia (4.4).
6 Para cada i € M, se IJ*(t + 1) > 1 e v{ =T + 1, redefina
vi=t+1.

7 fim

8 fim

©

Separe o conjunto V' = {vy, va,...,v,} em trés conjuntos de risco
Cy, Cp, Co (alto, médio e baixo, respectivamente) via Algoritmo
k-means.

10 Seja C a particao tal que ¢ € M é atribuido ao cluster v se, e

somente se, v; encontra-se em C,.

11 Retorne C

No trabalho de [50] foram utilizados os seguintes parametros. Os con-
juntos M e N foram constituidos pelos municipios de cada estado e suas populagoes,
respectivamente. As matrizes W (t) continham os dados de mobilidade. Para o va-
lor da taxa de transmissao foi utilizado r = 0,4, que é aproximadamente %, onde
Ry = 2,68 é o numero efetivo de reproducao da COVID-19, calculado em meados de

2020 com base nos dados sobre a doenca em Wuhan, China, e 6 é o tempo médio,
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em dias, de incubagao da doenga, conforme [86]. Além disso, foi utilizado o vetor

S = (0.001,0.005,0.1,0.2,0.4,0.5,0.6,0.8,1,1.2,1.4,1.6,1.8,2,2.5,3).  (4.6)

4.2.2 Dados

Nessa aplicacao foram considerados os 167 municipios do Rio Grande
do Sul, onde a populacao estimada de 2019 é maior que 10.000 de acordo com o
Instituto Brasileiro de Geografia e Estatistica (IBGE) 8. Os municipios do estado que
satisfazem esse critério estao marcados no mapa da Figura 4.2. Em nossa aplicagao,

o valor de N; é exatamente essa populagao estimada para o municipio 7.

Assim como em [50] os dados de mobilidade social utilizados nessa apli-
cagao foram de deslocamento baseados na posicao geogréfica de telefones celulares
em todo o Brasil. Esses dados de mobilidade foram disponibilizados pela empresa In
Loco, que coletou dados anénimos de localizacao de usuarios de telefones celulares
que compoem uma base de dados. No sistema da empresa, é considerado que uma
pessoa se deslocou dentro de seu municipio caso haja pelo menos pelo menos dois
registros dela em pontos distantes de pelo menos 450 metros e que uma pessoa se
deslocou do municipio ¢ para o municipio j (i # j) se hé registros da mesma em i e j,
nesta ordem. Esses dados sao utilizados para representar o niimero de deslocamentos
de um municipio ¢ para um outro municipio j no dia ¢, com i,j € {mq,...,my}.
Precisamente, construimos a matriz W (t) = (W;;(t)) de ordem n, onde W;;(t) ¢ o
ntimero de pessoas que se deslocaram do municipio ¢ para o municipio j no dia ¢

segundo esses dados.

Como o objetivo do modelo é prever uma classificacao de risco para a

dispersao inicial da doenca, foram utilizados dados de mobilidade em uma época de

8Disponivel em: https://www.ibge.gov.br/estatisticas/sociais/populacao. Acesso em:

23 jan. 2022.
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normalidade, isto é, em que nao havia reducao de mobilidade por conta de medidas
voluntarias ou obrigatérias de isolamento social. Portanto, para aplicar esse modelo,
utilizamos dados do periodo anterior a quaisquer medidas de isolamento. Além disso,
como o critério de classificagao estda baseado na ocorréncia do primeiro caso, foi
necessario escolher um perfodo suficientemente longo para que o modelo atribuisse
um primeiro caso a cada municipio. No nosso caso, foram necessarios T' = 38 dias
para que isso ocorresse. Em virtude disso, utilizamos dados dos 38 dias entre 1° de
fevereiro e 14 de marco de 2020, que foi o dia em que o isolamento voluntério foi
encorajado e os dados de mobilidade mostraram alteragoes por conta do isolamento

social.

No periodo mencionado acima, a média dos registros do nimero de
deslocamentos diarios, no Rio Grande do Sul, foi de aproximadamente 577 mil, que
corresponde a aproximadamente 5,8% da populacao do estado. A partir desses da-
dos, pode-se identificar que ocorreram deslocamentos em todos os n municipios, com
cobertura relativamente maior na regiao metropolitana, no litoral norte e na serra.
Se considerarmos a proporg¢ao do total de registros de pessoas que se deslocaram em
cada municipio pela populagao do municipio, a proporg¢ao das regioes metropolitana,
litoral e serra, em conjunto, ficou aproximadamente 7, 1%, enquanto que nos demais
municipios foi de 3,7%. Com excecao de trés municipios, todos tiveram pelo menos
a proporcao de 1,0% de registros de deslocamentos diarios em relacao a populacao.
Para efeitos de comparagao, os dados utilizados por [50] resultaram em uma média
diaria de registros de deslocamento de 4,3 milhoes para o estado de Sao Paulo e
de 800 mil para o estado do Rio de Janeiro, o que corresponde a aproximadamente

9,5% e 4,8% da populacao de cada estado, respectivamente.

Para realizar a comparacao entre o risco atribuido pelo modelo e o
momento em que o primeiro caso foi registrado em cada municipio, utilizamos os re-
gistros oficiais de casos mantidos pela Secretaria da Satide do Estado do Rio Grande

do Sul [63].
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4.2.3 Resultados

Essa subsegao tem como objetivo apresentar a classificacao de risco
obtida para o estado do Rio Grande do Sul e compara-la com as classificagoes obtidas
para outros estados, assim como com a evolugao da COVID-19 segundo os dados
oficiais. Por fim, temos o objetivo de comparar a técnica de particionamento descrita

na Subsecao 4.2.1 com uma abordagem espectral.

Para realizar o primeiro objetivo, que é definir a classificacao de risco
para os municipios do Rio Grande do Sul com base na metodologia da Subsegao 4.2.1,
aplicamos o Algoritmo 6 para os parametros epidemiolégicos utilizados em [50] e
os dados de populacao e deslocamento descritos na Subsegao 4.2.2. Obtivemos a

classificagao de risco ilustrada na Figura 4.2, utilizando ) = 500.

Para avaliar como a classificacao de risco obtida se relacionou com os
dados oficiais sobre a pandemia, definimos um indice que é dado pela proporc¢ao
de pares (i,7) de municipios, onde o municipio i, para o qual o modelo atribuiu
risco maior, registrou o seu primeiro caso oficial em um tempo inferior ou igual do
municipio j. Primeiro, seja d = (di,...,d,) vetor, tal que d; é o namero de dias
entre a data do primeiro caso oficial no estado e o dia que 7 registrou seu primeiro

caso oficial. Definimos a fungao f: M — {1,2,3}, onde

(

3, sei€ A

fi)=1<2 seiecB

1, seieC

\

e A, B, C sao os clusters de risco alto, médio e baixo, respectivamente. Sejam CT*% =
{(i,5) € M x M|f(i) > f(j)ed; < d;} e TR = {(i,5) € M x M|f(i) > f(5)}.

Definimos P®% da seguinte forma:
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Figura 4.2: Divisdo dos n = 167 municipios do Rio Grande do Sul em trés regides: risco
alto (vermelho), risco médio (laranja) e risco baixo (verde), aplicando a metodologia da

Subsegao 4.2.1 aos dados da Subsegao 4.2.2.
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Note que, quando P esta mais proximo de 1, maior é a quantidade
de pares de municipios em que o modelo atribuiu risco maior aos municipios que
registraram os primeiros casos da doenga. Realizando os calculos para a classificagao
de risco apresentada na Figura 4.2 foi obtido P = 0,7521. Também é possivel
definir o indice restrito a cada duas classificagoes de risco, dessa forma dados X #
Y € {A,B,C}, sejam CF5 = {(i,4) € X x Y|f(i) > f(j)ed; < d;} e TS =
{(i,7) € X xY|f(i) > f(j)}. Definimos P{3 como a razao
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Assim, Pﬁ% ¢ a proporgao de pares (i, j) de municipios onde além do
modelo atribuir risco alto a ¢ e médio a 7, i registrou o primeiro caso oficial antes de
j- Nos obtivemos P = 0,7662, P2, = 0,9248 e PA?, = 0,7182. Esses resultados
revelam uma correlacao positiva entre o risco atribuido ao municipio e o tempo que

ele levou para se contaminar.

Uma segunda comparacao que fizemos foi relacionar o valor de v¢ (de-
finido na equagao (4.5)) para municipios com mais de 50 mil habitantes para alguns
valores do vetor S, definido na equagao (4.6), e o tempo que levaram para con-
firmar um caso pelos dados oficiais, dado pelo vetor d. Note que como nao havia
consenso cientifico sobre o valor de Ry e devido as limitacoes do modelo utilizado,
estamos novamente interessados na ordem relativa entre os municipios com relagao
ao risco atribuido e a data de registro do primeiro caso, e nao aos valores especificos
de vf. Essa comparacao pode ser vista no grafico na Figura 4.3. Nos utilizamos o
método dos minimos quadrados (veja [30]) para investigar se os valores v! ficaram

proporcionais aos valores d;.

Mais precisamente, considerando My, = {i € M|N; > 50.000} seja
u = (u1,...,upp|) o vetor tal que u; = %Zﬁ; vf;bj, para cada m; € My, e o

ordenamento (71, ..., 7|ag() definido recursivamente da seguinte forma:

i) r = 1. Redefine u,, =T + 1.
ii) r, = argmin{u;/m; € My}. Se existe j # ¢ tal que u; = u; é escolhido i

para o qual V,,, ¢ méximo. Redefine u,, =T + 1.

Considerando o conjunto de dados X = {(r;, d,,,)|m; € My}, a reta que

melhor aproxima os dados de X pelo método dos minimos quadrados, em verde na
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Figura 4.3: Os pontos se referem aos valores de v} para ¢ tal que s, € {0.5,1,1.6}, isto
é, o namero de dias até que o modelo previsse o primeiro caso no municipio ¢ para os trés
valores de sy, os tridngulos se referem ao dia d; em que o municipio ¢ registrou o primeiro
caso oficial de COVID-19. A reta é uma aproximagao dos tridngulos por meio do método
dos minimos quadrados. As cores se referem ao nivel de risco do municipio de acordo com

a modelagem. Consideramos apenas os municipios com mais de 50 mil habitantes.

Figura 4.3. Isso reforca a hipotese de que a evolugao da doenca esté relacionada com

o nivel de risco atribuido pelo modelo.

Para efeito de comparacao, calculamos os indices correspondentes para
as classificagoes de risco obtidas para os estados de Sao Paulo e Rio de Janeiro

por [50], que podem ser vistas na Figura 4.4 e na Figura 4.5, respectivamente.

No calculo dos indices P e P, 3 para Sao Paulo, o resultado obtido foi
de P5F = 0, 8562, P;ff; = 0,8535, Pffé = 0,9750 e Pg% = 0,8032. Ja para o Rio
de Janeiro, os valores foram de P = 0,8536, Py}, = 0,7764, P{l, = 0,9898 e
ngc = 0,8359. Primeiramente, notamos que, assim como para o Rio Grande do
Sul, os indices sugerem que a evolucao inicial da doenca esta relacionada com a

classificagao de risco obtida pelo modelo.
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Figura 4.4: Divisao dos municipios de Sao Paulo em trés regioes: risco alto (vermelho),

risco médio (laranja) e risco baixo (verde), obtida em [50].

Quando se compara os valores de SP e RJ com os do RS, nota-se que
os numeros deste ultimo foram relativamente mais baixos. Levantamos dois fatores
que podem ter influenciado nisso. O primeiro ponto é que, em nossa abordagem,
consideramos apenas os municipios com mais de 10 mil habitantes, enquanto que
as avaliacoes dos outros dois estados foram feitas para todos os municipios. A pre-
senca de municipios pequenos, tipicamente classificados com baixo risco, pode ter
influenciado positivamente no valor dos indices. O segundo ponto a se destacar é
que apenas quatro municipios do Rio Grande do Sul (Porto Alegre, Caxias do Sul,
Campo Bom e Sapiranga) tiveram o primeiro registro de caso oficial antes do dia 19
de marco, quando o governo do estado instituiu medidas obrigatérias de isolamento

social, como o fechamento de escolas e estabelecimentos comerciais ([60]). Isso ocasi-
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Figura 4.5: Divisao dos municipios do Rio de Janeiro em trés regides: risco alto (vermelho),

risco médio (laranja) e risco baixo (verde), obtida em [50].

onou uma mudanga de mobilidade, que nao foi considerada no modelo. Nos estados
de Sao Paulo e Rio de Janeiro, a COVID-19 se espalhou de forma mais ampla an-
tes que medidas sanitarias fossem colocadas em pratica, de forma que os dados de
mobilidade podem ter sido mais condizentes com o padrao de deslocamentos até a

identificacao dos primeiros casos.

Quanto a comparacao com a reta obtida pelo método dos minimos
quadrados para Sao Paulo e Rio de Janeiro, relacionada aos valores vf, percebemos
comportamentos semelhantes ao observado para o Rio Grande do Sul. O caso de
Sao Paulo, para os municipios com mais de 150 mil habitantes, esta retratado na
Figura 4.6 e o caso do Rio de Janeiro, para os municipios com mais de 50 mil

habitantes, esté ilustrado na Figura 4.7.
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Figura 4.6: Os pontos se referem aos valores de v} para ¢ tal que s, € {0.5,1,1.6}, isto
é, o namero de dias até que o modelo previsse o primeiro caso no municipio ¢ para os trés
valores de sy, os tridngulos se referem ao dia d; em que o municipio ¢ registrou o primeiro
caso oficial de COVID-19. A reta é uma aproximagao dos tridngulos por meio do método
dos minimos quadrados. As cores se referem ao nivel de risco do municipio de acordo com

a modelagem. Consideramos apenas os municipios com mais de 150 mil habitantes.

De um ponto de vista qualitativo, podemos perceber que no Rio Grande
do Sul a regiao de maior risco foi a regiao metropolitana de Porto Alegre (regiao que
retne 34 municipios do estado) junto com dois municipios mais distantes: Osorio e
Tramandai. Vale notar que Osério ndo ¢ um municipio muito populoso (é apenas o
46° mais populoso do estado), mas possui um fluxo elevado de pessoas, visto que é um
ponto de ligacao entre o litoral gaticho e as outras regioes do estado, além de ser um
ponto de passagem da maior estrada que liga os municipios da regiao metropolitana
com os outros estados do Brasil. Tramandai ¢ um municipio litoraneo mais distante
de Porto Alegre, porém apresentou um alto fluxo de pessoas com Porto Alegre e
Osorio. Apesar de ser o menos povoado dentre os municipios de alto risco, Eldorado
do Sul (529 mais populoso do estado), que esté no limite da regido metropolitana de

Porto Alegre, apresentou um alto fluxo com a regiao metropolitana de Porto Alegre,
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Figura 4.7: Os pontos se referem aos valores de vf para £ tal que s, € {0.5,1,1.6}, isto
é, o nimero de dias até que o modelo previsse o primeiro caso no municipio ¢ para os trés
valores de sy, os tridngulos se referem ao dia d; em que o municipio ¢ registrou o primeiro
caso oficial de COVID-19. A reta é uma aproximagao dos tridngulos por meio do método
dos minimos quadrados. As cores se referem ao nivel de risco do municipio de acordo com

a modelagem. Consideramos apenas os municipios com mais de 50 mil habitantes.

o que justifica o municipio ter ficado em uma regiao de alto risco. Ainda de um ponto
de vista qualitativo percebe-se que alguns municipios importantes do Rio Grande do
Sul, por exemplo Caxias do Sul, Pelotas e Santa Maria, nao ficaram em uma regiao
de alto risco, diferentemente do que aconteceu no estado de Sao Paulo retratado na
Figura 4.4, onde municipios importantes, mas distantes da capital, também ficaram

em um grupo de alto risco.

O dltimo passo do Algoritmo 6 é um exemplo de problema de cluste-
rizacao, onde queremos agrupar n vetores em k = 3 clusters, que foi resolvido via
Algoritmo k-means. Como ja mencionamos na Subsecao 7?7, o Algoritmo k-means

possui algumas limitagoes, como por exemplo a dependéncia das condi¢oes iniciais
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e a convexidade dos clusters produzidos. Assim é natural investigar alternativas que

possam levar a clusterizagoes melhores, como utilizar a abordagem espectral.

Em nossa abordagem utilizamos o conjunto de dados X = {vy,...,v,},
onde v; sdo os vetores obtidos pelo Algoritmo 6, parai € {1,...n},k=3ec0 =1/v2

como entrada do Algoritmo 4.

Utilizando a abordagem espectral para os nossos dados, obtivemos a
classificagao de risco retratada na Figura 4.8. Essa classificacao é muito similar a
classificagao obtida na Figura 4.2, apenas cinco municipios tiveram sua classificagao
alterada. Os municipios de Osoério e Tramandai foram classificados com risco mé-
dio na abordagem espectral, enquanto que foram classificados com risco alto pelo
Algoritmo 6, que utiliza Algoritmo k-means. J& os municipios de Guaporé, Vera-
nopolis e Candelaria, que anteriormente foram classificados com risco médio, foram

classificados com risco baixo nessa nova classificacao.

Com base na Secao 3.3, uma escolha possivel para o nimero de clusters
¢ aquela que maximiza o eigengap. O eigengap maximo encontrado em nossa apli-
cacao foi entre os autovalores A4 e A3, onde a razao entre eles foi consideravelmente
maior que a razao entre quaisquer outros dois autovalores consecutivos. Isso sugere
que k = 3 é a melhor escolha para a quantidade de clusters que dividem o estado. O
grafico presente na Figura 4.9 ilustra a sequéncia das dez primeiras razoes entre au-
tovalores consecutivos, evidenciando que k = 3 é a melhor escolha. Os valores dos dez
primeiros autovalores foram A; = 0, Ay = 0,0133, A3 = 0,0201, \y, = 0,0473, \5 =
0,0581, A\g = 0,0875, Ay = 0,1353, A\s = 0, 1674, A\g = 0,1916, \;o = 0, 29809.

Vale mencionar que, utilizando ) = 500, todas particoes originadas pelo
algoritmo espectral foram idénticas. Ainda nesse aspecto, na utilizagao do Algoritmo
k-means diretamente no conjunto de vetores {vy,...,v,}, com @ = 500, a parti¢ao
de saida mais frequente foi obtida em apenas 180 vezes. Dessa forma, na nossa

aplicacao, a clusterizagao espectral se revelou mais estavel que o Algoritmo k-means.
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Figura 4.8: Divisao dos n = 167 municipios do Rio Grande do Sul em trés regides: risco
alto (vermelho), risco médio (laranja) e risco baixo (verde), de acordo com a metodologia
apresentada nessa subsecgao. Os municipios destacados na figura sao aqueles nos quais houve
alguma mudanga frente a abordagem com utilizagdo do Algoritmo k-means apresentada

na Subsegao 4.2.1.
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2.4 A

Figura 4.9: Gréfico da sequéncia das nove primeiras razoes entre os autovalores.
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5 MEDIDA DE SIMILARIDADE
HIERARQUICA PARA CLUSTERIZACAO
ESPECTRAL

A medida de similaridade possui um papel fundamental no desempenho
dos métodos de clusterizacao espectral. E a partir da similaridade entre cada par de

objetos de um conjunto de dados que o método realiza a classificagao.

Na Secao 3.3 apontamos que um dos problemas de pesquisa em cluste-
rizagao espectral é justamente como definir a medida de similaridade. Esse capitulo
se dedica a aprofundar esse aspecto. Nosso objetivo principal é apresentar uma nova
medida de similaridade derivada do kernel Gaussiano, que por sua vez define um
novo algoritmo espectral. Iremos comparar o desempenho desse algoritmo espectral
com outros algoritmos cuja medida de similaridade também ¢é baseada no kernel

Gaussiano.

5.1 A Medida de Similaridade

O desempenho dos algoritmos espectrais ¢ bem dependente da defini¢ao
da medida de similaridade [15|. Lembramos que o Algoritmo 4 proposto por Ng et
al. utiliza uma medida de similaridade baseada no kernel Gaussiano. Nela, dado o
conjunto de dados X,

_Hﬂcz'—ﬂ’?jH2
202

s1(zs, ;) = exp ( ) se i j, (5.1)

mede a similaridade entre z;, z; € X, onde ||z; — z;|| é a distancia euclidiana entre

z; e x; e 0 > 0 é um parametro de escala. Se i = j, define-se s1(x;,z;) = 0.

Observe que a fungao do kernel Gaussiano depende de um parametro de

escala 0. E sabido que o resultado do algoritmo de clusterizacdo espectral é bastante
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sensivel a este parametro [15]|. Para ilustrar isso, perceba que quando ¢ é um valor
muito alto, a similaridade entre qualquer par de pontos fica muito proxima de 1,
enquanto que se ¢ é um valor muito baixo, a similaridade entre qualquer par de

pontos fica muito proxima de 0.

Em muitas aplicagoes do algoritmo, esse parametro é estabelecido ma-
nualmente pelo usuério [92]. E comum que o algoritmo seja executado vérias vezes
para diferentes valores de o e o melhor, em relacao a alguma funcao objetivo, é
escolhido. Uma clara desvantagem em executar o algoritmo para diversos valores de
o € que o torna muito mais lento. Em muitas aplicacoes, os valores considerados
bons para ¢ formam um intervalo limitado, e um gargalo da utilizacao do método é

encontrar tal o, especialmente para estruturas mais complexas [92].

Exemplo 5.1. Para ilustrar o problema, aplicamos o Algoritmo 4 ao conjunto de
dados da Figura 5.1 com k = 3 para dois valores de o, 0.075 e 1. A partir desses
valores o algoritmo produz classificagoes muito distintas, veja a Figura 5.1. Nesse
caso, quando o parametro foi bem escolhido foi possivel obter a particao que divide

o conjunto de dados nas trés circunferéncias.

Vamos tentar entender melhor por que os dois valores de o apresenta-
ram um comportamento tao diferente no conjunto de dados X da Figura 5.1. Vamos
analisar os trés pontos 119, T123 € Tog3 em particular, que estao destacados na Fi-
gura 5.2. Note que, se buscarmos clusterizar o conjunto de dados nos trés circulos que
o compoem, os pontos xq1g € T123 devem ser atribuidos a um mesmo cluster, enquanto
que xog3 deve ser atribuidos a outro. Logo, 119 € 123 devem ter similaridade grande
entre si e z9g3 deve ter similaridade baixa com x119 € Z123. Vamos analisar os valo-
res de s1(z119, T123), S1(T119, T2s3) € S1(T123, Tag3) para o = 0.075 e 0 = 1. Quando
g = 0075, 81(I119,ZL’123) ~ 051, 81(]311971'283) ~ 10_11 e Sl(xlgg, 513283) ~ 10_12.
Quando g = 1, 81(I‘119,$123) ~ 099, 81($119,I283) ~ 0.87 e 81(I123,ZL‘283) ~ 0.86.
Percebemos que, se ¢ = 1, os trés pares apresentam alta similaridade entre si, e

mesmo que $1(T119, T123) seja maior do que o valor com ¢ = 0.075, é dificil para o
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Figura 5.1: Resultados do Algoritmo 4 para dois parametros de escala diferentes em um

conjunto de dados com trés circulos. A esquerda, o = 0.075 e & direita, o = 1.

algoritmo distinguir se ele deve dividir z119 € x123 em um cluster sem xog3. Afinal,
os métodos espectrais analisam o conjunto de dados como se este fosse um grafo e

esses valores obtidos dizem que os trés pares estao fortemente conectados.

E claro que isso gera um questionamento: como devemos escolher o
0?7 J& se sabe que nao existe um numero real ¢ que funcione para todo conjunto
de dados. A Figura 5.3 ilustra esse fato. Ela mostra um conjunto de dados muito
similar ao da Figura 5.1, onde a tnica diferenga é uma mudanga de escala. Nessa
nova figura clusterizamos utilizando o valor de o que foi adequado para o exemplo

da Figura 5.1, obtendo uma particao incorreta neste caso.

Por conta disso, o valor do parametro o deve depender do conjunto de
dados. Algumas defini¢oes naturais de o, como o desvio padrao e a varidncia, sao
conhecidas por terem um desempenho ruim em varias aplicagoes. Por exemplo, a
saida do algoritmo espectral de Ng et al. utilizando o desvio padrao ou variancia dos
dados da Figura 5.1 para definir o o, gera-se uma particao similar & apresentada na

Figura 5.1 (direita).
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Figura 5.2: Recorte do conjunto de dados retratado na Figura 5.1, destacando trés pontos

em particular.

Em seu artigo, Ng et al [49] sugerem escolher o valor de o que fornece

os clusters mais compactos. Uma maneira de definir essa nocao de compacidade é

através da funcao Ji, definida na equagao (2.2). Mais exatamente, dados um conjunto

de dados, k € N e 0 > 0, seja y; a i-¢ésima linha da matriz Y obtida no passo (4)

do Algoritmo 4 e C a partigao obtida pelo passo (5) do Algoritmo 4, entdo a fungao

Ji(C) =3, > yicc, |1y — el [> mede o quao compacto ¢ C. Quanto mais compacto
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Figura 5.3: Resultado do Algoritmo 4 para o = 0.075 em um conjunto de dados com trés

circulos.

C for, menor é o valor J;(C). Note que esse critério pode ser aplicado para selecionar
uma particao entre duas opgoes concorrentes, mas nao restringe o intervalo onde
bons valores de ¢ podem ser encontrados. Em geral, o que se faz é fixar uma janela

de valores e procurar um valor adequado nessa janela [92].

Alguns autores, como por exemplo [33], salientaram que, por utilizar o
mesmo parametro de escala para todo par de pontos, a medida de similaridade do
kernel Gaussiano pode nao refletir a distribui¢ao dos dados de forma precisa, particu-
larmente quando o conjunto de dados possui multiplas escalas, como na Figura 5.4,
onde nao ha o utilizado na equagao (5.1) tal que o método espectral identifique a

nuvem densa central. Em geral, as parti¢oes encontradas pelo Algoritmo 4 se asse-
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melham a Figura 5.4 (direita), mas a parti¢ao correta seria a retratada na Figura 5.4

(esquerda).
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Figura 5.4: Parti¢ao correta fornecida pelo criador do conjunto de dados (esquerda). Re-

sultado do Algoritmo 4 para o = 1 (direita).

Visto as limitacoes apresentadas pela medida de similaridade definida
pela equagao (5.1), muitos autores propuseram novas nogoes de similaridade |38,
92, 89, 23, 15]. Essas medidas de similaridade vao de aumentar a faixa de valores
bons para ¢ a substituir ¢ por um novo parametro mais facil de definir. A seguir
apresentamos algumas noc¢oes de medida de similaridade que serao exploradas na
Secao 5.3. Inicialmente, descrevemos métodos que substituem o parametro ¢ na

medida de similaridade definida em (5.1) por outros parametros.

Zelnik-Manor e Perona [89] substituem o por um produto c;0; que
depende do par de pontos que estd sendo considerado. O parametro o; é definido
como o; = ||z; — x4,|| onde xy, denota o ¢-ésimo elemento mais proximo de x;. O
valor £ € N é um parametro escolhido pelo usuario, e novamente desempenha um
papel importante no controle do tamanho da vizinhanga. Formalmente, os autores

definiram uma medida de similaridade

so(i, x5) = exp (—||z; — a;|[*/0i05), i # j.
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O Algoritmo 5 utilizando essa medida de similaridade é conhecido como Self- Tuning
Spectral Clustering (SC-ST). Uma das vantagens deste método é que, em aplica¢oes
tipicas, mesmo valores razoavelmente pequenos de ¢ dao bons resultados, reduzindo

o nimero de possibilidades para o parametro.

Zhang et al. [92] propuseram outra varia¢ao da medida de similaridade
do kernel Gaussiano, chamada de Density Adaptive Similarity Measure (DA). Além
do parametro o, essa medida utiliza um parametro ¢ > 0 que define se dois elementos
estao proximos ou nao. O parametro € > 0 deve ser definido pelo usuario. Para cada
par de pontos, o nimero de vizinhos mais préximos comuns de x; e z; ¢ definido
como

CNN(zj,z;) = {zx € X ||z, — || < eel|lx; —x|] <€}

A medida de similaridade é definida como

_ || — ;]| L
s3(xi, ;) = exp <_(202(CNN(%,%‘) + 1)>>7 T

Notamos que, quando o desempenho do algoritmo depende de um pa-
rametro, como esses definidos acima, é natural executarmos o algoritmo varias vezes
para parametros distintos, buscando um que melhor se adeque ao contexto do pro-

blema de classificagao que esta sendo trabalhado.

Em uma direcao diferente, existem métodos cujo objetivo é fortalecer
medidas de similaridade existentes, por exemplo, Fischer e Buhmann [23] propuse-
ram a medida de similaridade Path-Based (PB). Com respeito a medida espectral

padrao, ela é definida como

S4(x;, ;) = max min sq(x T 7 )
4( is ]) p€¢3]§1§h<|p| 1( p[h] p[h+1})v #J

onde ¢;; ¢ o conjunto de todos os caminhos p conectando z; a z;, |p| denota o

comprimento do caminho e ) denota o h-ésimo vértice ao longo do caminho p.

Chang e Yeung [15] propuseram uma medida de similaridade que eles

chamaram de medida de similaridade Robust Path-Based (RPB). Para definir essa

101



medida, os autores definiram inicialmente e = max; min; ||z; — z,||. Para cada ele-
mento, eles consideram w; = >_, .y, s1(2i,2;), onde N; = {x; € X : [[z; — a;]| < €}

e w; = w;/ max;(w};). A medida de similaridade para i # j é definida como

S5(x;, x5) = max min wypS1(Tpn)s Tpfht1]) Wplh-+1]-
pEd; 1<h<|p] (7] [h]> L plh+1] [h+1]

Li e Guo [38] propuseram uma medida de similaridade chamada Neigh-
bor Propagation (NP). Eles definem € = max; min; ||z;—x,|| e estabelecem o conjunto
de relagoes vizinhas R = {(z;,z;) : ||z; — x;|| < €}. A partir disso, eles definem o
neighbor propagation principle, que estende R a um conjunto R’ de forma tran-
sitiva. Ou seja, se (z;,x;) € R e (zj,) € R, entdo (z;,7;) € R'. A medida de
similaridade sg(x;, ;) € inicialmente definida para coincidir com s;(z;, z;). Depois,
para cada par (x;,7;) € R \ R tal que (x;,z;),(z;,2;) € R, é redefinido como

s¢(wi, 1) = min{se(x;, x;), s¢(z;, 1)}

Observamos que as medidas de similaridade s4, s5 e sg foram definidas
utilizando o kernel Gaussiano como medida bésica de similaridade. E claro que

outras medidas de similaridade podem ser utilizadas como ponto de partida.

5.2 Medida de Similaridade Hierarquica

As medidas de similaridade descritas na secao anterior foram projeta-
das para aumentar a faixa de valores bons para o parametro de escala o, ou para
substituir o por outro parametro de escala mais facil de definir. Nesta secao, propo-
mos uma medida de similaridade que modifica o kernel Gaussiano de uma forma que
nao requer nenhum parametro de escala. Em vez disso, ele incorpora informagoes

de uma arvore hierarquica com pesos nos vértices, como explicaremos agora.

Iniciamos com terminologia. Considere um grafo H com pesos em seus

vértices, ou seja, uma tripla H = (V,wy, E) com conjunto de vértices V', conjunto
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de arestas £ e uma fungao de peso wy : V' — R>( que atribui um peso nao negativo

w; a cada vértice v; em V.

Na Subsec¢ao 2.2.1, foi apresentado o Algoritmo single linkage. Esse
algoritmo realiza, passo a passo, a uniao de clusters, até que todos os pontos estejam
em um mesmo cluster. Esse algoritmo produz um dendrograma, que representa uma
hierarquia de clusters. Definimos a arvore hierdrquica a partir desse dendrograma.
Inicialmente, um vértice de peso zero é criado para cada um dos pontos no conjunto
de dados. Em outras palavras, existe um vértice para cada cluster no inicio do
procedimento aglomerativo. Quando dois clusters C; e Cy sao combinados, um novo
vértice correspondente a Cy;UCYy é criado, com peso referente a distancia entre os dois
clusters que é dada por D;(Cy, Cy) = min{||z—y|| : * € Cy,y € Cp}. Duas arestas sao
adicionadas para que esse novo vértice se torne o pai dos vértices correspondentes
a Oy e Cy. Apresentamos o pseudo-cdédigo de um algoritmo que produz a arvore

hierarquica a seguir.

Cada par de pontos z; e x; no conjunto de dados é conectado por um
caminho p;; na arvore hierarquica construida pelo Algoritmo 7. Seja V;; o conjunto
de vértices no caminho p;;. N6s o utilizamos para definir um parametro para o kernel

Gaussiano 7;;:

|pii| — 2
D evy, Wo t [z — @l

Yij = (5-2)

onde [p;;| é¢ o ntimero de arestas no caminho p;;.

A intuigao por tras da equagao (5.2) é que pares de elementos que foram
combinados em poucos passos na arvore hierarquica terao 7;; baixo, enquanto que
pares de elementos em que foi necessario muitos passos para estarem em um mesmo
cluster pela abordagem hierarquica terao ;; alto. Afinal, 7;; cresce & medida que

|pi;| cresce. O denominador da equagao (5.2) é definido dessa forma para que 7,
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Algoritmo 7: Arvore Hierarquica

Entrada: Conjunto de dados X = {z1,...,z,} C R™
Saida: Arvore Hierdrquica H = (V,wy, )
Defina C = {C1,...,C,} com clusters C; = {z;} Vi € {1,...,n} e

defina um grafo com peso nos vértices H, com n vértices isolados,

[uny

um para cada cluster em C, com peso wy,,; = 0.

N

para /€ {1,...,n— 1} faga

3 Seja (Cq,Cp), o < 3, o par de clusters que atinge o valor

d* =min{D;(A, B) : A, B € C}. Se existirem

(a1, B1), ..., (g, By) tal que (Cy,, Cp,) atinge o valor minimo,
seja av o indice tal que o < o, V5 € {1,...,¢}. Escolha 3 tal
que B < B;, para todo (aj, 3;) em que a = @;.

4 Adicione um vértice correspondente a C, U Cs ao conjunto de
vértices de H, conecte-o a C, e Cp e atribua-o peso d*.

5 Defina C, = C, U Cp.

6 | DefinaC=C\{Cs}

7 fim

8 Retorne H
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nao assuma valores grandes rapidamente, pois temos por objetivo utilizd-lo como

ingrediente de uma funcao exponencial.

Notamos que calcular a arvore hierdrquica com base no conjunto de da-
dos e calcular os parametros v;; ¢ relativamente rapido em comparacao com o custo
computacional dos métodos de clusterizacao espectral. De fato, é computacional-
mente mais barato do que calcular os autovetores associados aos menores autovalores

da matriz Laplaciana normalizada diversas vezes (veja o passo (3) do Algoritmo 4).

A medida de similaridade hierarquica entre um par de pontos é entao

definida como:

]2
(1, 27) = exp (—Mv@) s ] (53)

Esta medida de similaridade pode ser vista como a substituicao de 1/0?
por 71-2]- em (5.1). Perceba que, quanto maior é +;; menor ¢ a similaridade entre x;
e z;, enquanto que quanto menor é <;; maior ¢ a similaridade entre z; e z;. O

Exemplo 5.2 ilustra como essa medida funciona na pratica.

Exemplo 5.2. Consideramos X = {vy, vy, v3, vy, 5, Vg, U7, Vg } =

{(1,1),(1,1.5),(2,1),(3,1.5),(7.5,3),(8.5,3), (8,5), (8,6) }. Vamos construir a arvore
hierarquica de X. A sequéncia de oito figuras a seguir, ilustra todos os passos do
Algoritmo 7. A Figura 5.5 mostra a inicializagao do algoritmo, colocando cada ponto

em um cluster distinto.

Depois da inicializacao, comegamos a recursao em ¢ = 1, combinamos
os dois clusters mais proximos, que no caso sao {v1} e {ve}. A Figura 5.6 ilustra

essa situagao.

A Figura 5.7 apresenta o resultado ap6s juntarmos os dois clusters mais

proximos, para ¢ = 2, que sao {vy,ve} e {vs}.
Para ¢ = 3, juntamos {v7} e {vs} (Figura 5.8).
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Figura 5.5: A esquerda, o conjunto de dados X, sem nenhum ponto em um mesmo cluster.

A direita, o primeiro passo da construcao da arvore hierarquica.

O] ®

£
5(
&

U3
[

- 4@ <

Figura 5.6: A esquerda, o conjunto de dados X e sua particio C =

{H{vr,v2}, {vs}, {va}, {vs}, {ve}, {vr}, {vg}}. A direita, a recursdo para £ = 1.

® ©® 0 o

Vg U5 UG v Ug

\ &

- <~. <

Figura 5.7 A esquerda, o conjunto de dados X e sua particio C =

{{v1,v2,v3}, {va}, {vs}, {ve}, {vr}, {vs}}. A direita, a recursio para £ = 2.

Para ¢ = 4, juntamos {vs} e {vg} (Figura 5.9).
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Figura 5.8: A esquerda, o conjunto de dados X e sua particio C =

{{v1,v2,v3}, {va}, {vs}, {ve}, {v7,v8}}. A direita, a recursdo para £ = 3.

Figura 5.9: A esquerda, o conjunto de dados X e sua particio C =

{{v1,ve,v3}, {va}, {vs,v6}, {v7,v8}}. A direita, a recursdo para £ = 4.

Para ¢ = 5, juntamos {vy, vo,v3} € {vy} (Figura 5.10).

("l- U2, l':x}

("1~ U2, V3, "I}

Figura 5.10: A esquerda, o conjunto de dados X e sua particio C =

{{v1,v2,v3,v4}, {vs,v6}, {vr,vs}}. A direita, a recursio para £ = 5.
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Para ¢ = 6, juntamos {vy4,vs5} e {v7,vs} (Figura 5.11) e, para £ = 7,

juntamos {v1, va, v3, v} € {vs, v6,v7, vs} (Figura 5.12).

{v1,v2, v3, 04}

Figura 5.11: A esquerda, o conjunto de dados X e sua particio C =

{{v1,v9,v3,v4}, {vs,v6, v7,v8} }. A direita, a recursio para £ = 6.

{vs, v6, v7,v8}

{f'x- U2, V3, !'4}

1 vl" vl':‘ {v1, v, v3, 04, V5, V6, V7, Vs }

Figura 5.12: A esquerda, o conjunto de dados X e sua particio C =

{{v1, v, v3,v4, V5,06, v7,v8} }. A direita, a recursao para £ = 7.

O algoritmo termina quando todos pontos estao em um mesmo cluster,

tendo como saida a arvore hierarquica de X (Figura 5.12, direita).

Uma vez estabelecida a arvore hierarquica de X, o calculo de cada -;;
¢ simples, basta olhar para o caminho entre v; e v;. Exemplificamos com vz e vs.
pss| =6 e} ey, wo ®1+114+47+2141=09.9, esse caminho estd ilustrado na
Figura 5.13. Assim, 35 ~ 0.25.

Essa nova medida de similaridade tem as seguintes caracteristicas:
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Figura 5.13: Arvore hierarquica do conjunto de dados X destacando o caminho entre v3

e v5, em vermelho.

(1)

Nenhum parametro de escala precisa ser definido manualmente, pois ;;
é calculado diretamente do conjunto de dados. Isso o torna mais facil

de ser aplicado.

O algoritmo de clusterizacao espectral que utiliza essa similaridade é
mais réapido do que algoritmos que sao executados para varios valores do
parametro de escala, pois os autovetores precisam ser calculados apenas

umma Vez.

A similaridade hierarquica é invariante sob translagoes e expansoes

de um conjunto de dados. Afinal, dados os conjuntos de dados X =
! / / !/

{z1,..,x,} e X' ={z],..., 2}, onde z, = c1x; + ¢, para ¢y, ¢, # 0

e ;. .
fixados, ¢ trivial ver que sy (74, ;) = su(2}, 2}) para todo i, j.

Suponha que dois elementos z; e x; estejam mais proximos um do outro,
no sentido de que ||z; — z;|| < min{||z; — x|, ||x; — z.||} para todo
u € [n]\ {i,7}. Seria natural supor que x; e x; pertencem ao mesmo

cluster em uma parti¢ao 6tima. Como qualquer par z;, x; com esta
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propriedade esta conectado por um caminho p;; de comprimento dois na
arvore hierarquica, a medida de similaridade hierdrquica sempre atribui

o valor sp,(x;,z;) =1 (o valor méaximo possivel) para este par.

5.3 Experimentos

Para avaliar o desempenho de um algoritmo de clusterizagao é natural
realizar experimentos em conjuntos de dados tradicionais, com o intuito de comparar
seus resultados com os algoritmos ja propostos na literatura, como o Algoritmo 4.
Essa secao mostra nossos experimentos em conjuntos de dados sintéticos e em con-
juntos de dados reais. Iremos nos referir a cada algoritmo por SC-NM (Spectral
Clustering - Nome da Medida). Utilizamos as abreviaturas das medidas definidas na
Secao 5.1. Dessa forma, definimos os algoritmos, SC-ST, SC-PB, SC-RPB, SC-NP e
SC-DA, onde todos utilizam a estrutura do Algoritmo 5 com uma medida de simi-
laridade em particular. SC-GK se referird ao Algoritmo 4. SC-HA é o Algoritmo 5

utilizando a medida de similaridade hierarquica definida na Secao 5.2.

5.3.1 Escolha de Parametros

Como vimos na Secao 5.1, os algoritmos espectrais SC-GK, SC-ST, SC-
PB, SC-RPB, SC-NP e SC-DA necessitam de parametros pré-definidos pelo usuario
para poderem ser executados. Dedicamos essa subse¢ao para apresentar quais serao

os parametros utilizados em cada algoritmo.

Para escolher o valor do parametro ¢ no SC-GK, varios autores suge-
riram procurar o em um intervalo entre 10% e 20% do alcance total das distancias
euclidianas, veja [92]. Esse intervalo pode ser calculado considerando as distancias
entre todos os pares de pontos do conjunto de dados ou considerando apenas os

valores de minimo e maximo das distancias entre todos pares de pontos do conjunto
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de dados. Como a primeira opcao é menos sensivel a presenca de outliers, nos a
utilizamos neste trabalho. Devemos mencionar, no entanto, que ambas as opgoes

produzem resultados muito semelhantes para nossos conjuntos de dados.

Mais precisamente, dado um conjunto de dados X = {xy,...,x,}, de-
finimos o vetor d = (dy, ..., dy) contendo as distancias entre cada par de pontos em
X, em ordem crescente. Os valores de o utilizados em nossas aplicagoes dos algo-
ritmos SC-GK, SC-PB, SC-RPB, SC-DA e SC-NP sdao 0 =d, parau=1,..., f%}
Ou seja, testamos todos os valores no primeiro quintil do conjunto de distancias dos

elementos no conjunto.

Com relagao a outros parametros, ao executar o algoritmo SC-ST, o
parametro ¢ é testado para todos os inteiros entre 2 e 20. Para os algoritmos SC-
NP e SC-DA, o parametro € é definido como ¢ = max min||z; — z;||. Finalmente, o

i

niamero de vezes que executamos o passo (5) do Algoritmo 5 é ¢ = 100.

5.3.2 Experimentos em Conjuntos de Dados Sintéticos

Conjuntos de dados sintéticos sao aqueles que sao criados com o objetivo
de desafiar os algoritmos de classificacao a encontrar algum padrao definido pelo
usuério. Nos aplicamos os algoritmos descritos nas Segoes 5.1 e 5.2 a seis conjuntos
de dados sintéticos que sao frequentemente utilizados para avaliar o desempenho de

métodos espectrais.

Os resultados para SC-GK, SC-ST, SC-PB, SC-DA e SC-HA estao des-
critos nas Figuras 5.14 a 5.18, respectivamente. Omitimos os resultados para SC-NP
porque eles se mostraram muito semelhantes aos resultados para SC-GK, mesmo
nos conjuntos de dados com pertubagoes e com a presenca de outliers. O mesmo se

aplica ao SC-RPB, cujos resultados foram muito semelhantes aos do SC-PB.
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Cada figura contém os resultados de um dos métodos para todos os seis
conjuntos de dados. Para simplificar, nos referimos a Fi(f) para denotar o conjunto
de dados na linha ¢ e coluna j na Figura k. Na linha superior, os conjuntos de
dados sao, da esquerda para a direita, um circulo com duas nuvens, dois circulos
com pertubacao e duas luas. Na linha de baixo temos duas espirais, trés circulos e
duas nuvens com escalas diferentes. Como de costume, os objetos individuais que
formam cada um dos conjuntos de dados sao gerados separadamente e os algoritmos
recebem a tarefa de identificar cada objeto individual. Eles recebem o conjunto de

dados e o numero correto de clusters como entrada.

Os conjuntos de dados Fl(;f), Féf ) e FQ(S) sao conjuntos de dados em que
o SC-GK funciona perfeitamente. O conjunto de dados FQ(:]; ) contém dados em duas
escalas diferentes, o que tende a ser muito desafiador para algoritmos de clusterizagao
espectral. O conjunto de dados Fl(f ) torna-se mais dificil 4 medida que os pontos
contidos nas nuvens estao mais proximos dos pontos no circulo. O conjunto de dados

F 1(§ ) contém pertubacao, o que é um desafio para qualquer algoritmo de clusterizacao.

O algoritmo SC-GK encontrou a partigao correta em 4 das 6 situacoes
(veja a Figura 5.14). Para os conjuntos de dados F1(15 ) g F2(§’14), nenhum o dentre
os que utilizamos levou ao resultado correto. Em relagao ao primeiro conjunto de
dados, escolher um tnico valor de o fixo para todo par de pontos dificulta a distin¢ao
entre clusters que estao proximos uns dos outros. Em relacao ao tltimo conjunto, é

sabido que o SC-GK possui dificuldade em identificar clusters onde os tamanhos e

densidades locais variam muito [92].

O algoritmo SC-DA obteve a particao correta em cinco dos conjuntos
de dados, conforme ilustrado na Figura 5.15. Vale salientar que, exceto para FQ(E,? '15),
a faixa de valores de o onde a particao esperada apareceu aumentou, conforme

esperado.
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Figura 5.14: Resultados para cada conjunto de dados usando o algoritmo SC-GK [49].
No topo, da esquerda para a direita, os melhores resultados foram obtidos para ¢ = 0,9,
o =0,1e 0 = 0,05, respectivamente. Na parte inferior, da esquerda para a direita, os

melhores resultados foram obtidos para ¢ = 0,1, 0 = 0,075 e 0 = 0, 5.

O algoritmo SC-ST encontrou a parti¢cao correta em quatro dos conjun-

tos de dados, conforme apresentado na Figura 5.16. O algoritmo se mostrou mais

sensivel ao pertubacao, pois falhou para Fl(g'lﬁ) e ng"lﬁ).

O SC-PB teve um bom desempenho geral, conseguindo obter o resul-

tado correto em cinco dos seis conjuntos de dados (Figura 5.17). Além disso, teve

um desempenho melhor que o SC-GK no conjunto de dados F2(§'17).

O algoritmo proposto neste trabalho, SC-HA, obteve um bom desem-

penho para todos os seis conjuntos de dados, conforme ilustrado na Figura 5.18.

Ele lidou com sucesso no conjunto de dados com pertubacao (ng'lg)), com varias

escalas (F2(§'18)) e estruturas mais complexas (F1(15 ‘18)). Em quatro dos conjuntos de
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Figura 5.15: Resultados para cada conjunto de dados usando o algoritmo de clusterizacao
espectral SC-DA [92]. Na parte superior, da esquerda para a direita, utilizamos o = 0.45,

o =0.1e 0 = 0.1, respectivamente. Na parte inferior, da esquerda para a direita, utilizamos

c=0,05,0=0,015e0=1,5.

dados, todos os pontos do conjunto de dados foram classificados corretamente, em
Fl(f %) exatamente dois pontos no conjunto de dados (dentre 300 no total) foram
atribuidos ao cluster incorreto e em Fl(g'lg) um unico ponto (de 500) foi classificado

incorretamente.

5.3.3 Experimentos em Conjuntos de Dados Reais

Também comparamos o desempenho dos diferentes algoritmos espec-
trais em dez conjuntos de dados reais extraidos do repositério UCI Machine Learning

Repository [20]. Quantificamos o desempenho de cada método usando dois indices
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Figura 5.16: Resultados em cada conjunto de dados usando o algoritmo de clusterizacao
espectral SC-ST [89]. Na parte superior, da esquerda para a direita, utilizamos £ =7, =7

e ¢ = 7, respectivamente. Na parte inferior, da esquerda para a direita, utilizamos ¢ = 2,

{=Tel=23.

de performance, a precisao e a informacao mutua normalizada, que comparam a
saida dos algoritmos com uma particao de referéncia, considerada correta, fornecida
pelo repositorio. Ressaltamos que esses sao dois indices de performance comumente

utilizadas pela comunidade cientifica [92].
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Figura 5.17: Resultados em cada conjunto de dados usando o algoritmo de clusteriza¢ao
espectral SC-PB [23]|. Na parte superior, da esquerda para a direita, utilizamos o = 0.9,
o = 0.25 e 0 = 0.05, respectivamente. Na parte inferior, da esquerda para a direita,

utilizamos 0 = 0,05, 0 = 0,075 ¢ 0 =0, 5.

5.3.4 Indices de Performance

Dado um conjunto de dados X = {z1,...,z,}, o objetivo é comparar
a partigdao correta Z = {Z1,..., Zy}' e a saida C = {C},...,Cy} de um algoritmo

de clusterizagao.

A precisao (ACC?) mede a proporcao de pontos que foram classificados

corretamente. Por sua simplicidade, é a medida de desempenho de cluster mais utili-

IEssa é a solucdo fornecida no repositério, em aplicacdes tipicas do mundo real, a particio

correta nao é conhecida.

2 Accuracy.
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Figura 5.18: Resultados em cada conjunto de dados usando o algoritmo de clusterizacao

espectral SC-HA.

zada. Definimos o ACC da seguinte forma, seja P o conjunto de todas as permutagoes

m=(m,...,m) de [k], e defina f : P — [0,1] como f(r) = L35 |Cr, N Z.

O valor da precisao é definido tomando a permutacao para a qual f é

maxima:

ACC(C, Z) = max f(r). (5.4)

TeP

Observe que, quanto maior a precisao, melhor é o desempenho.

Outro indice comum para medir a qualidade do agrupamento é a infor-
magao mutua normalizada (NMI?) [72], que é motivada pela definigao de entropia.

A entropia de uma particao C' = {C, ..., Cy} é definida como

3Normalized mutual information.
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Ec = Xk: Cy| log (%) (5.5)

=1
e a informacao mutua normalizada entre dois agrupamentos C' e Z é definida como

k
1 n|Cngh‘)
NMI(C, Z) = ———= Y |Ce N Zy|log |~ ). 5.6
(C.2) \/ECEZM:J e N 2| g( 1Co[|Zn] (5-6)

Assim como a precisao, quanto maior o NMI, melhor o desempenho do algoritmo.
Vale mencionar que, normalmente, o NMI é mais exigente que o ACC. Por exemplo,
um pequeno subconjunto de elementos que foi classificado pode baixar muito o valor
do NMI, enquanto que s6 diminui o valor ACC proporcionalmente ao tamanho desse

subconjunto.

5.3.5  Resultados nos conjuntos de dados do UCI Machine Learning

Repository

Essa subsecao apresenta os resultados dos algoritmos de clusterizacao
espectral sobre 10 conjuntos de dados reais disponiveis no Repositério UCI Machine
Learning Repository [20]. Esses conjuntos de dados estao listados na Tabela 5.1 com
as seguintes informagoes: #Instancias ¢ o niimero de pontos no conjunto de dados,
# Atributos é a dimensao do conjunto de dados e #Clusters é o nimero correto de

clusters do conjunto de dados.

Conforme descrito na Subsegao 5.3.1, é definido alguns valores para os
quais os parametros o e £ podem ser escolhidos. Cada algoritmo espectral é executado
utilizando cada vez um valor diferente para seu parametro de entrada. Ao final a
melhor partigdo obtida é escolhida. Apresentamos os resultados em termos de duas
nogoes diferentes de melhor particao. Uma é a particao obtida pelo algoritmo que
mais se aproxima da parti¢ao de referéncia fornecida no repositério. Mesmo que isso
esteja bem definido teoricamente, isso nao faz sentido na pratica, pois nao haveria

necessidade de utilizar um algoritmo de clusterizagao se a melhor particao ja fosse
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Tabela 5.1: Conjuntos de dados da UCI.

Data set #Instancias #Atributos #Clusters

Iris 150 4 3
Wine 178 13 3
Glass 214 9 6

Tonosphere 351 34 2
Sonar 208 60 2
Breast Cancer 683 9 2
WDBC 568 30 2
Ecoli 336 7 8
Seeds 210 7 3
Soybean 47 35 4

conhecida. Por isso, também comparamos a particao de referéncia com a partigao
mais compacta entre todos as particoes obtidas pelo algoritmo, pois este pode ser

calculado pelo usuario sem conhecimento prévio de uma particao correta.

Os resultados sao apresentados nas Tabelas 5.2, 5.3, 5.4 e 5.5. As duas
primeiras com relagao ao ACC e as duas ultimas com relagao ao NMI. Cada entrada
das tabelas tem dois valores, um que compara a particao de referéncia com a particao
mais compacta obtida pelo algoritmo, e outro que compara a particao de referéncia
com a parti¢ao obtida pelo algoritmo mais proxima da partigao de referéncia (medido

em termos de NMI).

De acordo com os resultados desses experimentos, o nosso algoritmo
SC-HA obteve, em média, um desempenho melhor do que os outros algoritmos. Ele
alcangou o melhor desempenho geral em quatro dos dez conjuntos de dados e, mesmo
nos casos em que outros algoritmos tiveram melhor desempenho, os resultados nao

ficaram longe dos melhores valores.
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Em suma, nesse trabalho propomos uma nova medida de similaridade,
derivada do kernel Gaussiano. Essa medida de similaridade possui algumas de van-

tagens:
(1) Nao é necessério definir nenhum parametro para utilizar a medida, a
fazendo ser mais facil de aplicar.
(2) E invariante sob translacdes e expansoes.
(3) Ela pode ser calculada facilmente.

(4) De acordo com nossos experimentos, o desempenho do Algoritmo 5
utilizando essa medida de similaridade é semelhante ao desempenho
alcancado pelos outros métodos (que sao apresentados na Segao 5.1),
mesmo que os outros métodos sejam executados para muitos valores de

seu parametro de escala e a melhor solucao seja selecionada.
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Tabela 5.2: Resultados obtidos para cada algoritmo em fungao do indice ACC. Em cada
entrada, o valor ¢ o ACC entre a parti¢do mais compacta obtida pelo algoritmo e a parti¢ao

de referéncia do UCI.
Data set SC-GK SC-ST SC-PB SC-RPB SC-DA SC-NP SC-HA

Iris 0.746 0.9 0.693 0.84 0.733 0.746 0.96
Wine 0.612  0.713  0.612 0.471 0.629 0.612  0.730
Glass 0.504 0471  0.411 0.392 0.630 0.476 0.5

Ionosphere 0.509 0.746 0.717 0.723 0.538 0.541 0.740
Sonar 0.543  0.533  0.533 0.557 0.533 0.543  0.586
Breast Cancer 0.967 0.956  0.671 0.961 0.958 0.964 0.941
WDBC 0.640  0.827  0.633 0.845 0.676 0.640  0.880
Ecoli 0.583  0.598  0.467 0.380 0.407  0.571 0.541
Seeds 0.885 0.914 0.619 0.785 0.876 0.880  0.895
Soybean 0.723  0.765  0.723 0.702 0.723  0.851  0.808
Average 0.671  0.742  0.608 0.666 0.670 0.682  0.758
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Tabela 5.3: Resultados obtidos para cada algoritmo em fungao do indice ACC. Em cada
entrada, o valor é o ACC entre a parti¢ao obtida pelo algoritmo mais proxima da parti¢ao
de referéncia (em termos de NMI) e a propria particao de referéncia.

Data set SC-GK SC-ST SC-PB SC-RPB SC-DA SC-NP SC-HA

Iris 0.913 0.94 0.673 0.84 0.9 0.9 0.96
Wine 0.567  0.724  0.612 0.471 0.623  0.567 0.730
Glass 0.514 0467  0.462 0.392 0.630  0.509 0.5

Ionosphere 0.709  0.746 0.911 0.723 0.663  0.740  0.740
Sonar 0.567  0.552  0.533 0.557 0.567  0.572  0.586
Breast Cancer 0.970 0.964  0.961 0.961 0.967 0.970 0.941
WDBC 0.640 0.890 0.637 0.845 0.676  0.640  0.880
Ecoli 0.788 0.592  0.470 0.380 0.547  0.693  0.538
Seeds 0.895 0.914 0.614 0.785 0.895  0.890  0.895
Soybean 0.765  0.765  0.723 0.702 0.723 0.893  0.808
Average 0.733  0.755  0.660 0.666 0.719  0.737  0.758
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Tabela 5.4: Resultados obtidos para cada algoritmo em fun¢ao do indice NMI. Em cada
entrada, o valor é o NMI entre a particdo mais compacta obtida pelo algoritmo e a particao

de referéncia do UCI.
Data set SC-GK SC-ST SC-PB SC-RPB SC-DA SC-NP SC-HA

Iris 0.704  0.777  0.624 0.678 0.703  0.704 0.870
Wine 0.404 0.419 0.404 0.167 0.418  0.404 0414
Glass 0.419  0.391  0.332 0.300 0.425 0.359  0.407

Ionosphere 0.028 0.234 0.218 0.224 0.028  0.004 0.286
Sonar 0.006  0.021  0.004 0.015 0.003  0.005 0.028
Breast Cancer 0.779  0.744  0.027 0.767 0.736 0.764 0.722
WDBC 0.094  0.404  0.080 0.435 0.159  0.094 0.487
Ecoli 0.608 0.624 0.391 0.350 0.375  0.588  0.550
Seeds 0.679  0.732  0.459 0.527 0.635  0.646  0.676
Soybean 0.715  0.722  0.715 0.748 0.715 0.771  0.763
Average 0.444  0.507  0.326 0.421 0.417  0.434  0.520
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Tabela 5.5: Resultados obtidos para cada algoritmo em fun¢ao do indice NMI. Em cada
entrada, o valor é o NMI entre a particao obtida pelo algoritmo mais préxima da partigao
de referéncia (em termos de NMI) e a propria particao de referéncia.

Data set SC-GK SC-ST SC-PB SC-RPB SC-DA SC-NP SC-HA

Iris 0.794  0.824  0.669 0.678 0.777 0777  0.870
Wine 0.453 0437  0.404 0.167 0.431 0.453 0414
Glass 0.448  0.420 0.449 0.300 0.425 0.449 0.407

Ionosphere 0.129  0.234 0.590 0.224 0.072  0.199  0.286
Sonar 0.014 0.037 0.004 0.015 0.010  0.014  0.028
Breast Cancer 0.796  0.779  0.767 0.767 0.779  0.800 0.722
WDBC 0.094 0.500 0.087 0.435 0.159  0.094  0.487
Ecoli 0.678 0.627  0.394 0.350 0.464  0.662 0.557
Seeds 0.694 0.732 0472 0.527 0.694  0.700  0.676
Soybean 0.722  0.722  0.715 0.748 0.715 0.847 0.763
Average 0.482 0.531 0.455 0.421 0.453  0.499  0.521
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6 CONSIDERACOES FINAIS

Nesta dissertacao, foi possivel estudar métodos que podem ser utilizadas
para o problema de otimizacao de classificacao de dados. Nos aprofundamos em uma
delas, a familia dos métodos espectrais. Realizamos duas aplicagoes dos métodos
espectrais em contextos reais, onde foi possivel avaliar o desempenho desses métodos
em situagoes complexas. Também desenvolvemos um novo método espectral, que
utiliza uma medida de similaridade que nao precisa de parametros de entrada. A

seguir, listamos as contribuicoes dessa dissertacao.

No Capitulo 2 apresentamos dois métodos utilizados para classificagao
de dados. Na Subsecao 2.2.2 deste capitulo expomos o Algoritmo k-means que, pro-
vavelmente, ¢ um dos algoritmos mais utilizados em problemas de classificacao de
dados. Apesar de muito conhecido, as demonstragoes das suas propriedades funda-
mentais sao raramente apresentadas na literatura. Nessa secao apresentamos essas

demonstragoes.

No Capitulo 3 trouxemos um apanhado da literatura em que explicamos
a fundamentagao teérica da clusterizagao espectral baseada em teoria de grafos e

algebra linear.

No Capitulo 4 apresentamos dois resultados que obtivemos ao longo
dos dois anos de mestrado. Na Secao 4.1 utilizamos métodos espectrais para propor
uma estratégia para montar um portfélio de agdes com bom desempenho. Avali-
amos essa estratégia durante trés anos subsequentes e concluimos que ela fornece
bons portfélios e &€ uma boa alternativa ao investidor. Os resultados obtidos nessa
segao foram apresentados no CNMAC! (2021) e publicados no Proceeding Series of
the Brazilian Society of Computational and Applied Mathematics |66]. Na Segao 4.2

'Disponivel em: http://www.cnmac.org.br/novo/index.php/ CNMAC /conteudo,/2021,/40/85.
Acesso em: 12 fev. 2022.
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buscamos aplicar uma metodologia desenvolvida por Peixoto et al. [50] no estado
do Rio Grande do Sul, com o objetivo de obter uma classificagao de risco do estado
e avaliar a qualidade dessa classificacao. Esse trabalho foi desenvolvido em parceria
com o prof. Pedro Peixoto, da USP. Os resultados desse trabalho foram apresenta-
dos no X ERMAC-RS? e estao disponiveis nos anais do evento. Foram selecionados
20 trabalhos do X ERMAC-RS para publicacao em uma edi¢ao especial da revista
Ciéncia e Natura, em que o nosso trabalho foi selecionado. Assim, uma versao es-
tendida do nosso trabalho foi publicada na revista Ciéncia e Natura [67]. Ainda
realizamos mais uma aplicagao nesse periodo de dois anos, tendo por objetivo ana-
lisar a evolucao da pandemia de COVID-19 no Rio Grande do Sul no ano de 2020,
utilizando métodos espectrais. Esse trabalho esta atualmente submetido para uma

revista. Um recorte desse artigo foi apresentado no I ERMAC-MS3.

No Capitulo 5 apresentamos um apanhado dos métodos espectrais rela-
tivos ao Ncut. Nossa contribuigao nesse capitulo é a de um novo algoritmo espectral,
a partir de uma medida de similaridade hierarquica. Um trabalho completo sobre o

nosso algoritmo espectral ainda estéd em desenvolvimento.

Para trabalhos futuros, enxergamos pelo menos trés dire¢oes possiveis:

1. Ampliar o universo de aplicacoes dos métodos espectrais em contextos
reais. Em particular, planejamos estender nossa estratégia desenvolvida
no mercado financeiro para outros ativos financeiros, como criptomoe-
das. Além disso, pretendemos avaliar o nosso algoritmo espectral, apre-

sentado no Capitulo 5, em contextos reais.

2. Desenvolver novos métodos espectrais, explorando variagoes nos trés

passos gerais da estrutura desses métodos, apresentados na Segao 3.3.

2Disponivel em: https://www.ufrgs.br/ermacrs2020/. Acesso em: 12 fev. 2022.
3Disponivel em: https://www.sbmac.org.br/2020/07 /i-ermac-ms/. Acesso em: 12 fev. 2022.
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3. Explorar as maneiras existentes que auxiliam o usuario na definicao
do ntmero de clusters k. Em particular, analisar critérios baseados em
clusterizacao espectral que fornecam informagoes sobre o nimero de

clusters.
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