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TITULO: “RAACIOCiNIO PROBABILiSTICO APLICADO AO DIAGNOSTICO
DE INSUFICIENCIA CARDIACA CONGESTIVA (ICC)”

Resumo

As Redes Bayesianas constituem um modelo computacional adequado para a realiza¢do
de inferéncias probabilisticas em dominios que envolvem a incerteza. O raciocinio
diagnéstico médico pode ser caracterizado como um ato de inferéncia probabilistica em
um dominio incerto, onde a elabora¢do de hipdteses diagndsticas € representada pela
estratificacdo de doencas em funcdo das probabilidades a elas associadas. A presente
dissertacdo faz uma pesquisa sobre a metodologia para construcdo/valida¢do de redes
bayesianas voltadas a drea médica, e utiliza estes conhecimentos para o
desenvolvimento de uma rede probabilistica para o auxilio diagndstico da Insuficiéncia
Cardiaca (IC). Esta rede bayesiana, implementada como parte do sistema
SEAMED/AMPLIA, teria o papel de alerta para o diagndstico e tratamento precoce da
IC, o que proporcionaria uma maior agilidade e eficiéncia no atendimento de pacientes
portadores desta patologia.

Palavras-chave: raciocinio probabilistico, representacdo do conhecimento, engenharia
do conhecimento, base de conhecimento, inteligéncia artificial.



TITLE: “PROBABILISTIC REASONING APPLIED TO THE DIAGNOSIS OF
HEART FAILURE”

Abstract

Bayesian networks (BN) constitute an adequate computational model to make
probabilistic inference in domains that involve uncertainty. Medical diagnostic
reasoning may be characterized as an act of probabilistic inference in an uncertain
domain, where diagnostic hypotheses elaboration is represented by the stratification of
diseases according to the related probabilities. The present dissertation researches the
methodology used in the construction/validation of Bayesian Networks related to the
medical field, and makes use of this knowledge for the development of a probabilistic
network to aid in the diagnosis of Heart Failure (HF). This BN, implemented as part of
the SEAMED/AMPLIA System, would engage in the role of alerting for early diagnosis
and treatment of HF, which could provide faster and more efficient healthcare of
patients carrying this pathology.

Keywords: probabilistic reasoning, knowledge representation, knowledge engineering,
knowledge base, artificial intelligence.



1 Introducao — O Projeto AMPLIA

1.1 Motivacao e relevancia

O grupo de IA do PPGC coordenado pela Profa. Dra. Rosa Maria Vicari desenvolve o
Projeto SEAMED desde 1989. Este projeto é responsdvel pelo desenvolvimento de
sistemas especialistas (SE) para a drea médica e utiliza diferentes tecnologias de apoio a
decisdo. Dentre os trabalhos realizados estdo [VIC 2001]:
* SE para o auxilio de um usudrio médico na escolha de farmacos em psiquiatria
(transtornos afetivos) e em cardiologia (hipertensao no idoso), ambos baseados
em sistema de regras (1992);
e SE de auxilio diagnéstico de cardiopatias congénitas, baseado em Redes
Bayesianas e arvores de juncdes (1998).

Percebe-se, portanto, que o Projeto SEAMED vem acompanhando, ao longo dos anos, a
evolucdo das tecnologias de tratamento de incerteza em SE.

O projeto atualmente caminha em direcio ao estado da arte em SE, que seria
representado pelo desenvolvimento e investigacdo de sistemas distribuidos multiagentes
onde a incerteza € modelada e tratada por meio da teoria de redes probabilisticas
multiplas secionadas.

................. = L A AR e oo oo Leairner
An Intelligent Inquirer Agent :
Adaptive Inferface according fo the
Learner Knowledge Smde??rModel
Base ¢
Student Model £ .| PortalWeb
Domain Agents Negotiation Learner
5 Process 5 Network

.

FIGURA 1.1: Arquitetura do sistema AMPLIA

Teaching Strategy

A préxima versdao do sistema SEAMED, que serd chamada de AMPLIA (figura 1.1)
também pretende ser uma ferramenta de aprendizagem para estudantes de medicina.
Nesta futura versdo, tanto as bases de conhecimento, bem como os modelos
pedagégicos de estudantes usudrios do sistema, serdo modelados através de redes
probabilisticas.
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Para o propésito de treinamento médico, o simples exercicio de suposi¢do de hipdteses
diagnosticas dado um caso clinico é importante, mas ndo suficiente. O sistema
pressupde a criagdo de modelos hipotéticos de casos-problema médicos (em redes
bayesianas) como um importante recurso pedagégico auxiliar. Além do diagndstico, o
aluno terd a oportunidade de ativamente construir modelos de doencas, incluindo suas
possiveis causas e sintomas associados, e de avaliar a performance destes modelos
diante de casos reais. No processo de construcdo destes modelos, o aluno adquire
conhecimento e o utiliza para o raciocinio diagndstico.

1.2 Objetivos

Os objetivos cientificos desta dissertagao foram:

* Revisdo bibliografica dos algoritmos envolvidos em a) transformacdo de uma
Rede Bayesiana em Arvore de Jungdo, e b) algoritmos para inferéncia e
atualizacdo de crengas em redes probabilisticas.

* Pesquisa bibliogrifica de métodos de aquisicdo de conhecimento para
engenharia de bases de conhecimento voltadas a drea médica.

* Pesquisa de metodologia para construcdo de redes bayesianas voltadas a drea de
medicina.

* Pesquisa de métodos para validacao de redes bayesianas voltadas para dominios-
problema médicos reais.

* Revisdo bibliografica na literatura de sistemas especialistas da drea médica
baseados em redes bayesianas.

O objetivo tecnoldgico central foi a implementacdo e a validacdio de uma base de
conhecimento médica na drea de cardiologia.
Esta base, implementada em uma rede bayesiana, tem como objetivos :

* O auxilio de médicos ndo especialistas (setor primario de satde) no diagndstico
da Insuficiéncia Cardiaca Congestiva (ICC).

* Integracdo desta base com o moédulo de agente de dominio - "Domain Agent" -
(do modelo apresentado acima) para a confrontagdo/negociacdo desta base de
conhecimento (validada) com modelos de doenca construidos pelo
usudrio/aluno.

Esta rede bayesiana, implementada como parte do sistema SEAMED, terd o papel de
alerta para o diagndstico e tratamento precoce da ICC, o que proporcionaria uma maior
agilidade e eficiéncia do atendimento. Outro objetivo almejado seria a reducdo de
internagdes hospitalares desnecessarias.

1.3 Divisao de Capitulos
Este trabalho estd dividido em seis capitulos principais: 1. Introdugdo: onde ¢ situada a

dissertacdo dentro do projeto AMPLIA. Neste capitulo o sistema AMPLIA ¢ descrito e é
demonstrada a importancia da base de conhecimento desenvolvida neste mestrado para
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os objetivos do sistema AMPLIA. Foram os objetivos desta dissertacdo : 1. a pesquisa
bibliografica de métodos de aquisicdo de conhecimento para engenharia de bases de
conhecimento voltadas a drea médica; 2. Pesquisa de metodologia para construcio de
redes bayesianas voltadas a drea de medicina; 3. Pesquisa de métodos para validacdo de
redes bayesianas voltadas para dominios-problema médicos reais; 4. Revisdo
bibliografica na literatura de sistemas especialistas da drea médica baseados em redes
bayesianas; 5. a implementacdo e a validacdo de uma base de conhecimento médica na
area de cardiologia. No capitulo 2, é realizada uma breve discuss@o sobre a teoria dos
grafos, redes probabilisticas, e revisdo de algoritmos de construcdo de arvores de juncao.
No capitulo 3 sdo revisados métodos de aquisi¢cdo de conhecimento e de validagao de
probabilidades dentro do campo de andlise de decis@o. No capitulo 4 é apresentada a
base de conhecimento desenvolvida. O capitulo compreende a descricdo do dominio-
problema, a apresentacdo passo-a-passo do processo de aquisicdo de conhecimento da
rede, e a apresentacdo passo-a-passo do processo de desenvolvimento da rede. Por fim,
no capitulo 5, na fase de apresentacdo da validacdo de resultados, sdo revisados os
métodos para aferéncia de acurdcia de testes clinicos. E descrito o estudo caso-controle
para cdlculo de métricas, e € feita a apresentacao das métricas efetuadas sobre esta rede.
Estes valores sdo entdo comparados com métricas de bases de conhecimento médicas
baseadas em redes bayesianas. O capitulo 6 é a conclusdo, e o sétimo, os anexos com
todos os formuldrios de levantamento de probabilidades, bem como formuldrios de
protocolo de atendimento da fase de validac@o da rede.
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2 Estado da Arte

No final dos anos 80, houve uma retomada do interesse por abordagens probabilisticas
para o tratamento da incerteza, motivada pela descoberta de que considerando o
relacionamento causal e a independéncia (condicional) entre varidveis do dominio, é
necessdrio representar apenas as probabilidades condicionais entre varidveis diretamente
dependentes (e ndo mais entre todas as varidveis), tornando essa representacdo tratdvel
em computador. Essa retomada estd associada ao aparecimento das redes probabilisticas
isto é, modelos baseados em representacdes graficas das dependéncias probabilisticas do
dominio da aplicagdo [VIC 2001].

Redes bayesianas (BN), redes de Markov (MN) e diagramas de influéncias (ID) sdo
redes probabilisticas.

Na comparacdo das trés maiores tendéncias atuais em inteligéncia artificial, Sistemas
baseados em Regras de Producdo, Redes Neurais Artificiais e Redes Bayesianas (BN),
percebe-se que a ultima apresenta as seguintes vantagens sobre as demais:

e Apresenta um formalismo matemdtico bem fundamentado (baseado na teoria
classica da probabilidade) que consegue resolver o problema de evidéncias
locais influenciando outras evidéncias ndo previstas pelo especialista criador do
dominio (o que pode ocorrer com alguns sistemas baseados em regras);

* Estruturacdo do conhecimento de forma aciclica (o que evita a confusdo gerada
por algumas regras de producdo que permitem a influéncia de filhos
influenciando pais, que por sua vez, realimentam artificialmente as crencas sobre
seus nodos filhos).

* Apresenta uma maior facilidade de detalhamento e explicitacio de como o
sistema chega a determinadas conclusdes (o que € dificil de ser alcangado com
redes neurais);

e (Capacidade de estratificacdo e ordenagdo matemdtica de conclusdes mais
provaveis;

Uma BN € um grafo aciclico orientado, onde os nés representam varidveis aleatdrias e o
arco unindo dois nds representa a dependéncia probabilistica entre as varidveis
associadas. Cada nd possui armazenada a funcdo de distribuicdo de probabilidades
condicional dos valores que podem ser assumidos pela varidvel aleatoria associada ao
nd, dado os valores de seus nds pais (isto €, aqueles diretamente ligados ao n6é em
questdo). A partir de uma rede bayesiana pode-se construir uma rede de Markov
equivalente (grafo aciclico similar, mas que ndo possui arcos orientados). Ambas sdo
representacdes compactas da funcdo de distribuicdo de probabilidades conjunta global
de todas as variaveis aleatdrias do dominio modelado [VIC 2001].

A caracteristica principal das redes probabilisticas ¢ a habilidade para explorar a
estrutura do grafo e reduzir o célculo (da probabilidade condicional de um evento, dada
a evidéncia disponivel) a uma série de calculos locais, usando somente varidveis obtidas
de um né e seus vizinhos em uma estrutura de grafo, evitando calcular a fungdo de
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distribuicdo de probabilidades conjunta global. A representacdo grafica também
explicita relagdes de dependéncias e constitui uma ferramenta poderosa na aquisi¢ao de
conhecimentos e no processo de verificacao [VIC 2001].

Para o aumento de performance do cdlculo de probabilidade condicional de cada n6 do
grafo, bem como forma de resolucdo do problema de cdlculo de redes multiconectadas
(que podem gerar resultados de crenga erroneos em nodos convergentes de caminhos
multiplos origindrios de um nodo fonte tnico — Figura 2.1) foi proposto o método de
universo de crencas por Finn Jensen. Este método transforma a topologia de uma rede
bayesiana em uma arvore de juncao [LAD 97].

Q -~ Hvidénciaem A
Propagac@o para D ( f{ @
\;___!;

Wy

FIGURA 2.1: Evidéncia em D provem de mesma fonte?

Mesma fonte ?

A seguir € descrita uma breve explanacdo do algoritmo de transformacdo de uma rede
bayesiana em uma arvore de juncdo (Tabela 2.1).

TABELA 2.1: Algoritmo de construcio de uma Arvore de Juncio

1. Transformacdo Topoldgica:
a) Moralizacao;
b) Triangularizacdo;
¢) Identificacdo de cliques;
d) Construgido da Arvore de Juncio;
2. Inicializacdo (de valores)
a) Inicializacdo de potenciais;
b) Propagacgdo de potenciais;
3. Atualizagdo de crengas
a) Entrada de evidéncias na drvore de juncao;
b) Propagacdo de potenciais;

1.a Moralizacdo: Seja G = (V, E) um grafo formado por vértices V, e arcos E. Para todo
w pertencente a V, e para todo u, v, pertencente ao conjunto de pais de w, pa(w),
adicionar um arco e, entre u e v. A seguir, desorientar todos os arcos. O grafo
moralizado Gy, é entdo obtido. (Figura 2.2)



_’m-’u
)

G=(V,E) Gy
FIGURA 2.2: Processo de moralizagcdo

o} a
()
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1.b Triangularizacdo : Adicionar cordas a Gy, em todos os ciclos com mais de 4
vértices. O grafo triangularizado G € obtido. (Figura 2.3). Eliminar vértices um a um de
Gt e descobrir a ordem de eliminac@o. Um vértice s6 pode ser eliminado quando todos
os seus vizinhos ja estdo conectados uns aos outros. Vértices que necessitam de menos
cordas sdo eliminados primeiro. (Figura 2.4). A ordem de eliminacdo de cada vértice
também € determinada pelo peso do cluster (ainda ndo médximo) a que este vértice
pertence. O peso P de um cluster (formado pela unido do vértice em questdo e todos
seus adjacentes) € determinado pela soma do logaritmo de base 2, do nimero de estados
de todos os vértices pertencentes ao cluster (ainda presentes no momento de sua
eliminagdo).

P, = ZIOg NoEstados(a)

a=Adj(A)

Vértices com pesos associados menores sao eliminados primeiro.

FIGURA 2.3: Cordas adicionadas a ciclos com mais de 4 vértices.
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FIGURA 2.4: Eliminacao de vértices

1.c Identificacao de cliques: Seja Gz, um grafo triangular, A4,...,A,, uma seqii€ncia de
eliminacdo de seus nds, e Cj, o conjunto contendo A;, e seus vizinhos no instante de sua
eliminacdo (i.e os vizinhos do né eliminado, com numera¢do A, maior do que a
numeracao A do né sendo eliminado). Entao C; € um clique de Gt se C; € maximo, i.e se
nao esta contido em nenhum outro cluster.

1.d Construcao da Arvore de Juncio: E primeiramente definido um indice a, para
cada vértice da rede. Este indice € o inverso da ordem de eliminacdo da fase de
triangulagdo. Seja C o conjunto de cliques de Gr. Para cada clique Ci, cria-se entdao uma
lista de vértices adjacentes Vadj;, ndo contidos em Ci. Se Vadj; possui um vértice X com
indice alfa menor do que o vértice de maior indice alfa pertencente ao clique C;, entdo C;
assume o indice de X. Se nao houver X, Ci assume o indice 1. O clique com indice 1
torna-se a raiz da arvore. Logo apds, sdo criados os separadores entre os cliques. Um
separador € um cluster de vértices que contém a intersecao de vértices entre dois cliques.
Caso um clique possua interse¢do de vértices com 2 ou mais cliques, € selecionado o
clique com menor indice para a criagdo do separador.

2.a Inicializacdo de potenciais: Apds a construcao da arvore, a tabela de potenciais de
cada vértice € atribuida a somente um clique, mesmo que o vértice u pertenca a mais de
um clique. O clique que possua todos os vértices associados a tabela de potenciais de u
(i.e que possua a familia de u — fa(u)) € selecionado. Se existir mais do que um clique
que contenha fa(u), é entdao selecionado o clique com menor espago de estados (o espago
de estados de um clique é calculado através da multiplicacdo do nimero de estados de
cada um de seus vértices associados). Se um clique possuir mais do que uma tabela de
potenciais associada, estas deverdo ser multiplicadas, para que se obtenha o potencial de
crenga do clique em si. Os potenciais de cliques e separadores sem vértices associados
sdo iniciados com 1.
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As figuras 2.5 e 2.6 resumem os passos de 1a 2a.

Cliques

Arvore de Jungiio

FIGURA 2.5: Resumo do processo de compilacdo da Arvore de Juncio

Warifwel Crdem de o Cligue Indice do Cligue WVarifweis Potencial de crenca
Eliminagio associado cligque aszsociadas

H I R ! | ARC | ABC | PCa) POBIA) POCIA)
G E; 2 | 4 | 2 C EDC | D | BODIB)

E 6 |3 [ 3 | 3 | DcE | E | HEC)

c | 3 4 | 1 | 4 B¢ | o | peaie

D | 4 5 | 2 | s | EGH | H | RHEG)

F | 3 T | ¢ I | FE | F | BFDE

B | 2 7 | 1

I | 1 s | 1

FiGURA 2.6.: Resufno do proéesso de corhpilagﬁo. da Arvore .de Juncio

2.b Propagaciao de potenciais: Da-se pela passagem de “mensagens’” de um clique para
outro por intermédio do separador. Exemplo de propagacdo de clique A para clique C da
arvore de junc¢ao ilustrada na figura 2.7.
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Arvore de Jungio

FIGURA 2.7: Clique A projeta seu potencial para S1. Clique C absorve de separador
SI1.

2.b.1 Projecao de potenciais do clique A para separador S1 ilustrado pela figura 2.8.

(DABCCTm i Estados
A Verdadeiro(V) Falso(F)
B v F v F
c v F v F v F v F
Potenciais 0 1 2 3 4 5 -1 7
@ BCSl Estados
B W F
c W F W F
Potenciais 0 1 2

OBC,'=OBC, ©BC,[0]= DABC[0]+ PABC[4] ®BC, = =DRC,,'
— DBC 4 [1] = DABC[1]+ DABC[S]
DBC,,[2] = BABC[2]+DABCT6]
DBC4[3]= PABC[3]+QABC[T]

—

FIGURA 2.8: Projecao de potenciais do clique A para separador S1

2.b.2 Absorcao de potenciais de separador S1 por clique C ilustrado pela figura 2.9.
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I(D B DCC‘J‘:‘.:: 7 Estados
D Yerdadeiro(V) Falso(F)
B V' F F
[+ F v F v F v F
Potenciais 1 2 3 4 5 6 7
DE CSI Estados
B vV F
C v F
Potenciais 0 1 3

©BDC,, % =DBCy,

—

DBDC[0]< = DBEC[O]
OBDC[1}x = BC[1]
®BDC[2]x = DBC[2]
®BDC[3}x = ©BC[3]

DBDC[4]< = DBC[O]
OBDC[5] = OBC[1]
®BDC[6]x = DBC[2]
OBDC[7 < = DBC[3]

FIGURA 2.9: Absor¢ao de potenciais de separador S1 por clique C.

Os operadores ColeteEvidéncia e DistribuaEvidéncia promovem a propagacio global
de probabilidades entre cliques. Cada operador € responsdvel pela “transmissdao” de
mensagens em um sentido. Quando todos os cliques transmitem mensagens em ambos

os sentidos com todos os separadores vizinhos, a drvore de juncdo alcanga a consisténcia

global de seus potenciais. O processo € iniciado no clique de indice 1. (Figura 2.10)

Arvore de Jungiio

FIGURA 2.10: Operadores ColeteEvidéncia (em azul) e DistribuaEvidéncia (em

3.a. Entrada de evidéncias na arvore de juncio:
Uma evidéncia € informacdo nova sobre um nodo da rede Bayesiana que muda nossa

vermelho)

crenga sobre a distribuicdo de probabilidade deste nodo.

Exemplo:
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Antes de receber a evidéncia

P(Xa) = (0,01; 0,99)

Ap6s entrada de evidéncia, o vértice estd instanciado:
P(Xa) = (1;0)

Para cada observacdo Xu=xu deve-se entdo, codificar a evidéncia como uma
probabilidade

A\

(dentro intervalo 0-1), identificar o clique ou separador C ao qual u estd associado e
atualizar entdo seu potencial através da férmula:

®c — PexA,,
(i.e a nova probabilidade € multiplicada ao potencial do clique ou separador).

Xu

3.b é idéntico ao passo 2b.



20

3 Metodologia

3.1 Analise de Sensibilidade

O uso da andlise de sensibilidade pode ajudar o engenheiro de conhecimento a extrair
probabilidades. Este estudo fornece insight aprofundado sobre o nivel de acuricia
exigido pelas vérias probabilidades da rede, e ainda sugere esfor¢os futuros de quais
probabilidades precisam ser calibradas.

A andlise de sensibilidade € uma técnica geral de estudo dos efeitos das incertezas em
pardmetros de um modelo matemdatico [MOR 90]. Para redes bayesianas, a andlise de
sensibilidade € util para o estudo dos efeitos de probabilidades condicionais sobre uma
probabilidade de interesse. Existem varios tipos diferentes de andlises de sensibilidade.
Para uma rede bayesiana, a forma mais simples consiste em variar sistematicamente
uma unica probabilidade, enquanto todas as outras sio mantidas fixas. Este método
serve para verificar como esta probabilidade influi em uma probabilidade de interesse.
Uma andlise de sensibilidade onde apenas uma probabilidade varia € chamada de
andlise de probabilidade de uma direcdo (one-way sensitive analysis). Em uma andlise
de sensibilidade de duas direcoes, duas probabilidades distintas s@o alteradas
simultaneamente e seus impactos verificados em uma probabilidade de interesse. Podem
ainda vdérias probabilidades ser modificadas simultaneamente, porém torna-se dificil a
interpretacao desses casos.

Para a execucdo desta andlise, sdo solicitados ao especialista, intervalos de
probabilidade, entre os quais o especialista tem maior certeza estar situada a
probabilidade de interesse. E necessdrio que esta estimativa seja pessimista. Isto garante
maior precisao para o método de calibragem de probabilidades (descrito abaixo).

A andlise consiste na variagdo sistemdtica da probabilidade dentro de sua margem de
erro (nas figuras abaixo, drea em cinza), e a verificacdo da probabilidade de interesse.

A figura 3.1 mostra o resultado de uma andlise de sensibilidade de uma direcdo
(extraido de [COU 2000]).
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(a) (b) (c)
FIGURA 3.1: Andlise de sensibilidade de uma direcdo. Os efeitos de variacdo das
probabilidades p(blmc), p(iscimc) e p(iscl—mc) sobre Pr(c) sdo verificados.
p(blmc) = probabilidade de tumor cerebral dada presenca de cancer metastético,

p(isclmc) = célcio sérico elevado dado cancer metastatico,
p(isclmmc)=calcio sérico elevado dada auséncia de cancer metastatico,
Pr(c) = probabilidade de entrar em coma em 3 anos

Pela figura 3.1(a), pode ser verificado um baixo impacto de tumor de cérebro sobre a
probabilidade de um paciente vir a entrar em coma em um periodo de 3 anos. Na
comparacao entre 3.1.1(b) e 3.1.1(c), percebe-se que célcio sérico elevado na auséncia
de cancer metastdtico (3.1.1(c)) aumenta mais a probabilidade do paciente vir a entrar
em coma do que 3.1.1(b), célcio sérico elevado na presenca de cancer metastatico. Nesta
andlise, pode-se concluir que alguma probabilidade no caminho entre coma e célcio
sérico elevado na auséncia de cancer metastatico (incluindo esta ultima) esteja com
estimativas erroneas, ou imprecisas.

Em uma andlise de sensibilidade de duas direcdes, duas probabilidades sofrem variagoes
simultaneas para que se verifique o efeito conjunto destas sobre a varidvel de interesse.
A figura 3.2 mostra o resultado de uma anélise de sensibilidade de duas direcdes.
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FIGURA 3.2: Andlise de sensibilidade de duas dire¢des. O efeito conjunto de variacao
simultanea de probabilidades p(isclmc) e p (blmc) sobre Pr(c) € mostrado nas linhas de
nivel.

As linhas de nivel conectam as combinacdes de valores para as duas probabilidades em
verificacdo, que resultam num mesmo valor da probabilidade de interesse. A distincia
entre cada par de linhas indica a variacdo necessdria nas probabilidades em verificacdo
p(blmc) e p(iscimc), para alterar a probabilidade de interesse de um nivel para o
seguinte. Se as linhas de nivel estdo muito proximas uma das outras, entdo uma pequena
variacdo das probabilidades em verificacdo ja € suficiente para exercer um grande efeito
na probabilidade de interesse. Se, ao contrdrio, as linhas estdo distantes, entdo a
probabilidade de interesse ndo € muito sensivel a variacdo das probabilidades em
verificagdo [COU 2000].

Um fato importante a ser observado é que a distancia entre as linhas diferem, o que
indica que o efeito conjunto das varidveis em verificacdo vai além dos efeitos sozinhos
de cada probabilidade sobre a probabilidade de interesse. Este efeito conjunto € devido a
influéncia sinérgica entre as varidveis tumor cerebral e célcio sérico elevado sobre
coma. No entanto, em se considerando apenas a drea da margem de erro (em cinza)
percebe-se que o efeito conjunto destas varidveis ndo € muito significativo, pois as
linhas, nesta 4rea, estdo distantes uma das outras. A figura 3.3 mostra um novo exemplo

de andlise de sensibilidade de 2 dire¢des.
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FIGURA 3.3: Andlise de sensibilidade de duas direcdes.

Pode ser observado que as linhas de nivel neste estudo mostram-se eqiiidistantes, o que
indica que a variacdo simultianea das varidveis em verificagdo p(blmc) e p(iscl-mc) nao
apresentam um efeito conjunto diferente dos efeitos de suas variagdes em separado.

Até agora foram mostrados estudos de anélise de sensibilidade onde a probabilidade de
interesse € a probabilidade anterior a entrada de evidéncias. Nas figuras seguintes sao
apresentados estudos onde a probabilidade de interesse € a probabilidade posterior a
entrada de evidéncias.

1.0 74 - 1.0 4 1 10 4
08 A | | 08 0.4
= = ] s
w06 o o ® 08 w06
2 0.4—- | | 2 g4 2 g4
= | ‘ = =
o 1. | o 1 o 1
0.2 -/ 02 02
0.0 e T T : R I e — 00+t
00 02 04 06 08 10 00 02 04 06 08 10 00 02 04 08 08 10
p(mc) p(b | mc) p(sh | b)
(a) (b (c)

FIGURA 3.4: Anilise de sensibilidade de uma direcao com varidvel de interesse com
probabilidade a posteriori.
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A figura 3.4 apresenta uma andlise de sensibilidade de uma direcdo, desta vez
apresentando como varidvel de interesse sua probabilidade a posteriori, Pr(blsh), ou
seja, probabilidade de tumor cerebral apds a rede ter instanciada a varidvel sh (dor de
cabeca intensa — severe headache). Ap6s variagdo das varidveis de verificacdo p(blmc) e
p(shib), observa-se uma relacdo nao linear destas com a varidvel de interesse, ao
contrério do que se verificava com as probabilidades a priori.

Pr(b | sh)

p(sh | b)

0.00 0.20 0.40 0.60 0.80 1.00

p(b | - mc)

FIGURA 3.5: Andlise de sensibilidade de duas dire¢des com varidvel de interesse com
probabilidade a posteriori.

Na figura 3.5, uma andlise de sensibilidade de duas dire¢cdes com varidvel de interesse
com probabilidade a posteriori, observa-se que as linhas de nivel estdo mais proximas
uma das outras no quadrante inferior direito da figura, indicando uma maior
sensibilidade da probabilidade a posteriori da varidvel de interesse para variacdes de
valores altos da varidvel p(bl-mc) e de valores baixos para a varidvel p(shib). No
entanto, com as variacdes das varidveis em verificacdo dentro da 4rea do intervalo
plausivel (em cinza), fica demonstrado que a varidvel de interesse permanece estavel.

3.2 Analise de Sensibilidade e Calibragem de Probabilidades

Esta secdo aborda o Procedimento de Levantamento de Probabilidades (Elicitation
Procedure) proposto por Veerle Coupé [COU 2000]. Este procedimento alterna andlise
de sensibilidade e calibragem de probabilidades em uma rede bayesiana em
desenvolvimento. O procedimento estd sumarizado na figura 3.6
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Este procedimento foi utilizado no desenvolvimento e validagao da rede de ICC.

1. Escala de Van der Gaag
4 2. Literatura

—
1. Verificagfo de Probabilidades de
/' Doenca dada a Evidéncia
INET ¥ 2. Comparacio de Probabilidades com
Parar

| \ Banco de Dados
3 Analise de Zensibilidade

1. Intervales grandes (para Analize de
P Sensibilidade) 7
_w 2. Fecursos disponiveis 7 (literatura,
dados estatisticos, junta de
l Sim especialistas, estudos
prospectivos, retrospectivos,
ete.)

Sim

T-a Custos deinvestimento justificam
potenciais ganhos deacuracia 7

Sim

FIGURA 3.6: Procedimento de levantamento de probabilidades proposto em [COU
2000]

No primeiro passo do procedimento, as estimativas iniciais de todas as probabilidades
condicionais da rede bayesiana sdo obtidas. Para a maioria dos dominios, especialistas
humanos constituem o principal recurso para esta estimativa inicial. Para a rede de
ICC, os especialistas eram formados por 2 cardiologistas e um clinico geral. Este
primeiro passo tem como objetivo a aquisicio de uma grande quantidade de
probabilidades em um curto periodo de tempo. Para tal, em um nimero limitado de
entrevistas, os especialistas sdo encorajados a fornecer estas probabilidades sem um
cuidado excessivo sobre a exatiddo de suas informagdes. Neste momento, a escala de
probabilidade modificada pode ser utilizada. O modelo de escala utilizado pela rede de
ICC — a Escala de Van Der Gaag - esta ilustrado na figura 4.3.

Além disto, os especialistas também precisam, neste momento, fornecer as margens de
erro para suas estimativas (lembrando que estes intervalos precisam ser pessimistas para
que a incerteza ndo seja subestimada). Em alguns dominios, dados na literatura também
podem ser usados nesta fase do procedimento. Mas nestes casos, uma grande margem de
erro plausivel devera ser indicada para a captura da incerteza inevitavelmente envolvida.
Uma primeira e Unica estimativa das probabilidades sera suficiente para a maioria das
crencas do dominio. Outras probabilidades, no entanto, necessitardo de um nivel
superior de acurdcia. Para a descoberta destas crengas, a segunda fase do procedimento €
entdo iniciada. Para este propdsito, a rede bayesiana em desenvolvimento € submetida a
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uma série de andlises de sensibilidade. Nestas andlises, cada estimativa de probabilidade
¢ variada de forma separada e aos pares. Os efeitos de variagdo destas estimativas dentro
de suas margens de erro sdao estudados com relagdo a alguma probabilidade de interesse.
No caso da rede de ICC, as probabilidades de interesse eram formadas pelos nodos
diagnésticos “ICC”, “Classe 17, “Classe 27, “Classe 37, “Classe 4”, e alguns nodos
representantes de diagndsticos diferenciais de ICC como “Asma Bronquica”, “DBPOC”,
“Insuficiéncia Hepdtica”, “Insuficiéncia Renal”, “SARA” e “Sindrome Nefrética”. Se
esta andlise tem a tendéncia de se tornar impraticivel devido ao tamanho do dominio,
especialistas devem ser consultados com relacdo aos nodos chave da rede que deverdo
ser priorizados. No caso da rede de ICC, os nodos chave priorizados foram aqueles
representados pelos sinais e sintomas da ICC (filhos do nodo “ICC”).

Na segunda fase, apés a andlise de sensibilidade, sdo identificadas entdo as
probabilidades com grandes efeitos sobre os nodos de interesse. A lista dos nodos em
ordem decrescente de impacto sobre o nodo “ICC”, € mostrada na tabela 3.1. Estes
nodos sdo candidatos potenciais a ajustes futuros. Na terceira fase do procedimento, é
analisado o grau a que estas estimativas ainda podem ser refinadas. A possibilidade de
ajuste estd vinculada ao grau de incerteza da estimativa (indicada pelo tamanho da
margem de erro), e as técnicas utilizadas para obtencdo destas estimativas.
Probabilidades estimadas com métodos de levantamento elaborados, e com margens de
erro pequenas, nao sdo boas candidatas a calibragem futura. Probabilidades com
margens de erro grandes, e estimativas incertas, podem ser facilmente refinadas. No
entanto, a calibragem s6 é possivel se ainda existem outros recursos disponiveis (como
literatura, dados estatisticos, junta de especialistas, estudos prospectivos, retrospectivos
etc.). Portanto, sdo escolhidas as estimativas com margem de erro grande e com fontes
de dados alternativos disponiveis. Estas sao ainda candidatas a calibragem. Para que
realmente sejam refinadas, sdo necessdrios investimentos de tempo e dinheiro. Nem
todas as estimativas apresentam uma relacdo custo-beneficio admissivel. A relacdo
custo-beneficio € obtida ponderando-se os custos de investimento com potenciais
ganhos de acurdcia. Por exemplo, para uma rede bayesiana a ser usada para fins
diagnésticos, como é o caso da presente dissertacdo, a performance da rede pode ser
medida como a percentagem de diagndsticos corretos dentre os casos submetidos. A
calibragem de uma probabilidade desta rede s valeria a pena se aumentasse 0 nimero
de diagnoésticos corretos. Uma vez que a rede apresente um comportamento geral
adequado, a calibragem de probabilidades pode nao mais ser custo-efetiva.

Ap6s selecionadas as estimativas para calibragem na quarta fase, uma nova iteracao do

procedimento € iniciada. As iteragdes t€m a tendéncia a diminuir as margens de erro

associadas com cada estimativa de interesse e de melhorarem a performance da rede. As

iteracdes cessam quando as fontes de obtencdo de dados sdo exauridas, ou quando a

relacdo custo-beneficio torna-se inaceitdvel.

TABELA 3.1: nodos em ordem decrescente de impacto (a priori) sobre o nodo “ICC”
Nodo

DPN
Rx_Tx_Congestao_Pulmonar
Rx_Tx_Cardiomegalia
Turgencia_Jugular
Hepatomegalia
Edema_De_Membros_Inferiores
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Ausc_Pulm_Estertores
Dispneia

Ascite

B3

Anasarca

Tonturas

Taquicardia
ICC_Alto_Débito

HAS

Tosse_Noturna
ICC_Por_Sobrecarga_de_Liquidos
Cianose_Periferica
Anemia
Doenca_Coronariana
Valvulopatia
Cardiomiopatia_Dilatada
Miocardiopatia_Restritiva
Miocardiopatia_Hiper_Dilatada
Angina_Estavel
Angina_Instavel
Infarto_Miocardico
Estenose_Pulmonar
Estenose_Mitral
Insuficiencia_Trictspide
Insuficiencia_aortica
Estenose_aortica
Insuficiencia_Mitral
Estenose_Tricuspide
Insuficiencia_Pulmonar
Hipertireoidismo
Embolia_Pulmonar
Transfusao_macica
Ingesta_de_Sal
Doenca_Paget
Crescimento_Osseo
Fosfatase_Alcalina_Elevada
Gestacao

Oliguria

Hipoglicemia
Nausea_Vomitos
Delirium

Sangramento

Letargia
Ureia_Creatinina_elevadas
Confusao_mental
Albumina_Serica_Baixa
Rx_Tx_Hiperinsuflacao
Hipoxemia
Tosse_Produtiva_Cronica
Ausc_Pulm_Sibilos_Expiratorios
Aspiracao_Gastrica
Sepsis

Trauma

Asma_Bronquica
DBPOC

Hipoproteinemia
Sindrome_Nefrotica

IRA
Dispneia_em_Repouso
Dispneia_Pequenos_Esfor¢os
Fadiga
Dispneia_aos_Esforgos
Insuficiencia_Hepatica
Idade_Menor_de_12
SARA
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4 Apresentacao da Base de Conhecimento

4.1 Descricao do dominio-problema

O dominio escolhido foi o da Insuficiéncia Cardiaca Congestiva (ICC). A ICC é uma
doenca multifatorial que possui um dominio vasto de etiologias (causas). E uma
sindrome clinica complexa que se caracteriza pela incapacidade do coragdao em propiciar
um adequado suprimento de sangue para atender as necessidades metabdlicas e
tissulares organicas. Esta doenca € a via final comum da maioria das cardiopatias (a
culminancia de uma série de doencas que afetam o cora¢do). Representa um importante
problema de satide publica devido a crescente prevaléncia, morbi-mortalidade e altos
indices de internacao hospitalar.

Segundo dados do DATASUS, do Ministério da Saudde, a ICC, em 1997, foi a 3* maior
causa de morte no Brasil, 4* maior causa de internacdes hospitalares e 2* maior causa de
gastos da receita para com a saude.

O estabelecimento do diagnéstico de ICC € eminentemente clinico, ou seja, depende de
corroboracdo de um pequeno nimero de exames complementares. Um paciente portador
desta patologia apresenta uma série de sinais e sintomas, que o médico clinico precisa
verificar, antes que possa com seguranca firmar o diagndstico, e estabelecer o grau de
comprometimento de seu paciente. Pela classificacdo da American Heart Association,
esta nosologia apresenta quatro graus de severidade. De acordo com este grau, o médico
norteia caminhos distintos de terapéutica. O tratamento e preveng¢do precoce desta
doenca correlacionam-se com quedas nos nimeros de internacao hospitalar e morte.

Esta rede foi desenvolvida levando-se em conta a dificuldade com que médicos ndo
especialistas apresentam, muitas vezes, no estabelecimento precoce deste diagndstico.
Seu objetivo principal € o auxilio de médicos clinicos gerais, atuantes no setor primario
da satide (onde o primeiro diagnéstico precisa ser firmado).

Como serd visto no capitulo 5, esta rede apresenta um alto grau de especificidade, ou
seja, presta-se bem a diferenciacdo de casos suspeitos dos casos que realmente
apresentam a doenca. Também apresenta uma performance adequada no que diz
respeito a estratificacdo do doente portador de ICC, dentre os graus de gravidade (de 1 a
4) da patologia.

A figura 4.1 apresenta uma visdo parcial da rede de ICC, vista no sistema SEAMED.
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FIGURA 4.1: Visao parcial da rede de ICC.

O layout da rede organiza os nodos representantes das etiologias de ICC no canto
superior esquerdo da figura. Estdo elas divididas em 3 principais grupos:

1) ICs por baixo-débito (ou seja, IC caracterizada por bombeamento inadequado de
sangue pelo coracdo - cerca de 97% dos casos), onde encontramos, como principais
causas:

2) IC

a doenca coronariana, hipertensao arterial sistémica (HAS);
as valvulopatias;
as cardiomiopatias;
a embolia pulmonar;
por alto-débito, (por aumento das necessidades de sangue pelos tecidos, apesar de

um adequado bombeamento pelo coragdo) - entre estas:

3)IC

anemia severa;
hipertireoidismo;
Doencga de Paget;
IC desencadeada pela gravidez (em casos raros - estipulado por especialistas em
menos de 0,1%)
por sobrecarga de fluidos, onde aqui o paciente apresenta-se congesto por excesso

de liquidos no organismo. Entre as principais causas estao:

a transfusdo macica;
a ingesta aumentada de sal.
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Ao centro, encontramos o nodo ICC, o principal nodo diagnédstico da rede. A ele estdo
convergindo todos os nodos representantes de sinais, sintomas e achados laboratoriais e
radiolégicos do paciente. Todos os sinais estdao localizados no lado direito da rede. Entre
alguns destes, podemos citar: “DPN” (dispnéia paroxistica noturna); “B3”, presenca da
terceira bulha a ausculta cardiaca; e “edema de membros inferiores”. Acima do nodo de
ICC, encontramos as entidades representativas dos graus de severidade da doencga: as
Classes de 1 a 4 da American Heart Association. Abaixo, encontramos 0s nodos
representantes do diagnéstico diferencial da ICC (ou seja, doengas que geram confusio,
por apresentarem uma sintomatologia semelhante ao da ICC).

4.2 Processo de aquisicao de conhecimento da rede

O desenvolvimento, tanto da parte qualitativa, quanto da quantitativa, da rede bayesiana
de ICC foi baseado na aplicac@o de técnicas de aquisi¢do de conhecimento a médicos
especialistas (cardiologistas) da Clinica Cardiosil, e do Hospital Sao José (ambos
situados em Criciima SC).

O desenvolvimento de uma rede bayesiana para um dominio problema envolve uma
série de tarefas. Primeiro, as varidveis de importancia no dominio sdo identificadas.
Como uma rede probabilistica, assim como qualquer modelo, € necessariamente uma
simplificacdo da realidade, decisdes bem fundamentadas precisam ser tomadas a cerca
de que varidveis e valores devem ser incluidos na rede e quais podem ser omitidos.

Uma vez que as varidveis de importancia sdo selecionadas, a constru¢do da porcao
qualitativa da rede se inicia. Para a elaboracdo da topologia da rede, especialistas do
dominio precisam ser entrevistados. Nas entrevistas, o conceito de causalidade ¢é
utilizado como um principio heuristico norteador. Toda a causalidade descoberta é
expressa em termos graficos como arcos orientados entre nodos, que acompanham o
sentido causa-efeito.

Em um primeiro momento, foram realizadas entrevistas quinzenais com médicos
cardiologistas da Clinica Cardiosil. Foram trazidas por este pesquisador topologias de
redes bayesianas ‘“candidatas” pré-elaboradas. Nestas ocasides, dividas eram dirimidas
com relacdo a quais relacdes de estados patofisioldgicos intermedidrios representavam
informacdo mais importante, e prioritdria. Nos modelos iniciais, muitos nodos foram
excluidos. Em situacdes onde causas ou efeitos foram considerados estatisticamente
raros, muitos destes nodos acabaram sendo desprezados e omitidos.

Os especialistas podem expressar seus conhecimentos tanto de forma causal (ex. ICC
causa edema) como de forma diagndstica (ex. Edema de membros € um indicativo de
ICC). Nas entrevistas, alguma discordancia foi manifestada com relagdo a este tipo de
esquema mental de raciocinio diagndstico. Muitas areas da rede foram re-elaboradas
muitas vezes por conta desta razdo. Ao final, foi dada preferéncia ao raciocinio causal.
Como visto acima, torna-se praticamente impossivel o desenvolvimento de tabelas de
potenciais para um determinado nodo quando este possui muitos nodos pais. No caso da
rede em questdo, fosse o nodo de ICC filho de todos os sinais e sintomas relacionados,
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sua tabela condicional de probabilidade tornar-se-ia muito grande, e por conseqiiéncia
cada potencial individual da tabela perderia em precisao.

Posteriormente a constru¢do da porcdo qualitativa (topologia) da rede, a parte
quantitativa (tabela condicional de probabilidades) é especificada. A quantificagdo da
por¢ao qualitativa da rede implica em avaliar todas as distribui¢des de probabilidade
condicional das varidveis representadas. O termo ‘“condicional” € utilizado, pois, cada
item da tabela de probabilidade estd condicionado a presencga/auséncia de cada um dos
nodos pais. E esta a razio do crescimento exponencial da tabela ao incremento do
nimero de pais do nodo.

A codificacdo de probabilidades tende a ser, sendo a fase mais dificil, mas certamente a
tarefa mais demorada, no processo de constru¢do da rede. De fato, a obtencao deste tipo

de informacdo € lembrada como o maior obsticulo na constru¢do de bases de
conhecimento baseadas em Redes Bayesianas. [GAA 95].

O que logo foi percebido ao longo do desenvolvimento da rede, foi o fato de a literatura
médica geralmente ndo se ater a questdes do tipo, qual a probabilidade de uma condi¢do
patoldgica determinar o aparecimento de algum sintoma ou achado laboratorial. O que
se encontram sdo expressdoes do tipo raro ou comum. Em alguns artigos, sao
apresentadas probabilidades de sintomas dada uma determinada doenca. Entretanto, este
tipo de informacdo perde em significado quando a prevaléncia destes sintomas na
auséncia da doenca ndo € medida.

Cardiologistas experientes também mostram muita dificuldade em quantificar
freqiiéncias aproximadas de algumas evidéncias, pois muitas vezes sdo achados “raros”,
descritos apenas em alguns estudos de casos.

Se a literatura ndo pode prover com informagdes probabilisticas confidveis, estimativas
podem ser obtidas a partir de dados estatisticos. A experi€éncia mostra, no entanto, que
mesmo quando ha a disponibilidade de grandes amostras de dados, eles muito raramente
contribuem de forma significativa a tarefa de quantificacdo [KOR 93].

Em dados estatisticos médicos, por exemplo, muitos estados patofisiologicos
intermedidrios nao sdo muitas vezes registrados. Como conseqiiéncia, um grande
nimero de probabilidades precisam ser aproximadas por especialistas de dominio.

4.3 Processo de Desenvolvimento da Rede

O campo de andlise de decisao oferece vdrias técnicas para o levantamento de
probabilidades arbitrarias de especialistas, entre elas:

¢ Escala numérica: uma linha vertical ou horizontal com extremos demarcando
0% e 100% de chance, e algumas poucas divisdes numéricas entremeadas;
(Figura 4.2)

* Técnica de freqii€ncia: ao especialista € dada a sugestdo de imaginacdo de cem
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casos com algum contexto especifico, e solicita-se entdo o nimero de casos com
alguma caracteristica especifica. Por exemplo, o especialista do dominio, um
cardiologista, € solicitado a imaginar uma populagdo com cem pacientes com
cardiomegalia (coracdo aumentado de tamanho) e determinar quantos destes
apresentam Doenca de Chagas, como causa desta patologia.

Escala de Van der Gaag: uma evolug¢do das técnicas acima € uma escala de
probabilidade numérica, bem como verbal, com enunciados (de pergunta)
verbais e ndo notacdes matematicas. A escala apresenta marcacdes numéricas de
probabilidade (ex. 0%, 15%, 25%, 50%, 75%, 85%, e 100%) e proximas a elas
expressdes comumente utilizadas por especialistas (ex. improvavel, incerto,
esperado, etc.). (Figura 4.3)

0 a0 100

FIGURA 4.2 Escala numérica para obtencao de probabilidade.

Pergunta 17: Quase) Certa —— 100
—t— 85
Provivel £
&£ 75
Em um paciente com ICC (qualquer classe), qual i
a chance de vir a apresentar tosse noturna ?
Média —b— 50
Incerta
1 —— 25
.RGSPOSTE!T de ? (}_G,'/o ate ‘BL"J 9% Improvivel L
NOmc; 3 e (Quase) Impossivel —— 0
Data:

FIGURA 4.3: Escala de Van der Gaag

Estudos realizados por Van der Gaag e associados comprovaram que:

Enunciados verbais facilitavam a compreensao pelo especialista do que se estava
sendo solicitado. Muitos especialistas ndo se sentiam confortdveis com notagoes
matematicas de probabilidade;

Quanto mais incertos os especialistas estivessem com relacdo a uma determinada
probabilidade, mais propensos estariam a raciocinar em termos de palavras. As
marcagdes verbais na escala entdo os auxiliavam a determinar a probabilidade
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que tinham em mente;

e QOutra idéia nova do método € a de agrupar as perguntas relativas a uma mesma
distribuicdo de probabilidade para que sejam consideradas pelo especialista de
forma simultdnea. Os especialistas s3o entdo encorajados a responder as
probabilidades que tenham mais certeza, geralmente os extremos e
probabilidades com influéncias causais tnicas, e entdo interpolar as
probabilidades restantes;

Felizmente, pela experiéncia adquirida neste dominio médico, € muito mais importante
a estrutura topoldgica da rede, (e o cuidado de se certificar que um achado possua
“links” para todas as suas causas), do que a exatiddo das probabilidades da funcdo de
distribuicdo. Na maioria dos casos, existe uma pequena quantidade de achados que
aponta fortemente para a causa correta, e portanto as probabilidades exatas sdo menos
importantes. Mas também hd um nimero significativo de situa¢des onde alguns achados
apontam para muitas causas e entdo as probabilidades sdo significativas e precisam ser
validadas. Esta situacdo inclui o caso do diagnéstico diferencial da ICC, onde muitos
dos sinais, sintomas e achados radiolégicos sao compartilhados por outras patologias.

As trés técnicas a seguir foram utilizadas durante o desenvolvimento da rede de ICC:
4.3.1.Verificacao de Probabilidades de Doenca dada a Evidéncia: esta técnica

baseia-se na aferéncia da probabilidade das causas calculada através do célculo inverso
da probabilidade dada a evidéncia.

Exemplo:
Cardiomegalia = P(B) =0.03 (fornecido por especialista)
D. Chagas = P(A) =0.001 (fornecido por especialista)

P(BIA) = 0.8 (fornecido por especialista)

P(BIA) = P(AIB)P(B) /P(A) (Férmula de Bayes)

0.8 = x 0.03/ 0.001
0.8 =30x
P(Chagas | Cardiomegalia) = x = 0.026 -> Precisa ser corrigido, pois para cada 100
pacientes com cardiomegalia (de acordo com dados populacionais para a regido sul do
Brasil), seria esperado no maximo 0,1 - 0,3% (e ndo 2,6%) de pacientes com Doenca de
Chagas.
Conclusao: uma ou mais das trés probabilidades acima estao incorretas!

Assim, enquanto que na fase de obtenc¢do de conhecimento do especialista as perguntas
mais freqiientes sao do tipo:

“Qual a probabilidade de um determinado sintoma ocorrer em um paciente com tal
doencga?”

Na fase de validagao por este método a pergunta entdo deve ser:
“Em pacientes com determinado sintoma, qual a probabilidade de ocorréncia de tal
doencga?”
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Esta abordagem apresenta uma perspectiva diferente das probabilidades, e € mais
palpavel aos especialistas médicos. Também € mais comum a ocorréncia deste tipo de
informacao na literatura médica pois estudos retrospectivos sao mais comuns (apesar de
menos confidveis) do que estudos clinicos prospectivos.

4.3.2. Comparacao de Probabilidades com Banco de Dados: esta abordagem tenta
comparar freqiiéncias geradas pela rede com as probabilidades estatisticas encontradas
na populacio. E um método eficiente apenas para a validacio de eventos comuns. Pouco
confidvel para eventos raros. O grande problema deste método seria a escassez de banco
de dados médicos disponiveis atualmente no Brasil.

4.3.3. Analise de Diagnésticos Falhos: a abordagem mais eficiente para a validacdo de
probabilidades € através da andlise das hipdteses erroneas geradas pela rede, e
determinac@o das razdes para as falhas. Geralmente, ha uma série de probabilidades na
rede que podem estar causando um erro. Esta andlise se dd através do estudo dos efeitos
da variacdo sistemdtica de probabilidades (dentro de intervalos especificados por
especialistas) sobre uma probabili