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Resumo

O objetivo do trabalho é estudar a viabilidade de tratar problemas de oti-
mizacao, considerados intrataveis, através de Algoritmos Genéticos, desenvolvendo
critérios para a avaliacao qualitativa de um Algoritmo Genético. Dentro deste tema,
abordam-se estudos sobre complexidade, classes de problemas, andlise e desenvol-
vimento de algoritmos e Algoritmos Genéticos, este ultimo sendo objeto central
do estudo. Como produto do estudo deste tema, é proposto um método de de-
senvolvimento de Algoritmos Genéticos, utilizando todo o estudo formal de tipos de
problemas, desenvolvimento de algoritmos aproximativos e anélise da complexidade.

O fato de um problema ser teoricamente resolvivel por um computador nao
é suficiente para o problema ser na pratica resolvivel. Um problema é denominado
tratavel se no pior caso possui um algoritmo razoavelmente eficiente. E um algo-
ritmo é dito razoavelmente eficiente quando existe um polinomio p tal que para
qualquer entrada de tamanho n o algoritmo termina com no maximo p(n) passos
[SZW 84]. J4& que um polindmio pode ser de ordem bem alta, entao um algoritmo
de complexidade polinomial pode ser muito ineficiente. A premissa dos Algoritmos
Genéticos é que se pode encontrar solugoes aproximadas de problemas de grande
complexidade computacional mediante um processo de evolu¢ao simulada[LAG 96].

Como produto do estudo deste tema, é proposto um método de desenvolvi-
mento de Algoritmos Genéticos com a consciéncia de qualidade, utilizando todo o
estudo formal de tipos de problemas, desenvolvimento de algoritmos aproximativos
e analise da complexidade. Uma axiomatizacao tem o propésito de dar a semantica
do algoritmo, ou seja, ela define, formalmente, o funcionamento do algoritmo, mais
especificamente das funcoes e procedimentos do algoritmo. E isto, possibilita ao pro-
jetista de algoritmos uma maior seguranga no desenvolvimento, porque para provar a
correcao de um Algoritmo Genético que satisfaca esse modelo s6 é necessario provar
que os procedimentos satisfazem os axiomas.

Para ter-se consciéncia da qualidade de um algoritmo aproximativo, dois fa-
tores sao relevantes: a exatidao e a complexidade. Este trabalho levanta os pontos
importantes para o estudo da complexidade de um Algoritmo Genético. Infeliz-
mente, sdo fatores conflitantes, pois quanto maior a exatidao, pior ( mais alta) é
a complexidade, e vice-versa. Assim, um estudo da qualidade de um Algoritmo
Genético, considerado um algoritmo aproximativo, sé estaria completa com a con-
sideracao destes dois fatores. Mas, este trabalho proporciona um grande passo em
direcao do estudo da viabilidade do tratamento de problemas de otimizacao via
Algoritmos Genéticos.

Palavras-chave: Algorithms Development, Complexity, Genetic Algorithms.
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TITLE: “FORMAL ANALYSIS OF GENETIC ALGORITHMS COMPLEXITY”

Abstract

The objective of the work is to study the viability of treating optimization
problems,; considered intractable, through Genetic Algorithms, developing approaches
for the qualitative evaluation of a Genetic Algorithm. Inside this theme, approached
areas: complexity, classes of problems, analysis and development of algorithms and
Genetic Algorithms, this last one being central object of the study. As product of
the study of this theme, a development method of Genetic Algorithms is proposed,
using the whole formal study of types of problems, development of approximate
algorithms and complexity analysis.

The fact that a problem theoretically solvable isn’t enough to mean that it is
solvable in pratice. A problem is denominated easy if in the worst case it possesses
an algorithm reasonably efficient. And an algorithm is said reasonably efficient when
a polynomial p exists such that for any entrance size n the algorithm terminates at
maximum of p(n) steps [SZW 84]. Since a polynomial can be of very high order, then
an algorithm of polynomial complexity can be very inefficient. The premise of the
Genetic Algorithms is that one can find approximate solutions of problems of great
computational complexity by means of a process of simulated evolution [LAG 96].

As product of the study of this theme, a method of development of Genetic
Algorithms with the quality conscience is proposed, using the whole formal study of
types of problems, development of approximate algorithms and complexity analysis.
The axiom set has the purpose of giving the semantics of the algorithm, in other
words, it defines formally the operation of the algorithm, more specifically of the
functions and procedures of the algorithm. And this, facilitates the planner of algo-
rithms a larger safety in the development, because in order to prove the correction
of a Genetic Algorithm that satisfies that model it is only necessary to prove that
the procedures satisfy the axioms.

To have conscience of the quality of an approximate algorithm, two factors
are important: the accuracy and the complexity. This work lifts the important
points for the study of the complexity of a Genetic Algorithm. Unhappily, they are
conflicting factors, because as larger the accuracy, worse (higher) it is the complexity,
and vice-versa. Thus, a study of the quality of a Genetic Algorithm, considered an
approximate algorithm, would be only complete with the consideration of these two
factors. But, this work provides a great step in direction of the study of the viability
of the treatment of optimization problems through Genetic Algorithms.

Keywords: Algorithms Development, Complexity, Genetic Algorithms.
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1 Introducao

1.1 Tema

O objetivo da dissertacao é estudar a viabilidade de tratar problemas de oti-
mizacgao, considerados intratéveis, através de Algoritmos Genéticos, desenvolvendo
critérios para a avaliacao qualitativa de um Algoritmo Genético.

Dentro deste tema, abordam-se estudos sobre computabilidade e complexi-
dade, classes de problemas, andlise e desenvolvimento de algoritmos e Algoritmos
Genéticos, este tultimo sendo objeto central do estudo e formalizacao.

Como produto do estudo deste tema, é proposto um método de desenvolvi-
mento de Algoritmos Genéticos, utilizando todo o estudo formal de tipos de proble-
mas, desenvolvimento de algoritmos aproximativos e andlise da complexidade. Este
método é direcionado para o auxilio ao desenvolvimento de Algoritmos Genéticos
com a consciéncia de qualidade, com uso da andlise da complexidade, e permitir (
estimular) o desenvolvimento deste tipo de algoritmo com aspectos de outras meto-
dologias de desenvolvimento facilitado pela especificagao formal do método.

1.2 Motivacao

Os Algoritmos Genéticos representam o resultado da mimetizacao tecnolégica
que, embora muito aquém do modelo original, d& sinais de um excelente potencial
para simular a vida [RAM 94]. A premissa dos Algoritmos Genéticos é que se pode
encontrar solucoes aproximadas de problemas de grande complexidade computacio-
nal mediante um processo de evolugdo simulada[LAG 96].

O fato de um problema ser teoricamente resolvivel por um computador nao
¢ suficiente para o problema ser na pratica resolvivel. Um problema é denominado
tratavel se no pior caso possui um algoritmo razoavelmente eficiente. E um algo-
ritmo é dito razoavelmente eficiente quando existe um polinomio p tal que para
qualquer entrada de tamanho n o algoritmo termina com no maximo p(n) passos
[SZW 84]. J4 que um polinomio pode ser de ordem bem alta, entdao um algoritmo
de complexidade polinomial pode ser muito ineficiente. Entretanto, se um algoritmo
nao possui complexidade polinomial, certamente € ineficiente e intratavel na pratica.

Muitos problemas de aplicacao pratica, sao algoritmicamente resolviveis, mas
0 espago ou o tempo necessario a execugao do mesmo é muito grande para que o
programa tenha utilidade pratica [TOS 86].

Outras motivagoes encontram-se nos seguintes questionamentos:

Dado um problema de otimizagao:

O problema é NP-Completo?

Sendo NP-Completo, é toleravel uma solucao aproximada para o problema?

Dado um algoritmo aproximativo, qual sua exatidao e complexidade?

Dado um Algoritmo Genético, como medir a qualidade de uma solugao obtida?

Como acelerar o Algoritmo Genético?
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1.3 Objetivos

O objetivo geral deste trabalho é estudar a viabilidade de tratar problemas de
otimizacao, considerados intrataveis, através de Algoritmos Genéticos. Para isso,
desenvolveu-se um método formal de desenvolvimento de Algoritmos Genéticos, que
possibilita avaliar, tendo um conhecimento a priori, a qualidade do processamento
do algoritmo em problemas de otimizagao.

Como objetivos especificos, pode-se salientar:

e analisar os procedimentos e etapas que compoem um Algoritmo Genético;

e desenvolver uma equacao de complexidade para a andlise de um Algoritmo
Genético;

e permitir a viabilizacdo do uso de Algoritmos Genéticos através da andlise de
sua complexidade.

1.4 Contribuicao do trabalho

Com base nos trabalhos desenvolvidos, nos artigos publicados e nos objetivos
propostos, pode-se estabelecer as seguintes contribuigoes do trabalho:

e estudo abrangente sobre os elementos da teoria da computabilidade e da teoria
da complexidade computacional, conhecendo as defini¢oes formais de tipos
de problemas, classes de complexidade, medida de qualidade de métodos de
desevolvimento de algoritmos;

e estudo detalhado das variantes dos Algoritmos Genéticos quanto a estrutura
dos procedimentos e fungoes, e quanto a aplicabilidade[AGU 96];

e cspecificagao formal do Algoritmo Genético bésico atendendo aos cuidados
das demonstracoes requeridas pelos axiomas que definiram a semantica do
algoritmo, pela definicao dos dominios envolvidos no processo, e pela sintaxe
dos predicados e funcoes. Isto resultou em um método de desenvolvimento
deste tipo de algoritmo;

e assisténcia a avaliagao da qualidade de um Algoritmo Genético através do es-
tudo formal e da andlise da complexidade determinada a partir dos programas
abstratos;

e a andlise da complexidade de Algoritmos Genéticos como subsidio para decisao
da viabilidade da aplicagao deste tipo de algoritmo na resolucao de problemas.

1.5 Estrutura do texto

A dissertacao estd organizada em 8 capitulos. Cada capitulo aborda os passos
necessarios para a formalizacao do método de desenvolvimento de Algoritmos Ge-
néticos e o método propriamente dito.

O capitulo [2| descreve os tipos de problemas, com a definicao formal de pro-
blema dado por [VEL 84] introduzindo as operagoes de reducao e decomposigao de
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problemas e a definicao de problema no ponto de vista computacional como proble-
mas de otimizacao e decisao.

No capitulo |3 apresenta-se: o tipo de complexidade adotada no trabalho;
as principais medidas de complexidade, inclusive para algoritmos randomicos; e
introduz-se as classes de complexidade P, NP, NP-Completo, NPI, NP-Dificil e as
relagoes entre as principais classes.

O capitulo {4 mostra: a definicao de algoritmo aproximativo, introduzindo as
medidas de qualidade para algoritmos aproximativos; as categorias de algoritmos
aproximativos e as classes de problemas de otimizacao; e, o conceito de redutibili-
dade.

O capitulo|b|constitui-se num estudo abrangente da histéria, da fundamentacao,
do funcionamento, da constituigdo dos médulos ( composicao), das opgdes de oti-
mizacgao, e da aplicabilidade dos Algoritmos Genéticos. Este capitulo destaca-se pela
sua importancia no auxilio da formalizacao e na composicao do método de desen-
volvimento de Algoritmos Genéticos. Além disso, caracteriza o tipo de Algoritmo
Genético estudado e formalizado.

No capitulo [6] é proposto o método de desenvolvimento propriamente dito,
baseado na formalizagao de um MDA ( Método de Desenvolvimento de Algoritmos)
[TOS 88], através de um programa abstrato e um conjunto de axiomas, que dao a
semantica ao algoritmo cujas fungoes e procedimentos estao definidos sintaticamente
pelo diagrama sintatico.

O capitulo [/l mostra o desenvolvimento de uma equacao de complexidade para
o Algoritmo Genético embasado no estudo formal efetuado, permitindo a anélise da
complexidade do algoritmo abstrato.

Por fim, o capitulo |8 apresenta as conclusoes obtidas como resultado da rea-
lizacao deste trabalho.
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2 Teoria dos Problemas

A capacidade de especificar uma seqiiéncia finita de agdes que conduzem a
um resultado é chamada de computabilidade. Bovet [BOV 94] mostra que uma
agao so6 pode ser entendida depois de ser definido um modelo de computacao, isto
é, um sistema formal, que permita expressar sem ambiguidades as acoes a serem
executadas.

Com a introdugao do conceito de modelo de computacao na Teoria da Com-
putabilidade permitiu-se que as nogoes de algoritmo e problema algoritmicamente
solivel fossem formalizadas matematicamente, devido a Tese de Church, que es-
tabelece que todo problema solivel pode ser resolvido usando qualquer modelo de
computacao conhecido.

2.1 Tipos de problemas

Primeiramente, um algoritmo pode ser entendido como uma estratégia ( um
método) para resolver um determinado problema, mostrando de forma estruturada
( passo-a-passo) uma série de procedimentos e atividades. Segundo Papadimitriou
[PAP 94], problemas nao sao somente tarefas a resolver, mas também objetos ma-
tematicos.

2.1.1 Problema abstrato

Um problema ¢é definido por Veloso [VEL 84] como uma terna p = ( D, R, q),
onde D é o dominio dos dados, R o dominio dos resultados e q uma relacao de D em
R, que define o problema. A solu¢do de um problema p = ( D, R, q) é uma funcao
a: D — R tal que para todo d € D, tem-se que o par ( d, a( d)) € q.

Nao ha um método de desenvolvimento algoritmico adequado para qualquer
problema. Entao ha a necessidade de modificar o problema, reduzindo-o a outros
problemas com ele relacionados ou decompondo-o em partes menores. Estas duas
técnicas de resolu¢ao de um problema sao apresentadas em Veloso [VEL 84].

2.1.2 Problema no ponto de vista computacional

Em Garey e Johnson [GAR.79] descreve-se, informalmente, um problema
como:

1. uma descricao genérica de todos os seus parametros, e
2. uma declaragao de quais propriedades a solucao deve satisfazer.

Uma instancia de um problema é obtida através da especificagao de valores
particulares para todos os parametros do problema. Fornecida como entrada, a
descricao da instancia de um problema pode ser vista como uma simples cadeia finita
de simbolos escolhidos a partir de um alfabeto finito. Embora existam maneiras
diferentes de descrever as entradas de um problema, considera-se uma em particular
para cada problema, com um esquema de codificacao fixo, o qual associa-se cada
instancia do problema a cadeia que a descreve.
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O tamanho da entrada ( comprimento) para uma instancia I de um problema
p ¢ dada pelo nimero de simbolos na descricao de I obtida a partir do esquema
de codificacao do problema, sendo usado como uma medida formal do tamanho da
instancia. é em relagao a este parametro que sao definidas as medidas de complexi-
dade.

Conforme [SZW 84], existem classes gerais de problemas algoritmicos: os pro-
blemas de Decisao, os problemas de Localizagao e os problemas de Otimiza¢ao. Num
problema de decisao, o objetivo é decidir a resposta sim ou nao a uma questao.
Em um problema de localizacao, procura-se localizar uma certa estrutura que sa-
tisfaca um conjunto de propriedades dadas. Se as propriedades envolverem critérios
de otimizacao, entao o problema é dito de otimizacao. Pode-se associar problemas
de decisao, otimizacao e localizacao, de tal forma que um problema possa ser de-
rivado do outro [SZW 84]. *Problemas de decisao Por convencao a teoria da
complexidade restringe-se a problemas de decisao, ja que o estudo de problemas
NP-completos é aplicado somente para este tipo de problema [LEA 97]. Um pro-
blema de decisao II consiste de um conjunto de instancias Dy e um subconjunto
Y C Dy de instancias com resposta ‘sim’.

Segundo [GAR. 79, esta restrigio a problemas de decisao é devida a uma
linguagem definida como segue.

Para qualquer conjunto finito > de simbolos, denota-se por ¥* o conjunto de
todas as palavras finitas de simbolos de ¥, inclusive a palavra vazia. Um subconjunto
L de ¥* é chamada uma linguagem sobre o alfabeto X.

Assim, um problema pode ser definido como uma relacao total sobre palavras
do alfabeto ¥ = {0, 1}, isto é, sobre seqiiéncias finitas de 0’s e 1’s pertencentes ao
conjunto X* de todas as palavras sobre o alfabeto .

Qualquer problema que se pretenda resolver computacionalmente pode ser
descrito utilizando este formalismo [LEA 97], pois uma vez que a meméria de um
computador é entendida como uma série de palavras do alfabeto Y, naturalmente
pode-se representar instancias e solucoes do problema como palavras deste mesmo
alfabeto. A correspondéncia entre problemas de decisao e linguagens é devido ao
esquema de codificacao usado para especificar as instancias de um problema. Por-
tanto o problema II e seu respectivo esquema de codificacao particiona * em trés
classes de palavras: aquelas que nao sao codificacoes de instancias do problema II;
aquelas que codificam instancias de II para as quais a resposta é ‘nao’ e, aquelas
que codificam instancias para as quais a resposta é ‘sim’. Esta terceira classe de
palavras € a linguagem que é associada ao problema de decisao II.

A linguagem L associada ao problema de decisao II é representada pelo con-
junto:

L(II) = {x € ¥*| X é o alfabeto de codificagdo e x ¢ a codificacao de
uma instancia I € Yy}

A representacao de problemas de decisao como linguagens, possibilita a identi-
ficagao de ‘resolver’ um problema de decisao como ‘reconhecer’ a linguagem corres-
pondente.  *Problemas de otimizagao Um problema de otimizagao combinatorial
IT é definido em [GAR._79] como uma terna II = ( Dy, Sy, mp), onde: (i) Dy é o
conjunto das instancias; ( ii) Syy é a fungao que associa a cada instancia I € Dy, um
conjunto finito Sy( I) de candidatas a solugao para I; e ( iii) myy é uma fungao que
atribui a cada instancia I € Dy e cada candidata ¥ € Sp( I), um ndmero racional
positivo mp( I, 3) chamado valor de solugao de X.
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Se IT é um problema de minimizagao ( ou maximizagao), uma solugao étima
para uma instancia I € Dy é uma candidata a solugao ¥* € Sp( I) tal que, para
todo ¥ € Sp( I), mp( I, ¥*) < mp( L, ¥)mp( I, £*) > mp( [, £)]. O valor mp( I,
¥*) de uma solugao 6tima para I é denotado por OPTy( I).

Os elementos bésicos de um problema de otimizagao sao os mesmos de um pro-
blema de decisao, acrescidos da funcao m cujo valor mede quao boa é uma solucao ad-
missivel. O problema consiste em encontrar uma solu¢ao com uma medida maxima
( no caso de um problema de maximizagao).

2.2 Conclusao

Neste capitulo foi mostrada a definicao formal de problema abstrato segundo
[VEL 84], e ainda foram apresentados os principais tipos de problemas encontrados
na Teoria dos Problemas sob o ponto de vista computacional, que sao os problemas
de decisao e otimizagao.

Geralmente, os problemas de otimizacao sao os mais complicados de serem
resolvidos, visto que seus elementos constituintes sao os mesmos dos problemas
decisao acrescidos de uma fungao que mede a qualidade de uma solugao admissivel.

A importancia deste estudo deve-se a necessidade do reconhecimento do tipo
de problema que serd resolvido pelo algoritmo, visto que precisa-se ter informacgoes
a respeito do problema para desenvolver o algoritmo. Em particular, um Algoritmo
Genético possui uma funcao de avaliagdo ( melhor explicada no capitulo [5)) que deve
ser escolhida ou modelada a partir deste conhecimento prévio do problema.
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3 Teoria da Complexidade

Devido aos limites fisicos dos recursos disponiveis do computador, nao basta
identificar um problema e garantir que exista pelo menos uma solucao para este. é
necessario, também, saber se pode ser resolvido efetivamente em tempo e espago de
memoria finitos.

O termo complezridade refere-se, em geral, aos requerimentos de recursos ne-
cessarios para que um algoritmo possa resolver um problema sob o ponto de vista
computacional. Segundo [COO 83], a medida de complexidade de um algoritmo mais
importante é medida de tempo, devido as pesquisas serem direcionadas para projetar
e analisar algoritmos quanto a eficiéncia, fornecendo a solugcao de um problema com
a rapidez desejada. O algoritmo mais rapido é o algoritmo mais eficiente. |[GAR 79

Requerimentos de tempo sao freqiientemente considerados como fatores domi-
nantes para determinar se um particular algoritmo ¢é eficiente o bastante para ser
util na pratica. Por isso, usa-se somente o termo complexidade.

3.1 Complexidade de tempo

Os requerimentos de tempo de um algoritmo sao expressados em termos do
tamanho de uma instancia do problema. Conforme [GAR. 79|, para que a complexi-
dade de tempo de um algoritmo seja definida de um modo preciso, o primeiro passo
é definir o tamanho de uma instancia levando em conta um esquema de codificagao
fixo que associe instancias do problema com os strings que os descrevem.

O tamanho da instancia I de um problema II é o comprimento da entrada
dessa instancia, dado pelo ntimero de simbolos na descricao de I, obtida de um
esquema de codificacao do problema II. A complexidade de tempo, ou somente
complexidade, para um algoritmo é uma funcao definida sobre os tamanhos das
instancias do problema que expressa o requerimento de tempo exigido por cada
tamanho de entrada possivel, dado pela maior quantidade de tempo necessaria para
o algoritmo resolver um problema desse tamanho.

3.2 Medidas de complexidade

Conforme Aho [AHO 74], a complexidade é chamada complezidade no pior
caso, se para um dado tamanho de instancia a complexidade tomada é méaxima
para qualquer entrada desse mesmo tamanho. Entretanto, em muitos casos, a com-
plexidade de um algoritmo nao depende s6 do tamanho da entrada, mas de certas
propriedades de entrada, como o grau de ordem ( ou desordem). Neste caso, convém
considerar a probabilidade da ocorréncia de cada entrada possi vel, determinando
a complexidade do caso médio. Embora a complexidade no caso médio seja mais
significativa do que a complexidade no pior caso, a sua determinacao é mais dificil,
pois precisa-se fazer algumas hipdteses sobre a distribuicao das entradas, e hipdteses
realisticas muitas vezes nao sao matematicamente tratéveis [LEA 97, [ROS 97]. As
complexidades no pior caso e no caso médio sao consideradas as principais medidas
de complexidade de tempo de um algoritmo.

A Teoria da Complexidade pode ser considerada como um refinamento da
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Teoria da Computabilidade [BOV_94]. Como na Teoria da Computabilidade, onde
o conceito de modelo de computacao levou aos conceitos de algoritmo e problema
algoritmicamente resolvivel, de modo similar, na Complexidade Computacional o
conceito de recurso usado por uma computacao levou aos conceitos de algoritmo
eficiente e de problema computacionalmente admissivel, conforme [LEA 97].

3.2.1 Medidas de complexidade para algoritmos randémicos

A Randomizagao foi formalmente introduzida por Rabin [RAB 76] e indepen-
dentemente por Solovay e Strassen [SOL 77] como uma ferramenta para melhorar a
eficiéncia de certos algoritmos. Um algoritmo randomico utiliza sorteios ( em inglés:
coin-flips) para tomar decisoes em diferentes passos do algoritmo. Portanto, um
algoritmo randomico é, atualmente, uma familia de algoritmos onde cada membro
desta familia corresponde a uma seqiiéncia de resultados provenientes dos sorteios.
Duas das formas mais comuns de randomizacao na literatura sao os algoritmos de
Las Vegas e Monte Carlo.

O método Las Vegas garante que a saida ( resultado) do algoritmo é sempre
correta. Entretanto, somente parte, nao mais que a metade, da familia dos algorit-
mos terminam em um certo limite de tempo. Por outro lado, o procedimento de
Monte Carlo sempre termina em um periodo pré-determinado; entretanto, o resul-
tado final é correto com uma certa probabilidade ( tipicamente mais que a metade).

Segundo Reif [REI 89|, para um algoritmo geral que produz mais que somente
uma saida sim-nao, o significado preciso de uma saida incorreta torna-se subjetiva;
por exemplo, como saber o quao perto se esta de uma saida correta para decidir se
o resultado é aceitavel. Embora, sendo esta afirmativa, uma das razoes para usar
algoritmos do tipo Las Vegas, o uso destes algoritmos depende de uma aplicacao
particular.

Inicialmente, é necessario enfatizar as principais diferencas entre um algoritmo
randomico e um algoritmo probabilistico. Algoritmos probabilisticos sao aqueles al-
goritmo cujo desempenho depende da distribuicao da entrada. Para estes algoritmos,
interessa, freqiilentemente, a média dos recursos usados por todas as entradas ( as-
sumindo uma entrada com uma probabilidade de distribuicao fixa). Um algoritmo
randomico nao necessariamente depende da distribuicao da entrada. Este algoritmo
usa uma certa quantia dos recursos para entrada do pior caso com a probabilidade 1
-e (0 < e <1),isto é, o limite vale para qualquer entrada ( este limite é mais rigido
do que os limites médios). Isto pode ser melhor entendido com o exemplo de Hoare,
o algoritmo Quicksort. No seu formato original, ele é um algoritmo probabilistico
que executa muito bem para certas entradas e claramente deteriorado para algu-
mas outras entradas. Assumindo que todas as entradas sao igualmente provaveis
( conhecida como hipdtese da entrada aleatdria), o algoritmo executa muito bem
na média. Com a introducao da randomizacao no algoritmo, foi mostrado [REI 89
que o algoritmo executa muito bem em todas as entradas com alta probabilidade. é
claro, o onus de uma execucao bem sucedida de um algoritmo é, agora, responsabi-
lidade de um resultado de um sorteio. Isto depende de certas propriedades do acaso
( em inglés: randomness properties) de um gerador de nimeros aleatérios.

Até agora, caracterizou-se os algoritmos randomicos com uma probabilidade
de sucesso de 1 - € sem especificar as possiveis formas de €. Ele pode ser uma
constante ou uma fungao ( que assume valores entre 0 e 1). Deve-se ter certeza que
¢ seja minimizado ( algoritmos deterministicos tem ¢ = 0). Intuitivamente pode-
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se esperar uma relacao entre £ e a quantidade de recursos utilizados. Em outras
palavras, a probabilidade de falha ¢ deve decrescer com o aumento dos recursos.
Considere o seguinte exemplo. Suponha T4( n) o tempo esperado de execucao de
um algoritmo randoémico A para uma entrada de tamanho n. O que se pode dizer
sobre €7 Se nao houver alguma expectativa de limite pode-se usar a Desigualdade
de Markov. Por esta desigualdade, a probabilidade que o tempo de execucao exceda
k - T4( n) é menor que % Por exemplo, se k = 2, ou seja, a probabilidade do
tempo de execucao do algoritmo A para uma entrada de tamanho n excede o dobro
da média, entao ¢ = % Ao comparar, para o mesmo problema, este algoritmo com
outro algoritmo B cuja execucao exceda k - o - Tg( n), com probabilidade menor que
n%, e supondo que para um certo «, k é uma constante independente de n, verifica-se
facilmente que estas situagoes implicam na rapida diminuicao da probabilidade de
falha, a medida que n cresce.

Caracterizou-se a probabilidade de falha € como uma fungao decrescente do ta-
manho do problema ( isto é, n) e dos recursos utilizados pelo algoritmo. Reconhece-
se que quanto mais rapido diminui-se ¢, utilizando os paramentros citados, melhor
¢ o algoritmo. Isto faz que o algoritmo B seja melhor que A se T4( n) e Tp( n)
representam a mesma fungao, isto é, se ambos sao algoritmos para o mesmo tipo
de problema, que cuja probabilidade de sucesso é dada por €’s iguais. Em termos
de probabilidades, pode-se afimar que os algoritmos possuem uma mesma distri-
buicao. A idéia basica é que dependendo da aplica¢ao, dado um valor para n, o
usuario escolhe um certo valor para ¢ e respectivamente escolhe k com o objetivo
de minimizar k. Nao existem motivos para saber o tipo da funcao e, exceto que a
probabilidade de falha da segunda forma ( do algoritmo B) tem sido muito utilizada
na literatura e em algoritmos que tém alta probabilidade de sucesso. Este tipo de
funcao de probabilidade de falha ( do inglés: failure probability function) é bastante
robusta com respeito ao nimero polinomial de procedimentos, isto é, a uniao de
um numero polinomial de eventos, cada um com alta probabilidade de sucesso, tém
éxito com alta probabilidade. Isto pode ser uma tarefa nao trivial de transformar um
algoritmo como A em um algoritmo como B. Presume-se que algoritmos randémicos
como B, que tenham alta probabilidade de sucesso, sejam competitivos em relacao a
algoritmos deterministicos para o mesmo problema. Conforme Adleman e Manders
[ADL 77], um algoritmo randémico com probabilidade de sucesso maior que 1 - 2%
( para um k fixo e muito grande) tem menor probabilidade de falha do que o hardware
no qual esté sendo executado.

3.3 Classes de complexidade

Nesta se¢ao sao definidas as principais classes de complexidade para problemas,
relativamente ao desempenho de seus algoritmos com respeito a complexidade de
tempo e, a introdugao de questoes relacionadas a tratabilidade de problemas. Todas
as defini¢oes sdo de Garey & Johnson |[GAR 79).

3.3.1 Classe P

A classe P é definida como o conjunto de todos os problemas resolviveis por
um algoritmo deterministico em tempo polinomial. Ela contém todos os problemas
simples, aqueles que sao computacionalmente trataveis. No entanto, um problema
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tratavel nao é necessariamente eficiente. Devido a classificagdo de um algoritmo
em relacao a complexidade de tempo apresentada anteriormente nao ser mais do
que uma definicao de um limite superior para a ordem de complexidade, é possivel
que hajam excecgoes, no sentido de que existam alguns algoritmos classificados como
exponenciais que para alguma instancia apresentam esse tipo de complexidade ( mas,
no caso médio tém uma complexidade polinomial com pequeno grau), enquanto que
outros, classificados como polinomiais, tenham um grau tao alto que se tornam
ineficientes. Mas, muito embora nem todo o problema pertencente a classe P possa
ser considerado eficiente, o fato de nao estar em P, caracteriza o problema certamente
como intratdvel, com rarissimas excegoes [LEA 97]. Outra razao que justifica a
ampla aceitacao da definicao da classe P em termos de complexidade polinomial,
¢ a equivaléncia entre modelos de computacao realisticos com respeito ao tempo
polinomial. Sempre é possivel transformar um algoritmo de tempo polinomial obtido
em determinado modelo computacional num outro algoritmo também de tempo
polinomial aplicdvel num modelo de computagao basico [LEA 97].

Problemas de decisao sao formalmente representados como linguagens, de tal
forma que a solugao de um problema de decisao equivale ao reconhecimento da
linguagem correspondente por uma maquina de Turing, estudada em [GAR. 79,
LEA 97]. Em geral, diz-se que um programa MTD M com um alfabeto de en-
trada > aceita x € ¥* se, e somente se, M para quando aplicado & entrada x. A
linguagem Lj; reconhecida pelo programa M é dada por

Ly = { x € ¥* |M aceita x}

A classe P é também definida formalmente através de uma maquina de Turing
deterministica ( MTD). A definigao formal de um algoritmo de tempo polinomial é
um programa MTD em tempo polinomial, mostrado a seguir.

Seja M um programa MTD que para, para todas as entradas x € ¥* e T :
N — N, sua complexidade de tempo, definida por:

Ty(n)=max {meN| JIxe€X* com [x |=neonimero de
transicoes de M sobre x é m}

O programa M é chamado de programa MTD de tempo polinomial se existe

um polinomial p tal que, Vn € N,

Ty(n) < p(n).
A classe P é entao uma classe de linguagens definida formalmente por:
P = { L |existe um programa MTD M de tempo polinomial para o qual L. = Ly}

Se existe um método com base num modelo deterministico para resolver um
dado problema de decisao II com gasto polinomial de tempo, ou seja, uma maquina
deterministica reconhece a linguagem Ly = { x € £* |[x € Yn} correspondente a
resposta ‘sim’ para o problema em tempo polinomial, entao também o problema
complementar que corresponde a resposta ‘nao’, pode ser reconhecida com o mesmo
limite polinomial de tempo. De fato, se a maquina deterministica péara, para qual-
quer que seja a entrada, pode-se fazer o reconhecimento simplesmente trocando os
estados finais correspondendo as respostas ‘sim’ e ‘nao’. Se a classe de problemas
complementares for representada por Co-P, verifica-se facilmente que P = Co-P.
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3.3.2 Classe NP

A classe NP é definida como o conjunto de todos os problemas de decisao
resolviveis por um algoritmo nao-deterministico em tempo polinomial. Um algo-
ritmo nao-deterministico é dito de tempo polinomial quando é possivel checar se
uma dada entrada satisfaz o problema em tempo polinomial. O nao-determinismo
permite varias computacgoes sobre uma dada entrada, uma para cada conjetura. A
classe NP pode ser vista, informalmente, como a classe dos problemas de decisao
para os quais a verificacao de uma solugao estimada para uma dada entrada satisfaz
todos os requerimentos do problema.

A defini¢ao formal da classe NP é dada em termos de uma maquina de Turing
nao-deterministica ( MTND). Seja M um programa MTND. O tempo requerido por
M para aceitar a cadeia x € L j; é definido como o tempo minimo, sobre todas as
computacoes de M que aceitam x, do nimero de transi¢oes que ocorre nos estagios
de conjetura e checagem, até que seja atingido o estado de parada q.

A funcao de complexidade de tempo Ty, : N — N é definida por:

Ty(n)=max ({1} J{m| Ixe€&Ly,com|x|=ntal que

M aceita x no tempo m})

Esta funcao depende somente do nimero de transicoes que ocorre nas com-
putagoes aceitas. Por convengao, define-se Ty,( n) igual a 1 sempre que nenhuma
entrada de comprimento n é aceita por M. O programa M é chamado de programa
MTND de tempo polinomial se existe um polinomio p tal que Ty;( n) < p( n), para
n > 1.

Finalmente, a classe NP é formalmente definida por:

NP = { L |existe um programa MTND de tempo polinomial M tal que Ly; =L }

Considerando os problemas complementares a classe NP como aqueles que
exigem uma justificativa a resposta ‘nao’ com estagio de reconhecimento correspon-
dendo a um algoritmo polinomial no tamanho da entrada do problema, define-se
a classe Co-NP. é interessante observar que, contrariamente ao que ocorre com a
classe P que coincide com a sua classe complementar Co-P, a classe Co-NP contém
problemas que se desconhece a pertinéncia ou nao a classe NP devido as questdes (

P = NP? NP = Co-NP? P = NP [ Co-NP?) estudadas em [GAR 79, [LEA 97].

3.3.3 Relacao entre P e NP

Primeiramente, P C NP, o que significa que todo o problema de decisao re-
solvivel por um algoritmo deterministico de tempo polinomial é também resolvivel
por um algoritmo nao-deterministico de tempo polinomial. De fato, se Il € P e «
¢ qualquer algoritmo deterministico de tempo polinomial para II, pode-se obter um
algoritmo nao-deterministico em tempo polinomial para II, simplesmente usando «
como um algoritmo de reconhecimento para uma justificativa a resposta ‘sim’ de
II. Portanto, Il € P = II € NP. Entretanto, a questao se P C NP, ou se P = NP,
continua em aberto.

Conforme [GAR._79], considera-se que algoritmos nao-deterministicos de tempo
polinomial parecem ser mais potentes que aqueles deterministicos de tempo polino-
mial, mas nao se conhece nenhum método geral para converter nao-deterministicos
em deterministicos. Segundo [PAP 94], a redutibilidade d4 uma nocao precisa do



22

que significa um problema ser pelo menos tao dificil quanto outro. Dai porque a
nocao de redutibilidade entre problemas tornou-se tao importante.

Um tipo de redugao, introduzida por |[GAR 79|, chamada de transformagao
polinomial é definida formalmente como segue.

Uma transformacao polinomial de uma linguagem L; C »* para uma lingua-
gem Lo C 3* é uma funcao f : ¥* — X* que satisfaz as duas condigoes seguintes:

e cxiste um programa para MTD de complexidade polinomial que computa f;
e para todo x € ¥*, x € L; se e somente se f( x) € Lo.

Se existe uma transformagcao polinomial de L; para Ls, escreve-se simbolica-
mente

Ll 0.8 Lg,

e le-se, L1 é polinomialmente trasnformavel em L.
Pode-se também estender a definicao polinomial a nivel de problemas de de-
cisao: se II; e Il sao problemas de decisao, escreve-se

H1 X ng

sempre que existir uma transformacao polinomial de L( II;) para L( II;). Uma
transformacao polinomial satisfaz as seguintes propriedades:

e a classe P é fechada em relacao a transformacao polinomial: se L; o< Lg, entao
L, € P implica que L; € P;

e a relacao o< é transitiva: se L o< Ly e Ly o< L3, entao Ly o Lg;

e duas linguagens L; e Ly sao identificadas como polinomialmente equivalentes,
sempre que Ly o< Ly e Ly o L.

As duas ultimas propriedades caracterizam a relagdo o< como uma relagao de
equivaléncia. Além disso, a relacao o< impoe uma ordenacao parcial sobre essas
classes de equivaléncia. Observa-se que a classe P é identificada como a menor
classe de equivaléncia sob esta ordenagao parcial e, portanto, pode ser vista como
a classe que contém as linguagens ( problemas de decisao) consideradas mais fdceis
sob o ponto de vista computacional. Uma linguagem L pertencente a uma classe
de complexidade C é dita C-completo se, qualquer linguagem L’ em C pode ser
reduzida a L.

3.3.4 Classe NP-Completo

Formalmente, uma linguagem L é definida como NP-Completa se sao validas
as condigoes:

e L e NP;e

e para toda outra linguagem L’ € NP tem-se que L o< L.
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Informalmente, um problema de decisao II é NP-Completo se II € NP e, para
todo problema de decisao II' € NP, tem-se que II’ oc II. Portanto, os problemas
NP-Completos sao identificados como os problemas mais dificeis em NP. Assim, se
qualquer problema NP-Completo pode ser resolvido em tempo polinomial, entao
todos os problemas em NP podem ser resolvidos da mesma forma. A partir disso,
pode-ser concluir que se um problema de decisao II é NP-Completo entao, sob a
conjetura P # NP, tem-se que Il € NP - P.

O primeiro problema a ser identificado como NP-Completo foi o problema da
Satisfabilidade, estudado em [GAR.79]. Este resultado, conhecido como o Teorema
de Cook, foi demonstrado em 1971 e se constitui num dos resultados fundamentais
dentro da Teoria da Complexidade Computacional. Em 72, Karp provou que outros
21 problemas também eram NP-Completo, e, a partir dai estabeleceram-se muito
mais problemas, por exemplo, cerca de trezentos problemas sao apresentados por
[GAR.79].

Problema da Satisfabilidade - SAT

Instancia: Conjunto de literais U = { wy, 0y, ..., up, 0, } e conjunto de cldusulas
C={cy ..., cn}, onde cada ¢;, 1 <1i < m, é constituido por literais de U,
na forma normal conjuntiva.

Resposta: ‘Sim’, se e somente se existe uma atribuicao de valores 1égicos a cada
um dos literais em U tal que todas as cldusulas de C sao satisfeitas ( s@o
verdadeiras); ‘Nao’, caso contrario.

A demonstracao do Teorema de Cook ¢é apresentada integralmente em [GAR.79].

Em linha gerais, segue o seguinte raciocinio. Existem 2" atribuigoes de valores logicos
aos literais, e, até o momento, nao foi possivel encontrar um algoritmo que consiga
determinar em tempo nao exponencial se, pelo menos uma atribuicao satisfaz todas
as clausulas. Em posse de uma atribuicao pode-se verificar em tempo polinomial se
essa atribuicao satisfaz todas as clausulas, sendo portanto SAT pertencente a classe
NP. Resta provar que SAT é completo para NP para transformacoes polinomiais, ou
seja, para qualquer linguagem L em NP, tem-se L & Lgar. Uma linguagem L que
pertence a NP pode ser descrita através de uma MTND polinomial no tempo que
a reconhece, entao mostra-se como se pode construir uma MTD a partir da MTND
em tempo polinomial.

3.3.5 Classe intermediario

A figura mostra um simples diagrama da classe NP. Esta classe contém
a subclasse P e a subclasse (aqui abreviada NPC) composta das linguagens NP-
Completo. Assumindo que P # NP, estas duas subclasses nao se interceptam.

Além disso, se P # NP, entao NP nao pode ser o mesmo que P |J NPC.

Denota-se a classe NP - (P |J NPC) por NPI, que consiste das linguagens que

possuem dificuldade intermedidria (entre P e NPC). O fato que NPI nao é vazio
se P # NP decorre como uma conseqiiéncia de um resultado mais geral, provado
em [LAD 75]. Para o propdsito de expor este resultado, faz-se necessario saber
que uma linguagem recursiva é qualquer linguagem que pode ser reconhecida (nao
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Figura 3.1 — O mundo dos NP (assumindo P # NP)

necessariamente em tempo polinomial) por um programa DTM (deterministico em
uma Maquina de Turing) que termina para todas as entradas.
Teorema. Seja B uma linguagem recursiva tal que B ¢ P. Entao existe uma

linguagem reconhecivel em tempo polinomial D € P tal que a linguagem A=D(\B

nao pertence a P, A o< B, e ainda nao é o caso que B o A.
Aplica-se este teorema como segue: seja B qualquer linguagem NP-Completo.
Se P # NP, entao B ¢ P, portanto a hipdtese do teorema é satisfeita. Sejam D e A

= D () B dados pelo teorema. A linguagem resultante A pertence a NP porque D

€ P e B € NP. O teorema entao implica que nao se cumpre B oc A, portanto A nao
pode ser NP-Completo, mas como A ¢ P, segue que A € NPI.

Ainda, pode-se concluir pelo teorema que NPI nao pode ser vazio se P # NP.
O teorema também diz sobre a estrutura desta classe intermediaria, pois, assumindo
P # NP, a classe NPI é constituida de uma colegao infinita de classes de linguagens
equivalentes distintas. Se B é um problema NPI, o teorema permitira construir um
novo problema que é mais fdacil que B mas ainda nao em P. [LAD 75] também mostra
que, se P £ NP, entao NPI deve conter pares de linguagens C e D tal que, nem C
x D e nem D o C. Portanto, na ordem parcial com respeito a dificuldade imposta
pela relacao ( em NP), deverao existir elementos incomparaveis se P # NP.

De acordo com esta apresentacao tedrica, é razoavel perguntar se existem
problemas considerados naturais candidatos a serem membros da classe NPI. Sobre
o pressuposto de que P # NP, o teorema pode ser usado para exibir membros
desta classe, mas estas linguagens sao altamente nao-naturais, devido as complexas
técnicas de diagonalizacao usadas para construi-las. Claro, algum problema em
aberto em NP, isto é, um problema que ainda nao foi provado pertencer a P ou a NP-
Completo, pode ser visto como candidato para NPI. Entretanto, certos problemas em
aberto sao geralmente vistos como os melhores candidatos, tendo resistido ao teste
do tempo e tendo certos atributos que parecem distingui-los dos tipos de problemas
que ja se sabe pertencerem a classe dos NP-Completo.
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3.3.6 Classe NP-Dificil

A classe NP-Completo é definida como a classe que contém os problemas
mais dificeis em NP. As técnicas conhecidas para provar a NP-Completude podem
também ser usadas para provar a dificuldade de problemas nao restritos a classe NP.
Qualquer problema de decisao II, pertencente ou nao a classe NP, que seja redutivel
a um problema NP-Completo, tera a propriedade de nao ser resolvido em tempo
polinomial, a menos que P = NP. Assim, tal problema II é chamado NP-Dificil,
ja que ele apresenta dificuldade nao menor que qualquer problema NP-Completo,
definindo uma nova classe de problemas chamada classe NP-Dificil.

Esta nocao de NP-Dificuldade pode ser generalizada, de maneira a abranger
outros problemas, nao somente para problemas de decisao. Isto é possivel a partir
da generalizacao da nogao de uma transformagao polinomial, em termos de maquina
de Turing.

Um problema de busca I = ( Dy, Syp) consiste de um conjunto Dy de objetos
finitos chamados instancias e, para cada instancia I € Dy, um conjunto Sy( I) de
objetos finitos chamados de solugao para I.

Um algoritmo resolve um problema de busca Il se, dada como entrada qualquer
instancia de I € Dy, o algoritmo retorna a resposta ‘nao’ sempre que Sy( I) é vazio e,
caso contrario, retorna alguma solugao s € Syy( I). Observa-se que qualquer problema
de decisao Il pode ser formulado como um problema de busca. Basta definir que:

) 'sim’ selé€ Y, e
Su( 1) _{ ‘nao’ sel & Yq

Desta maneira, um problema de decisao pode ser considerado simplesmente
como um tipo especial de problema de busca.

3.4 Conclusao

Neste capitulo foi apresentado um estudo abrangente da Teoria da Comple-
xidade, definindo-se o termo complexidade como os requerimentos de recursos ( de
tempo, em especifico) para que um algoritmo possa resolver computacionalmente
um problema.

Ainda, foram mostradas as principais medidas de complexidade, como: com-
plexidade no pior caso, no melhor caso e no caso médio; e, medidas de complexidade
para algoritmos randomicos.

Além disso, foram descritas as principais classes de complexidade, mostra-
das em [GAR.79], e suas relagoes ao desempenho de seus algoritmos com respeito
a complexidade de tempo. O estudo se deteve a classe NP e co-relacionadas (
NP-Completo, NPI e NP-Dificil) principalmente por introduzirem a questao de in-
tratabilidade de problemas.

Segundo Cook, para um problema ser denominado intratédvel basta ser NP-
Completo. Foi apresentada a defini¢ao de problemas NP-Completos, porque Algorit-
mos Genéticos tém se mostrado uma maneira eficaz de tratar este tipo de problema
[ILAG 96] [AGU 96]. O conceito de complexidade média também é necessério porque
os Algoritmos Genéticos, tendo seu desempenho dependente de elementos proba-
bilisticos ( taxas de reprodugao), tém a complexidade média bem mais significativa
que outras medidas.
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4 Algoritmos Aproximativos

Exitem muitos problemas NP-Completos nas areas de Otimizacao, Teoria dos
Grafos e de Pesquisa Operacional. Os algoritmos conhecidos que os resolvem sao por-
tanto de complexidade nao polinomial, o que torna-os impraticaveis para instancias
muito grandes [T'OS 86, [AGU 97a]. Baseados no fato de que muitas aplicagoes que
requerem solugoes para esses problemas nao exigem uma solugao exata, desenvolve-
se algoritmos e métodos para solucao destes tipos de problemas de maneira aproxi-
mada. Esse algoritmos sao denominados Algoritmos Aproximativos.

Segundo [WEI 77], as duas principais classes de algoritmos aproximativos sao:
uma que garante sempre uma solugao préxima da solugao procurada e outra que
produz uma solucao étima quase sempre. Essa segunda ¢é a classe dos algoritmos
probabilisticos, de grande utilidade em cripto-anélise [RAB 76].

Segundo [LEA 97)], existem duas categorias adotadas como alternativas para
o tratamento de problemas NP-Completos. A primeira categoria consiste daque-
las abordagens que buscam aperfeicoar os algoritmos com complexidade de tempo
exponencial, reduzindo o esfor¢o da busca exaustiva. Entre as mais usadas estao
aquelas baseadas em técnicas de branch-and-bound, estudadas em [AGU 96|, e enu-
meragao implicita. Estas técnicas geram ‘solugoes parciais’ dentro de um formato de
busca estruturada em &arvore, utilizando poderosos métodos direcionais para reco-
nhecer solugoes parciais que nao podem, possivelmente, ser estendidos para solugoes
reais e, deste modo, eliminar ramos inteiros de busca numa simples etapa. Estas
abordagens sao incrementadas com a programacao dinamica, que tenta organizar a
busca em conjunto com branch-and-bound. A segunda categoria consiste daquelas
abordagens para problemas NP-Completos que sao pertinentes unicamente a proble-
mas de otimizagao. Assim, para produzir um algoritmo de complexidade aceitavel
para um problema NP-Dificil, relaxa-se o significado de ‘resolver’; de tal modo que
uma solugao viavel com valor préximo da solugao étima seja aceitavel. Algoritmos
que produzem solucoes aproximadas para problemas de otimizacao sao chamados de
algoritmos aprorimativos.

Sendo heuristicos por natureza, os algoritmos aproximativos representam uma
forte dependéncia em relacao ao particular problema a ser resolvido.

Uma técnica muito utilizada para a obtencao de algoritmos aproximativos, é
a busca de vizinhang¢a, no qual um conjunto pré-selecionado de operacoes locais é
usado para iterativamente aperfeicoar uma solucao inicial, até que nenhum progresso
local possa ser feito e uma solucao local étima tenha sido alcancada.

Segundo [LEA 97|, apesar do sucesso comprovado na pratica, para que o al-
goritmo apresente um desempenho satisfatério é necessario uma quantidade consi-
deravel de ajustes. Por esse motivo, raramente é possivel fazer uma analise formal
a priort do desempenho do algoritmo. Ao invés disso, esses algoritmos sao avalia-
dos e comparados através de uma combinagao de estudos empiricos e argumentos de
senso-comum. Entretanto, em alguns casos pode-se provar que as solugoes encontra-
das pelos algoritmos aproximativos nunca diferem da solugao étima mais que algum
valor estipulado, providenciando desta maneira, uma qualidade garantida para o
algoritmo, a priori.
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4.1 Definicoes

As defini¢oes apresentadas a seguir sao baseadas nos trabalhos de Horowitz &
Sahni [HOR 78| e Garey & Johnson [GAR.79].

4.1.1 Algoritmos aproximativos

Seja IT = ( Dyy, Syp, mypy) um problema de otimizacao e I € Dyp uma instancia
de II. Considere OPT( I) o valor de uma soluc¢ao étima para I. Um algoritmo a é
um algoritmo aproximativo para II se, dada qualquer instancia I € Dy, a encontra
uma candidata a solugao ¥ € Sp. O valor my( I) da solugdo candidata encontrada
pelo algoritmo a serd denotada por a( I).

4.1.2 Medidas de qualidade de algoritmos aproximativos

Para quantificar a proximidade entre as solugoes produzidas por algoritmos
aproximativos e a solucao exata sao definidas medidas de qualidade do algoritmo.
*Razao de qualidade A razao de qualidade de um algoritmo a para uma entrada I
de um problema de minimizacao é definida por:

a( I
R*I)::OP%gn

No caso da minimizacao, tem-se que 1 < R,( I) < oo, indicando melhor qualidade
quanto mais préximo de 1. *Qualidade absoluta A qualidade absoluta do algoritmo
a é definida por:

R, =inf { r > 1 |R,(I) < r para toda instancia I € Dy}
*Qualidade assintética A qualidade assintética do algoritmo a é dada por:
R =inf{r>1|(3dneZ")(VIEe Dy satisfazendo OPT( I) > n) R,( 1) <r}
Nota-se que as medidas de qualidade para problemas de maximizagao sao definidas
pelas reciprocas das medidas definidas acima.

Categorias de algoritmos aproximativos

Sao definidas dependendo das condigoes estabelecidas a priori. Um algoritmo
aproximativo a para um problema de otimizacao II é dito: ~ *Algoritmo de apro-
ximagcao absoluta Se para cada instancia I de II, tem-se que:

|OPT( I) - a( I) |< k, para alguma constante k.

*Algoritmo f( n)-aproximativo Se para cada instancia I de tamanho n, tem-se que:

OPTy( 1) - a( 1)
OPTu( 1)

| < f( n), supondo-se OPTy( I) > 0.

*Algoritmo e-aproximativo Se é um algoritmo f( n)-aproximativo para o qual se tem
f( n) < e, para alguma constante «.

Observa-se que num problema de maximizacao
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IOPTu( 1) - a( 1)) i ,
OPTy( 1) < 1, para cada solugao possivel para I.

Portanto, para problemas de maximizacao deve-se requerer que € < 1 para
que o algoritmo seja e-aproximativo.

Um problema de otimizacao ¢ dito aproximavel, se ele admite um algoritmo
g-aproximativo para um dado €. O tipo de algoritmo aproximativo ideal é aquele
de aproximacao absoluta, conforme [LEA 97]. Mas, para a maioria dos problemas
NP-Dificeis, pode-se mostrar que algoritmos rapidos deste tipo existem somente se P
= NP. Esta constatacao é verdadeira para certos problemas NP-Dificeis em relacao
a existéncia de algoritmos f( n)-aproximativos. Embora algoritmos e-aproximativos
sejam conhecidos para muitos problemas de escalonamento, por exemplo, existem
problemas e-aproximativos que sao também NP-Dificeis.

4.1.3 Esquemas aproximativos

Muitas aplicacoes exigem uma qualidade minima para aceitagao de um algo-
ritmo aproximativo, como requerimento de exatidao dado por um ntmero racional
positivo €. O comportamento aproximativo exibido por tais algoritmos é caracteri-
zado através de um esquema aproximativo. *Esquema aproximativo Um esquema
aproximativo para um problema de otimizacao II é um algoritmo A tal que, dado
um requerimento de exatidao ¢, produz um algoritmo e-aproximativo A..

Isto significa que, fixado ¢, o algoritmo A, gera uma solugao admissivel A_( T),
satisfazendo

OPT( D)-A.(1 P SI
| O(P’%( I)( ) < g, para cada instancia I.

O termo esquema é usado para um algoritmo A porque A gera uma série de
algoritmos aproximativos para II, um para cada ¢ > 0.  *Esquema aproximativo
polinomial Um esquema aproximativo ¢ um esquema aproximativo polinomial se e
somente se para cada £ > 0 fixo, seu tempo de computacao ¢ polinomial no tamanho
do problema. *Esquema aproximativo totalmente polinomial é um esquema
polinomial cujo tempo de computacao é polinomial tanto no tamanho do problema
como também no inverso de €.

Observa-se que a definicao de um esquema aproximativo polinomial nao limita
a complexidade de tempo como polinomial com respeito a % Portanto, computacoes
com valores de € muito pequenos podem ser praticamente impossiveis. Isto significa
que esquemas aproximativos totalmente polinomiais sao ideais para resolver proble-
mas de otimizagao NP-Dificeis.

4.2 Classes de problemas de otimizacao

Bovet, [BOV 94], identifica cinco classes de problemas de otimiza¢ao, man-
tendo uma analogia com as classes de problemas de decisao. E estao relacionadas
conforme a figura [4.1] a seguir.

Classe NPO

Consiste de todos os problemas de otimizacao cujas linguagens correspondentes
estao na classe NP.
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Classe APX

é formada por todos os problemas em NPO que admitem esquema aproxima-
tivo, isto é, aqueles problemas de otimizacao que possuem algoritmos aproximativos
satisfazendo um requerimento de exatidao ¢ fixado.

Classe PAS

Consiste de todos os problemas em NPO que admitem esquema aproximativo
polinomial. Isto significa que os problemas desta classe podem ser aproximados
por algoritmos tendo como entrada uma instancia I e um requerimento de exatidao

g, com complexidade de tempo polinomial no tamanho da instancia, para cada e
fixado.

Classe FPAS

Estao todos os problemas em NPO que admitem esquema aproximativo total-
mente polinomial. Portanto, a classe FPAS contém todos os problemas de otimizagao
que podem ser aproximados por algoritmos tendo como entrada uma instancia I e
um requerimento de exatidao ¢ e cuja complexidade de tempo é polinomial tanto
no tamanho de I quanto em %

Classe PO

Consiste de todos os problemas em NPO que sao resolviveis em tempo poli-
nomial.

NPO
APX

PAS

FPAS
PO

Figura 4.1 — Classes de Problemas de Otimizacao

4.3 Redutibilidade

Embora todos os problemas NP-Completos conhecidos sejam redutiveis a ou-
tro problema, suas correspondentes versoes de otimizacao apresentam propriedades
diversificadas em relac¢ao a aproximabilidade [LEA 97]. Dados dois problemas NP-
Completos II; e II,, sabe-se que II; pode ser transformado polinomialmente em Il
segundo figura a seguir e, se Ay é um algoritmo que resolve II, também resolve
IT; [TOS 86]. Assim, se Il tem algoritmo polinomial que o resolva, II; também
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Figura 4.2 — Transformacao Polinomial

tem. Logo, é de esperar que, se Il tem um algoritmo aproximativo A, de tempo
polinomial, 0 mesmo método gere um algoritmo polinomial A;, aproximativo, para
o problema II;. Mas conforme mostrado em [GAR 79|, isto ndao acontece, uma
transformacao polinomial que preserva a otimalidade de uma solucao, nao necessa-
riamente preserva a qualidade de uma solugao aproximada. Bovet [BOV_94] mostra
um tipo de redutibilidade cuja aproximacao é preservada, de maneira que se um pro-
blema II; se reduz a um problema Il e II; pertence a classe APX, entao II; também
pertence a esta classe. Para definir uma reducao apropriada entre problemas de oti-
mizacao, nao ¢ suficiente mapear instancias de um problema nas instancias do outro
problema. Necessita-se um modo eficiente de reconstruir uma solucao admissivel
do primeiro problema a partir de uma solucao admissivel do segundo, além de ga-
rantir que a qualidade da solugao reconstruida seja comparavel a da solucao inicial.
Todas as consideracoes derivadas e as defini¢oes necessarias foram estudadas por
[LEA 97).

4.4 Conclusao

Este capitulo apresentou o estudo dos algoritmos aproximativos, através da de-
finicao formal de algoritmos aproximativos e da apresentacao das principais medidas
de qualidade para este tipo de algoritmo.

Ainda, foram introduzidos os conceitos de: esquema aprorimativo, importante,
relativo ao requerimento de exatidao e de qualidade de um algoritmo; redutibilidade,
o mais importante da Teoria da Complexidade, que é a habilidade de preservar
a otimalidade de uma solugao e reconstruir um solucao admissivel de um primeiro
problema a partir de uma solugao admissivel de um segundo; e, classes de problemas
de otimizacao, que é uma analogia a classe de problemas de decisao.

¢ importante observar que este estudo, de medidas de qualidade de algorit-
mos aproximativos, contribui significativamente para a decisao da viabilidade de
um algoritmo para um determinado problema. Conhecida a exatidao do algoritmo
aproximativo pode-se ter a medida da qualidade de sua resposta em relacao a solugao
Otima.
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5 Caracterizacao do Algoritmo (Genético

5.1 Introducao

Entre os anos 50 e 60, varios cientistas da computacao estudaram sistemas
evolucionarios com a idéia de que a evolucao poderia ser usada como uma ferramenta
de otimizacao para problemas na engenharia. Os sistemas desenvolvidos pretendiam
gerar uma populagao de candidatos & solugao para um dado problema. Box ( 1957),
Friedman ( 1959) e Baricelli ( 1967) desenvolveram algoritmos inspirados na evolug¢dao
natural para problemas de otimizacao e aprendizagem de maquina. Entretanto,
seus trabalhos nao possuiam qualquer tipo de atencao as estratégias de evolugao,
programacao evoluciondria e Algoritmos Genéticos atuais.

Os Algoritmos Genéticos foram inventados por John Holland nos anos 60 e
desenvolvidos por seus alunos na Universidade de Michigan em meados de 1970. O
principal objetivo de Holland nao foi desenvolver algoritmos para solucionar proble-
mas especificos, mas dedicar-se ao estudo formal do fenomeno de evolugao, como
ocorre na natureza, e desenvolver maneiras de importa-lo aos sistemas de com-
putagao.

Segundo [GOL 94b], existem muitas maneiras de encarar os Algoritmos Ge-
néticos, e talvez a maioria dos usudrios vem aos Algoritmos Genéticos procurando
por um solucionador de problemas [JON 93], mas esta é uma visdo restritiva e
muito superficial. Algoritmos Genéticos pode ser visto como um grupo de diferentes
funcoes:

e como solucionador de problemas |[GOL 94al;

e como embasamento competente para aprendizagem de maquina [GOL 89];
e como modelo computacional da inovagao e criatividade;

e como modelo computacional para sistemas de inovacao [SAR 93];

e como jogos técnicos de descobrimento [GOL 93], e

e como guia filoséfico [CSI 90).

John Holland, em meados dos anos 70, acreditou que as peculiaridades da
Evolucao Natural poderiam ser implementadas de forma algoritmica a fim de al-
cancar uma versao computacional dos processos de evolugao. Este algoritmo po-
deria solucionar qualquer problema que apresentasse as mesmas caracteristicas da
evolucao.

O sistema trabalhava com uma populac¢ao ( um conjunto) de algumas cadeias
de bits ( 0’s e 1’s) denominados individuos ( por convenc¢ao um individuo é cons-
tituido por um cromossomo). Semelhante & natureza, o sistema evoluia até o melhor
cromossomo para atender um problema especifico, mesmo sem saber que tipo de pro-
blema estava sendo solucionado. A solucao era encontrada de um modo automatico
e nao-supervisionado, e as tunicas informacoes dadas ao sistema eram os ajustes de
cada cromossomo produzido por ele.

A habilidade de uma populacao de cromossomos explorar o espaco de busca
e combinar o melhor resultado encontrado mediante qualquer mecanismo de re-
producao ¢ intrinseca a evolucao natural e é explorada pelos Algoritmos Genéticos.
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Os Algoritmos Genéticos representam o resultado da mimetizacao tecnolégica
que, embora, muito aquém do modelo original, d4 sinais de um excelente potencial
para simular a vida [RAM 94]. A capacidade de reproducao é o principal fator de
evolugao dos seres vivos.

Por evolucao entende-se a adaptacao de um individuo ao meio ambiente. A
adaptacao por reproducao incorre-se no fato dos seres vivos modificarem-se a medida
que vao se reproduzindo ( Darwinismo). Esta adaptacdo ocorre intencionalmente,
ou seja, os individuos se modificam de acordo com as necessidades e essa modificagao
passa diretamente para os descendentes ( Lamarkismo).

O principio adotado pelos Algoritmos Genéticos é o processo de evolugao por
selecao natural, ou seja, os individuos mais adaptados ao meio ambiente tem mais
chances de sobreviver. As caracteristicas da evolucao natural podem ser enumeradas
como segue [LAG 96]:

1. a evolugao é um processo que modifica as estruturas que compoem um in-
dividuo, podendo incidir indiretamente no comportamento dele;

2. os processos de selecao natural proporcionam que determinadas estruturas
( componentes dos cromossomos), se selecionadas, sejam reproduzidas mais
freqiientemente do que as nao selecionadas;

3. as mutagoes possibilitam que os cromossomos gerados tenham informagoes (
caracteristicas) diferentes dos cromossomos antecessores que os geraram, per-
mitindo aos processos de recombinagao introduzirem cromossomos diferentes
na populagao, através da combinagao de material genético dos pais ( gerado-
res);

4. evolugao bioldgica nao possui memoria. Todavia, ela sabe como produzir es-
truturas que se adaptam melhor ao seu meio ambiente. Este conhecimento
estd armazenado no grupo genético do individuo, responsaveis pelas suas ca-
racteristicas.

A premissa dos Algoritmos Genéticos é encontrar solugoes aproximadas para
problemas de grande complexidade computacional [AGU 97bl [GOL 89, [HOL 75|
LAG 96] mediante o processo de evolugdo simulada que possui uma manipula¢ao
cega dos cromossomos, ou seja, o processamento nao possui nenhuma informagao a
respeito do problema que esta tratando de resolver, exceto o valor da funcao objetivo.

No conceito original dos Algoritmos Genéticos, a fungao objetivo, também
conhecida por funcao de avaliacao, é a tinica informacao que avalia o cromossomo.

Devido a selecao natural, cada populacao ganha uma certa quantidade de
conhecimento [AGU 96|, o qual é codificado e incorporado a nova formagao de seus
cromossomos. Esta formagao é modificada por mecanismos de reprodugao. Os mais
utilizados mecanismos de reproducao sao: as mutagoes, as inversoes de partes de
cromossomos, e o cruzamento de cromossomos, chamado de crossover.

As mutacoes provéem certa variacao e ocasionalmente introduzem alteracoes
benéficas aos cromossomos. A inversao é um mecanismo de alteracao pela inversao
do cédigo do cromossomo. O cruzamento é o responsavel pelo intecambio de mate-
rial genético proveniente dos cromossomos geradores. Evidentemente, é o crossover
que influi na eficiéncia dos Algoritmos Genéticos e o destaca nitidamente de ou-
tras meta-heuristicas. Usando o cruzamento, as chances das caracteristicas ideais
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se perpetuarem durante o processamento aumentam devido os pais com graus de
adaptagoes maiores se reproduzirem com maior freqiiéncia.

5.2 Funcionamento

Um Algoritmo Genético bésico funciona da seguinte forma [AGU 96]: (i) uma
populacao de cromossomos se mantém ao longo de todo o processo; ( ii) a cada um
dos cromossomos associa-se um valor de adaptacao que esta diretamente relacionado
com o valor da funcao objetivo a otimizar; ( iii) cada cromossomo codifica um
ponto no espago de busca do problema; ( iv) dois cromossomos sao selecionados
de acordo com seus valores de adaptacao para serem os geradores de duas novas
configuragdes mediante um processo de reproducao; ( v) estas novas configuragoes
ocupam, reservam, seul espago na nova geracao. Este processo é repetido tantas
vezes quantas forem necessarias.

Independente da sofisticagao, o formato de um Algoritmo Genético pode ser
descrito através da seguintes componentes [DAV 91]:

e Uma representacgao, em termos de cromossomos, das configuragoes assumidas
no problema.

e Parametros de entrada do Algoritmo Genético. ( Tamanho da populacao,
numero de geragoes, taxas relativas aos operadores genéticos, . ..)

e Uma maneira de criar e/ou inicializar as configuragoes assumindo a idéia de
populagao inicial.

e Uma funcao de avaliagao que permita ordenar, classificar, valorar, os cromos-
somos de acordo com o objetivo do algoritmo.

e Operadores Genéticos que gerem, produzam e/ou alterem a composi¢ao dos
cromossomos durante a reproducao.

Ressalta-se que: as solucoes de qualquer problema precisam estar codificadas
nos cromossomos; a funcao de avaliacao, considerada como o elo entre o Algoritmo
Genético e o problema a ser resolvido, deve testar cada cromossomo, verificando se
ele soluciona o problema. Um Algoritmo Genético, em forma de pseudo-codigo, é
mostrado na figura [5.1]

Com o estudo mais detalhado da filosofia dos Algoritmos Genéticos, das ca-
racteristicas gerais do algoritmo e do pseudo-cédigo do Algoritmo Genético béasico
encontrado na literatura, percebe-se certas entidades que se sobressaem no proces-
samento das rotinas que mimetizam a evolucao simulada. Nesta se¢ao sao relatados
os modulos identificados.

5.2.1 Moddulo de avaliagao

O médulo de avaliagao é considerado o mais importante, onde se encontra a
ligagao entre o algoritmo e o problema, e possui as seguintes caracteristicas:

e possui uma fungao de avaliagao. Esta funcao serve para valorar os individuos
de acordo com o grau de adaptacao, e é especifica para cada tipo de problema;
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procedimento AG
inicio
t: =0
inicializa populagao( t);
avalia individuos da populagao( t);
enquanto condi¢cao de término nao satisfeita faca
tt=t+1;
seleciona populagao( t) da populagao( t-1);
recombina individuos na populagao( t);
avalia individuos na populagao( t);
fim-enquanto

fim.

Figura 5.1 — Pseudo-codigo do Algoritmo Genético

e a configuracao assumida por um cromossomo é conhecida como genétipo;
e a caracteristica atribuida ao individuo é conhecida como fenétipo; e,

e gendtipos diferentes podem resultar em fendtipos satisfatérios para sobre-
vivéncia do individuo.

5.2.2 Moddulo de estruturacao

O mdédulo de estruturacao é reponsavel pela populagao e contém um conjunto
de técnicas para a selecao dos individuos mais aptos juntamente com suas posteri-
ores reproducgoes. Também é responséavel pelas seguintes tarefas no processamento:
*Representagdo A representacao adotada na maioria das implementagoes de Algo-
ritmos Genéticos é a representacao binaria. Esta representacao facilita os processos
de selegao e reprodugao dos individuos.  *Inicializacdo A inicializacao da primeira
populacdo, denominada primeira geracao, é aleatéria.  *Selecao de pais A Roullete
Whell Parent Selection, ou técnica da roleta para a selecao dos pais, € a técnica mais
utilizada de selegao nos Algoritmos Genéticos. A técnica resume-se nos seguintes
passos:

1. faz-se o somatério dos graus de adaptagao de cada cromossomo ( chamado de
ajuste acumulado);

2. gera-se numeros aleatorios entre 1 e o maior ajuste acumulado; e,

3. sleciona-se o cromossomo que possui grau de adaptagao maior ou igual ao
nimero aleatorio.

Como numa roleta, os cromossomos possuem partes proporcionais de acordo
com os seus ajustes. Naturalmente um mau cromossomo, com menor grau de
adaptacao, pode ser selecionado, mas isto apenas contribui para uma maior di-
versidade genética no modelo. Importante observar que o nimero de pais a serem
selecionados é, geralmente, o mesmo nimero de individuos a serem substituiduos.
Isto faz-se necessario para manter constante o nimero de individuos no decorrer das
geracoes. Um exemplo pode ser observado na tabela [5.1
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Tabela 5.1 — Técnica da Roleta

Cromossomos 1 2 3 4 5 6 7 8 9 10
Ajustes v 8 6 7 9 5 3 2 4 1
Ajuste Acumulado | 10 18 24 31 40 45 48 50 54 55
Numero Aleatério |23 49 16 13 1 27 47 1 33 36
Selecionados 3 8 2 2 1 4 7 1 5 5

Entao, seja uma populagao com 10 cromossomos. Suponha os seguintes va-
lores de ajustes: cromossomo 1, ajuste 10; cromossomo 2, ajuste 8; e assim por
diante. Faz-se o somatorio dos ajustes para cada cromossomo, logo: o cromos-
somo 1 possui ajuste acumulado 10; o cromossomo 2 possui ajuste acumulado 18 (
ajuste acumulado para o cromossomo 1 + ajuste do cromossomo 2); 0 cromossomo
3 possui ajuste acumulado 24 ( ajuste acumulado para o cromossomo 2 + ajuste
do cromossomo 3); e assim por diante. Agora, suponha os seguintes niimeros sorte-
ados aleatoriamente: primeiro nimero sorteado, 23; segundo niimero sorteado, 49;
terceiro nimero sorteado, 16; e assim por diante. Portanto, os cromossomos sele-
cionados sao os seguintes: cromossomo 3, pois seu ajuste acumulado é o seguinte
maior igual ao nimero aleatério; depois, seleciona-se o cromossomo 8; cromossomo
2; e assim por diante conforme a tabela.

5.2.3 Modbdulo de reproducao

é utilizado nos pais selecionados para efetivar a reprodugao, garantindo a
proxima geracao. O moédulo é composto por quatro secoes, a saber: *Técnica
de reproducao A técnica mais utilizada é a da reproducao por geracgoes, em que a
nova geracao substitui inteiramente o lugar da primeira. Na reproducao este pro-
cesso nao se observa. Outros processos, ditos de otimizacao, também sao utilizados,
como: elitismo e a reproducao em estado constante. *Técnica de selecao de
operadores Maneira como o algoritmo selecionard o operador para a reproducao. As
situacoes mais freqiientes sdo: usar o primeiro, ou usar a técnica da roleta.  *Lista
de operadores Apresenta os operadores que serao utilizados no decorrer do algoritmo.
Geralmente sao utilizados os operadores de cruzamento em um ponto e mutacao,
devido as facilidades de implementacao e da alta confiabilidade.

Mutacgao

A mutacgao incide sobre cada bit da cadeia, podendo trocar o seu valor. A
funcao de mutagao esta associada a taxa de mutacao, que é um dos parametros do
programa. O desempenho do Algoritmo Genético esta diretamente associado a taxa
de mutacao. A funcao dispara um nimero aleatério entre 0 e 1. Se o numero for
menor ou igual a taxa de mutagao estipulada, o bit muda de valor. Um exemplo
pode ser observado na tabela[5.2] neste caso a taxa é de 0.008, ou seja, o bit tem 8 em
1000 chances de trocar de valor e os cromossomos tém 4 bits. Os nimeros aleatérios
destacados sao menores que a taxa de mutacao, portanto, os bits correspondentes
foram modificados.
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Tabela 5.2 — Operador de Mutacao

Cromossomo Antes Bits Sorteados Cromossomo Depois
1001 0401 0100 2066 0323 1001
1110 0890 (0007) (0005) 2840 1000

Cruzamento em um ponto

O cruzamento em um ponto corresponde a uma divisao do material genético
dos pais em um ponto aleatério para mistura-los e gerar o novo cromossomo que
pertencerd ao filho. A sele¢ao natural responde pelo ajuste dos cromossomos e a
selecao dos pais, enquanto que a mutacao e o cruzamento respondem pela diversi-
dade genética dos filhos. Um exemplo pode ser observado na tabela [5.3] utilizando
cromossomos de 6 bits e a partir de um nimero aleatério ( no exemplo, 5, escolhido
entre 1 e comprimento da cadeia) divide-se o cromossomo. Uma observa¢ao impor-

Tabela 5.3 — Operador de Cruzamento em um Ponto

Pais Divisao Cruzamento Filhos
1111111111 —11(1111—001111100O0
000000|0000—00]0000—11|000011

tante a respeito do cruzamento é que se pode gerar filhos completamente diferentes
dos pais e mesmo assim contendo diversas caracteristicas em comum. Outra questao
é que o cruzamento nao modifica um bit na posi¢ao em que os pais tem o mesmo
valor, considerada uma caracteristica cada vez mais importante com o passar das
geracoes. *Técnica de delecao Esta implicita na rotina de cruzamento e mutacao.
Quando o vetor de populacao recebe os filhos resultantes da reproducao dos pais
escolhidos, a populacao anterior é automaticamente destruida.

5.3 Rotinas de otimizacao

Este tipo de rotina é utilizado para mudar o funcionamento do algoritmo,
incrementando-o com rotinas consideradas mais inteligentes, ou que requeiram estru-
turas que tornem o algoritmo mais inteligente. Algumas estruturas, nao-convencionais,
sao citadas a seguir.

5.3.1 Operador inversor

Utilizados em algumas, poucas e especificas, implementagoes. Este operador
manipula apenas 1 ( um) cromossomo por vez, invertendo a ordem dos elementos
entre dois pontos escolhidos aleatoriamente. Um exemplo é observado na tabela[5.4]
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Tabela 5.4 — Operador Inversor

Cromossomo | 1010010001

Ponto 1: 3
Ponto 2: 7
Trecho 10010
Inversao 01001

Cromossomo | 1001001001

5.3.2 Elitismo

Na natureza, o individuo mais apto nao apenas pode reproduzir mais freqiien-
temente, como também possuir maior longevidade, sobrevivendo muitas vezes de
uma geracao para outra reproduzindo. Em Algoritmos Genéticos com este tipo
de rotina pega-se os melhores cromossomos de uma populagao e repassa-os para a
geracao seguinte.

5.3.3 Reproducao em estado constante

A reproducao em estado constante age como a técnica do elitismo, protegendo
os melhores individuos do cruzamento e da mutagao, indesejaveis quando o cro-
mossomo estd com um ajuste muito alto. Ao invés de destruir a antiga populacao,
transporta-se os filhos para a antiga populagao e elimina-se os cromossomos de ajuste
mais baixo, se muitos estiverem com o mesmo grau de ajuste, os mais velhos sao
destruidos.

5.3.4 Cruzamento em dois pontos

O cruzamento em dois pontos difere do cruzamento, mostrado anteriormente,
apenas no numero de pontos em que se dividem os cromossomos. Um exemplo é

mostrado nas tabelas [5.5] e[5.7l Na tabela[5.5 os bits destacados representam

Tabela 5.5 — Caracteristicas de Alto Desempenho

Cromossomo 1: | (1) 1 (0) 1 1 0 0 1 (1)
1 1 0 0

0
Cromossomo 2: | 0 0 0 1 (0) 1

caracteristicas de alto desempenho para os cromossomos. Em um cruzamento de um
s6 ponto estas caracteristicas se perderiam na reproducao. Com o cruzamento de
dois pontos, pode-se unir os esquemas dos pais e conseguir filhos com desempenho
melhor ainda. Os pontos de divisdo, mostrados na tabela [5.6, nao sdo aleatérios,
sao escolhidos de acordo com os padroes encontrados.
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Tabela 5.6 — Pontos de Divisao para o Cruzamento em Dois Pontos

Ponto 1:
Ponto 2:

4
10

Cromossomo 1:
Cromossomo 2:

1101—100101—1011
0001—011011—1100

Tabela 5.7 — Resultado do Cruzamento em Dois Pontos

Filho 1: | (1) 1 (0) 1 (0)
Filho2: | 0 0 0 1 1

1 1
0 1

o
o
i)
— =
)
O =
@]

5.4 Aplicacgoes dos algoritmos genéticos

As caracteristicas dos Algoritmos Genéticos citadas acima sao muito simples,
mas variacoes do algoritmo basico sao usados em um grande nimero de problemas
e modelos cientificos e da engenharia. Alguns exemplos sao citados abaixo [MIT 96,
DAV 91, [AGU 97b]:

Otimizacao: usados em uma grande variedade de problemas de otimizacao, in-
cluindo otimizagao de problemas numéricos e combinatoriais como o escalo-
namento de trabalho e o desenvolvimento de layouts para circuitos [AND 95,
BUR. 95 JAN 93| [SCH 95| [SCH 96].

Programacgao Automatica: usados para desenvolver programas de computador
para tarefas especificas e outras estruturas computacionais, tais como, auto-
matos celulares e redes de ordenagao [MIT 94al, MIT 94h].

Aprendizagem de Maquina: usados para muitas aplicacoes em aprendizagem,
incluindo classificacao e predi¢ao de tarefas, tais como: previsao do tempo ou
estrutura de proteinas. Usados também para desenvolver aspectos particulares
de sistemas de aprendizagem, tais como: pesos para redes neurais, regras
sistemas de aprendizagem classificadores ou sistemas de produgao simbdlicos,
e sensores para robos [JAN 93, [SER. 96l SYE 97].

Economia: usados para modelar processos de inovagao, o desenvolvimento de es-
tratégias de lances e na predigao de mercados economicos emergentes [KIN 95|
MUH 93].

Imuno-Sistemas: usados para modelar varios aspectos dos sistemas imunoldgicos
naturais, inclusive a mutacao somatica durante a vida do individuo e o desco-
brimento de familias de multi-gens durante o tempo evolucionario.

Ecologia: usados para modelar fenomenos ecolégicos como competicao entre ni-

chos biolégicos, co-evolucao parasita-hospedeiro, simbiose e fluxo de recursos
[HAY 94, [SMT 92].
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Genética: usados para estudar questoes da genética de populagdes [SMI 92], tais
como: em quais condicoes um gene ¢ viavel, em termos evolucionarios, para
ser recombinado?

Evolucao e Aprendizagem: usados para estudar como individuos aprendem e a
evolugao das espécies ( efeitos) [JAN 93].

Sistemas Sociais: usados para estudar aspectos evolucionarios de sistemas sociais,
tais como a evolucao do comportamento social em colonias de insetos e, mais
genericamente, a evolugao da cooperacao e comunicacao em sistemas multi-
agentes.

Outros Temas: no desenvolvimento de aeronaves; antecipagao dinamica da rota
em redes de telecomunicagoes; geracao de trajetérias para robos; modelagem de
sistemas dinamicos nao-lineares aplicados em seguranca; sistemas de aquisi¢ao
de estratégias; diagnéstico de multiplas falhas; analise de DNA; processamento
de informacoes de sonares; otimizagao economica no gerenciamento de rios;
problema do caixeiro viajante e ao escalonamento de seqiiéncias; etc. [AGU 96,
GAG 94 [GRA 97, [HAY 94| [TAC 95]

5.5 Conclusao

Este capitulo apresentou um estudo abrangente sobre os fundamentos dos Al-
goritmos Genéticos englobando: a sua histéria, desde os objetivos iniciais de Box,
Friedman e Baricelli, sem nenhuma preocupacao com estratégias de evolugao até
os estudos de John Holland e seus alunos; a fundamentacao do algoritmo em cima
das teorias oriundas da biologia, como o Darwinismo e Lamarkismo; o funciona-
mento, através da exposi¢cao de um conjunto de requisitos empiricos para o enquadra-
mento de um dado algoritmo como sendo um Algoritmo Genético; constituigao dos
modulos, detalhamento das estruturas responsaveis pelo processamento; as opgoes
de otimizacao e a aplicabilidade dos Algoritmos Genéticos.

Este estudo destaca-se pela importancia no auxilio da formalizacao e na com-
posi¢ao do método de desenvolvimento de Algoritmos Genéticos (mostrado no capitulo@.
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6 Método de Desenvolvimento de Algoritmos Ge-
néticos

6.1 Definicao formal

Dado um problema p = < D, R, q> e uma solucao « para p, um algoritmo é,
segundo [KNU 83|, um método abstrato que computa «. As partes que compoem
uma especificacao formal de um método de desenvolvimento de algoritmos
( MDA) sao definidas a partir de um programa abstrato e um conjunto de axiomas.
Assim tem-se:

e Um método de desenvolvimento de algoritmos ( MDA), segundo [TOS 8§],
¢ um par ( Prog, Azio), onde Prog é um programa abstrato definido a partir
de funcoes sintaticamente bem definidas e Azio é um conjunto de axiomas que
definem a semantica das funcgoes.

e Se m = ( Prog, Azio) é um método de desenvolvimento de algoritmos,
uma instancia de Prog que satisfaz Azio é um algoritmo desenvolvido por
m. Se p é um problema e a é solugdo de p, entdao i( m, p, «) é o conjunto de
todos os algoritmos desenvolvidos por m que computam a. O dominio de m,
D( m), é o conjunto de todos os pares ( p, &) tal que p é um problema, « é a
solugao de p e i( m, p, a) # 0.

e Se m; e my sao dois MDA'’s, diz-se que my é pelo menos tao geral quanto my,
m; T my sss (se (p,a) € D(my), entdo 3 o’ t.q. (p, a’) € D( my)).

A especificacao formal de um MDA consiste de um diagrama sintatico que define
o dominio das fungoes e predicados, um programa abstrato que da a estrutura al-
goritmica do método e uma axiomatizacao que define o interrelacionamento das
funcoes e predicados que compoem o método, além de uma verificacao da correcao
do programa abstrato. Um algoritmo gerado pelo MDA é uma instancia do pro-
grama abstrato obtido pela instanciacao de funcoes e predicados que satisfazem os
axiomas da especificacao.

Nem sempre, dado um problema ( definido no capitulo , é facil encontrar um
método de desenvolvimento de algoritmos adequado, muitas vezes é necessario
modificar o problema, usando o conceito de reducao mostrado no mesmo capitulo.

6.2 Especificacao formal

A descrig¢ao do tipo de Algoritmo Genético estudado ja foi feita, anteriormente
(capitulo [5]), entao nesta segdo a atengao volta-se aos aspectos formais deste tipo
de algoritmo. A descricao do funcionamento do algoritmo torna-se mais precisa ao
ser definida através de tipos abstratos de dados, formulada como um programa abs-
trato operando sobre estes tipos abstratos, cuja especificacao garante a corretude
do programa. Para aplicar esta estratégia a um dado problema é suficiente escre-
ver um modulo de implementacao definindo as operacoes em termos do problema

[AGU 97¢, TOS 88.
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6.2.1 Definicao dos dominios

Considere os seguintes dominios:

P dominio das instancias de problemas

I conjunto dos individuos

opP conjunto dos operadores genéticos

N conjunto dos nimeros naturais

POP POP C (IxN)*
POP = { < <iy, vi>, ..., <y, vu>> /iy, 10, ..., iy €1
A Vi, Vo, ..., v, € N}

Seja um problema p € P, entdo p é uma estrutura do tipo ( fonj, Nger, Nind,
listazaza), onde os elementos sdo identificados na figura .

fonj é a funcao a ser maximizada, ou minimizada, conforme o caso.
Nger ¢ o numero de iteracoes ou geracgoes.
Nind ¢ o tamanho da populagao
listatgza sao as taxas, isto é, probabilidades dos operadores genéticos
( taxasups, taXagy,, taXagy,, - . ., taxagp, )

Onde: taxag,s determina a populacao resultante da reproducao.
Por exemplo: op; = operador de cruzamento ( Operess, crossover).
ops = operador de mutacao ( opmut)-

Figura 6.1 — Definicao dos Dominios

6.2.2 Diagrama sintatico

O Diagrama Sintatico ( figura representa, graficamente, a sintaxe e a
aridade das fungoes e predicados do programa abstrato. Na figura observa-se a
seguinte notacao: as fungoes sao representadas por linhas com setas e os predicados
com somente linhas. A sintaxe das funcoes e predicados encontrados no diagrama
sao listadas abaixo.

condigao -término: POP x P — { T, F}, predicado definido pelos axiomas 1, 2,
3.

completa: POP x P — { T, F}, predicado definido pelo axioma 12.
mais-adaptado: POP x POP x P — { T, F}, predicado definido pelo axioma 13.
melhor: I x POP x Nx P — { T, F}, predicado definido pelo axioma 14.

recupera: POP x P — [, funcao que retorna um individuo da populagao, que
no algoritmo é usado para selecionar um elemento da tultima configuracao
assumida pela populagdo ( no caso de convergéncia ao elitismo coincidindo
com o melhor individuo da populacdo). Observa-se que cabe ao procedimento
escolher o melhor, ou um dos melhores.

acrescenta: POP x POP x P — POP, funcao que efetua o acréscimo de uma lista,
que pode ser unitaria, de novos individuos a populacao.
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recupera

acrescenta, atualiza

avalia

escolh%p POP inicializa

condicdo—térming
completa

mais—daptado

Figura 6.2 — Diagrama Sintatico

atualiza: POP x POP x P — POP, funcao que efetua a jungao de duas populacoes,
utilizada no final do procedimento reproducao quando unem-se a nova geragao
e a geracao anterior. Observa-se que se houver necessidade de substituir so-
mente parte da populacao, apenas acrescenta-se aos novos elementos os melho-
res da geracao anterior, caso contrario, repassa-se todos os individuos gerados
para a nova populagao.

gera,,: POP x P — POP, funcao que retorna uma lista de novos individuos gerados
de modo especifico pelo mecanismo de reprodugao ( por exemplo: cruzamento
— OPeross € MULACAO — OPput)-

avalia: POP x P — POP, funcao que retorna o grau de adaptagao de uma lista de
individuos, ou seja, apenas associa valores a cada individuo da lista passada a
funcao, neste caso, avalia( < iy, iz, ..., 1,>, p) = < fop; (11), fop; (12), - - -, fops(
i,)>, onde fy; é um elemento da estrutura p.

inicializa: P — POP, fungao que gera a populagao que inicia o processamento do
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algoritmo, de acordo com os parametros do problema.

geracao: POP x P — N, fungao que retorna o indice utilizado para a verificagao
da condicao de término do algoritmo.

escolhe,,: POP — POP, funcao que retorna a lista dos melhores individuos da
populacao, escolhidos de modo especifico pelo o mecanismo de reprodugao.

escolhe-operador: OP — OP, funcao que retorna o operador genético de modo
citado no capitulo |5 e, escolhe-operador( OP) € OP.
6.2.3 Programa abstrato

*Procedimento AG Na figura|6.3, pode ser observado o algoritmo abstrato para
o pseudo-cédigo encontrado no capitulo Observa-se alguns pontos importantes

SD(P):((ngr>0)/\(Ilmd>0)/\(0<taxacmss§1)/\
(0 < taxamy: < 1) A (0 < taxagps < 1) A (0 < taxag,, < 1) A
(

0 < taxap, < 1) A ... A (0 < taxay, <1))

procedimento AG( p)

l;. pop « inicializa( p)

l,. enquanto condigao-término( pop, p)
Invariante: completa( pop, p)

l3.  pop « reprodugao( pop, p)

l4. fim-enquanto

l5. s « recupera( pop, p)

w( S, p) = ( ( = nger)( = < pop1, popy, ..., popnger >c POP)
(Vi)((1<1i<ng -1)= (completa( popit1, p) A

( popi+1 = reprodugao( pop;, p)) A

mais-adaptado( pop;;1, Pop;, P) A'S € POPy,.,)))

Figura 6.3 — Algoritmo Abstrato - AG

no programa abstrato, como:

e uma asser¢ao de entrada ( indicada por ¢( p)), cuja finalidade é restringir o
funcionamento do algoritmo para entradas que satisfazem @( p), ou seja, uma
condicao necessaria para o algoritmo entrar em funcionamento.

e uma invariante (Invariante: completa( pop, p)), que mostra um estado cons-
tante, naquela posi¢ao do algoritmo, isto é, completa( pop, p) deve ser verda-
deira toda vez que a execugao atingir este ponto.

e uma asser¢ao de saida ( indicada por ¥( s, p)), cuja finalidade é andloga a
assercao de entrada, sendo uma condi¢ao necessaria no término do processa-
mento do algoritmo.
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¢( pop, p) = completa( pop, p)

procedimento reprodugao( pop, p)
l;. pop’ « nil

12. J — 0

I3, m < nj,g . taXasyups

l4. enquanto m > 0

l5. op « escolhe-operador( 0peross; OPmuts OP3, - - -, ODk)
lg. je—ij+1
l7. caso op
O
17. <lista,,q>« escolhe,, ( pop)
12. <listafipo>« ( gerayy,, avalia)( <lista;,q >, p)
15. pop’ «— acrescenta( <listasin,>, pop’, p)
li m <— 1m - |listafilh0]

lg. fim-caso

J
Invariante: mais-adaptado( pop’, \# escolhess, ( pop), p)
i=1
lg. fim-enquanto
Lio. POPfinal < pop’
li1. populacao « atualiza( pop, POD final; P)
li5. fim-com-saida( populagao)

¥ ( populagao, pop, POpina, p) = mais-adaptado( populacéo, pop, p) A
completa( populagao, p) A popfina € populagao

Figura 6.4 — Algoritmo Abstrato - Reproducao

*Procedimento Reproducao Na figura , pode ser observado o algoritmo abstrato
referente ao procedimento da reproducao ( linha 3 do procedimento AG, figura .

Observa-se dois aspectos importantes na figura [6.4 na invariante, o apare-
cimento do g, cuja intencao ¢ indicar o operador utilizado na iteracao i, e nao o
operador i; na assercao de saida, popfina C populacao, a incumbéncia do controle
do numero de elementos que serao gerados em uma geracao deve ser atribuida ao
momento da implementagao, neste caso a intengao ¢ garantir que pelo menos m
elementos de popfinq estarao em populacao no final do processamento.

Duas operacoes de reprodugao que merecem um tratamento especial sao o
cruzamento ( crossover) e a mutagdo, porque sao os mais utilizados. Um exemplo
para a representacao, no algoritmo abstrato, dos operadores genéticos cruzamento
e mutacao pode ser visto na figura 6.5|

6.2.4 Axiomatizacgao

A axiomatizagao é efetuada a partir do programa abstrato e obedece as se-
guintes condigoes:
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OPcross:
Jgross, << iy, vi>, < g, Vo>>«— escolhess( pop)
157055, << < filhoy, vi’>, < filhoy, vo'>>>«

( geragoss, avalia)( < < iy, vi>, < iz, vo>>, p)

157955, pop’ « acrescenta( < < filhoy, vi’>, < filhoy, vo’>>, pop’, p)
1055, m e m-2

OPmut:
1t << i, v>>« escolhe, . ( pop)
It << filho, v'>>« ( gera,, avalia)( << i, v>>, p)
15t pop’ « acrescenta( << filho, v’>>, pop’, p)
1t m e+« m- 1

Figura 6.5 — Uma Representacao para os Operadores Genéticos

- representacgao: o individuo é representado por um cromossomo, < i, v> onde: i é
o genotipo do individuo, criado pelo procedimento inicializa e modificado pelos
moédulos de reproducao, e v é o fendtipo do individuo, valor dado pela fungao
avalia sempre depois do gendtipo ser modificado. Nao foi particularizado o tipo
de representacao adotada, representagao binaria, decimal, ou outra especifica.
Mas, o individuo deve ser capaz de codificar a solugao, ou seja, o elemento
que servira como solucao admissivel para problema, como pode ser visto no
axioma 4.

- parametros: foram levados em conta os parametros comuns de um Algoritmo
Genético. ( Ding, Nger, listargma, - - )

- inicializagao: representado pela funcao inicializa, e presente nos axiomas 0 e 1,
onde parte-se do conceito de uma populacao inicial completa e de ser executada
uma unica vez, no inicio do processamento. Nao foi evidenciado o modo como
a populagao inicial é gerada, se aleatéria ou dirigida.

- funcao de avaliacao: esta representada intrinsecamente no programa abstrato e
no axioma 6 pela funcao avalia que modifica o fenétipo do individuo toda vez
que ¢ manipulado pelo médulo de reproducao.

- operadores genéticos: estao representados genericamente pelo axioma 6, que é
formado pela composicao das funcoes gera,, e avalia aplicadas aos individuos
escolhidos.

- tamanho constante da populagao: definido pelo axioma 0 e garantido pela
prova da invariante do procedimento AG.

- técnica de reprodugao: a técnica representada é a reprodugao por geragoes (
axioma 2).

- término: o axioma 3 define a condicao de término como nimero de geragoes.

- técnica de delegao: é definida pelo axioma 10, quando a populacao recebe os
individuos resultantes da reproducao que podem substituir totalmente a po-
pulacao ou nao, conforme o caso.
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As técnicas de selecao de pais e de selecao de operadores nao foram modeladas
pois sao rotinas dependentes de implementacao e a lista de operadores foi modelada
genericamente pelo programa abstrato com o objetivo de utilizar a modularidade
da representagao para a utilizacao de outras rotinas de busca de solugoes em subs-
tituicao aos operadores genéticos convencionais. Além disso, nenhuma rotina de
otimizacao foi modelada por serem rotinas nao convencionais.

Os seguintes axiomas dao a semantica dos predicados e fungoes do programa
abstrato seguindo a convencao: p € P; pop, pop’, pop” e pop”’ € POP; e, op € OP.
*Axioma 0 ( Vp)( completa( inicializa( p), p))

A populacao gerada pelo procedimento inicializa deve satisfazer o predicado
completa, isto é, deve ter o numero de elementos determinado por n;,q conforme
a definicdo do predicado completa ( axioma 12). *Axioma 1 ( Vp)( geragao(
inicializa( p), p) = 1)

A populacao gerada pelo procedimento inicializa corresponde a primeira geracao
do procedimento.  *Axioma 2 ( Vp)( Vpop)( geragao( reprodugao( pop, p), p) =
geracao( pop, p) + 1)

Cada execucao do procedimento reproducao resulta uma proxima geracgao.
*Axioma 3 ( Vp)( Vpop)( condicao-término( pop, p) < geracao( pop, p) > Nger)

O processamento deve terminar quando o nimero de geragoes chegar ao valor
estipulado pelo parametro ng,. *Axioma 4 ( Vp)( Vpop)( recupera( pop, p) €
pop)

O procedimento recupera retorna um elemento da populacao corrente.  *Axi-
oma 5 ( Vp)( Vpop)( mais-adaptado( reproducao( pop, p), pop, p))

A populagao resultante do procedimento reproducao deve ser mais adaptada
que a anterior.  *Axioma 6 ( Vp)( Vpop)( Vop)( mais-adaptado( ( gera,,, avalia)(
escolhe,,( pop), p), escolhe,,( pop), p))

A populacao resultante da aplicacao das funcoes de geragao e avaliagao, nos
escolhidos da populacao anterior, deve ser mais adaptada do que estes.  *Axioma

7 (Vp)( Vpop)( Vpop’)( ( acrescenta( pop, pop’, p) € pop It pop’) A ( pop ¥ pop’

C acrescenta( pop, pop’, p)))

Este axioma define a funcao acrescenta como a uniao de duas populagoes.
*Axioma 8 ( Vpop)( Vop)( < i, v> € escolhe,,( pop) = < i, v> € pop)

Um individuo, elemento, escolhido de uma populacao, deve pertencer a esta
populacio. *Axioma 9 ( Vp)( Vpop)( Vpop’)( completa( pop, p) = completa(
atualiza( pop, pop’, p), p))

Dada uma populacao que satisfaz o predicado completa, a populacao resul-
tante da aplicagao da fungao atualiza deve satisfazer, da mesma forma, o predicado
completa. *Axioma 10

( Vp)( Vpop)( Vpop’)( pop’ C atualiza( pop, pop’, p)) A ( < i, v> € atualiza(
pop, pop’, p)) = ( <1i, v> € pop’ V ( <1i, v> € pop A melhor( < i, v>, pop, |pop|
- [pop’[, p)))

Todo elemento de pop’ ( gerado pela reprodugao) deve passar para a populagao
resultante. Ainda, um elemento que pertence a populacao resultante da funcao atu-
aliza, ou estava em pop’ ( foi gerado pelo procedimento reprodugao), ou pertencia
a pop ( geragao anterior) e, além disso, era um dos melhores elementos desta po-
pulagdo.  *Axioma 11 ( ¥p)( ¥pop)( Ypop’)( Vpop”)( Vpop”’)( ( mais-adaptado(
pop, pop’, p) A mais-adaptado( pop”, pop”’, p)) = ( mais-adaptado( pop i pop”,
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pop’ i pop™’, p)))

A uniao de duas populacoes consideradas mais adaptadas que outras duas po-
pulacoes, é mais adaptadada que a unido destas outras duas populacoes. *Axioma
12 ( Vp)( Vpop)( completa( pop, p) < |[pop| = ninq)

Uma populagao estd completa quando foram gerados individuos suficientes
para passar a nova geragao. *Axioma 13 ( Vp)( Vpop)( Vpop’) ( mais-adaptado(
pop, pop’, p) ¢ (V< i, v> € pop)

(3< i, v'> € pop’ )(v>, V')

Para pop ser mais adaptada que pop’ todo elemento de pop deve ser melhor
que pelo menos um individuo de pop’.

*Axioma 14 ( Vp)( Vpop)( Vn)( melhor( < i, v>, pop, n, p) < ( Vm >n)( V<
<y, vi>, oo, <y, vp>> €pop)( Fj (1 <j <m))(v; <, V))

Um individuo ( < i, v>) estd entre os n elementos de pop mais adaptados,
isto ¢, existe no maximo n-1 elementos de pop, < i’, v’> tal que v’ >, v.

Observa-se que os Axiomas 3, 2 e 1 sao os responsaveis pela definicao da
condicao de término. Estes sao imprescindiveis para a verificagao de terminagao do
programa. Para ser modificada a condicao de término basta modificar o Axioma
3, acrescentando outra alternativa para o encerramento, por exemplo, condigao-
término( pop, p) < geracao( pop, p) > Ny V .... Percebe-se que, da mesma
maneira, fica garantida a terminacao do programa pela insercao da nova condicao
com o conetivo “V”, podem ser acrescentados novos axiomas que definam semanti-
camente a condicao modificada.

6.2.5 Verificagao da correcao do programa

Nesta etapa, faz-se a verificagao da correcao do programa através da demons-
tragao da veracidade das asser¢oes ( de entrada e de saida), das invariantes e do
término do programa, utilizando os axiomas que foram determinados na se¢ao an-
terior.

*Procedimento reproducao Tem-se que demonstrar que a assercao de saida é
verdadeira: ( populacdo, pop, popfina, P) = mais-adaptado( populacdo, pop, p)
A completa( populagao, p) A popfina € populacao.

Antes, se demonstra a invariante:

mais-adaptado( pop’, Ljﬂescolhe@i( pop), p).

=1
Prova da invariante

BI: Seja op; = escolhe-operador( OP), na 1% iteragao. ( 1)
Seja x; = escolhegp, ( pop), na 1% iteracdo. (1f)
<listauno>= ( geragp,, avalia)( xq, p). (13)
pop’y = acrescenta( ( geragp, , avalia)( x1, p), 0, p). (15)
Pelo axioma 6,
mais-adaptado( pop’y, X1, p ), isto é,
mais-adaptado( pop’y, escolhegs ( pop), p)

HI: Chame op; = escolhe-operador( OP), na je jteragao. ( ls)

Chame x; = escolheg; ( pop), na j=*¢ iteragao. ( 1f)
Chame pop’; o valor da varidvel pop’ no final do caso, isto ¢,
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<listasuno>= ( gerag, , avalia)( x;, p). (13)
pop’; = acrescenta( ( geragy,, avalia)( x;, p), pop’j-1, p). (15)

J
Suponha, mais-adaptado( pop’;, WHx;, p).
i=1

PI: Seja op;4; = escolhe-operador( OP), na (j + 1)%Mm2 jteragao. ( ls)

Seja x;41 = escolhegs  ( pop), na (j + 1)=¢ iteragao. (1f)

J
mais-adaptado( pop’;, #x;, p) pela hipdtese da inducao. ( *)
i=1

Pela execucgao do programa,
<listasuno>= ( geragp,,,, avalia)( xj+1, p). (13)
pop’j+1 = acrescenta( ( gerag ., avalia)( Xj41, p), pop’y, p). (13)
Pelo axioma 6,
mais-adaptado( <listafine>, Xj+1, p). ( **)
Por (1 *), ( **) e pelo axioma 11, tem-se:
J
mais-adaptado( pop’; |1 <listarin,>, ( Bx:) ¥ x;4+1)
i=1
Mas, pelo axioma 7,
acrescenta( <listagp,>, pop’j, p) = <listafin,> [t pop’;
Sendo pop’j;+1 = acrescenta( <listay;n,>, pop’;, p), isto é:
J+1
mais-adaptado( pop’;j+1, ¥ x;, p).

=1

Prova da correcdo do programa
Pela invariante tem-se:

J*
mais-adaptado( popfina, [ escolheg; ( pop), p), onde j* é o tltimo valor de
i=1
no programa abstrato.

Suponha ¢ (pop, p) = completa( pop, p).

Quer se provar v, isto ¢, ( populacdo, pop, Popfina, P) = mais-adaptado(
populacdo, pop, p) A completa( populacao, p) A popfina C populagao.

Pelo axioma 13,

mais-adaptado( populacao, pop, p) = ( V< i, v> € populacao)( I< i’, v'> €
pop)( v=, V')

populagdo = atualiza( pop, pop finai; p)- ( li1)

Seja < i, v> € populacao = < i, v> € atualiza( pop, popfinai; P)-

Pelo axioma 10 tem-se:

< 1, V>EPOP fina V(< 1, v>EpopAmelhor(< i, v>,pop,|pop|-|pop final:P))-
(i) Suponha < i, v> € Pop finai-

Pela invariante tem-se:

J*
mais-adaptado( pop finai, 1) escolheg; ( pop), p), isto é, V< i, v> € popfina 3
i=1
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VE:
<1, v’> € [ escolhegs, ( pop) A v >, v
i=1

Seja < i’, v'> tal par. Pelo axioma 8, < i’, v’> € pop ( ).

( ii) Suponha agora o outro caso:
< i, v> € pop A melhor( < i, v>, pop, |pop| - [PODPfinatl, D)

Pelo axioma 14, < i, v> estd entre os [pop| - |PODfina| €lementos de pop mais
adaptados, o que significa que existem |[popfinq| elementos de pop para os quais <
i, v> é mais adaptado.

Seja < i’, v'> um deles, entao:

<1, v'> € pop e v>,v ((*¥).

Por ( *), ( **) e pelo axioma 13,

mais-adaptado( pop finai, pop, p) ( ***)

Por ¢( pop, p) e pelos axiomas 9 e 12 ( 0 axioma 12 define que o tamanho pop
nao ¢ alterado durante o procedimento), como populagao = atualiza( pop, Pop finai,
p), entao:

completa( atualiza( pop, popfina, P), p) (F*¥*%).

Pelo axioma 10, popfina C populagao. ( *#4¥%)

Por (), ((H06K) o () geomie que:

Y( populagdo, pop, POp final; D), isto é, mais-adaptado( populagao, pop, p) A
completa( populagao, p) A popsina < populagao.

*Procedimento AG Os candidatos a seqiiéncia sao:

pop; = incializa( p) ( 1)

pop;+1 = reprodugio( pop;, p) ( 13)

Sejaie {1,..., ngert
pop;4+1 = reproducao( pop;, p). (ls)

Prova da invariante

Pelo axioma 0 a invariante ¢ verdade na 1% vez que o ponto é alcancado. Pelo
axioma 9 e pela assercao de saida do procedimento de reproducao a invariante,
completa( pop, p), é sempre verdadeira. ( *)

Prova da correcdo do programa

Pelos axiomas 1 e 2, tem-se:

geragao( popy) = 1

geragao( pop;;1) = geragao( pop;) + 1,

isto ¢, geracdo( pop;) =1, parai=1, ..., g

Logo, geragao( popa,.,) = Nger-

Pelo axioma 3,

condigao-término( popy,.,, p) = true, e
condi¢ao-término( pop;, p) = false, para i < ng,.
Logo, na saida da iteracao ( linha 5), pop = popy,., e,
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pelo axioma 4, s € popy,,,. (**)

Pelo axioma 5, mais-adaptado( pop;+1, popi, p). ( ***)

Por ( %), ( **¥) e ( ***) tem-se:

((31gr)( 3 < POPL, POD2s - -, POPpyy =€ POP)(Wi)( (1 <1< nger - 1) =
( completa( pop;+1, p) A ( popi+1 = reproducao( pop;, p)) A mais-adaptado( pop;i1,
pop;, P) A S € POy, )))

Logo, pela construcao da seqiiéncia e pela condi¢ao de término o programa
termina satisfazendo a pods-condicao.

6.3 Exemplo da verificagao dos axiomas

A seguir observa-se um exemplo da verificacao dos axiomas para o problema
proposto por Kosko, em [KOS 91], e implementado por [RAM 94]. O programa visa
automatizar a trajetéria de um veiculo e é listado no Anexo [A]

Para conduzir o veiculo, o Algoritmo Genético manipula o angulo de conversao
das rodas para a esquerda ( -30 a 0 graus) ou para a direita ( 0 a +30 graus). Estes
movimentos farao o veiculo girar para a esquerda ou direita, aproximando-se da
garagem.

6.3.1 Identificacao da estrutura do algoritmo
De acordo com o programa exemplo, observa-se a seguinte estrutura:
e Moddulo de Avaliacao
— Funcao de Avaliacao: funcao distancia, determinada na linha 142.
e Mobdulo de Estruturacao

— Técnica de Representacao: bindria e o comprimento da cadeia é de 31
bits, determinado nas linhas 33 e 34.

Tamanho da Populacao: no méaximo 200 elementos, determinada nas
linhas 33 e 34 e definida na linha 302. ( opgao do projetista)

— Iteragoes desejadas: o nimero de geracoes é defindo na linha 303.

Técnica de Inicializacao: aleatéria e é representada pelo procedimento
inicializa() nas linhas 106 a 114.

— Técnica de Ajuste: o ajuste é acumulado e é representado pelo procedi-
mento ajuste() nas linhas 115 a 162.

— Ténica de Selecao de Pais: técnica da roleta e é representada pelo proce-
dimento roleta() nas linhas 163 a 186.
e Mobdulo de Reproducao

— Técnica de Reproducao: reproducgao por geragoes.

— Operadores: cruzamento em um ponto ( linhas 200 a 209) e mutagao (
linhas 210 a 220).
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Pode-se observar claramente no algoritmo algumas areas ( linhas de cédigo)
especificas da implementagao. Ou seja, areas de definigoes das variaveis utilizadas
no programa ( da linha 16 até 43) e rotinas de inicializagao gréfica, cujo resultado
do algoritmo é mostrar na tela o movimento do veiculo (da linha 44 até 98 e da
linha 223 até 266).

6.3.2 Identificagao dos parametros do problema

Segundo o que foi definido no capitulo 6, um problema pe P é uma estrutura
do tipo ( fobj, Nger, Ning, listazes,), onde os elementos sao identificados no programa
exemplo da seguinte maneira:

fop;: € determinada pela fungao distancia na linha 142.
ng.,: ¢ determinado pela varidvel numint na linha 303.
n;,q: € determinado pela varidvel numpop na linha 302.
taxa,,,;: ¢ determinada pela varidvel tm na linha 305.

taxa,,..ss € taxag,s: nao sao defindas na entrada, pois o projetista optou por im-
plementé-las arbitrariamente, ou seja, ambas sao aplicadas com taxas de 100%.
Com isso, o crossover é aplicado a todos os individuos e todos os elementos da
populacao sao substituidos.

Como entrada do algoritmo observou-se os seguintes parametros:
Coordenadas do veiculo: o par ( td, to) nas linhas 307 e 309.
Angulo da direcao do veiculo ( Fi): a variavel tf na linha 311.
Angulo das rodas do veiculo ( Teta): a varidvel tt na linha 313.

Como saida do algoritmo tem-se:

Cromossomo com melhor ajuste: o cromossomo jaux com o seu respectivo va-
lor de ajuste vetajul[jaux] identificado na linha 263.

6.3.3 Identificagcao das fungoes e predicados

Agora, localiza-se no programa exemplo os predicados e fungoes definidos e re-
presentados pelo algoritmo abstrato encontrado no capitulo[6] As seguintes fungoes
e predicados sao encontrados no programa:

condigao -término: ¢é observada na linha 271, inserida no procedimento contro-
lador ().

completa: é observada nos procedimentos, inicializa() ( linha 111), ajuste()
( linha 120), roleta() ( linha 173) e reprodugdo() ( linha 195).

recupera: ¢ observada na linha 263, no procedimento resultado (), quando é mos-
trado ( na tela) o cromossomo jaux com o melhor ajuste, vetajul[jaux].
( calculados nas linhas 150 a 155)
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acrescenta e atualiza: sao observados nas linhas 195 a 221, quando a populacao
(vetcro[ ][ ]) é atualizada através das atribuigoes nas linhas 202, 203, 207,
208, 216 e 218.

gera,,: sao observados nas linhas 200 a 209 ( crossover) e 210 a 220 ( mutacdo).

avalia: é representada pelo procedimento ajuste () nas linhas 115 a 162. O valor do
ajuste é inversamente proporcional a distancia do veiculo a garagem. Entao,
calcula-se o ajuste de cada individuo subtraindo de 50000 ( maior distancia
possivel, segundo [RAM 94]) a distancia encontrada. ( linha 142)

inicializa: é representada pelo procedimento inicializa() nas linhas 106 a 114.

escolha,,: ¢ representado pelo procedimento roleta() nas linhas 163 a 186 e ¢
definido pelo trecho 173 a 185.

escolhe-operador: no algoritmo existem dois operadores genéticos e o projetista
optou pela aplicagao de ambos sem escolha, nas linhas 200 a 209 e 210 a 220.

6.3.4 Verificagao dos axiomas

A seguir, o conjunto dos axiomas, definidos no Capitulo, é verificado de acordo
com a identificacao das suas cldusulas ( componentes dos axiomas) no programa
exemplo.

Axioma 0: Segundo o axioma 12 e alinha 111 do programa, o axioma 0 é verificado.

A fungao geragao, geragao( pop, p), determina o nimero de vezes que pop é
atualizada.

Axioma 1: Segundo a observacao acima, a 1% atualizacao de pop ¢ a inicializagao.
Portanto, o axioma 1 é satisfeito.

Axioma 2: A atualizacao de pop ap0s a inicializagao se da somente pela reprodugao
nas linhas 202, 203, 207, 208, 216 e 218 do programa. E além disso, a re-
producao sempre atualiza e, portanto, o axioma 2 é verificado.

Axioma 3: Na linha 271 aparece condigao-término e verifica-se o axioma 3.
Axioma 4: Na linha 263 estd a fungao recupera e o axioma 4 ¢é verificado.

Axioma 7: Asfuncoes acrescenta e gera,, estao definidas e entrelagadas sem codigos
separados. Neste caso pop é vazio, pois acrescenta substitui totalmente a po-
pulacao e é representado pelas atribuicoes nas linhas 202, 203, 207, 208, 216 e
218.

Axioma 8: A escolha propriamente dita é feita nas linhas 178 a 184 e o axioma é
verificado na atribui¢do ( na linha 182) quando a popula¢ao nova ( vetnov[
1[ 1) é selecionada a partir da antiga ( vetcro[ 1[ ]).

O algoritmo nao possui as linhas l;y e l;; do programa abstrato, e a funcao
atualiza é o resultado final da funcao acrescenta. O programa exemplificado é um
caso particular do programa abstrato definido.
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Axioma 9: Pela observacao acima o axioma 9 é satisfeito nas linhas 202, 203, 207,
208, 216 e 218.

Axioma 10: Este axioma ¢ trivialmente verificado pela técnica do algoritmo que
gera exatamente n;,; elementos que substitui todos os elementos anteriores.

Os axiomas 12, 13, 14 e 15 sao axiomas auxiliares, eles nao sao verificaveis pela
implementagao, pois nao envolvem procedimentos implementados. Sao defini¢oes de
funcoes e predicados auxiliares a definicao dos demais axiomas.

O exemplo nao satisfaz os axiomas 5, 6 e 11, isto significa que nao é uma
instancia do AG. Realmente, esses axiomas nao sao essenciais, isto é, um Algoritmo
Genético pode nao satisfazer estes axiomas. A satisfagdo destes axiomas garante
a cada geracao uma populacao mais adaptada, isso significa que a cada geracao a
solucao é melhorada. Ainda, nao garante que a solucao esteja proxima a solugao
otima, pois podem estar convergindo a um 6timo local. Note que a terminagao nao
depende destes axiomas.

6.4 Conclusao

Este capitulo mostrou a definigao formal do algoritmo, propondo um método
de desenvolvimento de Algoritmo Genético, segundo os estudos de [TOS 8§|. Foi
efetuada a definigdo dos dominios ( conjuntos) envolvidos no processamento; a cons-
trucao do diagrama sintatico, que retrata graficamente a sintaxe das operagoes do
algoritmo; e a descri¢ao do algoritmo abstrato para o procedimento AG ( mais geral)
e para o procedimento reproducao.

Além disso, foi efetuada uma axiomatizagao com o proposito de dar a semantica
do algoritmo, ou seja, ela define, formalmente, o funcionamento do algoritmo, mais
especificamente das funcoes e procedimentos do algoritmo. Ao se verificar a correcao
do programa abstrato, faz-se necessario supor a assercao de entrada, provar as in-
variantes e uséa-las para provar a asser¢ao de saida. E isto possibilita o projetista de
algoritmos uma maior seguranca no desenvolvimento, porque para provar a correcao
de um Algoritmo Genético que satisfaca esse modelo s6 é necessario provar que os
procedimentos satisfazem os axiomas. A prova da correcao foi realizada para o caso
geral, nao necessita ser repetida. Os axiomas sao as premissas que uma vez satisfei-
tos conferem correcao a implementacao. A exigéncia de uma solucao a cada geragao
mais adaptada é uma condi¢ao de qualidade, mesmo que incompleta, no sentido
que nao evita otimos locais. é talvez a condicao mais simples de ser verificada.
Na conclusao é apresentada como trabalho futuro uma sugestao de relaxamento na
condicao de mais adaptado.

No exemplo pode-se observar: a identificagao da estrutura do algoritmo, a
identificacao e a relagao dos parametros do problema, os parametros de entrada do
algoritmo, a identificacao das funcoes e predicados definidos no programa abstrato
e a verificacao dos axiomas em relacao aos procedimentos do programa.
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7 Anadlise da Complexidade do Algoritmo Gené-
tico

A complexidade de um algoritmo é uma funcdo do tamanho do problema.
Neste caso, ha dois enfoques possiveis. Ou considera-se, para fins do céalculo da
complexidade, o algoritmo como um esquema, isto é, o programa abstrato, ou uma
instancia dele. Em qualquer caso o esfor¢co computacional depende de nge,, njnq
e listaezq, 0 que muda é como esses parametros sao considerados. Optou-se pelo
segundo caso e entao esses parametros serao considerados como fungao de n. Pela
sua importancia, entretanto, eles permanecerao como parametros da complexidade
do AG ( C( AG)).

Agora, vai-se definir a complexidade do programa abstrato AG em fungao das
complexidades dos procedimentos que o compoem.

Um Algoritmo Genético tem como parametros, além da entrada do problema
o qual pretende-se resolver, ng,, ( nimero de geracgoes), 1;,4( nimero de individuos),
que sao determinantes na complexidade do algoritmo resultante. Além disso, um
Algoritmo Genético tem como parametro lista;,., que determina o nimero médio
de substituicoes e o niimero médio de escolhas de cada operador, o que corresponde
a um numero de elementos gerados nessa reproducgao. O funcionamento do Algo-
ritmo Genético tem uma componente aleatéria regida pelas taxas de aplicacao dos
operadores genéticos ( listaiq,) €, em vista disso, refere-se, de modo natural, a
complexidade deste algoritmo como complexidade média.

7.1 Complexidade total

A complexidade média de um Algoritmo Genético nao depende somente do
tamanho da entrada n ( por exemplo: no problema do caixeiro viajante, n é o nimero
de cidades que devem ser percorridas, ver [AGU 96]), mas também dos parametros
Nger, Wipg € listag,,, que pertencem a instancia do algoritmo ( ver definicao dos
dominios, capitulo[f). A complexidade do procedimento AG, C( AG), tem portanto
esses 4 parametros, e analisando este procedimento conclui-se facilmente que:

Supondo que as linhas 2 a 4, do procedimento AG, sao executadas ng., vezes
( pela condic@o de término), tem-se a seguinte equagao de complexidade:

C( AG)( n, nger, Nipg, listag,) = C( incializa)( n, n,q) +
{ nger. ( C( condigao-término)( n) +
C( reprodugao)( n, njug, listage,))t +
C( recupera)( n, n;,q)

(7.1)

Faz-se necessario, agora, calcular C( inicializa), C( condi¢ao-término), C( re-
produgao) e C( recupera). Os procedimentos inicializa, condigdo-término e recu-
pera sao procedimentos simples, cuja complexidade serda determinada pela imple-
mentacao destes. O procedimento reproducao é o elemento mas importante do
Algoritmo Genético, e foi definido também como um programa abstrato. Assim, C(
reprodugao) serd calculada em fungao da complexidade das fungoes ( procedimentos)
que o compoem.
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7.2 Complexidade da reproducao

A complexidade do procedimento reproducao é posta somente em funcao dos
parametros n, n,q € listay,q, visto que ela nao depende do parametro ng., pois
o caso a ser avaliado é de executar reproducao uma unica vez. Examinando-se o
algoritmo verifica-se facilmente que:

C(reprodugao) (n,n;ng,listazq ) =L Z %(C(eseolhei)(nmd)+C(m0di)(n)) (7.2)
i€cOP

onde:
L que é calculado a seguir, é o niimero de vezes que o enquanto é executado; e,

k é o nimero de operadores genéticos existentes e/ou utilizados no problema( cons-
tante do algoritmo, ver definicao dos dominios, capitulo @

A complexidade de escolhe; serd determinada pela sua implementacao. Sendo
mod; um procedimento dependente de operacao, naturalmente correspondera uma
complexidade dependente de operacao.

Exemplifica-se as complexidades dos médulos ( C( mod;)( n)) mais utilizados,
cruzamento e mutacao, como segue:

C( moderess)( n) = C( geragross)( n) + 2 - C( avalia)( n) + C( acrescenta)( 2)

C( modnue)( n) = C( geray,)( n) + C( avalia)( n) + C( acrescenta)

Generalizando, tem-se:
C( mod;)( n) = C( gera;)( n) + a; - C( avalia)( n) + C( acrescenta)( a;) (7.3)

onde: a; ¢ o n2 de elementos gerados por vez pela gera;, também chamado de grau
de participacao do operador no processo de reproducao.

Examinando a equagao [7.2] verifica-se que L é a pega fundamental, faz-se
necessario, entao, calcular L.

7.3 Calculo do nimero médio de execugoes do enquanto

Pode-se calcular o inteiro L. a partir do nimero de vezes que cada operador
genético serd executado. Assim, tem-se:

onde, g; é o n? de vezes que gera; é executada em todo o processamento ( uma
execugao de reproducao).
Por sua vez, chega-se a g; sabendo-se que:

A
g = |
Qa;
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onde:

n; calculado a seguir, é o n? total médio de elementos gerados pelo mod; em toda
execucao do enquanto e,

a; relembrando, é o n? de elementos gerados em cada execugao de gera;.

Mas, como determinar o n? total de elementos gerados por um dado modulo
em todo o processo, se cada operador possui a sua probabilidade de ocorréncia, que
podem nao ser complementares, ou seja, somando-as nao necessariamente valem 17
E, ainda, cada operador tem um grau de participacao diferente no montante da
populagao ((ay # as # ... # ag).

Para isso, é necessario chegar a uma expressao de normalizagao de probabi-
lidades, levando em conta os graus de participacao de cada operador. As taxas de
cada operador genético sao usualmente definidas como um nimero racional, assim
serao consideradas da seguinte maneira:

Vie OP, taxa; = x?;,ondeizl,...,K.

Zq
Reduzindo as taxas ao mesmo denominador obtém-se o seguinte:

T11- 22 ... - Tk X21° T12° ... * TKD TK1® T12° ... * TK2
T12° T22° ... * T2’ T12' T22- ... - Tk ") T12- Toor ... - T2

Levando em consideragao os valores a; ( grau de participagdo) dos operadores,
tem-se:

UL o am o ake? 02 aip wme o aks 0 UK i aa o aga
Entao a soma, ay - x11- Tog: ... - Tgo+ Ao Tor- Tig: ... - Tgo+ ... +
ag- Tgi1- Ti2- ... - Tgo, representa o valor relativo as probabilidades normalizadas
do total de individuos gerados pelos operadores, ou seja, o operador 1, participa
com S e L b dos individuos gera-
ai- ri1- 22 ... - Tgo+ar T21- T12° ... © Tg2t+... +aAK- TK1® 120 ... © TK2

dos. Assim, obtem-se:

k
a;.xi1. [ @2

taxa; = —2——
> (aixin. I] z42)
i=1 i

onde, taxa; € a taxa normalizada para o operador i.
Para o calculo do inteiro n; tem-se:

n; =[m- faxa; |
onde, m é o n2 total de substituicoes efetuadas, e é calculado da seguinte forma:

m = Nj,g - taXag,ps
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Entao, o calculo de n; é dado da seguinte forma:

n, = ’—m taxa; -‘ , com

M — ai- Ti1- 22 ... * TK2
ai- T11- 22 ... + Tgo+azs 21 T12° ... + Tg2+t... +aK TK1* T12° ... © TK2
ny, = ’—m taxas -‘ , com
taxay = ais T11- T22° ... - $K2+a2'a;;19~62;42?1.2~. $K§f2 +fag- TK1- X127 ... - TK2
ng = (m taxag W , com
taxay = air- T11o 220 ... - $K2+a2a§21x1§12x12w1{2ﬁ[@ +aK- TK1® X127 ... - TK2

O valor de L é calculado como:

i€OP i€OP
Portanto,
( Njng © taXagws -+ taxa; ]
L= 7.4
> (7.4)
i€OP

A seguir é exemplificado o calculo de L, dada sua importancia para o calculo
da complexidade.

Suponha OP = { opy, ops, ops}.

Entao, as probabilidades normalizadas de cada operador sao as seguintes:

taxa — a1.711.292.232

op1 a1.T11.22.232+02.221.212.232+03.231.212.222
faxa — a2.T21.212.232

op2 a1.211.22.232+02.221.212.232+03.231.12.222
taxa — a3.731.712.722

op3 a1.r11.222.232+02.221.212.232+03.231.212.222

Logo, o nimero médio de elementos gerados por cada operador é dado por:

Nop, = (m taxagy, W



28

Nop, = (m taxa,y, W

Nop, = (m taxa,y, W

Portanto, pela equagao [7.4} o valor de L é:

L— Fn taxaopl_‘ N Fn taxaom_‘ N {m taxaom—‘

ay a2 a3

Agora, particulariza-se o calculo de L com o objetivo de deixar mais claro o
entendimento, tem-se trés operadores de reproducao: crossover, mutacao e outro;
entdo, OP = { crossover, mutagao, outro}.

Suponha ainda que: 1,y = 50; taxag,,s = 0.6 ( logo, m = n;,4 . taxasys = 30);
taXagross = (isto é, o individuo tem % de chance de ser operado por crossover),

3
taxXamue = = ( analogo ao taXagess) € taXaguwme = % (idem).

10<

Recordando, ag.oss = 2 € amue = 1; €, supondo, agueo = 1.

Entao, as probabilidades normalizadas de cada operador sao as seguintes:

—_— 2.1.10.5 — 100
taXacross = G1105)7(1.13.5)1(11510) — 145
_— 1.1.3.5 = 15
taxa e = (2.1.10.5)+(1.1.3.5)+(1.1.3.10) ~— 145
—_— 1.1.3.10 = 30
taxaoutro - 145

(2.1.10.5)+(1.1.3.5)+(1.1.3.10) 145

Logo, o nimero médio de elementos gerados por cada operador é dado por:

100
Neross = ’730 : —‘

145

15

30
Noutro = ’730 : E-‘ =7
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Pela equagéo [7.4], o valor de L é:
21 4 7
L= |2 245 =22
HNHER

7.4 Conclusao

Neste capitulo foi desenvolvida uma equagao de complexidade, partindo de um
maior nivel de abstragao, ou seja, do procedimento mais geral AG ( equagao ,
depois para a andlise da complexidade do procedimento reprodugao ( equagao [7.2)),
propondo o estudo em separado das partes de sua complexidade, a partir do calculo
de L ( equagao , e depois do médulo especifico de geragao ( equagao . A
partir deste estudo pode-se determinar alguns conselhos e conclusoes mostrados a
seguir.

Pode-se afirmar que a complexidade do procedimento reproducao, e principal-
mente os valores n;, sao fundamentais para o calculo da complexidade total, pois
a estimativa do ntmero de vezes que é executado o enquanto influi diretamente
na complexidade esperada do procedimento. A complexidade é fundamentalmente
dada por n; e ng,, sendo n; calculado a partir dos parametros n;,q € listaoeq.

Ao analisar as equagoes e pode-se dizer que ao se utilizarem modulos
com complexidades aproximadas ( mesma ordem de complexidade) deve-se deter-
minar taxas maiores ( listay.,) para operadores com valores grandes para a;, acar-
retando um valor menor para L, ou seja, permitir que os procedimentos que geram
mais elementos por vez sejam melhor utilizados. Caso contrario, se forem utilizados
modulos com complexidades diferentes, se poderia aconselhar a utilizacao de opera-
dores com complexidades menores, através do aumento de suas respectivas taxas, ou
se for o caso, utiliza-se operadores com complexidades maiores e com valores grandes
para a;, aumentando-se a taxas destes. Neste tltimo caso, apesar de se promover o
uso de médulos com complexidades maiores, se poderia ter compensagao no niimero
de elementos gerados por este, ou seja, se precisaria menos iteragoes ( menor L) para
ser encerrada a reproducao.

Aconselha-se aos projetistas de algoritmos utilizarem operadores genéticos que
tenham diferentes taxas, taxa,,, # taxa,, # ... # taxay,. ¢ facil observar na
equagao [7.4] que, ao terem taxas iguais, os operadores, em média, dividem igual-
mente entre si o trabalho de gerar individuos e impossibilitam a exploragao do
funcionamento de determinados operadores que possam ter complexidades menores.
Uma alternativa para explorar os médulos com menor complexidade seria através
do aumento das respectivas taxas.

Ainda, sugere-se a utilizacao de a; > 1, visto que, operadores que geram apenas
um individuo por vez degradam o desempenho do algoritmo. A observacao, refere-se
diretamente ao niimero de vezes que o enquanto do procedimento de reproducao é
executado ( ver equagao 7 assim, os operadores gerando apenas um elemento por
vez elevam a complexidade do algoritmo superestimando aqueles que possuem maior
complexidade, ou seja, os operadores serao utlizados em média o mesmo nimero de
vezes permitindo que operadores mais complexos sejam utilizados frequentemente.
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Pode-se observar na equagdo [7.4] que o pior nivel de degradacao do desem-
penho seria a ocorréncia das duas situagoes simultanecamente, taxa,, = taxagy, =
... = taxa,,, e usar a; = 1, onde levaria executar o enquanto m vezes. Ou seja, os

valores n; destes operadores seria 7, e sendo L = ) % implicaria em:
a;
icOP
m m m
L:%—l—%—i-... +%,Ksomas. Entao: L = m

Da equacao [7.1] ve-se que a componente mais importante da complexidade de
um Algoritmo Genético é C( reproducao), além, obviamente de ng.,. Examinando a
equacao nota-se que o somatorio tem K termos e esta sendo multiplicado por %
Os procedimentos escolhe; e mod; dependem do operador, isto é, sao pontos chaves
na equacao.

Além desses fatores mais 6bvios, tem-se L. como fator multiplicador. L deve ser
um fator bem ponderado, para estudé-lo recorre-se a equacao|7.4l Do exame conclui-
se que Ny,q ‘taxagps ¢ o fator mais importante. Sugere-se que 1,4 -taXag,s Nao
exceda as fungoes lineares a n, isto é, o nimero de individuos gerados/substituidos
em cada iteracao seja no maximo proporcional ao problema.

Se o objetivo é um algoritmo polinomial nge, ‘n;nq -taxas,ss deve ser polinomial
em n. Recomenda-se avaliar esses trés parametros com cuidado para atingir uma
exatidao satisfatoria sem sobrecarregar a complexidade.

Um estudo dos efeitos desses trés parametros na exatidao da solugao é de-
sejavel, sem esquecer que estes devem ser postos como funcao de n.
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8 Conclusao Final

O tema abordado possibilitou o estudo de todas as etapas necessarias para a
criacao de um modelo para o desenvolvimento de algoritmos, tendo consciéncia das
defini¢oes formais de algoritmos e problemas, levando em consideracao os aspectos de
computabilidade e complexidade computacional e algoritmica. Além disso, criou-se
uma maneira metodizada para analise da complexidade de um Algoritmo Genético,
permitindo, assim, conhecer e/ou estimar o grau de viabilidade da utilizacao do
algoritmo em problemas de otimizacao. O método foi criado com o propdsito de
sistematizar e qualificar o desenvolvimento de Algoritmos Genéticos, utilizando-se
um conjunto de axiomas que dao a semantica do algoritmo abstrato cuja corregao e
terminagao do programa foi devidamente demonstrada a partir destes.

Segundo [REI 89|, algoritmos randémicos oferecem uma alternativa muito
pragmdtica ( aos algoritmos deterministicos). Além de serem mais simples que
seus parentes deterministicos, eles tém usualmente constantes muito menores. Além
disso, eles proporcionam uma ligacao entre os desenvolvedores de algoritmos para
modelos abstratos e suas implementacoes realisticas em arquiteturas plausiveis.

Inicialmente ( no capitulo , foi apresentada a descricao dos tipos de proble-
mas, com a definicao formal de problema introduzindo conceitos muito importantes
para a Teoria da Computabilidade e a definicao de problema no ponto de vista
computacional como problemas de otimizacao e decisao.

O capitulo |3| é resultado de um estudo sobre os tipos de complexidade e suas
principais medidas de complexidade — inclusive para algoritmos randémicos — que
introduz as classes de complexidade P, NP, NP-Completo, NPI, NP-Dificil e as
relacoes entre as principais classes.

No capitulo 4| mostrou-se a definigao de algoritmo aproximativo e das medidas
de qualidade para este tipo de algoritmo e suas categorias, as classes de problemas
de otimizacao e o conceito de redutibilidade.

O capitulo [5| apresentou um estudo abrangente sobre os fundamentos dos Al-
goritmos Genéticos englobando a histéria, a fundamentagao, o funcionamento, a
constituicao dos médulos ( composicao), as opgoes de otimizagao, e a aplicabilidade
dos Algoritmos Genéticos. Este capitulo teve destaque pela importancia no auxilio
da formalizagao e na composi¢ao do método de desenvolvimento de Algoritmos Ge-
néticos.

A proposta do método de desenvolvimento de Algoritmos Genéticos propria-
mente foi apresentado no capitulo [6] e estd baseado na formalizacao de um MDA
em [TOS 88|, através de um programa abstrato e um conjunto de axiomas, que dao
a semantica ao algoritmo cujas fungoes e procedimento sao definidas sintaticamente
pelo diagrama sintatico.

O desenvolvimento de uma equacao de complexidade para o Algoritmo Gené-
tico, apresentada no capitulo[7], foi embasado no estudo formal efetuado, permitindo
a analise da complexidade do algoritmo abstrato.

Quanto ao método de desenvolvimento de Algoritmos Genéticos, pode-se con-
cluir que sua utilizacao fornece subsidio muito importante ao estudo da viabilidade
do uso de Algoritmos Genéticos para a solucao de problemas. No que tange a
analise da complexidade deste tipo de algoritmo, pode-se saber, de antemao o custo
médio das operagoes presentes no algoritmo abstrato. O desenvolvimento do al-
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goritmo pode ser sistematizado e o grau de otimizacao do algoritmo é melhorado,
assegurando-se que o conjunto de axiomas resultantes da formalizagao sao suficien-
tes para a semantica e para o funcionamento do algoritmo, o que é demonstrado no
capitulo [6]

Dois fatores sao importantes, para um algoritmo aproximativo, a exatidao e a
complexidade. Infelizmente, sao fatores conflitantes, pois quanto maior a exatidao,
pior ( mais alta) é a complexidade, e vice-versa. Assim, um estudo da qualidade de
um Algoritmo Genético, considerado um algoritmo aproximativo, sé estaria com-
pleta com a consideragao destes dois fatores. Este trabalho levantou os pontos
importantes para o estudo da complexidade. Um estudo da exatidao de resposta e
sua relacao com parametros do Algoritmo Genético Abstrato faz-se necessario para
uma avaliacao da qualidade. A exigéncia de uma solugao a cada geracao mais adap-
tada ¢ uma condicao de qualidade, mesmo que incompleta, no sentido que nao evita
otimos locais. é talvez a condicao mais simples de ser verificada.

A condigao mais-adaptado( pop;+1, pop;, p) na assercao de saida da reproducao
indica que a cada iteragao a solugao atingida é melhor ( estd mais adaptada). En-
tretanto, as vezes nao é conveniente ter-se esta condicao, pois pode-se estar apro-
ximando de um 6timo local que pode estar longe do étimo global. Entao é con-
veniente numa iteracao ir de uma solu¢ao melhor para uma mais adaptada para
sair da proximidade do 6timo local e poder aproximar-se do 6timo global. Nestes
casos a condi¢ao mais-adaptado( reproducao( pop;, p), p) nem sempre é atingido e a
seqiiéncia popi, popg, - . ., POPy,., de que fala a asser¢ao de saida de AG nao satisfaz
mais-adaptado( pop;+1, pop;, p). Como aprimoramento do trabalho, sugere-se que
a condic¢ao ( mais-adaptado( pop;i1, pop;, P)), € somente esta, possa ser relaxada e
o resultado ( o algoritmo) continuard sendo um Algoritmo Genético.

Na figura [8.1, pode-se visualizar um dos objetivos que estd por tras de todo
este estudo formal sobre Algoritmos Genéticos. A figura apresenta o procedimento
AG, composto pelas suas caracteristicas proprias e por modulos que sao encaizados
ou embutidos ao algoritmo inicial. Esta caracteristica permite que sejam utilizados
outros operadores nao necessariamente genéticos, mas qualquer tipo de rotina de
busca de solucao, 6tima ou aproximativa, com suas respectivas complexidades.
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Figura 8.1 — Visao da Modularidade do Método



63

Assim permite-se um estudo mais dinamico do Algoritmo Genético. Os médulos
que serao aproveitados como operadores passam a contribuir com suas solugoes como
sendo individuos para a populagao daquela geracao. A dinamicidade é favorecida
pela utilizagao de rotinas ja conhecidas, amplamente divulgadas e estudadas pelos
projetistas, para compor esta modularizacao do Algoritmo Genético.

Por isso, como aprimoramento do trabalho, é logico que seria interessante
o estudo das possibilidades de hibridizacao do Algoritmo Genético, o que ficaria
viavel devido a generalidade do estudo da complexidade efetuado. Deixou-se em
aberto, mas indicado para futura verificagao, a complexidade dos médulos genéricos e
sugeriu-se interpretagoes para certas estruturas, como: condicao de término do algo-
ritmo e operadores opcionais aos freqiientemente encontrados na literatura. Ainda,
como trabalho futuro sugere-se a definicao das condigoes que um Algoritmo Genético
deve satisfazer para atingir um patamar de qualidade definido.
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Anexo 1 Programa Exemplo

#include <stdio.h>
#include <stdlib.h>
#include <time.h>
#include <conio.h>
#include <math.h>
#include <graphics.h>

o O WN -

7. #define ESC 0x1b

8. void grafico (void);
9. void carro_bola (void);
10. void inferencia (void);
11. void resultado (void);
12. void inicializa (void);
13. void ajuste (void);
14. void roleta (void);
15. void reproducao (void);

16. #define DIM_X getmaxx()
17. #define DIM_Y getmaxy()
18. #define GRAF_X 260

19. #define GRAF_Y 80

20. #define EX 2

21. #define EY 1.33

22. #define GAP 15

23. #define R 2

24. int dy;

25. int conta;

26. int contador;

27. double ymin = 0.0, ymax = 1.0;
28. char str[40];

29. int xi, xf, yi, yf;

30. int switchpages;

31. int visualpage = 1;

32. int passo_desloc = 25;

33. int vetcro[100] [31];

34. int vetnov[100] [31];

35. int graf;

36. double vetaju[100];

37. double vetacul[100];

38. double teta_pos[200];

39. int jaux, numpop, numint;

40. double x_obtido = 0, y_obtido = 0, fi_obtido = 0, teta_obtido = 0;
41. double mutacao;
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double alpha_x;
double alpha_betal7];

void
ini_graf ()
{
if (graf > 0)
{
int graphdriver, graphmode;
detectgraph (&graphdriver, &graphmode) ;
graphdriver = VGA;
graphmode = VGAMED;
initgraph (&graphdriver, &graphmode, "");
setbkcolor (BLACK);
setcolor (WHITE);
switch (graphmode)
{
case VGAHI:
switchpages
break;
case VGAMED:
switchpages
break;
case VGALO:
switchpages
break;
+
if (switchpages)
{
setvisualpage (0);
setactivepage (0);
}
}

0;

I
(I

Il
[ERY

void
grafico ()
{
if (graf > 0)
{
teta_pos[contador] = teta_obtido;
contador++;
i DIM_X / 2 + 90;
yi = 0;
xf DIM_X;
yf = DIM_Y;
setviewport (xi, yi, xf, yf, 0);
clearviewport ();

X1
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88. setcolor (WHITE);
89. line (10, 1, 10, yf);
90. line (10, yf / 2, xf - 30, yf / 2);
91. outtextxy (3, yf / 2, "0");
92. outtextxy (10, 0, "+30");
93. outtextxy (10, yf - 7, "-30 CROMOSSOMOxINTERACOES");
94 . setcolor (LIGHTRED);
95. for (conta = 0; conta < 200; conta++)
96. line (11 + conta, yf / 2,
11 + conta, yf / 2 - teta_pos[contal] * 5.5);
97. }
98. }
99. void
100. inferencia ()
101. {
102. ajuste ();
103. roleta ();
104. reproducao ();
105. }
106. void
107. inicializa ()
108. {
109.  int j, k;
110.  srand (0);
111.  for (j = 0; j < numpop; j++)
112. for (k = 0; k < 31; k++)
113. vetcro[j]l [k] = (rand () % 2);
114. }
115. void
116. ajuste O
117. {
118. int j, k, cont;
119. double tetaux, fiobt, xobt, yobt, ajuaux;
120.  for (j = 0; j < numpop; j++)
121. {
122. cont = 0;
123. tetaux = O;
124 . fiobt = O;
125. vetajuljl = 0;
126. vetaculjl = 0;
127. for (k = 0; k < 30; k++)
128. cont += vetcrol[j] [k];
129. if (vetcro[j][30] == 0)
130. tetaux = cont;

131.

else
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tetaux = -cont;
fiobt = fi_obtido + tetaux;
xobt = x_obtido + R * cos ((fiobt * M_PI) / 180);
yobt = y_obtido + R * sin ((fiobt * M_PI) / 180);
xobt —-= 50;
if (xobt < 0)
xobt *= -1;
yobt -= 100;
if (yobt < 0)
yobt *= -1;

vetajul[j] = 50000 - ((xobt * xobt) + (yobt * yobt));

if (3 > 0)
vetaculj]

else
vetacul[j]

vetaculj - 1] + vetajulj]l;

vetajuljl;
}
cont = 0;
ajuaux = 0;
for (j = 0; j < numpop; j++)
if (ajuaux <= vetajuljl)
{
ajuaux = vetajuljl;
jaux = j;
}
for (k = 0; k < 30; k++)
cont += vetcrol[jaux] [k];
if (vetcrol[jaux] [30] == 0)
teta_obtido = cont;
else
teta_obtido = -cont;

void
roleta ()

{

long tempo;

double aleatorio, randomico;
int j, k, 1, conov, conta;
time (&tempo);

srand (tempo) ;

conta = 0;

conov = 0;

for (1 = 0; 1 < numpop; 1++)
{

randomico = pow (rand (), 2);

aleatorio = fmod (randomico, vetacu[numpop - 1]);
for (j = 0; j < numpop; j++)

if (vetacul[j] >= aleatorio)
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conov+t;

for (k = 0; k < 31; k++)
vetnov[conov] [k] = vetcrol[j] [k];

j = numpop;

3

188. reproducao ()

189. {

190. long tempo;
191. double aleatorio;

192. int

j, k;

193. time (&tempo);
194. srand (tempo);

195. for
196. {
197.

198.

199.

200.

201.

202.

203.

204.

205.

206.

207.

208.

209.

210.

211.

212.

213.

214.

215.

216.

217.

218.

219.

220.

221. }
222. }

223. void

224 . carro_

(j = 0; j < numpop; j += 2)

aleatorio = fmod (rand (), 31);
if (aleatorio > 31)

printf ("\n%f", aleatorio);

for (k = 0; k < aleatorio; k++)

vetcro[j] [k] = vetnov[j + 1] [k];
vetcro[j + 1][k] = vetnovl[j] [k];

for ( = aleatorio; k < 31; k++)

vetcro[j] [k] = vetnov[j][k];
vetcro[j + 1] [k] = vetnov[j + 1][k];

for (k = 0; k < 31; k++)

aleatorio = fmod (rand (), 1000);
if (aleatorio <= mutacao)

{
if (vetcro[jl[k] == 1)

vetcro[j] [k] = 0;
else
vetcro[j] [k] = 1;

bola ()
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225. {
226. if (graf > 0)
227. {
228. xi = 0;
229. yi = 0;
230. xf = 200 * EX;
231. yf = 200 * EY;
232. setviewport (xi, yi, xf, yf, 0);
233. setcolor (LIGHTBLUE);
234. rectangle (0, 0, 200 * EX, 198 * EY);
235. rectangle (100 * EX - 10, 198 x EY, 100 x EX + 8,
206 * EY);
236. setcolor (BLACK);
237. line (100 * EX - 10, 198 * EY, 100 * EX + 8,
198 * EY);
238. setcolor (LIGHTRED);
239. if (x_obtido > 0 && x_obtido < 100 && y_obtido > O
&% y_obtido < 100)
240. circle (2 * x_obtido * EX, 2 * y_obtido * EY, 7);
241. }
242. }
243. void
244, resultado ()
245. {
246. if (graf > 0)
247 . {
248. int y = 5;
249. int desl = 13;
250. xi = 0;
251. yi = DIM_Y - GRAF_Y - 2 x GAP + 30;
252. xf = DIM_X;
253. yf = DIM_Y;
254. setviewport (xi, yi, xf, yf, 0);
255. clearviewport Q);
256. setcolor (WHITE);
257. sprintf (&str[0], "Populacao:%d", numpop);
258. outtextxy (5, y += desl + desl, str);
259. sprintf (&str[0], "Geracoes: %d X:%g Y:%g", contador,
x_obtido, y_obtido);
260. outtextxy (5, y += desl, str);
261. sprintf (&str[0], "Fi: %g Teta:%g", fi_obtido, teta_obtido);
262. outtextxy (5, y += desl, str);
263. sprintf (&str[0], "Cromossomo: %d Ajuste:’%g", jaux,
vetajuljaux]);
264. outtextxy (5, y += desl, str);
265. }

266. }
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void
controlador ()
{
int nger = 0;
while (nger < numint)
{
nger++;
resultado ();
grafico ();
carro_bola ();
inferencia ();
fi_obtido += teta_obtido;
x_obtido = x_obtido + R * cos ((fi_obtido * M_PI) / 180);
y_obtido = y_obtido + R * sin ((fi_obtido * M_PI) / 180);
if (switchpages)
{
visualpage = 1 - visualpage;
setvisualpage (visualpage);
setactivepage (1 - visualpage);
}
}
}
void
main (void)
{
int i, j, k;
int td = O;
int to = O;
int tf = O;
int tt = 0;
int tm = O;
contador = 0;
mutacao = 0;
graf = 1;
clrscr ();

printf ("\n Populacao(maximo 100):"); scanf ("%d", &numpop);
printf ("\n Numero de Iteracoes:"); scanf ("%d", &numint);
printf ("Taxa de Mutacao:");

scanf ("%d", &tm);

printf ("Posicao X:");

scanf ("%d", &td);

printf ("Posicao Y:");

scanf ("%d", &to);

printf ("FI obtido:");

scanf ("%d", &tf);

printf ("Teta Obtido:");
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scanf ("%d", &tt);

for (k = 0; k < tm; k++)
mutacao++;

for (k = 0; k < td; k++)
x_obtido++;

for (k = 0; k < to; k++)
y_obtido++;

for (k = 0; k < tf; k++)
fi_obtido++;

for (k = 0; k < tt; k++)
teta_obtido++;

if (¢f < 0)
for (k = 0; k > tf; k--)

fi_obtido—-;

if (¢t < 0)

for (k = 0; k > tt; k-—-)
teta_obtido—-;

inicializa ();

ini_graf (O;

controlador ();
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