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"You cannot hope to build a better world without improving the individuals. To that end
each of us must work for his own improvement, and at the same time share a general

responsibility for all humanity, our particular duty being to aid those to whom we think
we can be most useful.”

(Marie Curie)
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REsuMO

A modelagem de dados visando agrupamento e classificacdo em ambientes de alta dimens3o e
baixo tamanho de amostra (HDLSS - High-dimension low-sample size data) é um desafio em diferentes
dreas do conhecimento. Uma alternativa é a utilizacdo de métodos ndo paramétricos, por permitir uma
abordagem de inferéncia dependendo de poucos pressupostos sobre os dados. Em particular, uma série
de métodos de inferéncia para problemas de agrupamento e classificagdo baseados em U-estatisticas,
implementados no pacote uclust do software R, tem gerado resultados promissores no contexto HDLSS.
Buscando tornar essa abordagem melhor adaptada a diferentes estruturas de dados, o foco desta
dissertacdo é propor um método otimizado de classificacio dentro desse contexto. A classificacdo é
realizada em duas etapas: primeiro encontramos a distdncia ponderada que maximiza a separagao
entre dois grupos de referéncia, medida pela estatistica B,,; e em seguida utilizamos essa distancia
para classificar novas observacoes, através de um enfoque comparativo. Estudos de Monte Carlo, no
contexto de HDLSS, mostram que o método otimizado apresenta melhores taxas de classificacdes
corretas quando a diferenca entre grupos estd concentrada em uma fracdo das componentes do vetor
de dados. O uso desta distancia otimizada também serve como base para a proposta de um novo teste
U otimizado, que verifica se dois grupos de observacdes sdo de fato distintos, e também de um novo
teste de hipdteses para a classificacdo. Estudos de simulacdo mostram que nos cendrios simulados,
onde o classificador estd bem adaptado, ambos os testes apresentam mais poder que os métodos
originais. E apresenta uma aplicacdo dos métodos a um conjunto de dados HDLSS de pacientes de
linfoma, no qual o classificador otimizado apresenta resultados favoraveis.

Palavras-chave: Alta dimens3o e baixo tamanho de amostra; U-estatistica; classificador; teste de
agrupamento; teste de classificac3o.






ABSTRACT

Data modeling for clustering and classification in high dimension and low sample size (HDLSS)
environments is a challenge in different areas of knowledge. An alternative is the use of non-parametric
methods, because they allow for an inferencial approach depending on a few assumptions about the
data. In particular, a series of inferencial methods for clustering and classification problems based
on U-statistics, implemented in the Uclust R-package, has generated promising results in the HDLSS
context. With the objective of making this approach better adapted to different data structures, this
work proposes an optimized classification method within this context. The classification is carried
out in two stages: first, we find the weighted distance that maximizes the separation between two
reference groups, measured by the B,, statistic; and then, we use this distance to classify new obser-
vations, through a comparative approach. Monte Carlo studies, in the HDLSS context, show that the
optimized method presents better rates of correct classifications when the difference between groups
is concentrated in a few components of the data vector. This optimized distance also serves as the
basis for the proposal of a new optimized U test, which verifies whether two groups of observations are
in fact distinct, and also for a new hypothesis test for classification. Simulation studies show that in
scenarios where the classifier is well adapted, both tests are more powerfull than the original methods.
An application of these methods in a HDLSS dataset is presented.

Keywords: High dimension low sample size; U-statistics; classifier; clustering test; classification
test.
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CApPiTULO 1

INTRODUCAO

Nesta dissertacdo apresentamos uma proposta de métodos otimizados de agrupamento e classificagdo
baseados em U-estatisticas. O trabalho se insere no contexto dos métodos de inferéncia para agru-
pamento com base em U-estatisticas do pacote uclust do software R (Cybis et al., 2018; Valk and
Cybis, 2021). Esta é uma abordagem n3o paramétrica, com poucos pressupostos sobre a distribuicdo
dos dados, que pode ser aplicada a uma ampla gama de problemas e adaptada a diferentes tipos de
dados. Adicionalmente, a abordagem apresenta bons resultados em um ambiente de alta dimens3o e
baixo tamanho amostral (High Dimension Low Sample Size - HDLSS), onde os métodos tradicionais
de classificagdo sdo inadequados e os procedimentos multivariados (assim como os procedimentos de
minera¢do de dados) encontram dificuldades devido a alta dimensionalidade (Kalina, 2014).

Para tornar os métodos ainda mais bem adaptados a diferentes estruturas de dados, sugerimos o
uso de uma distancia ponderada otimizada, que maximiza a separa¢do entre dois grupos de referéncia
e é utilizada para classificar um novo individuo em um deles. Além disso, propomos adaptacdes de
testes para separacdo de dois grupos e de classificacdo, considerando o uso desta distancia otimizada.

Revisdo bibliografica

A modelagem de dados visando agrupamento e classificagio em ambientes de alta dimens3o e baixo
tamanho de amostra vem se tornando um desafio em diferentes areas do conhecimento. Na genética,
por exemplo, a tecnologia de microarrays tornou possivel avaliar simultaneamente milhares de genes
de uma amostra bioldgica. Cybis et al. (2018) discutem o aumento do uso de dados com alta
complexidade no campo da genética e por consequéncia o aumento no desenvolvimento de métodos
estatisticos adaptados para responder a esse tipo de questdes envolvendo técnicas de agrupamento e
classificagdo. Izbicki and dos Santos (2022) aponta que os métodos tradicionais jd ndo sdo capazes
de lidar de forma satisfatéria nesse contexto. Além disso afirma que os avancos computacionais
possibilitam uma maior capacidade de armazenamento de dados, e também permitem que novas
metodologias sejam exploradas.

Um exemplo interessante nesse contexto € o trabalho proposto por Wu et al. (2023), um modelo
para a predicdo de cdncer baseado em aprendizado profundo. Nesse cendrio é fundamental obter
modelos mais precisos e utilizar dados baseados em microarrays pode facilitar a exploragao molecular.
Contudo uma das dificuldades encontradas é a complexidade dos padrdes bioldgicos, relacionados ao
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baixo tamanho amostral e alta dimensdo dos dados de microarray, prejudicando assim o ajuste do
modelo. Wu et al. (2023) comenta que a alta dimensionalidade exige que muitos pardmetros sejam
estimados, mas o nimero pequeno de amostras é insuficiente para o processo de treinamento do
modelo, produzindo um sobreajuste. No problema particular, os autores precisaram empregar uma
estratégia complexa, composta de vdrias etapas para mitigar essa questao.

Frequentemente, um dos primeiros passos de andlises exploratdrias é o agrupamento dos dados,
utilizado para encontrar uma estrutura de dados semelhantes. Segundo Clémengon (2014) a anélise
de agrupamento tem como objetivo associar os pontos mais similares uns dos outros em um mesmo
grupo, entdo esse grupo serd mais similar entre esses elementos do que quando comparado com os
demais grupos, segmentando a base de dados em subgrupos. Estes sdo métodos de aprendizado ndo
supervisionado e que se mostram uma ferramenta estatistica muito util na identificacdo de padrdes
sistematicos. Na maioria das vezes pode ser aplicado em qualquer tipo de dados onde ha evidéncias
de similaridades ou dissimilaridades.

E importante notar que na abordagem por inferéncia estatistica cldssica para o agrupamento,
supde-se que a amostra representa a populacdo e os resultados assintéticos baseiam-se no crescimento
da amostra. Tais resultados ndo podem ser aplicados no cendrio de HDLSS pela caracteristica de
pequeno tamanho amostral (Lacerda, 2022). Segundo Sen (2006), o fato de muitas das ferramentas
da estatistica inferencial serem limitadas nesse contexto, resulta em desafios para a validag3o estatistica
em estudos gendmicos. Assim torna-se problematico o uso de modelos multivariados, onde o nimero
de pardmetros pode superar o tamanho de amostra. Nesse contexto, Sen (2006) e Cybis et al. (2018)
utilizaram as U-estatisticas como alternativa, pois tal abordagem é bem adaptada ao contexto HDLSS
e requer poucos pressupostos especificos para esta modelagem, considerando a complexidade presente.

Com o objetivo de avaliar os agrupamentos para dados de microarrays McShane et al. (2002)
apresentaram um método para avaliar a existéncia de agrupamentos significativos e também medidas
(teis para entender a estrutura do agrupamento. Tal resultado é motivado pelo fato de que para esse
tipo de dado, as técnicas de agrupamento frequentemente detectam agrupamentos mesmo em dados
aleatérios, podendo provocar uma ma interpretagdo dos resultados. Ja Shimodaira (2004) propds uma
abordagem para avaliar a significancia para um agrupamento hierdrquico calculando o p-valor através
de um método mudltiplo de reamostragem por bootstrap, que mais tarde foi implementado no pacote
pvclust do R (Suzuki and Shimodaira, 2006).

Liu et al. (2008) propdem um método para avaliar a significincia do agrupamento de dados com
alta dimens3o e pequeno tamanho de amostra, conhecido como significancia estatistica de agrupa-
mento (SigClust). Essa abordagem considera que se um grupo, resultante do agrupamento realizado,
advém de uma unica distribuicdo normal multivariada, entao qualquer subdivisdo desse grupo é ndo
significativa. Considerando sob a hipétese nula a distribuigdo normal dos dados, é possivel quantificar
a significancia do agrupamento através do p-valor. A simulacdo por Monte Carlo é usada para estimar
p-valores baseados em percentil. Huang et al. (2015) aprimoram o método SigClust, propondo uma
melhoria na estimac¢do dos autovalores, levando a um melhor controle do erro do tipo I. Além disso,
Kimes et al. (2017) propds uma extensdo do método SigClust para testar a significincia estatistica
no agrupamento hierdrquico.

Maitra et al. (2012) também apresentaram uma abordagem via reamostragem por bootstrap para
avaliar a significancia do agrupamento realizado, em grupos compactos, no ambiente multidimensional.
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Desenvolveram uma metodologia para grupos ndo homogéneos e elipsoidal, além de um mapa de
quantificacdo, baseado em p-valores e g-valores. Com os grupos definidos, o préximo passo é classificar
um novo elemento em um dos grupos.

Conforme Zhang et al. (2023), o problema de classificagdo, no ambiente de HDLSS, é muito dificil
separar de forma efetiva os diferentes grupos, pois ha dificuldades em lidar com a vasta quantidade
de dados e problemas de estimacdo de distancias apropriadas. Foram propostos diversos métodos
baseados em otimizac3o para resolver os problemas de baixa precisdo e eficiéncia na predicdo, sendo
possivel categorizar esses métodos em dois grupos, métodos pré-processados e métodos integrados. Os
métodos pré-processados utilizam uma etapa de pré-processamento, realizando a selegdo de varidveis
ou reducdo de dimens3o para entdo utilizar os modelos de classificacdo, como por exemplo o método
de andlise de componentes principais. Ja& os métodos integrados utilizam uma funcdo de regularizacao
ou decomposicdo em valores singulares (Singular Value Decomposition - SVD) dentro dos modelos de
classificagdo para obter pesos de atributos e entdo realizar a classificagdo (Zhang et al., 2023). Halla-
jian et al. (2022) comentam que muitas varidveis afetam negativamente o processo de classificagdo por
conter informacdes redundantes ou irrelevantes, competindo a selecdo de varidveis encontrar o sub-
conjunto 6timo, além de transformar os modelos de aprendizagem em modelos mais compreensiveis e
economizar esforco computacional.

Liao and Akritas (2007) propdem uma abordagem diferente para classificacdo, baseada em teste.
Eles trabalham com classificacdo bindria univariada ou multivariada, além de apresentar uma extensdo
para a classificacdo multiclasse. O método considera que existem duas populacdes ou classes, com
médias distintas, e entdo dois testes sdo realizados. O primeiro alocando a nova observacdo na
populacdo 1, sob hipdtese nula de igualdade de médias, e o segundo teste alocando a nova observagao
na populagdo 2, sob a hipétese nula de igualdade de médias. Ent3o, os p-valores dos testes sdo
comparados e assim a classificacdo é realizada naquele que apresentar menor p-valor.

U-estatisticas para classificacdo e agrupamento

Muitas técnicas de agrupamento utilizam a otimizacdo de critérios empiricos que podem ser expressos
como U-estatisticas, para minimizar a dispersdo dentro do conjunto. Clémen¢on (2014) definiu uma
abordagem estatistica para estudar as propriedades tedricas desses métodos para realizar a separacdo
em grupos. Em muitas dessas técnicas o célculo da matriz de dissimilaridades nxn, contendo todas
as medidas de distdncia pareadas entre os n pontos da amostra é necessario, podendo ser o ponto
computacionalmente limitante (Modarres, 2022).

De acordo com Halmos (1946), as U-estatisticas sdo estimadores n3o viesados e simétricos que
foram apresentados por Wassily Hoeffdings, sendo essa uma contribuicdo muito importante para a
teoria de estimagao nao paramétrica. Embora outras abordagens ja haviam sido propostas, como por
exemplo, a de Halmos que justificou o uso de estimadores simétricos e n3o viesados, a generalizacdo
deste assunto s6 foi apresentada por Hoeffding. Ele formalizou a formulacao bésica dos pardmetros es-
tatisticos e a construcdo adequada desses estimadores, apresentando suas propriedades de distribuic3o,
com facil acesso a teoria assintética relacionada (Halmos, 1946).

Motivados por um cendrio de andlises de diversidade complexa, especialmente aquela que surge
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em genética, gendmica, ecologia, em que um grande desafio é dado pela alta dimensionalidade e por
vezes baixo tamanho amostral, Pinheiro et al. (2009) estudaram uma classe de quasi U-estatisticas,
denominada B,,. Desenvolveram a teoria assintética dessas estatisticas sob a hipdtese de homoge-
neidade com o uso de uma propriedade de Martingale. Nesse contexto, Valk and Pinheiro (2012)
utilizam a estrutura da U-estatistica generalizada para propor um método nido paramétrico de in-
feréncia para agrupamento dentro do contexto de séries temporais. A teoria assintética foi baseado
na decomposicdo das medidas de dissimilaridade, mas a variancia é estimada por um procedimento
de reamostragem.

Dentro desse arcabouco tedrico da estatistica B,,, Cybis et al. (2018) propuseram dois testes de
hipéteses para dados HDLSS. Um dos testes avalia a homogeneidade dos grupos e o outro teste
verifica a significancia estatistica da classificacdo realizada, utilizando para isto a versatilidade da
abordagem por U-estatisticas. O artigo estd dentro do contexto da andlise de dados genéticos, onde
por apresentar dados frequentemente categoricos e estruturas complexas é um contexto desafiador
para as técnicas de agrupamento e classificag3o.

A seguir vieram trabalhos como o de Valk and Cybis (2021), que utilizaram a inferéncia por essas
U-estatisticas para realizar agrupamento hierarquico em um cendrio de HDLSS. O principal resultado
foi a obtencdo de significancia estatistica para esse tipo de agrupamento, com maior poder estatistico
do que os poucos métodos alternativos existentes para esse tipo de dado. Ja Bello (2021), traz uma
proposta de extensdo dessas metodologias para realizar agrupamento em trés grupos, além de verificar
se a separacdo é estatisticamente significativa. Também recomenda sua utilizagdo em casos de alta
dimens3o e pequeno tamanho de amostra. Os cddigos do para esses métodos de agrupamento e
classificacao baseados em U-estatisticas estdo disponiveis no pacote uclust do software R. E ainda
considerando este referencial tedrico no contexto de HDLSS, Lacerda (2022) estudou o problema de
classificagao e propés um novo método de classificagdo com inferéncia para dois ou mais grupos.

Seguindo uma abordagem alternativa, Rauf Ahmad and Pavlenko (2018) propuseram um U-
classificador, com ajuste de viés para dados de alta dimens3o construido a partir de uma combinagdo
linear dois componentes relacionados a U-estatisticas. O método foi proposto para dois ou mais grupos
mesmo que suas distribuicdes sejam n3o-normais.

Motivacdo e Objetivo

E muito comum em contextos de alta dimensionalidade que nem todas as componentes do vetor de
dados contribuam igualmente para a diferenciacdo dos grupos. De fato, frequentemente, apenas uma
pequena fracdo das componentes s3o determinantes para esta distincdo. Embora os métodos baseados
em U-estatistica sejam apropriados para diferentes estruturas de dados e possam utilizar uma ampla
gama de medidas de dissimilaridade, na pratica geralmente se utiliza distancias que tratam todas
as componentes de forma homogénea. O objetivo desse trabalho é propor uma nova abordagem,
encontrando a distancia étima, que melhor separa dois grupos, no contexto dos métodos baseados na
estatistica B,,. Essa abordagem busca se adaptar melhor a heterogeneidade entre as componentes do
vetor de dados, resultando em classificadores mais eficientes e testes mais poderosos.



Capitulo 1. Introducgdo 7

Novidades do trabalho

O trabalho propde um método de classificacdo de um novo elemento em um de dois grupos, por meio
da utilizacdo de uma distancia otimizada. O procedimento de classificacdo é realizado em duas etapas:
1 - encontrar a distancia otimizada que maximiza a separagdo entre dois grupos de referéncia, medido
pela estatistica B,,; 2 - a partir dos pesos encontrados utilizar o classificador DB,, para classificar
novas observacdes. Além disso, sdo propostos os testes U e o teste de classificacdo otimizados, ambos
adaptados considerando a distancia otimizada.

Suporte computacional

O software R versdo 4.1.3, por meio da interface do RStudio versdo 2022.02.0, foi utilizado para as
simulacdes e aplicacdo dos métodos abordados. O pacote uclust também foi fundamental para os
estudos realizados neste trabalho e estd disponivel em: https://CRAN.R-project.org/package=uclust.

Organizagdo do trabalho

O restante do trabalho estd organizado da seguinte forma: O Capitulo 2 apresenta a revisdo da
metodologia, abordando os principais conceitos dos métodos que serdo utilizados ao longo do trabalho;
O Capitulo 3 traz o desenvolvimento do célculo da distancia otimizada e as adaptacBes nos testes
propostos. No Capitulo 4 é detalhado o processo das simulagées de Monte Carlo, apresentando os
resultados da performance do método proposto comparada ao método utilizando a distancia euclidiana.
Também é comparada a performance dos testes otimizados com os testes na forma padrido. O Capitulo
5 descreve um problema real, um conjunto de dados de pacientes com linfoma, em que o método
proposto serd aplicado e comparado a outros métodos. Por fim, o Capitulo 6 faz um retoma a proposta
do trabalho, discutindo os resultados e dificuldades encontrados.



CAPITULO 2

REVISAO DE METODOLOGIA

Neste Capitulo, apresentamos os principais conceitos dos métodos utilizados para sustentar este tra-
balho.

2.1 U-estatistica e definicdo da estatistica B,,

Nesta secio serd apresentada uma breve contextualizacdo da teoria de U-estatisticas. Conforme menci-
onado anteriormente, elas desempenham um papel importante na teoria da estimacdo ndo-paramétrica,
em particular, para a construgdo de Estimadores Nao Viesados de Varidncia Uniformemente Minima
(ENVVUM).

Para a definicao formal da U-estatistica, considere X = (Xll,...,X1n17X2(n1+1), vory Xop ), UmMa
amostra aleatéria de n vetores L-dimensionais, dividida em dois grupos, G; e G, de tamanhos n e
no respectivamente, sendo n = nj +ng. Assim, X ; representa a i-ésima observagao, que pertence ao
grupo g. Assume-se que os elementos de cada grupo constituem amostras aleatdrias e identicamente
distribuidas (iid), obtidas a partir das distribuicdes L-dimensionais F} e F5. Seja ¢(-,-) um kernel
n3o negativo, frequentemente representado por uma medida de distancia ou dissimilaridade e defina
o parametro funcional 6(Fy, F») como a esperanga (Pinheiro et al., 2009), assim

0(F1,F2) = //¢(X12‘,ij)dFl(Xli)dFé(ng), para X1i7X2j ERL. (21)

Assumindo ¢(-,-) uma fungdo convexa linear das componentes marginais, temos que

—_

O(F1, Fo) > S (0(F1, F1) + 0(F, F2)), (2.2)

2
para as distribuicdes Fy e Fh. Se tomamos Ep, (Xgi) = p,, para os grupos g € {1,2}, entdo a

desigualdade vale quando p; # .

Note que o pardmetro O(F}, F») pode ser interpretado como a distancia esperada entre observacdes
de Fy e F5. Nesse contexto a U-estatistica generalizada correspondente a 6(Fy, Fy;) é dada por
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-1
U,gg>:(gg> Y XXy, @3

1<i<j<ng

Aqui UT(Li) é o estimador n3o viesado para o pardmetro funcional dentro do grupo, 8(F,, F,), que pode
ser interpretado como a distancia esperada dentro do grupo. J4d a U-estatistica para o parametro
O(F1, F»), representando o estimador ndo viesado para a distancia esperada entre grupos pode ser

escrita como
niy no

1
(1,2) _ E E ) )
U’nl,ng - ning 4 ¢(X117X2])~ (24)

i=1 j=1

Assim, a U-estatistica para a amostra combinada que corresponde a Expressdo (2.3) quando todas
as observacdes s3o tratadas como pertencentes ao mesmo grupo, pode ser decomposta como

n ning
Un=Y ﬁUgg> + W(QUT%)2 —U) —UR) =W, + B, (2.5)
g=1
em que a estatistica B,, é escrita como
nin 1,2 1 2
Bn = n(n - 1) (QU’SLH)Q B U7(l1) o U7s2)) (26)

Deste modo, a estatistica B,, pode ser vista como a compara¢ao entre a distancia média entre grupos
e as distdncias médias dentro de cada grupo. A estatistica B,, é uma quasi U-estatistica, perten-
cendo a classe das U-estatisticas degeneradas (Pinheiro et al., 2009). Além disso, temos que B, é
assintoticamente normal, tanto quando n — oo quanto quando L — oo (Pinheiro et al., 2009).

Este trabalho se utiliza da estatistica B, como fun¢do objetiva para encontrar uma distancia
otimizada que melhor separa dois grupos, e em seguida utiliza-se dessa distancia para classificar novas
observacdes, através de uma abordagem comparativa, o classificador DB,,.

2.2 Teste U para separacao de dois grupos

O teste U para separacdo de grupos, baseado na U-estatistica B,,, é empregado para verificar signi-
ficancia estatistica da separa¢do de dois grupos de observacdes previamente definidos G1 e Go. O
principal pressuposto do teste é a homogeneidade dentro de cada grupo. A hipdtese nula afirma que
os dois grupos advém da mesma distribui¢do, ou seja F; = F5. Nesse caso temos que E(B,,) = 0.
J4 a hipdtese alternativa afirma que os grupos s3o de fato separados com Fy # Fy (e py # o), €
assim, a desigualdade (2.2) garante que E(B,,) > 0 (Sen, 2006).

A normalidade assintética de B,, é utilizada para construir a distribuicdo da estatistica do teste
sob Hy, na qual a variancia de B,, é estimada por um procedimento de reamostragem sob Hj. Nesse
procedimento as observa¢oes dos diferentes grupos sao reunidas e posteriormente rearranjadas em dois
grupos de tamanhos n; e my para o calculo da estatistica B],. O processo é repetido R vezes, e os
valores de BJ, para r: {1,---, R}, sdo utilizados para estimagdo da varidncia Pinheiro et al. (2009).
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2.3 Teste de homogeneidade

Cybis et al. (2018) consideram o problema de identificar se uma amostra é homogénea. Nesse contexto
de U-estatistica Valk and Pinheiro (2012) definem uma amostra como homogénea se ela ndo pode
ser separada em dois subgrupos significativamente distintos de acordo com o teste U. A principal
diferenca do teste anterior, é que aqui ndo hd uma designacdo pré-definida dos grupos de modo que
todas as observacdes estdo reunidas. Para verificar se a amostra é homogénea, deve se considerar
todas as possiveis combinacSes dos dados em dois subgrupos e realizar o teste U para ver se alguma
particdo dos dados ¢é significativa.

Em seu trabalho, Cybis et al. (2018) propds avaliar primeiramente a configura¢do que melhor
separa os dois grupos e somente depois aplicar o teste U apenas na configuraciao de melhor separacio,
reduzindo assim drasticamente o grande custo computacional. Caso a hipdtese nula n3o seja rejeitada
para um subgrupo, todos os demais arranjos seriam considerados necessariamente homogéneos, ja
com a rejeicdo da hipétese nula seria possivel afirmar que os dois grupos s3o de fato dissimilares.

A configuracdo que melhor separa os dois grupos é definida como aquela que tem maior valor de
B, padronizado. Ent3o, sob Hy vamos considerar uma aproximacdo para a distribuicdo do maximo
de B,, padronizado que assume que as estatisticas B,, sdo independentes para os diferentes arranjos
de grupo. Temos que

B, B
Frax(z) =P <max (Var(Bn)> < x) = ®(z)”, (2.7)

para ®(-)7 fun¢do da distribuicdo acumulada da normal padrio elevado na poténcia 7, onde v =
2n=1 _ 1 — 1 é o niimero possiveis configuracdes separando os dados em dois grupos. Rejeita-se a
hipétese nula de homogeneidade se Fax(z) > (1 — ).

2.4 Classificador DB,, e teste de hipoteses para classificacdo

Nesta secdo serd apresentado o método de classificacdo que serd foco desse trabalho. Além disso,
apresentaremos o teste de hipdteses para verificar a significancia da classificagdo proposto por Lacerda
(2022), uma reformulagdo do método publicado por Cybis et al. (2018). Tanto o classificador DB,
quanto o teste de hipdteses para a classificacdo estdo definidos no contexto de alta dimensionalidade
e baixo tamanho amostral (HDLSS) e estdo baseados na estatistica B,,, utilizando da teoria das
U-estatisticas para apresentar suas propriedades.

Levando em consideracido a rejeicdo da hipdtese nula do teste U de separacdo, ou seja, G €
(G2 s3o grupos dissimilares, o préximo passo é a classificacdo de uma nova observacdo. Valk and
Pinheiro (2012) j& haviam proposto um método empirico para a classificagdo baseado na comparagido
de duas estatisticas B,,. Suponha que X seja composta de ny observacdes sabidamente pertencentes
ao grupo 1 e no observacdes pertencentes ao grupo 2, e seja X* uma nova observa¢do que gostariamos
de classificar em um dos grupos. Nesse contexto, defina B,,, como a estatistica B,, calculada quando
a nova amostra X* é colocada no grupo 1 e B, como a estatistica calculada quando X* é colocada
no grupo 2. Note que quanto maiores as distancias entre grupos em relacdo as dentro de grupos, ou
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seja, mais compactos e separados os grupos, maior serd o valor de B,,. Assim, se X* n3o estiver bem
classificada no grupo 2 é esperado que a estatistica B,,, seja menor que a estatistica B,, calculada
sem X*. Portanto, caso, B, for maior que B,,, entdo X* produz um melhor agrupamento quando
esta classificada no grupo 1. Desse modo, considere a estatistica

DB, = By, — B, (2.8)

que serd a base do classificador. Se o valor da estatistica DB,, for maior que zero, X* é classificado
como pertencente ao grupo 1, caso contrario X* deve ser classificado como grupo 2.

Levando em conta essa abordagem, foi proposto por Cybis et al. (2018) um teste para avaliar
a significancia estatistica da classificacdo, baseado na estatistica DB,,. Considerando KB, © valor
esperado para a estatistica B,,, e up,, para a estatistica B,,,, podemos dizer que E(DB,,) = up, —
KB, = DB, cOM isso as hipdteses do teste s3o definidas como

Hy : ppp, <0 versus Hy : upp, > 0. (2.9)

A hipdtese nula afirma que B,,,, em que X* € G2, produz um melhor agrupamento que B,,,, ja a
hipdtese alternativa é que X* estd corretamente classificado em G;. Para a estimacio do p-valor
associado ao teste é utilizado um método de reamostragem, em que n; elementos do grupo G e na
do grupo G2 U X* sdo amostrados repetidas vezes, em um processo de amostragem com reposicao,
com X* sempre sorteado a partir de G U X* (hipdtese nula). Para cada replica¢do, o valor de DB, é
calculado. A rejeicdo da hipdtese nula se dd quando a estatistica DB,, € maior que o percentil (1 — «)
da distribuicdo reamostrada. Note que a distribuicdo empirica é utilizada para verificar significancia

considerando que a distribuicdo da estatistica D B,, é desconhecida.

Em seu trabalho Lacerda (2022) retomou o teste de classificagdo aprofundando o conhecimento
sobre a estatistica DB,,, demonstrando a teoria assintética. As estatisticas B,,, e Bj,, sao assin-
toticamente normais em n e/ou L, resultado que pode ser verificado em (Pinheiro et al., 2009),
Lacerda (2022) mostra que dessa forma a estatistica D B,, por ser uma diferenca entre normais serd
assintoticamente normal.

Para a estimagdo da média e varidncia da estatistica DB,, sob Hy, Lacerda (2022) propds um
método utilizando um processo de reamostragem, remodelado para evitar problemas associados a
distancias nulas nas replicagdes. Para aplicd-lo precisamos que os grupos tenham tamanhos n; — 1
e ng — 1, de modo que uma observacdo de cada grupo deve ser desconsiderada no célculo da DB,,.
Nele n; — 1 elementos do grupo (G; sdo amostrados sem reposicdo, ja os elementos do grupo G2 sdo
rearranjados de modo que ny — 1 elementos sdo designados ao grupo (G da replicacdo e o elemento

restante é designado como X* na replicagdo (hipdtese nula). Para cada replicagdo, o valor de DB] é
calculado. O conjunto dos R valores de DB;, é utilizado para estimar média e variancia de DB,,.

Em Lacerda (2022), o teste de hipéteses para a classificagdo é realizado em duas etapas, em que
no primeiro momento identifica-se qual o grupo mais verossimil para o elemento X*, utilizando para
isso a estatistica DB,,. E posteriormente, define-se como G; o grupo no qual X* foi classificado.

Entdo, o teste de hipdteses para a classificacdo é enunciado da seguinte forma

Hy :X* € Gy;
Hy :X* € G.
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Sob Hy, temos que E(DB,,) < 0, deste modo ao rejeitar H temos evidéncias suficientes para garantir
que o novo elemento estad corretamente classificado em G a um nivel de significancia a.

Para elucidar melhor o contexto do teste de classificacdo em relacdo as hipdteses, ainda que
represente uma simplificacdo para o contexto unidimensional, abaixo apresentamos o comportamento
das hipdteses em um grafico apresentado na figura 2.1. Observe os grupos G1 e G2, e considere Hy:
X* € Gy e H: X* € GG1. Logo, espera-se que se X* estd bem classificado no grupo G, ele fique
sob a regido de Hj representada pela curva em azul, ja se X* estiver bem classificado no grupo Gf,
ele fique sob a regido de H representada pela curva em preto.

Pontos na regido de sobreposicao das curvas podem ser oriundos de qualquer uma das distribui¢oes,
mas o classificador DB,, designard X* para um dos dois grupos: grupo G se X* > 5.25 e grupo
Go se X* < 5.25. Para pontos préximos dessa linha, a confianca na classificacdo pode ser baixa.
Sé afirmamos que uma classificagdo é significativa no grupo G (rejeitando Hp) se X* estd além de
determinado quantil da distribuicdo de G (regido B). Assim, consideramos quatro possibilidades:

e X* € Regido A - Classificado significativamente no grupo Go;
e X* € Regido A* - Classificado no grupo G2, mas ndo de modo significativo;
e X* € Regido B* - Classificado no grupo GG1, mas ndo de modo significativo;

e X* € Regido B - Classificado significativamente no grupo Gj.

f(DBy,) Distribuicao da Estatistica DB,
HO H1
: DB
| | 525 | n
Regides: A A* - B* B

Figura 2.1: Representa a distribuicdo da estatistica DB,, sob as hipdteses

Ainda é possivel mensurar a probabilidade de cometer um erro na tomada de decis3o, esse erro
pode ser compreendido de duas formas: erro do tipo | e erro do tipo Il. O erro do tipo | é quando
rejeitamos a hipdtese nula Hy e ela é verdadeira, essa probabilidade também é chamada de nivel de
significancia e estd representada sob a curva em azul, destacado em azul escuro no grafico,

a = P(Erro do tipo I) = P(rejeitar Hy|Hy é verdadeira). (2.10)

Ja o erro do tipo Il, é cometido quando n3o rejeitamos a hipdtese nula Hy e ela é falsa, representado
no grafico pela area sob Hi, representada pela drea sob a curva preta, destacado em azul claro no
grafico,

B = P(Erro do tipo II) = P(nao rejeitar Hy|Hy ¢ falsa). (2.11)
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E, além disso, é possivel avaliar o poder do teste, que representa a probabilidade de rejeitar a hipdtese
nula Hy, quando a hipdtese alternativa Hy é verdadeira, sendo a drea sob H1, curva preta, destacado
em cinza,

1 — g = P(rejeitar Hy|H; é verdadeira). (2.12)

Note que, apesar da estratégia de definicdo de Hy de Lacerda (2022), assim como definimos um
teste com Hy: X* € (G2, teoricamente poderiamos ter definido o teste simétrico que designaria classi-
ficagBes significativas no grupo G1, em que Hy: X* € (G1. Inclusive, o procedimento de classificacio
com inferéncia possui uma definicdo alternativa com base em p-valores, nos moldes do apresentado
em Liao and Akritas (2007). Nele, dois testes de hipdteses sdo realizados, um com cada grupo re-
presentando a hipdtese alternativa. A classificacao ocorre naquele grupo cujo teste apresentou menor
p-valor, se esse for menor que o nivel de significancia. Note entretanto que assim estamos traba-
Ihando com dois testes de hipdtese simétricos, e portanto podemos corrigir o nivel de significancia
para mdltiplos testes por Bonferroni, utilizando /2.

A partir da revisdo de literatura exposta aqui, no préximo capitulo serad apresentado o desenvolvimento
da proposta desta dissertacio.



CAPITULO 3

METODOLOGIA

Neste Capitulo, comecaremos a explorar a contribuicdo deste trabalho. A motivacdo é a proposta de
um classificador otimizado organizado em duas etapas: na primeira buscamos a distancia euclidiana
ponderada que melhor separa dois grupos de dados, em seguida classificamos novas observacdes em um
dos dois grupos com base nessa distancia 6tima. Iniciamos o Capitulo apresentando o desenvolvimento
do problema de otimizacdo para maximizar a distancia euclidiana ponderada entre dois grupos. Na
sequéncia apresentaremos versdes modificadas do teste U, do classificador e do teste de classificacdo,
levando em consideracdo essa distancia otimizada.

3.1 Distancia otimizada

Nessa secdo vamos apresentar o processo de otimizacdo do método proposto que se utiliza da es-
tatistica B,, como func3o objetiva para maximizar a distdncia entre grupos, associando um peso a
cada componente do vetor de dados.

Para o célculo da estatistica B,, e o emprego dos métodos descritos no Capitulo 2 é necessaria a
escolha de um kernel ¢(-,-). Embora comumente a estatistica B,, emprega a distancia euclidiana, neste
trabalho propomos a utilizacdo de uma distancia otimizada, baseada na distancia euclidiana ponderada.
O intuito é encontrar a configuracdo de pesos que maximiza a separa¢do entre grupos, medida pela
estatistica B,,, em que as componentes do vetor de dados mais relevantes para a separacdo dos grupos
recebam um maior peso. A partir dos pesos encontrados nessa otimizacdo estamos interessados em
realizar a classificacao de uma nova observacao em um de dois grupos, empregando o classificador
DB,,, apds isso, um teste hipdteses para a classificacdo, verificando se a classificacao é estatisticamente
significativo.

Para fins dessa sessdo, sejam X1, --- , X, observa¢des L dimensionais pertencentes ao grupo (i1,
e X 41, -, Xny+n, Observagdes L dimensionais pertencentes ao grupo GG2. Considere como kernel
a distancia euclidiana ponderada ao quadrado entre as observagdes X; e X;, para i,j € {1,--- ,n},
tal que

~

O(Xi, X;) = ay(Xip — Xj¢)? para ag > 0, (3.1)
(=1

14
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em que X,y é a /-ésima componente do vetor X; e ay representam os pesos associados a {-ésima
componente do vetor X ;. Adicionalmente, para regularizar o problema de otimiza¢do, adicionaremos
a restricao de que a norma euclidiana dos pesos seja igual a 1. A norma euclidiana do vetor de pesos

|a|:m:1/a%+...+a%7 (32)

em que - representa o produto interno. Note, entretanto, que |a| = 1 < |a|? = 1. Assim, adicionar

a = (ay,---,ar) é dada por

uma restricio a norma euclideana ao quadrado nos leva a resultado equivalente, portanto assumimos

L
> ap=1. (3.3)
/=1

Queremos encontrar a configuragdo dos a, que maximiza a estatistica B,,, definida em (2.6), sujeita
a restricdo (3.3). Portanto, o lagrangiano deste problema de otimiza¢do é dado por

L
L(a,\) = B, + \ (Z a? — 1> , (3.4)

/=1
assim, temos

~

nin
Clan) = UG, U - V) 4 (Z P 1> |
/=1

substituindo U,%:%)Q, U,%), ,S? definidas em (2.4) e (2.3), temos

-1
L(a,\) :%. 2 nllm.zzgﬁ(xi,xj) _<”21> Y o(Xi X))

i€G1 jJEG2 1€Gq

_<T;2> N e(X, X)) +,\<Za§—1>.

1€Ga (=1

Notando que ¢(X;, X ;) é a distancia ponderada (3.1), e reorganizando os termos na equagdo

L
. ning ) 2 ) o N2
L(a,)) = ;aé nn—1 | DD (X — Xj)

1€G1 JEG2
—1
- ( ) ) ST (K- Xje)?
i€Gy
—<’;2> ) (X — Xje)? +A<Za§—1>. (3.5)
i€Go /=1

De maneira a facilitar a visualizacido dos célculos, podemos definir U,,, considerando apenas os termos
dentro do colchetes e que ndo dependem de ay, assim

ning 2 2
— : DI X - X;
1 2

1
(%) T

1€G1

1
- ( 7;2 ) - x02). 5)

1€G2
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Note que U, corresponde a estatistica B,, calculada apenas para a coordenada /.

Ent3o é possivel reescrever o lagrangiano como

L L
L@ =) ag-Up+A[> aj—1]. (3.7)
/=1 (=1

Para resolver o problema de otimizac3o, igualamos o gradiente do lagrangiano VL ao vetor nulo
VL(a,\) =0, (3.8)

de modo que para cada componente do vetor temos

oL
— = Upy + 2a4\ = 0. 3.9
ay ¢+ 2ap (3.9)
Isolando ay obtemos o ponto critico deste problema,
-1l (3.10)
ayp = 2\ nes .

para ¢ € {1, ..., L}. Implementando a restri¢3o, Zszl a7 =1, e substituindo a,, temos

L

1

@ZUT%Z =1, (3.11)
/=1

entdo \ assume os valores de

(3.12)
onde a fung¢do serd maximizada para os valores negativos de .
Assim, os ay que maximizam a func¢do objetivo sdo dados por
1
ap = < Upp. (3.13)

Vi U

Note que esses pesos 6timos podem ser calculados analiticamente. Entretanto, cada um dos U,,; requer
o célculo de uma matriz de distdncias n x n, e temos L pesos para calcular. Esse custo computacional
de ordem n?L se torna relevante nos métodos de inferéncia apresentados abaixo, quando os pesos
devem ser recalculados em cada iteracao de um procedimento de reamostragem.

Vale ressaltar que em um primeiro momento observamos a atribuicdo de pesos negativos a algumas
coordenadas do vetor. Pesos negativos indicam componentes do vetor de dados que s3o mais seme-
Ihantes entre observacdes de grupos distintos do que dentro dos grupos. Como isso é problematico
para classificacdo, e na pratica os pesos negativos eram muito pequenos, decidimos zerar os pesos ne-
gativos e observar a performance do método. Comparando os resultados obtidos em um estudo piloto,
observamos o percentual de classificacdes corretas utilizando os pesos calculados, e potencialmente
menores que zero, versus o uso de apenas pesos positivos (zerando as demais componentes). Com
base nessa andlise, optamos por zerar os pesos negativos, utilizando apenas pesos maiores ou iguais a
zero.
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3.2 Teste U otimizado

O primeiro passo antes de fazer a classificacdo de uma nova observacdo é verificar se os dois grupos
de referéncia s3o de fato distintos e para isso é adequado utilizar o teste U da se¢do 2.2. Dado que o
teste U é fundamentado na estatistica B, e que estamos sugerindo que essa estatistica seja baseada
na distancia otimizada, propomos uma variante do teste U, que utiliza a distdncia otimizada para
avaliar a separacdo de dois grupos pré-definidos.

Retomando o conceito das hipéteses do teste U, temos que a hipdtese nula afirma que os dois
grupos advém da mesma distribuicdo, portanto E(B,) = 0, a hipdtese alternativa afirma que os
grupos sdo de fato separados com p; # o e consequentemente E(B,) > 0. A distribuicdo da
estatistica do teste sob Hj é construida levando em conta a normalidade assintética de B,,.

Note que como os pesos ay sdo estatisticas calculadas com base na prépria amostra, esse proce-
dimento deve ser levado em consideracdo na hora de determinar a distribuicio de B, sob Hy, sob
pena de inflar o erro do tipo |. Enquanto Pinheiro et al. (2009) e Valk and Pinheiro (2012) mostram
a normalidade assintética de B,, para uma ampla gama de distancias ¢(-,-) e distribuicdes de X, no
caso da distancia otimizada da secdo 3.1 n3o dispomos de tal resultado tedrico. As simulacdes apre-
sentadas na secdo 4.3 d3o indicios de que possivelmente a normalidade assintética seja valida, mas
nao esta claro sob quais condi¢des. Assim, a significancia do teste é medida com base em comparagao
com quantil empirico da distribuicao obtida através do procedimento de reamostragem sob Hy. Como
no procedimento original, para cada uma das R replica¢Ges, as observacGes dos diferentes grupos sao
reunidas e posteriormente rearranjadas em dois grupos de tamanhos n1 e ny. Na sequéncia, os pesos
ay e a estatistica B], sdo calculados novamente para cada iteragdo. O p-valor empirico é estimado
observando a propor¢ao de vezes que B, > B]. Assim, rejeita-se Hy se o p-valor empirico calculado
for maior que «, desse modo podemos afirmar que, ao nivel de significancia «, ha evidéncias de que
os grupos sdo de fato distintos.

3.3 Teste de classificacdo otimizado

Esta secdo traz o teste de classificagdo otimizado, que se baseia na estrutura do teste proposto por
Lacerda (2022), referenciado na se¢do 2.4, mas ao invés de utilizar uma distancia ¢(-,-) qualquer, o
célculo das distancias utiliza a distancia otimizada, visto na se¢do 3.1.

O teste de hipdteses para a classificacdo é realizado em duas etapas, sendo a primeira o processo
de identificagdo do grupo mais verossimil para X*, utilizando para isso o classificador otimizado DB,,.
Em seguida, esse grupo serd chamado de G2 e o grupo complementar de (G, assim temos que

Hy :X*e Go;
Hy :X*e Gi.

Caso haja a rejeicdo de Hj, temos evidéncias suficientes para garantir que o novo elemento esta
corretamente classificado em (G1 a um nivel de significancia «.
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No teste original a distribuicdo da estatistica do teste considera normalidade assintética e média
e varidncia da estatistica DB,, sob H( é estimada por reamostragem. Mas, como visto na secdo 3.2,
para o teste otimizado n3o dispomos do resultado referente a normalidade assintética. Portanto, a
significancia estatistica do teste serd baseada no quantil empirico da distribuicdo obtida por meio de
reamostragem. O processo de reamostragem segue os passos descritos na secdo 2.4 para o método de
Lacerda (2022), entretanto é necessario que a cada repeti¢do os pesos associados ao vetor de dados
sejam recalculados antes de calcular DB,,.



CAPITULO 4

SIMULACOES

Este Capitulo do trabalho ird avaliar os resultados do método proposto por meio de simulacdes de
Monte Carlo comparando-os com outros métodos. Para isso, foram avaliados diferentes cendrios,
que variam em tamanho de amostra n, grau de separacdo de grupos u, além de variar o nimero de
componentes do vetor de dados £*, onde ha diferenca média entre grupos.

4.1 Classificador DB,, otimizado

Nesta secdo os resultados obtidos a partir do uso do classificador DB,, otimizado serdo apresen-
tados. O primeiro resultado a ser verificado é a performance do DB,, com a distancia otimizada
como classificador. Para isso, a performance do método otimizado foi compara ao método que
emprega o DB, original com a distdncia euclidiana. Com essa finalidade, conduziu-se o seguinte
processo de simulagdo, onde foram geradas amostras aleatérias de tamanhos n € {30,50,100},
com dimensdo L = 1.000 com entradas do vetor independentes. Para cada cendrio foram consi-
deradas R = 500 replicagdes. O grupo G foi composto por ¢* entradas com distribuicdo N (u,1),
onde 1 € {0.05,0.10,0.20, 0.40, 0.80, 1.00, 1.50, 2.00, 2.50}, e as demais ¢~ entradas com distribui¢cdo
N(0,1). J4 no grupo G2 todas entradas foram geradas a partir da distribuicdo N(0,1). Com o obje-
tivo de verificar a classificacdo de X*, um novo elemento foi gerado a partir de GG1, com £* entradas
de distribui¢do N(u,1), e sua correta classificagdo foi observada.

A partir do processo de simulacdo descrito acima, o primeiro passo para o cdlculo da distancia
otimizada é a estimacdo dos pesos associados ao vetor de dados dos grupos pré-existentes, calculando
0s ayp's que maximizam a separagdo dos grupos. Em seguida, o novo elemento X*, gerado a partir
de G, foi integrado a amostra e nesse momento a distancia otimizada foi calculada utilizando os
ay's previamente definidos. Inicialmente foi considerando X* € (G; e a seguir X* € (G no calculo da
estatistica B,, e ap0s isso, empregou-se o classificador D B,, para indicar em qual dos grupos o X*
deveria ser classificado.

Ao final de cada simulagdo, foi calculado o percentual de classificagdes corretas, considerando
a distancia otimizada e também o método original com a distancia euclidiana, obtendo assim a
performance dos dois métodos. Os resultados detalhados podem ser encontrados na Tabela A.1 do
anexo.

19
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As Figuras 4.1, 4.2 e 4.3 apresentam, para diferentes valores de n, o comportamento do percentual
de classificacGes corretas para os dois métodos, observados tanto quando variamos o nimero de
coordenadas relevantes para separacdo de grupos £*, quanto a medida que a diferenca média entre

grupos cresce.

100% -1

80% -

60% -

% Classificagdes corretas

40% T T T T 1
0,00 0,50 1,00 1,50 2,00 2,50

Diferenga média entre grupos

= [#=]; DO+ == I*=];DE 1#=10; DO+ 1*=10; DE 1#=30; DO+ 1¥=30; DE
= [#=50; DO+ == [#=50;DE = [¥=100; DO+ == [*=]00; DE = [*¥=500; DO+ == 1¥=500; DE

Figura 4.1: Comparativo dos percentuais de classificacdo correta para n = 30. As linhas continuas representam
a performance a partir do método otimizado (DO™) e as linhas pontilhadas o método considerando a distancia

euclidiana (DE).
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100% -1

80% -

60% -

% Classificagdes corretas

40% I T T T 1
0,00 0,50 1,00 1,50 2,00 2,50

Diferenga média entre grupos

= ]*=]1; DO+ == 1*=1;DE 1*=10; DO+ 1*=10; DE 1*=30; DO+ 1*=30; DE
== [¥*=50; DO+ == [*=50; DE == 1*=100; DO+ == 1*=100; DE == [*=500; DO+ == 1*=500; DE

Figura 4.2: Comparativo dos percentuais de classificacdo correta para n = 50. As linhas continuas representam
a performance a partir do método otimizado (DO™) e as linhas pontilhadas o método considerando a distancia

euclidiana (DE).

100% -

80%

60% -1

% Classificagdes corretas

40% } } } t
0,00 0,50 1,00 1,50 2,00 2,50

Diferenga média entre grupos

= ]*=]; DO+ == [*=]1; DE 1*=10; DO+ 1*=10; DE 1*¥=30; DO+ 1*=30; DE
== |*=50; DO+ == [*=50; DE == |*=]00; DO+ == [¥*=100; DE == [*=500; DEPO + == [*=500; DE

Figura 4.3: Comparativo dos percentuais de classificacdo correta para n = 100. As linhas continuas representam
a performance a partir do método otimizado (DO™) e as linhas pontilhadas o método considerando a distancia

euclidiana (DE).
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Pode-se observar que, para os trés tamanhos de amostra, hd um ganho no percentual de classi-
ficacBes corretas quando empregamos o classificador otimizado (DO™), em relacdo ao método que
emprega a distancia euclidiana (DE). Essa diferenca acontece principalmente nos cendarios onde ha
menos componentes relevantes para separacdo £*, ou seja, onde a diferenca média entre os grupos
estd concentrada. Ja para os casos onde a diferenca média entre grupos estd mais distribuida entre
os componentes de vetores, o método tradicional se mostra melhor em termos de performance.

Um resultado ja esperado e que pode ser observado nas Figuras 4.4, 4.5 e 4.6 é que a média dos
pesos associados aos componentes de vetores de dados ¢*, gerados a partir de N(u,1), apresentam
maiores valores, enquanto para os demais componentes £~, que ndo contribuem para a separacdo dos
grupos, esses valores giram em torno de zero. Os resultados detalhados podem ser encontrados na
Tabela A.2 do anexo.

1,00
0,75 +
2}
=
3
g 050
wv
2
o
(=W
0,25 +
L —__
0,00 ----m‘ll'-ﬁ............n—r{ --------------------- froisaicaieaian: iisiedieeicaieaieiieiteiias |
0,00 0,50 1,00 1,50 2,00 2,50
Diferenca média entre grupos
= k=] == [7=999 *=10 I"=990 1*=30 I'=970 == [*=50 == ["=950

= *=100 == ]"=900 == |*=500 == 1 =500

Figura 4.4: Pesos médios associados as £* componentes do vetor relevantes para separagdo dos grupos e as
demais /~ = 1.000 — £* componentes, para n = 30
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1,00
0,75
7]
2
3
g 050
7]
o
172)
(9]
~
0,25
0,00
0,00 0,50 1,00 1,50 2,00 2,50
Diferenca média entre grupos
== k=] == ]7=099 == [¥=10 == 1 =990 1*=30 '=970 == 1*=50 == 1=950

= [¥=100 == =900 == [*=500 == 1 =500

Figura 4.5: Pesos médios associados as ¢* componentes do vetor relevantes para separacao dos grupos e as
demais ¢~ = 1.000 — ¢* componentes, para n = 50
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0,00 0,50 1,00 1,50 2,00 2,50
Diferenca média entre grupos
== F=] == [T=9099 == [*=10 == ["=990 1*=30 I'=970 = [*=50

== [7=050 == [*=100 == 1 =900 == ]*=500 == ] =500

Figura 4.6: Pesos médios associados as ¢* componentes do vetor relevantes para separa¢do dos grupos e as
demais ¢/~ = 1.000 — ¢* componentes, para n = 100
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4.2 Teste U otimizado

Nesta secdo iremos avaliar a performance do teste U otimizado, os cendrios para a simulacdo de Monte
Carlo foram configurados a partir de uma amostra aleatéria de tamanho n = 50, com dimensao
L = 1.000 com as componentes do vetor simuladas de modo independente. Para cada cendrio
foram realizadas R = 100 replicacdes. No grupo (G; os vetores de dados foram formados por ¢* €
{1, 10, 30, 50, 100, 500} entradas com distribuicdo N(u, 1), onde p € {0,0.5,0.75,1.00,1.50,2.00} e
as demais ¢~ entradas com distribuicdo N (0, 1), ja no grupo G2 todas entradas tiveram distribuicdo
N(0,1).

Buscando entender o comportamento do teste U otimizado, optou-se por também aplicar o teste U
padrao aos cendrios descritos e assim comparar as performances. A Tabela 4.1 apresenta os percentuais
de separacdo de grupos ao nivel a de 5%, considerando a aplicacdo do teste U otimizado, apresentado
na Sec3o 3.2 e o teste U padrdo, apresentado na Secdo 2.2. Note que temos sob Hy : E(B,,) =0, e
os grupos sdo homogéneos, versus H; : [E(B,,) > 0, em que os grupos sdo distintos.

Para essa configuragdo de dados, o erro do tipo |, P(rejeitar Hy|Hy é verdadeira), estimado foi
menor do que 1% (correspondendo a zero replicagdes) para ambos os métodos. Note que para ambos
os métodos a medida que /* e u aumentam o poder vai para 1, mas nos cendrios em que 100% de
rejeicao ndo foi atingido, o teste U otimizado se mostrou mais poderoso que o teste U padrdao. Mesmo
para {* =1 o teste U otimizado consegue capturar a diferenca entre grupos, quando esses grupos sao
bem separados, enquanto o teste U padrdo nao captura.
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Tabela 4.1: Comparativo do percentual de testes significativos entre os testes U otimizado e U padrio

Teste U

Método pu=0 pu=05 =07 pu=1 pu=15 pu=2
/=1 Otimizado 0% 0% 0% 1% 13% 63%

Padrdo 0% 0% 0% 0% 0% 0%
/ — 10 Otimizado 0% 0% 3% 46% 100% 100%

Padrio 0% 0% 0% 0% 9% 99%
/= 30 Otimizado 0% 0% 73% 100% 100% 100%

Padr3o 0% 0% 0% 58% 100% 100%
/— 50 Otimizado 0% % 100% 100% 100% 100%

Padr3o 0% 0% 46% 100% 100% 100%
7 — 100 Otimizado 0% 80% 100% 100% 100% 100%

Padr3o 0% 13% 100% 100% 100% 100%
7 — 500 Otimizado 0% 100% 100% 100% 100% 100%

Padrao 0% 100% 100% 100%  100% 100%

4.3 Distribuicao D B,, otimizado

Nesta secdo serdo apresentados os resultados da avaliacdo do comportamento da distribuicao do
classificador DB,, otimizado a partir dos cendrios propostos. Foi simulada uma amostra aleatéria
de tamanho n = 50, com dimensdo L = 1.000 com as componentes do vetor simuladas de modo
independente. Para cada cendrio foram realizadas R = 100 replicacdes. No grupo G os vetores
de dados foram formados por ¢* € {1, 10, 30, 50, 100,500} entradas com distribuicdo N(u,1), onde
w € {0,0.5,0.75,1.00,1.50,2.00} e as demais ¢~ entradas com distribuicdo N (0, 1), ja o grupo Go
todas entradas com distribuicdo N(0,1). Um novo elemento, X*, foi gerado a partir de G, com ¢*
entradas de distribuigdo N (u, 1).

Conforme exposto na Secdo 3.1, os métodos otimizados empregam as préprias observacdes para
a determinacdo dos pesos da distancia ponderada. Nesse contexto, ndo dispomos de resultado as-
sintético para B,,, nem estad claro se e sob quais condicoes isso poderia valer. Assim, torna-se mais
relevante o estudo empirico da distribuicao de DB,,.

Por meio da Figura 4.7 podemos analisar o comportamento da estatistica DB,, para os diferentes
cenarios propostos.
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Figura 4.7: Distribuicdo da estatistica D B,, otimizada

Para auxiliar na validacdo da normalidade da distribuicdo da estatistica D B,, também foi aplicado o
teste de Shapiro-Wilk para normalidade, onde a hipétese nula afirma que uma amostra tem distribuicdo

normal e a hipdtese alternativa é de n3o normalidade.

Apenas para trés cendrios o teste n3o foi

significativo ao nivel de 5% (u = 0,75 e ¢* =1, p=1,5e £*=1; p = 0,5 e £* = 10), todos os
demais cendrios apresentaram p — valor > «. Portanto, temos evidéncias de que a estatistica DB,

advém de uma distribuicao normal.

Esse resultado fornece indicios de que sob certas condigdes a normalidade assintética pode valer

para a DB,, otimizada. Provar tal resultado, se de fato valido, e encontrar as condi¢des para ele estd

fora do escopo dessa dissertacdo, e é um tdépico de estudos futuros. Enquanto n3o dispomos de um

resultado tedrico, fazemos a escolha de utilizar diretamente os quantis da distribuicdo empirica ao

invés de utilizar a normalidade assintética para a obtenc3o de p — valor nos testes otimizados.
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Tabela 4.2: Percentual de classificacdes significativas dos testes de classificacdo otimizado e padrdo para o
real grupo de pertencimento G1, onde Hy: X* € Go

Classificagdes significativas X* € G
Método pu=0 pu=05 p=07 p=1 pu=15 p=2

=1 Otimizado 1% 8% 2% 11%  28% 48%
Padrao 2% 4% 3% 5% 4% 9%
10 Otimizado 8% 11% 21% 57% 98% 100%
Padrio 2% 7% 7% 17%  48% 89%
 — 30 Otimizado 3% 23% 67% 97% 100% 100%
Padrao 1% 6% 30% 68% 100% 100%
/ — 50 Otimizado 5% 34% 94% 100% 100% 100%
Padrao 2% 19% 68% 96% 100% 100%
/ — 100 Otimizado 3% 63% 99% 100% 100% 100%
Padrao 6% 55% 100% 100% 100% 100%
o — 500 Otimizado 7% 99% 100% 100% 100% 100%

Padrao 4% 100% 100% 100% 100% 100%

4.4 Teste de classificacdo otimizado

Nesta secdo serdo apresentados os resultados do teste de classificacdo otimizado. Para avaliar o
desempenho do teste de classificacdo consideramos os cendarios configurados a partir de uma amostra
aleatdria de tamanho n = 50, com dimensdo L = 1.000 com as componentes do vetor simuladas de
modo independente. Para cada cendrio foram realizadas R = 100 replicagdes. No grupo G1 os vetores
de dados foram formados por ¢* € {1, 10, 30,50, 100,500} entradas, com distribuicdo N(u, 1), onde
w € {0,0.5,0.75,1.00,1.50,2.00} e as demais ¢~ entradas com distribuicdo N(0,1). J4 no grupo
G2, os vetores de dados foram formados com todas entradas com distribuigdo N(0,1). Um novo
elemento, X*, foi gerado a partir de G, com ¢* entradas de distribuicdo N(u,1).

As Tabelas 4.2 e 4.3 apresentam os resultados do teste de classificacdo, mensurando os percentuais
de classificacdes significativas, ao de 5% nivel de significincia *. A Tabela 4.2, apresenta apenas os
percentuais de classificagGes significativas para os X* classificados em G1, com Hy :X* € G5. Ja
a Tabela 4.3, mostra os resultados da classificagcdo significativa para X* classificados em G, com
Hy :X* € (3.

Na Tabela 4.2, estamos considerando o teste com Hy :X* € G5, quando a nova observacdo é
simulada em (71, portanto a tabela avalia poder dos testes. Podemos observar uma performance
superior do método proposto quando comparado ao método padrao em todos cendrios observados,
notando que em todos os casos considerados as diferencas médias entre grupos estdo concentradas
em uma fracdo das componentes do vetor de dados. Esses resultados estdo em linha com o ganho
nas simula¢des do classificador na Secdo 4.1. Podemos observar que para ¢* = 1, a medida que a
diferenca média entre grupos cresce, o percentual de classificacbes significativas em (7 aumenta no
método otimizado, enquanto para o teste de classificacdo padrdo esse percentual permanece baixo.

'Note que os p-valores empiricos sio comparados com /2 = 0.025 devido a correcio de muiltiplos testes descrita na
Secdo 2.4
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Tabela 4.3: Percentual de classificacdes significativas dos testes de classificacdo otimizado e padrdo no grupo
de comparagdo G4, onde Hy: X* € (G;. Dados simulados com X* € G;.

Classificagoes significativas X* € Go

Método u=0 p=05 =07 pu=1 pu=15 pu=2
1 Otimizado 3% 8% 4% 5% 5% 8%
Padrao 1% 5% 3% 2% 3% 4%
¢ — 10 Otimizado 3% 2% 0% 5% 5% 6%
Padrio 2% 3% 3% 2% 4% 5%
/ — 30 Otimizado 3% 5% 1% 6% 5% 6%
Padrio 2% 6% 3% 5% 2% 3%
¢ — 50 Otimizado 8% 6% 3% 1% 3% 5%
Padrio 2% 3% 2% 4% 3% 3%
& — 100 Otimizado 4% 4% 5% 3% 4% 6%
Padrao 7% 6% 6% 3% 6% 4%
& — 500 Otimizado 6% 7% 3% 7% 4% 4%
Padrao 1% 4% 5% 7% 3% 1%

Na Tabela 4.3, estamos sob Hy :X* € (1, porém nesse estudo de simulacdo todos os X* sdo
provenientes de GG, ou seja, estamos investigando se ha classificacdes significativas no grupo incorreto
G2. Ambos os métodos apresentaram desempenho préximo ao esperado, em torno dos 5% (ou um
pouco mais) de erro do tipo |, com uma oscilagdo observada provavelmente atrelada ao baixo nimero

de replicacbes R.



CAPITULO 5

APLICACAO

Nesta secdo serd apresentada uma aplicacdo do método proposto em uma base de dados reais.

Um exemplo tipico do cendrio de HDLSS na drea do cancer é o estudo que associa dados de
microarranjos a diferentes tipos de linfoma. Nele foram avaliadas 6.817 medidas refentes a expressdo
génica de 77 pacientes, em dois grupos de observacdo: 58 pacientes portadores do linfoma difuso
de grandes células B (DLBCLs); 19 pacientes portadores de linfoma folicular (FL). Os dados foram
obtidos do trabalho "The Diffuse Large B-cell Lymphoma (DLBCL)", apresentado por Shipp et al.
(2002) e podem ser encontrados em: https://github.com/ramhiser/ datamicroarray/wiki/Shipp.

A opgao por esse conjunto de dados é a comparacdo do método otimizado com os resultados
obtidos por Lacerda (2022). O seguinte cendrio, baseado no trabalho de Lacerda (2022), foi con-
siderado: aproximadamente 2/3 dos dados foram reamostrados de forma aleatéria para compor o
conjunto de treinamento (grupos G e G4 de referéncia) e os demais formaram o conjunto de teste.
Sua classificacdo pelo método de interesse foi observada, e esse processo foi repetido R = 50 vezes.
O conjunto de treinamento ficou estruturado da seguinte forma: nprpor = 40 e npr, = 12, jd o
conjunto de teste, nprpcr = 18 enpp = 7.

A Tabela 5.1 apresenta o resultado da classificacio pelo método padrido e otimizado para os
dados do estudo de linfoma e, a titulo de comparagdo, um algoritmo tradicional de classificagdo, o
Naive Bayes. E possivel observar que para o grupo de pacientes portadores de DLBCL 735 dos 900
pacientes (total do grupo teste nas 50 replicagdes) foram classificados corretamente, representando
aproximadamente 82% de classificacBes corretas. O grupo dos pacientes portadores de FL, 324 dos 350
pacientes foram corretamente classificados, cerca de 93% de acerto nas classificacdes. Ao todo foram
observadas praticamente 85% de classificagdes corretas para este estudo. Ja aplicando o classificador
padrdo, proposto por Lacerda (2022), observamos 686 pacientes classificados corretamente como
DLBCL, mais de 76% de classificacdes corretas e 85% de classificacdes corretas para o grupo FL, 299
dos 350, representando ao todo um percentual de 78% de classificacdes corretas para esse conjunto
de dados.

Ainda, em relacdo ao desempenho de classificacdo do método otimizado versus o método padrdo e
o Naive Bayes, podemos comparar a taxa de erros de classificagdo em cada um dos grupos pela Tabela
5.2 a seguir. Note que E(FL|DLBCL) é o percentual de pacientes classificados incorretamente como
portadores de FL, sendo que sdo portadores de DLBCL. E E(DLBCLI|FL) representa o percentual
de pacientes classificados erroneamente como portadores de DLBCL, sendo que s3ao portadores de FL.

29
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Tabela 5.1: Numero de classificacdes em cada categoria para o método otimizado, padrdo e Naive Bayes.

Predito|Real Método Otimizado Método Padrdao Naive Bayes
(DLBCL|DLBCL) 735 686 835
(FL|DLBCL) 165 214 65
(DLBCL|FL) 26 51 211
(FL|FL) 324 299 139

Tabela 5.2: Taxa de erro de classificacdo para o método otimizado, padrdo e Naive Bayes.

Classificador  Classificador

Naive B
Otimizado Padrio alve bayes

E(FL|DLBCL) 18,33% 23,78% 7.22%
E(DLBCLJFL) 7.43% 14,57% 60,29%

E possivel observar o ganho de performance do classificador otimizado frente ao classificador
padrdo, para o erro de classificacdo DLBCL como FL o classificador otimizado produziu cerca de
23% menos erro nas classificacdes do que o classificador padrdo. Ja em relacdo ao erro de classificar
FL no grupo DLBCL o método otimizado produziu aproximadamente 50% menos erro frente ao
método padrdo. Em relacdo ao Naive Bayes, é possivel observar um menor percentual de classificacoes
incorretas em E(FL|DLBCL) comparado aos métodos que utilizam U-estatisticas. Porém, quando
observamos o percentual de erro para o menor grupo, este é muito maior que os erros cometidos pelos
outros métodos.

Vale ressaltar aqui a presenca de desbalanceamento dos grupos, acarretando em dificuldades para
acertar classificacdes em grupos menores. Esse efeito é bastante pronunciado para o Naive Bayes, ja
nos métodos baseados em U-estatistica o problema é mitigado.

O préximo passo é entender se as classificagBes realizadas foram significativas, e para isso vamos
aplicar o teste de classificacdo otimizado e compara-lo ao teste de classificacdo padrdo. As hipdteses
dos teste estdo de acordo com o apresentado na Sec3o 3.3, em que a hipdtese alternativa se refere
ao grupo em que a observacdo foi classificada. A Tabela 5.3 apresenta o percentual de classificages
significativas para todas as classificagGes realizadas.

Comparando os percentuais das classificagles significativas de ambos métodos, observamos um
maior percentual de classificacdes significativas, a um nivel a = 5%?!, no método otimizado quando

!Note que os p-valores empiricos sdo comparados com a/2 = 0.025 devido a corregdo de miiltiplos testes descrita na

Tabela 5.3: Percentual de classificagdes significativas dos métodos otimizado e padrio

Predito|Real Método Otimizado Método Padrdo
(DLBCL|DLBCL) 90,75% 74,93%

(FL|DLBCL) 22,42% 14,02%

(DLBCLJ|FL) 23,08% 0,00%

(FL|FL) 47 84% 27,09%
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consideramos as classificagdes corretas (maior sensibilidade). Ja o classificador padrdo, proposto por
Lacerda (2022), apresenta um menor percentual de resultados significativos para as classificages
incorretas (maior especificidade). O método otimizado classificou significativamente cerca de 69%
das classificacdes realizadas, enquanto o método padrio 50%.

Note que, embora o Naive Bayes n3o possua teste de hipéteses para a classificacdo, é possivel
quantificar a confianga na classificacdo no Naive Bayes por meio da probabilidade a posteriori pp da
classificacdo. Para comparar essas probabilidades com o resultado dos testes dos outros métodos,
consideramos uma heuristica que designa como alta probabilidade aquelas classificagées com mais
95% de pp. Entretanto, observamos que nas nossas andlises, todas as classificagbes tiveram valores de
pp extremamente altos, de modo que 100% das classificacdes realizadas seriam consideradas de alta
probabilidade, inclusive as erradas. Essa confianca excessiva em todas as classificaces é consequéncia
do contexto HDLSS, e destaca a importancia de empregar métodos apropriados ao contexto.

Dado os resultados n3o tao favordveis de inferéncia do nosso método frente ao original, é relevante
avaliar se o método otimizado é o mais adequado para esta aplicacdo. Lembramos que o nosso método
apresentou melhor performance quando tinhamos diferenca entre grupos mais concentrada apenas em
algumas coordenadas.

Uma possivel abordagem para avaliar se o método otimizado é adequado para esta aplicacdo seria
avaliar os pesos calculados para os dados, entendendo se eles estdo concentrados apenas em parte das
varidveis. A figura 5.1 apresenta os pesos calculados para as primeiras quatro repeticdes das R = 50
realizadas. Notamos que as figuras apresentam concentracdo dos pesos em poucas varidveis, indicando
que estas tem maior contribuicdo para separacdo dos grupos, enquanto as demais estdo com pesos
zero ou muito préximo disso. Lembramos que a soma dos pesos estd restrita a 1. Este é um ponto a
ser melhor discutido em trabalhos futuros.

Secdo 2.4
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Figura 5.1: Distribuicdo dos pesos calculados no estudo sobre linfoma



CAPITULO 6

CONCLUSOES E TRABALHOS FUTUROS

Esta dissertagdo se apoiou em trabalhos anteriores como o de Cybis et al. (2018) e Lacerda (2022)
propondo uma modificagdo no célculo das distancias entre grupos, encontrando uma solucdo analitica
para o problema de maximiza¢ao das dissimilaridades entre grupos, isso considerando o ambiente de
alta dimens&o e pequeno tamanho de amostra (HDLSS). Além de realizar a classificagdo de um novo
elemento em um de dois grupos de referéncia, também foi avaliado a real separacdo entre grupos e a
significancia estatistica atrelada a classificacao realizada.

Sabemos que em ambientes de alta dimensdo e baixo tamanho de amostra métodos mais tradi-
cionais, como os da inferéncia paramétrica, podem ter problemas de estimac3o devido a quantidade
de parametros a serem estimados ser muito maior que a quantidade de amostras observadas. Uma
alternativa € a utilizacdo de U-estatisticas, que vem apresentando resultados promissores quanto a sua
utilizagdo em problemas de agrupamento e classificagdo nesse ambiente.

Ao empregar a distancia otimizada construimos um classificador que é capaz de corretamente clas-
sificar conjuntos de dados com estruturas mais complexas do que aquelas encontradas pela distancia
euclideana convencional, principalmente quando diferentes entradas do vetor de dados tem pesos dis-
tintos para a diferenciacdo dos grupos. Nesse sentido, construimos um classificador potencialmente
mais versatil (mesmo quando comparado com o uso de outras distancias pré-definidas como kernel),
uma vez que ele permite que os dados indiquem qual a distdncia apropriada para classificacdo. Nas
comparacoes realizadas nesse estudo verificamos que isso resultou em menores erros de classificacdo,
sempre que consideramos diferenca entre grupos apenas em algumas componentes. Ja quando todas
as componentes do vetor de dados contribuem igualmente para separacdo dos grupos a distancia
euclidiana convencional performa melhor.

Nas simulagbes, houve um ganho no percentual de classificacdes corretas com a utilizagdo do
classificador otimizado, principalmente nos casos em que a diferenca média entre os grupos esta con-
centrada em algumas componentes. Esse resultado também pode ser observado no teste U otimizado,
que se mostrou um teste mais poderoso que o teste U padrao nesses casos. Enquanto aqui propomos
o teste U otimizado como uma etapa preliminar de validac3o para a classificacdo otimizada, o método
pode ser empregado em diversos outros contextos em que queremos avaliar se dois grupos sao dis-
similares, além de mensurar a significancia estatistica dessa separagdo. O ganho de performance do
método otimizado também foi observado na avaliacao da significancia estatistica das classificacoes
realizadas e deu indicios de um bom controle de erro do tipo I.

33
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Outro ponto observado nas simulacées, é que encontramos evidéncia para a normalidade da distri-
buicdo da estatistica D B,, na maioria dos cendrios de simulacdo. Isso é relevante dado que o método
otimizado emprega as préprias observaces para a determinacdo dos pesos da distancia ponderada,
o que altera a estrutura da estatistica B,,, e portanto nao podemos simplesmente utilizar resultados
existentes de normalidade assintética. E um ponto importante para trabalhos futuros o estudo da
teoria assintética.

E importante mencionar que as simulacGes realizadas consideram cendrios adequados ao tipo
de método proposto, nos quais esperamos que ele tenha bons resultados. Por outro lado, o custo
computacional empregado dos testes otimizados é maior do que o do método original, pois a cada
etapa da reamostragem os pesos associados as componentes do vetor de dados sido recalculados.
Vale citar que em relacdo os p-valores estimados a partir da técnica proposta podem variar um
pouco em diferentes execugdes, um exemplo disso é a variancia da estatistica B,, que é estimada por
reamostragem.

Considerando a aplicacdo do método em um estudo com dados reais, notamos que o classificador
otimizado apresentou menores taxas de erro que o classificador padrao. Além disso, observamos
melhores resultados do método otimizado na quantidade de classificagdes corretas e significativas, ja
o método padrdo se mostrou melhor em relacdo a quantidade de classificagcdes incorretas que foram
significativas. Ponderamos entdo que o aumento em sensibilidade veio as custas da especificidade.
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ANEXO A

RESULTADOS COMPLEMENTARES

Tabelas dos resultados detalhados das simulacdes do método proposto, discutidos na Secdo 4.1 deste

trabalho.
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