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REesumo

Infecgdes hospitalares estdo entre as principais causas de 6bito no mundo e,
em muitos casos, questionamentos sobre a origem das mesmas sao de dificil
constatagdo. O Ensaio Clinico Randomizado (ECR) sempre foi considerado a
técnica padrao em estudos clinicos para elucidar relacbes de causalidade, porém,
no contexto das Infec¢gdes Associadas a Assisténcia a Saude (IRAS), este método
nem sempre é adequado ou viavel. Algoritmos de inferéncia causal surgem como
uma alternativa importante para elucidar tais relagdes de causa e efeito, no entanto,
a falta de compreensao do uso de tais métodos gera ampla heterogeneidade dos
resultados, o que torna a analise dos resultados em revisdes sistematicas uma
tarefa inviavel. Devido a falta de padronizagcdo desses estudos, um framework deve
servir como ferramenta fundamental para que teses de inferéncia causal possam
emergir e, assim, proporcionar-lhes diretrizes de implementagdo, permitindo
colaboracdes interdisciplinares entre estatisticos e especialistas em doencas
infecciosas, levando a quebra de algumas das barreiras para a implementacao de
inferéncias causais em estudos observacionais na area das IRAS.

Palavras-chave:

Inferéncia causal; Infecgdes hospitalares; Infecgdes Associadas a Assisténcia
a Saude; Framework causal.



ABSTRACT

Hospital infections are among the leading causes of death worldwide, and
some inquiries regarding their origin are difficult to establish. The Randomized
Controlled Trial (RCT) has always been considered the standard technique in clinical
studies to elucidate causality relationships; however, in the context of
Healthcare-Associated Infections (HAIs), this method is not always appropriate or
feasible. Causal inference algorithms emerge as an important alternative to elucidate
such cause-and-effect relationships, but the lack of understanding of the use of such
methods generates a wide heterogeneity of results, which makes analyzing the
results in systematic reviews an unfeasible task. Due to the lack of standardization of
such studies, a framework should serve as a fundamental tool for causal inference
theses to emerge and, thus, provide them with implementation guidelines, allowing
interdisciplinary collaborations between statisticians and infectious disease scholars,
and breaking down some of the barriers to the implementation of causal inferences in
observational studies in the HAI area.

Keywords:

Causal inference; Hospital infections; Healthcare-Associated Infections;
Causal framework.
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1. INTRODUGAO

1.1. Historia da Causalidade

Dentre os precursores das grandes questdes intelectuais enunciadas no
nosso cotidiano existe um fundamento chamado “pensamento racional”. Precursor
de um “pensamento causal’, € um processo, até entdo, natural realizado pelos
individuos, moldando-lhes as decisbes e orientando as agbes com base nas
experiéncias e crencgas."? Este processo, embora seja intrinseco a natureza
humana, foi refletido, refinado e documentado pelos filosofos da Grécia Antiga.
Desde as questbes investigativas de Socrates até as reflexdes sistematicas de
Aristételes, esses pensadores iluminaram os intrincados caminhos da razao,
buscando relacbes e associagdes que levassem a um entendimento maduro e
menos mistico, considerando os contextos da sociedade em que viviam.**. Eles
demonstraram que, através de um equilibrio cuidadoso entre observagao e
introspeccéo, os individuos poderiam navegar pelas complexidades do cotidiano e

chegar a uma compreensdo mais clara do mundo ao seu redor.>®

Entre estes filésofos gregos que buscavam tal compreensao sobre situagdes
cotidianas, Hipocrates teve destaque com suas contribuigdes marcantes na medicina
(Figura 1). O filésofo era um Asclepiade, isto €, membro de uma familia que durante
varias geragdes praticou os cuidados em saude, sendo considerado o “Pai da
Medicina”, por defender, veementemente que as enfermidades tinham origem de
“causas naturais”, contrapondo-se a ideia de origens sobrenaturais para as causas
das doencas.”® Tais “causas naturais” eram elucidadas e anotadas através de
observagdes dos enfermos ao longo do curso das doengas. A compilagdo dessas
anotacdes € um documento que ficou conhecido como "Corpus Hipocratico", onde
aborda sobre a importancia da observagao clinica, a predi¢gao do curso das doengas
e uma conduta integrada para tratar os pacientes, além das evidéncias e fatores
associados ao surgimento das doencgas e seus sintomas.’® Hipdcrates enunciou a
Teoria Humoral, onde sugeria que a saude de um individuo era determinada pelo

“equilibrio entre sangue, catarro e bile amarela e preta”. Esta concepcao influenciou



a medicina por muitos séculos, moldando as primeiras praticas terapéuticas

documentadas e registradas da humanidade.®"

Figura 1. Retrato desenhado de Hipdcrates.

Fonte: P. Pontius, 1638.

Influenciado pelas reflexdes de Hipdcrates, Aretaeus da Capaddcia emergiu
como uma das figuras médicas mais notaveis da Grécia Antiga, dando continuidade
ao legado hipocratico (Figura 2).>"° Nos seus estudos, Aretaeus ofereceu
detalhadas descrigbes clinicas, identificou possiveis etiologias, propds intervencdes
preventivas e terapéuticas, além de esbocgar estratégias para combater diversas
enfermidades. Classificava as doengas em categorias como "nervosas" e "mentais",
bem como "agudas" e "crénicas", de acordo com sua nomenclatura especifica.' 1618
Entre as patologias examinadas por Aretaeus, destacam-se: pneumonia, diabetes,
asma, epilepsia, tétano, carcinomas uterinos e hepaticos, histeria, cefaleia, mania,

melancolia e doenca celiaca.®?°



Figura 2. Retrato gravado de Aretaeus da Capaddcia.?’

Fonte: loannes Sambucus, 1574.

A civilizacdo grega antiga foi uma das pioneiras ao estabelecer raciocinios
l6gicos, causais e matematicos. No entanto, ao compararmos seus métodos com as
abordagens contemporaneas, € possivel notar limitagdes. Fortemente baseada em
contagens manuais e simples, era suscetivel a imprecisées, dando margem para
interpretacdes potencialmente equivocadas, dada a falta de rigor ou profundidade

analitica.?>*

Foi apenas no século 19 que os matematicos expuseram as limitagcdes das
praticas antigas e formaram, entdo, métodos matematicos e estatisticos modernos
para a interpretacdo de numeros e dados. Francis Galton foi o pioneiro responsavel
por estabelecer relagdes entre os dados, determinando os conceitos de regressao e
correlacao. Karl Pearson aprimorou os conhecimentos de Galton e, assim, introduziu
o coeficiente de correlagcdo e o método dos momentos, sendo estas as diretrizes
para os testes de hipdteses estatisticas. Em meados do século 20, Ronald A. Fisher
expandiu o horizonte exponencialmente com a introdugao da estimativa de maxima

verossimilhanga e o desenho de experimentos, estabelecendo métodos rigorosos



para fazer inferéncias a partir de dados. Juntos, estes estatisticos transformaram um
campo de enumeragao simples numa disciplina sofisticada, moldando a forma como

percebemos e analisamos as complexidades do mundo na atualidade.?*?’

Os métodos enunciados elucidaram questdes que antes eram confundidas
entre os estudiosos da época. Aquilo que se acreditava estar diretamente associado
como uma relagdo causal de uma variavel a outra, ja ndo era mais conceituada
como tal.?*? As relagbes entre os dados se estabeleceram a fim de denotar relagbes
ou ligacdo entre os fatos e, apesar de existirem relagdes de fato, ndo poderiam ser
associadas como causas dos desfechos.?® Estas relagdes, conforme fundamentado
por Karl Pearson, sdo denominadas como “correlagdes™. Uma correlagdo
corresponde a uma relagdo mutua entre informagdes ou elementos, uma
dependéncia reciproca entre duas ou mais variaveis. Um coeficiente de correlagao é
uma medida numérica que mede a relagao linear ou forca e direcido entre duas
variaveis quantitativas.®’ Denotado como a letra “r", este coeficiente oscila entre -1 e
1, onde a representacgao perfeita de relagéo linear sao os valores 1 (relacionamento
linear positivo perfeito) e -1 (relacionamento linear negativo perfeito) e o coeficiente
0 denota nenhuma relacido linear entre as variaveis. Um relacionamento linear
perfeito ndo indica causa a um desfecho, visto a falta de significado que este método

da a relagéo entre as variaveis em seus relacionamentos umas com as outras.*?

Embora as relagdes estatisticas tenham sido discutidas e refinadas ao longo
do século 19, é curioso notar que o método mais significativo para se associar a
causa, sobretudo no contexto da area da saude, surgiu no século 18. James Lind foi
um médico escocés creditado por realizar o primeiro Ensaio Clinico (EC) da histéria
em 1747 (Figura 3). Mesmo este estudo nao tendo sido realizado seguindo todas as
praticas modernas e atuais, Lind conduziu o EC de forma sistematica a fim de
estudar a doenga conhecida como escorbuto. Ele dividiu 12 marinheiros com os
sintomas da doenga em 6 grupos de dois. O primeiro grupo recebeu cidra, o
segundo grupo recebeu um elixir a base de acido sulfurico, o terceiro grupo recebeu
vinagre, o quarto grupo recebeu agua do mar, o quinto grupo recebeu duas laranjas
e um limao e o sexto grupo recebeu pasta apimentada e uma agua de cevada. Lind
observou que o grupo de numero cinco teve melhora significativa dos sintomas em

apenas 6 dias de consumo das frutas, enquanto os outros grupos nao tiveram



melhora significativa. Com isso, James Lind associou a importancia de alimentos
como laranjas e limdes (alimentos ricos em Vitamina C) para o tratamento de
escorbuto, tendo assim melhor performance em tratar os pacientes do que os

remédios da época.®3

Figura 3. Gravura de James Lind.*®

Fonte: |. Wright, 1783.

Tal foi o feito de James Lind que, ndo s6 pbéde associar a deficiéncia da
Vitamina C como um fator de risco para escorbuto, como também seu modelo de EC
se tornou uma referéncia base para os estudos subsequentes na area da saude.
Porém seu modelo possuia algumas inconsisténcias.®® Vieses de selecéo e fatores
confundidores estdo entre os problemas associados ao método utilizado. Tais
inexatiddes levaram Pierre-Charles-Alexandre Louis em 1835 a manifestar a
necessidade de uma grande quantidade de amostras (participantes de pesquisa)

para uma melhor mensuragao dos resultados e, assim, qualidade do estudo. Esta



contribuicdo ficou conhecida como “método numeérico” e, a partir dela, surgiram os

principios e a necessidade de randomizagdo em ECs.*

Figura 4. Retratos de Austin Bradford Hill (esquerda) e Ronald A. Fisher (direita).*”*
Fontes: British Medical Journal, 1950, e Walter Stoneman, 1946.

Em meados do século 20, através das contribuicbes dos médicos e
pesquisadores da época como Austin Bradford Hill, Ronald A. Fisher e Archie
Cochrane, os ECs conduzidos adotaram uma diretriz mais robusta e consistente.*
Ronald A. Fisher contribuiu significativamente do ponto de vista estatistico,
fundamentando os conceitos de randomizagdo (Figura 4). O processo de
randomizacgao busca alocar de forma aleatdria as suas amostras de estudo a fim de
observa-las ao longo do estudo. Seus conceitos iniciais tinham uma abordagem
voltada para a agricultura, porém Austin Bradford Hill se aproveitou de tal
fundamento a fim de conduzir o primeiro EC usando tal artificio (Figura 4). Com o
intuito de testar a eficacia do medicamento estreptomicina no tratamento da
tuberculose pulmonar, Hill selecionou pacientes de varios centros de pesquisa do
Reino Unido e os distribuiu aleatoriamente em grupos. Enquanto um grupo recebeu

o antibidtico estreptomicina, o outro recebeu o tratamento padrdo. As avaliagdes dos



pacientes ao longo do processo foram registradas sistematicamente, porém os
registros foram ocultados até o final da pesquisa para que vieses fossem
minimizados. Apds a conclusdo do estudo e uma ardua revisdo das anotagdes, a
analise estatistica do EC mostrou eficacia superior na melhora dos sintomas dos
pacientes que fizeram o uso do medicamento estreptomicina. Desta forma, Hill ndo
so foi capaz de oferecer avancos para o tratamento da tuberculose, como também
demonstrou que o papel da randomizagdo em ECs minimiza confundidores e vieses

de estudo.*

A contribuicdo de Austin Bradford Hill € amplamente reconhecida e sua
metodologia para estudos clinicos foi amplamente elogiada na época.*® Contudo,
seus estudos subsequentes conduzidos em parceria com Richard Doll, sobre a
relacdo entre o tabagismo e o cancer de pulmao, enfrentaram criticas significativas
de alguns matematicos e estatisticos contemporaneos. Destaca-se entre os criticos

o préprio Ronald Fisher, pioneiro no uso da randomizagéo em experimentos. 042

Hill e Doll conduziram uma série de estudos observacionais em pacientes do
Reino Unido e, ao analisarem os que faziam uso de cigarro, assumiram a relagéo do
uso do tabaco como um causador de cancer de pulm&o.**** As objecdes de Fisher
centraram-se no fato de que, a partir da alta correlacdo entre esses atributos, Hill e
Doll declararam que o uso do cigarro era um causador de cancer de pulmao, o que
por si s6 ndo poderia ser associado como uma relagdo causal de fato, visto que do
ponto de vista estatistico, a existéncia de correlagdo entre variaveis nédo é evidéncia

suficiente de que exista causalidade entre elas.*

Entre os argumentos de Fisher, ele enuncia fatores genéticos como potenciais
confundidores e que as evidéncias expostas por Hill e Doll ndo eram suficientes para
uma afirmagdo de causalidade. Também explicou do problema que existe em se
realizar um Ensaio Clinico Randomizado (ECR) para tal analise visto que ela poderia
ir contra os valores éticos e de direitos humanos.*? Tais criticas levantadas por Fisher
foram ignoradas na época pela comunidade cientifica em um primeiro momento,
porém seus argumentos evidenciam questdes que foram arduamente debatidas na
segunda metade do século 20, mostrando entdo como que a busca por relagbes de

causa e efeito sdo aspectos de dificil coleta, analise e resolugdo.*'°



Mesmo com as evidentes limitacbes apresentadas no método, o ECR foi
primordialmente utilizado, desde entdo, como principal método para estudos na area
da saude a fim de se obter relagdes de causalidade em situagdes clinicas.*® Estes
sdo os primeiros métodos usados na area da saude para obtencdo de uma relagao

de causalidade.**

Foi assim que técnicas causais comegaram a tomar forma. A partir do
entendimento de suas limitagbes € que métodos de inferéncia causal mais
sofisticados foram surgindo. Por exemplo, as perguntas que n&o séo possiveis de
serem respondidas com ECRs sdo inseridas em um campo associado a
especulacdo. Uma metodologia que permita estabelecer relagdes causais entre fatos
ou contrafatos que nao aconteceram, mas que sejam de interesse a serem
respondidas, sdo fundamentais para a descoberta de novas técnicas ou

consolidagdo dos processos ja existentes.*’

Do ato de observar, conforme realizado pelos antigos gregos, até meétodos
que permitam antecipar os impactos de mudancas intencionais através do uso de
ferramentas ou métodos (usando-se elas com um uso racional e consciente delas) e,
assim, ser capaz de identificar dentre os desfechos o resultado desejado, compativel
com o que foram alguns dos estudos de Bradford Hill e Ronald Fisher, se tem o que
pode ser considerado os dois primeiros degraus da Escada da Causalidade (Figura
5). O dominio completo de como funcionam estes métodos e compreensao do que
fazer quando estas ferramentas apresentarem falhas pode ser entendido como o
terceiro degrau da Escada da Causalidade. Tal degrau requer um entendimento
proximo ao que seria um raciocinio “imaginario”, onde entdo surgem as questdes de
pesquisa mais complexas e de cunho: “e se por acaso um determinado evento que
ndo aconteceu tivesse acontecido?”.*’ Esta tese abordou sugestdes para o
acontecimento de estudos de tal natureza na area das Infecgdes Relacionadas a
Assisténcia a Saude (IRAS).



[ 3. COUNTERFACTUALS
ACTIVITY:  Imagining, Retrospection, Understanding

Q_QESTIDNS: What if 1 had dowe ...2 Why?
(Was 1t X that caused Y? What if X had not
occurred? What if T had acted differently?)

||
»

EXAMPLES:  Was it the aspirin that stopped my headache?
Would Kennedy be alive if Oswald had not
killed him? What 1f 1 had not smoked for the
last 2 years?

[ 2. INTERVENTION
ACTIVITY: Doing, Intervening

QUESTIONS:  What if Ido...? How?
(What would Y be if T do X?
3 How can I make Y happen?)

| ESboNG=

EXAMPLES:  If I take aspirin, will my headache be cured?
What if we ban cigarertes?

1. ASSOCIATION
ACTIVITY:  Seeing, Observing
QUESTIONS:  What if I see .7

(How are the variables related?
How would seeing X change my belief in Y?)

EXAMPLES:  What does a symptom tell me about a disease?
Whart does a survey tell us about the
election resulrs?

Figura 5. Escada da Causalidade.*’

Fonte: Maayan Harel, 2018.
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1.2. Infeccbes Relacionadas a Assisténcia a Saude - IRAS

As infecgdes hospitalares, mais recentemente denominadas IRAS, sao
determinantes para alta taxa de morbidade, aumento de resisténcia de
microrganismos aos antimicrobianos, prolongamento de estadia em leito hospitalar e
aumento de custos de tratamento para pacientes internados em um hospital.*® Por
definicdo, sao consideradas IRAS as infecgdes que acontecem apds as primeiras 48
horas da admissao hospitalar ou apos a alta, quando puder estar relacionada com a

internagdo ou procedimentos hospitalares prévios.*°

A fim de tentar buscar melhor prevengdo e manejo para pacientes com
diagnodsticos de infecgbes hospitalares, alguns hospitais tém instituido grupos que
fazem o estudo e controle das IRAS.*® Estima-se que um terco das IRAS podem ser

prevenidas quando se institui um programa de controle de infecgao local.*

Nos Estados Unidos da América (EUA), onde existem sistemas de vigilancia
de controle de infecgdes hospitalares bem estabelecidos, estima-se que 3% dos
pacientes hospitalizados em 2015 tenham tido uma ou mais IRAS. Neste ano de
2015 foi estimado uma média de 687.000 infecgdes e, aproximadamente, 72.000
destas pessoas infectadas evoluiram para um desfecho de 6bito.5" Mesmo sabendo
da existéncia dos diversos fatores associados a mortalidade, como por exemplo
pressao alta, obesidade, uso de tabaco, diabetes, doencas sexualmente
transmissiveis, canceres etc;% as infecgdes hospitalares nos EUA se situam entre as

10 principais causas de morte no pais.>

Em paises considerados subdesenvolvidos e emergentes as taxas de IRAS
sdo ainda maiores, quando comparadas aquelas dos paises desenvolvidos. No
Brasil, desde 1999 a Agéncia Nacional de Vigilancia Sanitaria (Anvisa) vem
exercendo o papel de coordenar e apoiar tecnicamente as Coordenacdes
Distritais/Estaduais e Municipais no controle e redugdo das IRAS.** Estes programas
propostos levaram o pais a um aumento do percentual de conformidade de adesao
as boas praticas de prevencdo de IRAS, seguindo as diretrizes desenvolvidas e
recomendadas em conjunto com a Organizagdo Mundial da Saude (OMS), levando a

uma reducgao dos indices de infecgdes hospitalares.®°¢
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A definicdo das taxas de infeccdo de determinada instituicdo é realizada
através da revisdo de casos em busca de critérios para o diagndéstico epidemioldgico
das IRAS. Essa atividade é essencial e uma das principais demandas das equipes
de profissionais de saude que compdem as Comissdes de Controle de Infecgao.
Recomenda-se que esta atividade seja realizada através de uma busca ativa por
critérios epidemiologicos definidos pelo CDC/Anvisa.*® A partir da analise e
identificacdo de infecgdes realizada pelos controladores de infecgdo, que é feita de
forma padronizada e estruturada mensalmente, através desta vigilancia
epidemioldgica, os centros e instituigbes de saude podem tomar decisdes mais
objetivas e estabelecer prioridades de acédo mais assertivas para prevengao e até

eliminacdo das IRAS.?’

Historicamente, nos hospitais brasileiros, a principal metodologia utilizada
para a vigilancia epidemiologica tem sido a realizada de forma manual. Este método
se baseia em uma revisao de diversos dados do paciente, dentre eles: revisao de
notas de evolugdo em prontuarios na busca de sinais e sintomas de infecgdo, dados
microbioldgicos, uso de antibidticos, avaliacdo de exames de laboratorio e imagem
49 Nesta revisdo, busca-se identificar uma série de critérios de infecgdo, que séo
representados por conjuntos de regras e normativas definidos por entidades

internacionais para auxiliar profissionais no controle de infecgdes hospitalares.>”*

Apesar desta metodologia seguir uma série de normativas, regras e critérios
especificos da Anvisa, derivados de programas do Centro de Controle de Doencgas
americano, OMS e National Healthcare Safety Network (NHSN), sabe-se da
dificuldade que é realizar uma operacao de monitoramento de infeccdes hospitalares
em todos os pacientes internados no hospital.** O processo de busca por infecgdes
hospitalares em hospitais pode depender da disponibilidade de profissionais
qualificados para realizar o processo; da qualidade e quantidade de medidas
preventivas adotadas e adequadamente implementadas; e as potenciais nuances
entre os fatores metodologicos podem variar conforme aspectos culturais na busca

por infecgdes de cada organizagao ou unidade hospitalar.>®°

Tal processo, mesmo quando é realizada a busca por exames culturais

positivos, demanda uma grande quantidade de tempo do grupo de pessoas que
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realiza o controle de infecgdo.®’ Estima-se um gasto semanal de 18 horas por
semana em média de trabalho realizado por um profissional do controle de infecgao
para cada 100 leitos hospitalares na busca ativa de infecgbes hospitalares.®> Tempo
esse que o profissional poderia despender em atividades, por exemplo, de

consultorias, visitas as unidades e educacg&o.®’

Apesar deste contexto padronizado para o diagnéstico ou classificagao de um
evento infeccioso como IRAS, os fatores que levam a infecgcbes sdo complexos.
Questdes relacionadas ao paciente, como comorbidades, imunossupressao,
tabagismo; fatores associados a instituicdo como a quantidade e qualidade de
medidas preventivas adotadas ou fiscalizadas, perfil de resisténcia bacteriana,
contribuem diretamente com as taxas de infeccdo em unidades clinicas e hospitais
brasileiros. Ainda, nuances operacionais de uma instituicdo nas relagcdes de
pacientes/profissionais da saude, tais como higiene de maos, também estdo
associadas a uma mudanga nas taxas de infecgdo hospitalar.t%5*%* Mesmo estes
fatores sendo conhecidos em estudos sobre infecgdes hospitalares, existe certa
incerteza em estabelecer ou comprovar de fato quais destes estdo diretamente

associados como fatores causais para o acontecimento das IRAS.%965-6°

1.3. Tecnologia em apoio ao combate e rastreio das IRAS

As deteccdes das IRAS sao beneficiadas por inovagdes tecnoldgicas capazes
de consultar e consumir dados eletronicos em saulde.”® Softwares que analisam
dados ou fazem o uso de Inteligéncia Artificial (IA) demonstram grande potencial
para automatizar e otimizar o processo de vigilancia as IRAS, reduzindo
drasticamente o tempo necessario para identificar infeccdes.”""® Através de
algoritmos avancgados, sistemas baseados em modelos de Machine Learning (ML)
podem analisar rapidamente grandes conjuntos de dados clinicos, identificar
padroes e, desta forma, adquirirem a habilidade de executar tarefas similares

aquelas realizadas em processos humanos.®%747

Tao relevante quanto o processo de deteccao de IRAS, as novas ferramentas

baseadas em dados computacionais podem auxiliar na identificacdo de fatores de
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risco, tendéncias de resisténcia a antimicrobianos e potenciais causas para o
acontecimento das IRAS. Desta forma, tais métodos podem nao s6 aumentar a
eficiéncia do processo de vigilancia as IRAS, mas também contribuir para uma
melhoria continua nas praticas de controle de infeccdo. Desempenham um papel
importante na melhoria dos cuidados e seguranca dos pacientes, identificando

padrées e prevendo possiveis desfechos.’®

A importancia destes sistemas informatizados € notoria. A cultura de trabalho
em um ambiente hospitalar se beneficia fortemente com a introducéo de IA, Big Data
e métodos de Inferéncia Causal.”>”™® Em aspecto analogo, os dados sdo colegbes
digitais de eventos e observagdes e, no contexto da saude, sdo essenciais para a
prestacdo de cuidados com os pacientes, realizacdo de estudos observacionais e
ML, por exemplo. Estas evidéncias ou fatos eram registrados e anotados em
prontuarios de papel. Nos tempos atuais, quando registradas em sistemas

computacionais, sdo denominados como Electronic Health Records (EHR).”""®

As contribuicbes que envolvem inovacéo e o uso de técnicas de Inteligéncia
Artificial transitam em varios setores. No ambito da area da saude, as oportunidades
transitam de processamento de imagens de Raio X, como por exemplo classificagao
de pneumonia usando-se exames de Raio X de toérax,”® a auxilio robotico em
procedimentos cirurgicos, como por exemplo, o procedimento para transplante de

rins.8°

Diversos estudos envolvendo processamento de texto, usando-se técnicas de
Processamento de Linguagem Natural (PLN) ou Word Embeddings surgem com
grande impacto positivo na area da saude. Modelos capazes de identificar
expressdes regulares sofisticadas em texto apoiam entidades hospitalares a
identificar pacientes com alto risco de estarem com infecgbes hospitalares;®' da
mesma forma que algoritmos a base de Redes Neurais (Deep Learning) surgem
como potenciais classificadores de entidades em texto, permitindo, assim, que
modelos de IA adquiram uma habilidade de analisar e compreender contextos em
que uma palavra se encontra em uma frase presente, por exemplo, em um

prontuario eletronico de um hospital .



14

Nas circunstancias atuais em que se encontram esses adventos tecnoldgicos
baseados em processamento de texto também vale ressaltar o espaco crescente
que os algoritmos de Large Language Models (LLM) vém adquirindo. Com
contribuigdes para novas descobertas cientificas em todos os espectros da ciéncia
moderna, estes modelos apresentam um novo capitulo na area da IA. Entre as
possibilidades de atuacao destes modelos estao a capacidade de fazerem analises
de texto sofisticadas para fins de auxilio de diagndstico e de tratamento de doencgas
ou até mesmo gerar notas sintéticas de evolugdes hospitalares para treinamento de
Redes Neurais.?*®° Contudo, existem académicos que fazem criticas recorrentes a
estes modelos. O cerne de tais desaprovagdes focam no fato de que a geragao de
informacdes realizadas pelas LLMs podem ser factualmente incorretas ou
enganosas, conduzindo a riscos a longo prazo, incoeréncias éticas e, assim, levando

a consequéncias graves.®®

No contexto da infectologia hospitalar, existem produtos no mercado que
fazem uso de IA para apoiar clinicos e profissionais que integram as Comissdes de
Controle de Infecgdo Hospitalar (CCIH).”*8-%° Dentre alguns destes produtos e
inovagdes existem o reconhecedor de entidades nomeadas e o “LLM da saude” da
John Snow Labs, que fazem uso de técnicas que envolvem PLN e LLM;*"%
Sistemas automatizados e semiautomatizados agregam em qualidade para a
classificagdo e no tratamento de pacientes hospitalizados com IRAS na Europa e

Brasil.”

Estas contribuigdes se mostram como fortes refor¢os para os profissionais da
salde, agregando em na efetividade da vigilancia.”#"#9 Buscando uma melhora na
qualidade do tratamento que é ofertado aos pacientes, podem auxiliar na redugao de
esforgcos na busca ativa de infecgdes, reduzir potenciais erros na identificacdo de
casos de infecgdo, aumento da efetividade da vigilancia e, consequentemente,
reducdo das taxas de mortalidade e custos associados a internagcdo de um paciente

com infecgdo hospitalar.”>+-%

Manuais de vigilancia sdo exigentes para quem 0s segue, possuem pouca
padronizagdo em como segui-los, tornando a atividade de controle de infecgdes uma

tarefa custosa em questao de tempo em que se leva a realizar tal oficio. Algoritmos
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de |IA podem dar suporte no desenvolvimento de algoritmos que permitam o
entendimento dos fatores de riscos associados as IRAS; aumentando a
estratificacdo de risco, identificagcdo dos caminhos de transmissao e até mesmo a

deteccdo periddica ou em tempo real das infecgdes.’>"

Apesar de existir um crescente numero de pesquisas utilizando ML no campo
da saude, estes métodos tém limitacbes quanto a exposicdo das causas dos
resultados. Em diversas situagdes, os modelos de ML e Deep Learning funcionam
como "caixas pretas"”, sem oferecer um entendimento claro e transparente dos

processos que conduzem a tais desfechos.®

Historicamente, para poder se estabelecer uma relacdo causal a desfechos,
conforme mencionado anteriormente o ECR tem sido o principal método usado para
este fim na area da saude, pois ele minimiza vieses e fatores de confusdo de
estudo.*®'® Porém, por conta de relagbes éticas, potenciais resultados perigosos,
longos periodos para realizagdo do estudo, condigdes crbnicas entre os pacientes e
altas taxas de evasdo de participantes, este método pode acabar ndo sendo o
modelo mais apropriado para se estabelecer as relagbes causais entre

desfechos. 01192

O framework de inferéncia causal fundamentado por Judea Pearl surge como
um grande contribuinte para estudos de causalidade e de ML na area da saude. O
maior objetivo de diversos estudos clinicos é estimar a causalidade dos eventos que
levam aos desfechos.'® Permitindo relacionar e articular as relagbes causais em
estudos observacionais através de formulas matematicas, pode-se ter um melhor
entendimento dos fatos e, assim, agregar nas sistematicas existentes uma
habilidade de expressar informagdes relacionadas que sejam de desejo serem

encontradas ou identificadas.*’

A busca por causas a desfechos é fruto de estudos pelos seres humanos por
mais de trés séculos.'® A area da inferéncia causal pode ser definida como o estudo
e implementacao de técnicas que permitem aos pesquisadores fazerem conclusdes
causais a partir de dados cientificos, sem ter a necessidade de depender apenas de
associagbes ou distribuigcdes.*1% Diagramas Causais, também conhecidos como

Directed Acyclic Graphs (DAGs), surgem como ferramentas poderosas para
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representar e analisar as relagcdes causais entre as variaveis.'”® Porém, o DAG por si
sO nao é capaz de comprovar a causalidade entre os eventos. Desta forma, o uso do
método do do-calculus e o uso de contrafactuais se torna fundamental para embasar

e elucidar as relagbes causais.*’

O do-calculus é a representagcdo matematica dos diagramas causais.
Contendo uma série de regras e algoritmos matematicos, este componente é o fator
determinante para permitir que pesquisadores possam estabelecer as

probabilidades condicionais entre os efeitos causais.*"%"

Desta forma, a psicologia enuncia o pensamento contrafactual como um
conceito que evolui como a tendéncia de criar alternativas possiveis a eventos que
ja tenham ocorrido e que possam responder a questionamentos. A utilizagdo de um
modelo causal em conjunto com um método de inferéncia transcende os métodos
tradicionais da estatistica. Esse enfoque vai além das abordagens convencionais,
incorporando uma analise com fins de identificar potenciais relacbes causais e
extrair inferéncias significativas. Técnicas contrafactuais se estabelecem por explicar
as causas, eventos, atribuigdes e “politicas” probabilisticas relacionadas que levam a
diversos desfechos determinados relacionados a questdes ou situagdes que buscam

ser entendidas.®

Aplicando-se as regras e algoritmos do do-calculus dentro de um framework
em conjunto com suas representacdes em DAGs, pesquisadores podem obter
modelos causais capazes de mensurar relagcdes causais entre as variaveis. Desta
forma, se torna possivel responder a perguntas causais e contrafactuais que, hoje,
sdo fundamentais para entendermos os dados e como os eventos se sucedem, o

que pode ser considerado como informagdes de imenso valor.'®

Comumente, estudos observacionais focam em estabelecer associacdes
entre variaveis de interesse e seus desfechos para conseguir determinar as relagoes
causais em um modelo de inferéncia causal. A falta de entendimento de
pesquisadores com relagdo ao campo da inferéncia causal tem se demonstrado uma
situagdo problematica. Erros sistematicos, vieses secundarios e confundidores que
nao sao identificados ou manejados utilizando-se métodos estatisticos adequados

tém sido recorrentes nos estudos de inferéncia causal por falta de padronizacao
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entre os métodos, aumento das cargas de dados (Big Data), compreensao precaria
dos vieses e confundidores e, principalmente, ma aplicacido dos novos métodos para

inferir as causas.'®

Hufstedler (2022) em sua revisao sistematica de estudos de inferéncia causal
na area das doencas infecciosas apontou que a falta da implementagao de métodos
causais modernos em estudos observacionais relacionados a doencgas infecciosas
tem apresentado diversas inconsisténcias. A heterogeneidade na condugdo e
implementacao dos estudos, devido a falta de padronizagao, impediu comparacgdes

efetivas entre as pesquisas.’®

Devido a essa questdo, Hufstedler (2022) sugere a criagdo de manuais e
guias que divulguem, de forma transparente, métodos rigorosos para maior
padronizagao dos estudos. Tais diretrizes devem orientar pesquisadores a
implementar processos que levem a uma maior harmonizagdo entre os resultados
das teses de inferéncia causal, permitindo que o leitor possa, desta forma,

compreender adequadamente como as analises foram conduzidas.™°
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2. JUSTIFICATIVA

As IRAS continuam a ser causa de significativa de morbidade em pacientes
hospitalizados demandando a identificagcdo de suas causas subjacentes. Embora
ensaios clinicos sejam uma abordagem tradicional para essa investigacao, torna-se
financeiramente inviavel ou eticamente impraticavel conduzi-los em pacientes

hospitalizados por causas primarias.™

Estudos de inferéncia causal, por outro lado, oferecem uma alternativa ética e
acessivel para se estudar relagbes causais. Ao serem empregados de maneira
apropriada, esses estudos tém o potencial de serem instrumentos essenciais na

detecgdo das causas das infecgdes hospitalares quando ECRs néo sdo viaveis.*’

Contudo, diante da atual falta de compreensao entre pesquisadores sobre
como elaborar e conduzir estudos de inferéncia causal, urge uma abordagem
cientifica mais aprofundada nesse método.""® Propde-se, assim, a criagdo de um
framework abrangente contendo técnicas e um Diagrama Causal fundamentado na
literatura. Este framework servira como um guia para a realizagcao de projetos sobre
métodos de inferéncia causal e contrafactual na area das IRAS, ndo apenas
viabilizando estudos nesse dominio, mas também estabelecendo um ambiente

propicio para essas pesquisas.

O presente estudo buscou estabelecer critérios para a implementacao dessas
técnicas. Dessa forma, as pesquisas derivadas deste framework poderao validar as
relacbes causais propostas pelo Diagrama Causal e, adicionalmente, criarem novas
relagbes causais para descobrir ou mensurar outros fatores associados. A
metodologia proposta visa ndo apenas desenvolver modelos matematicos para
estudos de inferéncia causal na area das IRAS capazes de simular cenarios
interventivos em dados observacionais, mas também apresentar um Diagrama
Causal contendo as relagdes causais extraidas da literatura, oferecendo suporte aos

pesquisadores na conducdo de seus estudos de causalidade.
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3. OBJETIVOS

3.1 Objetivo Principal

Desenvolver e disponibilizar ao meio académico um framework para estudos
de inferéncia causal na area das IRAS capaz de simular cenarios interventivos. Este
framework, contendo técnicas, sugestdes de boas praticas e um Diagrama Causal,
visa preencher uma lacuna no conhecimento académico, proporcionando uma
ferramenta valiosa para pesquisadores engajados em estudos de inferéncia causal
nas IRAS.

3.2 Objetivos Especificos

- Identificar e estabelecer as técnicas e boas praticas recomendadas para a
realizacao de estudos de inferéncia causal na area das IRAS, com base na

revisao da literatura.

- Desenvolver um DAG associado a um caso de IRAS, incorporando as
principais relagcdes de causalidade e interagbes complexas com base nos
critérios identificados na revisao da literatura. O diagrama deve servir como
uma ferramenta visual para auxiliar na compreensao base para a condugao

de estudos de inferéncia causal.

- Desenvolvimento de um artigo cientifico elaborando o caso de “Ignaz
Semmelweis e lavagem de maos no combate de Febre Puerperal’
utilizando-se de técnicas de inferéncia causal modernas, demonstrando como
tais técnicas poderiam ter auxiliado as hipéteses de Semmelweis na sua
época e como, em tempos modernos, tais técnicas podem auxiliar

pesquisadores a elucidar relagdes de causa e efeito.
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4. REVISAO DA LITERATURA

41. CONTEXTUALIZAGAO

Muitos dos questionamentos dos que estudam epidemiologia e de
pesquisadores que realizam estudos clinicos consistem em determinar como a
salde de alguém varia conforme o passar do tempo.'? O processo de compreensao
do histérico de uma doencga na linha de tempo da humanidade e a capacidade de
prever-se um prognostico € objeto de grande relevancia para clinicos e pacientes.
Apesar de tal pesquisa ter tamanha importancia na area da saude, este estudo e

analise é de grande complexidade quando realizado em dados observacionais.35

Os ECRs sao frequentemente vistos como o método mais confiavel na
medicina para estabelecer relagbes causais. Quando um ECR é somado a dados
observacionais, gera-se um beneficio significativo ao estudo, como melhora da
validade externa, a possibilidade de integrar rapidamente uma grande quantidade de
dados e a capacidade de explorar um numero maior de hipoteses de estudo que
podem ser testadas.’®""® Ainda sim, existem situagdes onde um ECR n&o pode ser
praticado, seja por ser inapropriado ou por motivos éticos, tornando estudos

observacionais a Unica abordagem possivel para delineamentos clinicos.®

Estudos observacionais longitudinais de doengas infecciosas tém sido
beneficiados pelo uso de métodos de inferéncia causal.'”® A possibilidade de se
acompanhar os fatores que precedem o surgimento de uma doenga através de uma
série de eventos, condi¢des ou caracteristicas registradas em formato de dados
eletrénicos, por exemplo, abre um leque de opgdes e métodos que podem ser

testados a fim de se buscar relagbes causais.'®

O uso de métodos de inferéncia causal, embora tenham se mostrado eficazes
em estudos epidemioldgicos e de doengas infecciosas, comumente possuem
grandes incertezas sobre a qualidade dos resultados que sdo obtidos a partir deles.
A falta de padronizagdo no uso dos métodos utilizados implica em possiveis falhas

na utilizacdo dessas técnicas, gerando imprecisdo nos resultados. Desta forma, a
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compreensao dos métodos e técnicas é fundamental para a realizacdo de estudos

causais modernos em dados observacionais."®

4.2. Materiais e Métodos

4.2.1. Structural Causal Models (SCM)

Uma definicdo para relacdes de causalidade pode ser dada por: uma variavel
X é uma causa direta de uma variavel Y se X aparecer na fungao que atribui o valor
de Y. A variavel X é uma causa da variavel Y se for causa direta de Y ou de
qualquer causa de Y.”?’ Quando se realizam estudos de causalidade, comumente
existem variaveis e desfechos que sao prioritarios ou de maior interesse a serem
estudados. Descrevé-las de forma sucinta e ter a capacidade de explicar como as
caracteristicas relevantes interagem entre si € fundamental para o entendimento e
validade das relagdes causais. Ao se aplicar uma organizagdo estrutural a um
conjunto variaveis relevantes, se cria um entendimento quantitativo de como os
fatores se relacionam no escopo de estudo através de uma funcdo. Podendo ser
associadas a um grafo para se obter ainda um entendimento qualitativo, se tem o

que pode ser denominado como um Structural Causal Models (SCM).122123

Um SCM deve permitir aos pesquisadores a capacidade de representar as
suas suposi¢cdes causais em um formato de facil compreensdo. A habilidade de
simbolizar como as relagdes causais se estabelecem e, como se pode tratar
contrafactuais considerando o seu escopo de estudo, € uma das grandes qualidades

de se ter um SCM.#’

As suposi¢des causais criadas por pesquisadores também podem ser
denominadas como “Teoria Causal’. O SCM pode ndo s6 ser um método para
representar como as variaveis de interesse se comportam entre si, mas também
permite assumir caracteristicas externas (ou naturais) que sejam de complexa
analise ou mensuragdo, como fatores perturbadores ao objeto de estudo. A

importancia de se considerar estas variaveis externas em um modelo causal &
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tamanha pois elas podem alterar a forma como os vinculos do modelo se
estabelecem, alterando as relagdes de causa e efeito entre os nodos, mesmo que

sejam mutuamente independentes.'*

Com isso, um SCM é um grupo de variaveis U e V e uma fungao f que atribui
um valor a cada variavel V baseado nos valores das outras variaveis do modelo. As
variaveis U em um grafo sdo denominadas como nodos raiz. Nao podendo ser
descendentes de quaisquer outras variaveis, sdo designadas como “externas” ao
modelo. Estas variaveis U sdo chamadas de varidveis exdgenas. As variaveis V que
sdo descendentes de pelo menos uma variavel exdégena, sdo denominadas como

variaveis endogenas.’?’

Um aspecto importante que deve ser considerado ao se criar um grafico
causal é considerar fatores adicionais denominados como “fatores omitidos”. Estas
variaveis exdgenas sao fatores que nao foram medidos pelo fato de nao ser possivel
serem mensurados ou porque sao considerados irrelevantes para o modelo. Porém,
isto ndo quer dizer que eles ndo afetem diretamente as varidveis endoégenas do
modelo. Algumas técnicas aplicadas aos graficos causais auxiliam a detectar
quando fatores omitidos sdo relevantes ou nao para o entendimento dos SCMs

(contelido que sera visto nas etapas seguintes).®

Como referido, uma forma de representar um SCM é através de um modelo
de grafico causal. Estes graficos, denominados como Directed Acyclic Graphs
(DAG), permitem compreender as relagdes entre as variaveis e dar uma

representacao de causalidade entre elas.512412°

4.2.2. Causal graph analysis - DAG

A representacao visual qualitativa das relagdes causais que descreve as
relacdes funcionais entre as variaveis de interesse é chamada de Directed Acyclic
Graphs (DAG). Além de permitir uma visualizagcado das relagdes entre as variaveis e
covariaveis, um DAG permite analisar o comportamento de tratamentos e os

potenciais desfechos clinicos associados. Este método grafico também permite ao
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pesquisador identificar variaveis confundidoras, diminuir vieses de estudo e, assim,

gerar um modelo estatisticamente apropriado.’%%126-128

Cada né de um DAG representa uma variavel. A questdo de pesquisa €
denotada pela relagcdo causal de interesse. Para que uma variavel tenha uma
associagcao de relagdo causal, esta variavel, denominada como exposi¢éo ou pai,
precisa necessariamente ter uma associacdo causadora de outra variavel, neste
caso conhecida como resultado, desfecho, descendente ou filho. A variavel de
exposicao também pode ter uma relacdo de causalidade caso ambas compartilhem
uma causa de origem em comum.'”® Uma seta (ou arco) unidirecional indica a
relacdo de efeito que a exposicado exerce sobre o resultado, ndo podendo existir
retorno de volta desta variavel para si mesma (aciclica) e todos os arcos devem ser
direcionados para uma unica direcdo. Nesta representagao grafica, a variavel pode
ser continua, ordinal, categorica ou binaria.' Quando uma variavel X (exposigao)
interfere ou transmite diretamente algum efeito a uma variavel Y (desfecho), temos a

mais simples de uma relagao causal (Figura 6A)."22123.130



24

A B
Tratamento T e
Bl Sobrevivencia
(antibiotico vs .
Livre de Doenca
placebo)
C D
- ~
Tratamento
(antibiotico vs
lacebo
P ) y Sobrevivéncia
p . Livre de Doenca
Ventilador
Mecanico
p vy

E F
. ‘entilador| | Sobrevivéncia
o ° ° {COVID_HHMecﬁnim HLi\'l'e de Dnenga}

G H

COVID-19

Sobreviveéncia
Livre de Doenca

Ventilador
Mecanico

Figura 6. Exemplos de relagées entre nodos em um DAG.

Fonte: O autor, 2024.

Em um exemplo na area da infectologia em um paciente com Pneumonia,
como demonstrado nas Figuras 6A e 6B, o uso do antibiético X (X = 1) ou placebo (X
= 0) age de forma direta ao tempo de recorréncia da doenga ou sobrevida do
paciente. Esta relacdo de Sobrevivéncia Livre de Doenga (SLD) & definida como Y =
Tempo de SLD."°""3
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Em uma situagdo onde outra variavel Z, como o uso de ventilador mecanico
por exemplo, seja adicionada de forma a afetar diretamente a variavel Y (Tempo de
SLD), ambas as variaveis X e Z afetarao o desfecho Y (Figura 6C, D). Neste caso, a
variavel Y sera denotada como uma variavel colisora (“collider’), pois neste caso, ela

atua de forma a bloquear o caminho das variaveis X e Z.7%?

Caso se tenha a existéncia de uma nova variavel W, como por exemplo a
presenca de infecgdo por SARS-CoV-2 (COVID-19) neste caso de um paciente com
Pneumonia, e este novo fator seja um dos motivos pelos quais foi feito o uso de
ventilador mecénico (variavel Z),"* a relagao entre a exposicdo W e o desfecho Y
sera mediado pela variavel Mediadora (“mediator”) Z (Figura 6E, F).">® Os nodos
filhos e seguintes gerados a partir da exposicado W s&o chamados de descendentes
(“descendant’), neste caso da Figura 6E, F sdo as variaveis Z e Y, e implica em
transmitir a relacdo de causalidade. Dependendo do contexto, estas associagdes de
causalidade podem ser diretas ou indiretas. Em contraponto, variaveis afetadas
diretamente ou indiretamente por outra variavel sdo denominadas como ancestrais
(“ancestors”).’" 134735 Neste exemplo das Figuras 6E e 6F os ancestrais de Ysédo Ze
w.

Por fim, caso se estabeleca uma ligagdo entre as exposi¢gbes de COVID-19
W, uso de ventilador mecanico Z e, ainda, se atribuir a variavel W uma relacéo ao
desfecho de pneumonia Y (neste caso, uma “pneumonia associada ao uso de
ventilador mecanico”), a variavel W funcionara como uma variavel confundidora
(“‘confounding”).’°®'23 Desta forma, a variavel W influenciara tanto no desfecho de
Tempo de SLD Y quanto no uso de ventilador mecanico Z, como denotado nas
Figuras 6G e 6H.

Note que é importante perceber que, para gerar o DAG, se deve ter o
entendimento de que um DAG nao so representa as relagbes causais de um SCM,
mas também conta a interpretacdo de uma “histéria causal’. A interpretacdo de

quem gera o grafico causal afeta diretamente o modelo causal final.'®

Caso mais variaveis forem adicionadas ao DAG, mais complexo se torna
interpretar o diagrama causal. Caso o grafico final seja muito complexo, uma

alternativa pode ser em reduzi-lo a uma descricdo causal mais simples e direta. Essa
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descrigao deve permitir ao pesquisador atingir seus objetivos de estudo e expressar
as relagbes causais de desejo sem ser prejudicado por um DAG excessivamente

complexo."138

Os exemplos demonstrados na Figura 6 sdo apenas para fins didaticos. Em
uma situagao real, a importancia de se contemplar uma relagdo adequada de
variaveis é fundamental para se atingir o diagrama causal desejado.'” Caso o
modelo causal demonstre incoeréncias, o mesmo deve ser refinado a fim de se
identificar quais as variaveis que devem ou nao constar no DAG. A presenca de
determinados fatores pode variar conforme cada populagdo de estudo e objetivo da

tese em si.'3%14

4.2.3. Regras de caminhos

Quando ja se tem uma selegcdo de quais variaveis irao compor um DAG,
saber como que elas serdo distribuidas e como que as arestas se estabelecerdao no
grafico é fundamental para representar apropriadamente o modelo causal.
Lembrando de que a fungdo do modelo causal é identificar confundidores e diminuir
vieses, pode-se atingir um modelo que seja estatisticamente apropriado e que

permitira ao pesquisador responder algumas de suas perguntas de pesquisa.’?®

Relagbdes causais em um DAG sao representadas por caminhos. Um caminho
€ uma sequéncia adjacente entre variaveis conectadas por arestas direcionais que
ndo estejam bloqueadas.'”” Sem existir caminhos fechados ou ciclicos, estas
conexdes demonstram como as relagdes entre os fatores estdo condicionadas,
permitindo a quem observa o grafico perceber se seu modelo causal esta correto ou

inadequado.'®

Se em um caminho de um DAG, duas ou mais arestas distintas apontarem
para um mesmo nodo, este caminho esta bloqueado. Este nodo é denominado como
um collider. Caso esta caracteristica ndo ocorra, o caminho esta desbloqueado.™’ O
bloqueio em um nodo atua de forma a “romper” a transmissdo de associagdo no

percorrer do caminho. A Figura 7 exemplifica nodos que podem bloquear ou
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desbloquear caminhos. E importante ressaltar que algumas outras caracteristicas e

técnicas podem bloquear ou desbloquear caminhos de um DAG, viabilizando
associagdes de causalidade.'*

A B

Caminho bloqueado Caminho desbloqueado
pela variavel X pela variavel X

Figura 7. Exemplo de caminhos.

Fonte: O autor, 2024.

Em contraponto a Figura 8 mostra que, quando uma variavel & condicional,
ela atua de forma a inverter a relacdo de bloqueio ou desbloqueio da variavel em um
nodo de um DAG. A variavel X na Figura 7A atua como uma variavel colisora
(“collider”), bloqueando o caminho do DAG. Quando condicional atua de forma a
desbloquear o caminho (Figura 8A). Assim, na Figura 7B, a variavel X que antes era

desbloqueada, quando condicional, atua de tal forma a bloquear o caminho (Figura
8B).47’132

A B

Caminho desbloqueado Caminho bloqueado
condicional a X condicional a X

Figura 8. Exemplo de caminhos condicionais.

Fonte: O autor, 2024.
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Para constatar o comportamento das variaveis representadas em nodos
conectados em um grafico causal, € necessaria a compreensao de dependéncia ou
independéncia entre caracteristicas. Uma relagao de dependéncia entre variaveis se
estabelece quando uma variavel X & capaz de influenciar ou alterar o valor da
variavel Y, de acordo com que X varia."** A Figura 9 demonstra uma relagdo de

chain um grafico causal que contém as provaveis relagdes de dependéncia:

1. Z e Y sao provavelmente dependentes;
2. Y e X sado provavelmente dependentes;

3. e, logo, Z e X também s&o provavelmente dependentes.

Figura 9. Exemplo de chain.

Fonte: O autor, 2024.

Neste grafico causal representado pela Figura 9, as variaveis exégenas U (U,,
U,, U,) representam fatores desconhecidos ou aleatérios independentes entre si.
Sendo X uma variavel de tratamento e Z uma variavel de desfecho, pode-se deduzir
que conforme a primeira variavel X causa a variavel Y, a variavel X determina o valor
de Y. Logo, para que a segunda variavel Y tenha um valor, ela depende do valor da
primeira variavel X. Da mesma forma, a segunda variavel Y causa a terceira variavel
Z, determinando o valor final do desfecho Z e, assim, denotando que Z depende de
Y para ter seu valor. Por fim, é possivel concluir que Z e X sédo provavelmente
dependentes entre si. Se a variavel Z depende de Y e Y depende de X,

provavelmente a variavel Z depende de X para ter o seu valor final.'?'13

Porém, suponha que é observado um valor fixo na variavel Y, como por
exemplo Y = a. Quando valor de X ¢é alterado, a variavel U, muda seu valor para
compensar as alteracbes feitas por X, mantendo o valor de Y inalterado (Y = a).
Como a relagdo de Z depende unicamente de Y e U, no grafico da Figura 9, o valor

de Z se mantém inalterado. Desta forma é possivel concluir que, se condicionar a
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variavel Y a um valor fixo, por mais que o valor de X se altere, Z ndo sofrera
alteragbes.'” Entdo, neste caso, uma nova relagédo para o grafico da Figura 9 pode
ser expressada como:

4. X é independente de Z, condicional a Y.

No caso apresentado pela Figura 10, é possivel notar a variavel Z como um
collider. Sendo as variaveis exégenas U (U,, U, U,) independentes, as provaveis

relagdes sdo:

X e Z sao provavelmente dependentes;
Y e Z sao provavelmente dependentes;

X e Y sao independentes;

> wDnh -

X e Y sao provavelmente dependentes condicional a Z.

Figura 10. Exemplo de collider.

Fonte: O autor, 2024.

Associado a variavel collider, os pontos 1 e 2 tém 0 mesmo comportamento.
Ambas as variaveis X e Y estabelecem determinam o valor de Z. O ponto 3 enuncia
a caracteristica de que X e Y respondem apenas a U, e U,, respectivamente. Como
U, e U, sdo independentes, ndo existe qualquer relagdo de causalidade que faca

com que variagdes X interfiram no valor de Y, e vice-versa.'?’

O ponto 4 se baseia no entendimento de que uma variavel colisora (“collider’)

quando condicional gera uma relagdo de dependéncia dos nodos pais. Ao ser
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condicional, Z é filtrado, limitando as possibilidades de comparagao de casos em
que Z recebe o mesmo valor.”? Em um exemplo hipotéticoem que Z=X+ Y, se Z
for condicional a Z = 6 e for identificado que X = 2, o Unico valor possivel para Y
neste exemplo é de 4. Entédo fica evidente que, sabendo que o valor de Z recebe um
valor, qualquer valor de X precisa ser compensado pela mudanca do valor de Y. Isto
denota uma relacdo de correlacdo entre as variaveis X e Y, sendo assim

denominadas como confundidoras (“confounding”).”?

Por fim, a Figura 11 apresenta um grafico causal onde a variavel X é
denominada como “fork”.’”*" Sendo as varidveis exégenas U (U, U, U,

independentes, as possiveis dependéncias sao:

X e Y sao provavelmente dependentes;
X e Z sao provavelmente dependentes;

Z e Y sao provavelmente dependentes;

W Dnh -

Y e Z sédo independentes, condicional a X.

Figura 11. Exemplo de fork.
Fonte: O autor, 2024.

Os pontos 1 e 2 apresentam caracteristicas de causalidade, onde X causa as
variaveis Y e Z. Desta forma, como as variaveis Y e Z dependem do mesmo nodo X
para ter o seu valor, é possivel associar a probabilidade de dependéncia entre Y e Z.
No ponto 4, quando se condiciona um valor a X (atribuindo-lhe um valor constante),
a unica forma de Y e Z mudarem ¢ se U, e U, alterarem, respectivamente. Desta

forma, é possivel assumir a independéncia entre Y e Z quando condicionais a X."*’
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Estas relagcdes e condicbes de dependéncia auxiliam a compreender melhor
caminhos que estdo bloqueados ou desbloqgueados em um DAG. O
condicionamento de uma variavel, representado em um nodo, altera completamente
como as relagdes do DAG se estabelecem, representando novas possibilidades de

caminhos causais.?1%:122

Comumente graficos causais apresentam uma gama de relagbes com
diversos caminhos possiveis entre os nodos. O processo de “d-separation” surge
como método que permite analisar e predizer as dependéncias compartilhadas entre
os nodos do DAG.%"3? D& a habilidade de informar ndo apenas se o modelo causal
esta errado, mas também informa onde esta o erro. Esta qualidade permite ao
pesquisador reparar falhas do modelo causal hipotético gerado ao invés de ter de

recriar um modelo novo para suprimir eventuais incorregdes. '

Em situagdes onde o modelo causal gerado é testado em outras populagdes,
buscando um entendimento de um “escopo global”, o processo de d-separation se
demonstra fundamental. Pelo fato de se basear apenas nas relagcdes representadas
em um DAG, o método de d-separation nao precisa de fungdes para compreender

relagbes causais ou probabilisticas entre as conexdes dos nodos.'*

Na metodologia de d-separation, onde “d” significa “direcional”, se os nodos
de um grafico causal estdo conectados por um caminho, estes nodos estao
d-connected. Caso contrario, este caminho esta d-separated. Desta forma, nodos
que estao d-connected sdo provavelmente dependentes e nodos estdo d-separated

sdo independentes.2%141.143

Conforme visto anteriormente, um caminho que possuir chains e forks com
uma variavel intermediaria condicionada estara bloqueado (Figuras 9, 11). Outra
forma do caminho estar bloqueado € se existir um collider (Figura 10). Assim, o
processo de d-separation elucida o entendimento de que um caminho € bloqueado
se ele estiver d-separated. Caso contrario, o caminho estara desbloqueado e sera

d-connected.*

As representagoes de SCMs em DAGs é fundamental para compreender

como as relagdes causais se elucidem. Porém, a representacdo em grafico enuncia
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incertezas de como que um grafo causal pode ser suficiente para responder a algum
questionamento de causa a efeito. Dentre algumas solugdes, uma ferramenta

utilizada como teste sdo os critérios de backdoor e frontdoor."** %

Os critérios de backdoor e frontdoor sao critérios aplicados a caminhos que
determinam se uma trajetéria entre duas variaveis representadas em nodos de um
DAG possuem uma relagao de causalidade. Caso a relagao de causalidade nao seja
possivel de ser inferida, isto €, caso o caminho possua relagdes bloqueadas
(d-separated), um caminho denominado como caminho de backdoor podera ter um
conjunto de variaveis intermediarias condicionadas a fim de se viabilizar a relagdo de

causalidade.'®

Um caminho que possui problemas para se identificar a relacdo de
causalidade é denotado por possuir algum nodo que confunde o efeito que uma
variavel X tem sobre Y, por exemplo. Esta relagao atribui a um nodo a caracteristica
de confounding. Um confounding se refere a um tipo de viés existente ao se estimar
uma relacdo de causa e efeito.' Sendo confounding como o principal problema
encontrado em estudos causais com dados observacionais, a influéncia desta
caracteristica introduz correlagbes espurias (ndo causais), gerando um

desentendimento da relagdo de causa e efeito de interesse.™’

Existem varios tipos de confounding em estudos observacionais. Podem ser
fatores bioldgicos, sociais, e genéticos, que podem ser de dificil mensuragdo. A
forma como as associagdes e relacdes se estabelecem no DAG também podem

implicar em confounding.’®

No caso de um gréafico causal, um caminho de backdoor representa um
exemplo de onde o confounding pode ser identificado. O caminho de backdoor € um
percurso de um nodo inicial X até outro nodo destino Y, onde a origem deste trajeto
se inicia com uma flecha apontando para X. Esta relagdo perturbada entre X e Y
pode ser desconfundida por se bloquear todo o caminho de backdoor que existir
entre X e Y. Isto é, para desconfundir a relacdo entre duas variaveis X e Y, é
necessario bloquear todo o caminho nao causal entre as variaveis X e Y sem
bloquear ou criar novos confoundings durante a trajetoria da relagao, preservando os

caminhos direcionados entre as duas variaveis X e Y.#
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Na Figura 12 se tem a representagdo de um tratamento através de um
antibidtico X no desfecho de Tempo de SLD Y. Também foram considerados para o

modelo causal variaveis como peso W e a variavel ndao mensurada renda familiar Z.

B
Renda )
Familiar - Peso
Y
[ Antibiotico Tempo de
SLD

Figura 12. Exemplo de caminho de backdoor.

Fonte: O autor, 2024.

No grafico causal representado pela Figura 12, existem alguns fatores a
serem considerados. Como denotado, as variaveis X e W sdo causadoras do
desfecho Y. O objetivo da analise causal é identificar a capacidade do tratamento X
em causar a melhora do desfecho da doenca Y. Ao se analisar os caminhos que
levam ao desfecho Y é possivel observar um caminho de backdoor entre as
variaveis X, Z, We Y (X — Z - W — Y). A variavel W neste caminho surge como
confounding, pois confere os critérios de backdoor.”?’ Para que seja possivel tratar
este caminho, ajustando a variavel W (tornando-a condicional e, assim, bloqueando
o caminho) deve permitir a relacao de efeito causal do tratamento X (antibiético) no

desfecho Y (tempo livre de doenga).

Os efeitos de caminhos de backdoor implicam em problemas a serem
resolvidos em diagramas causais. Todo caminho de backdoor deve ser bloqueado
para permitir que outros caminhos possam transmitir suas relagdes de causalidade,

caso contrario, o efeito causal sera confundido (confounding). Em um trajeto onde X
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tem influéncia causal em Y, condicionar caminhos de backdoor devem permitir que

tal efeito aconteca.'?®

Deve ser evitado condicionar nodos que sejam descendentes de X, visto que
estes nodos filhos de X podem ter efeito de causalidade em Y. Caso tal fenbmeno
ocorresse, o caminho entre X e Y se tornaria bloqueado, distorcendo as associagdes
causais de interesse. O mesmo pode acontecer caso se condicione as variaveis pai
de Xe Y."¥!

Da forma que um caminho de backdoor denota rotas espurias, um caminho
de frontdoor elucida trajetos efetivamente causais. Em um percurso composto por
um tratamento X em um desfecho Y, um caminho pode ser elucidado como caminho
de frontdoor se um conjunto de variaveis Z interceptam todos os caminhos diretos de
X para Y, se ndo houver caminhos de backdoor de X a Z e, por fim, todos os

caminhos de backdoor de Z para Y tem de ser bloqueados por X."?'

Um caminho de frontdoor em um DAG permite a identificagdo e compreensao
da relacado de efeito causal que uma variavel X tem sobre outra Y, mesmo que um
conjunto de variaveis Z que interceptam o caminho entre X e Y. O Teorema 1 de
Frontdoor Adjustment demonstra como que tal efeito causal pode ser medido.”™* O
método matematico usado no Teorema 1, que permite identificar todos os efeitos

causais em um DAG, é denominado de do-calculus.”

Se Z satisfaz o critério de frontdoor relativos as variaveis X e Y e a
probabilidade de X e Z é maior que 0, P(x, z) > 0, entéo o efeito causal de Xem Y é
identificado pela férmula do Teorema 1 (considerando x’ uma simples soma de

indice):"?'

Teorema 1 (Frontdoor Adjustment):

P(yldo(x)) = XL P(z|x) X P(ylx', 2)P(x)

Fonte: O autor, 2024.
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4.2.4. do-calculus

As relagbes causais entre nodos em um diagrama causal podem ser
expressadas (e beneficiadas) pelo método do do-calculus. O do-calculus € um
conjunto de regras que fornecem um método sintatico para verificar afirmacdes
sobre intervengdes e como elas interagem com desfechos de interesse. Podendo
ser utilizado em dados observacionais, o do-calculus da a um SCM a capacidade de
determinar matematicamente quais as covariaveis (confounding) sdo apropriadas
para serem tratadas, bem como, ajusta relagées causais espurias entre variaveis de

interesse.®

O do-operator, operador matematico utilizado para denotar uma intervencao
de uma variavel X, corrige todas as suas arestas nao causais que apontam para o
tratamento X em questdo. Esta técnica previne que o tratamento X propague
relagbes nao causais ao desfecho de interesse. A aplicacdo do método da

randomizagao em estudos cientificos exerce esta mesma qualidade.*’

Uma relagao de probabilidade condicional entre duas variaveis X e Y, onde a
probabilidade de Y = y condicional a X = x, possui a férmula probabilistica
representada por P(Y = y|X = x). No caso de uma intervengdo, a formula de
probabilidade de Y =y sofrer uma intervencdo de forma que X = x é representada
por P(Y = yldo(X = x))."?!

A representagcdo do(X = x) determina a relagédo de X como uma intervengéo,
propagando uma relagdo de causalidade em um SCM.® A intervengdo X tem de ser

livre de confounding.”

Inicialmente, em um grafico causal com caminhos espurios (n&o tratados), a
probabilidade condicional entre X e Y é diferente da probabilidade de intervencgao de
Xem Y: P(Y =ylX =x) #P(Y = yldo(X = x)). Uma expresséo P(Y = y|do(X = x), Z)
altera um grafico causal, removendo todas as arestas ndo causais que chegam a
intervencao X. Esta modificagdo resulta em um grafico onde a distribuicdo entre a
probabilidade condicional e a intervengao se tornam a mesma: P(Y = y|X =x) = P(Y

= yldo(X = x)). Tal fendbmeno autoriza aos pesquisadores experimentarem os efeitos
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de uma intervencdo (similar ao que a randomizagdo faz em estudo clinicos).
Também permite a quem usa o método do do-calculus uma compreensao efetiva de
quando relagdes entre variaveis sdo causais, € nao apenas correlativas, em um
DAG 121

A diferenca entre intervir, através do operador do(), e condicionar uma
variavel consiste no fato de que a intervencéao corrige seu valor. A intervencao altera
a percepcao que se tem de causalidade, enquanto o condicionamento n&o opera de
tal forma. O condicionamento de uma variavel filtra as possibilidades, reduzindo as

opgoes do que pode ser interpretado e observado a partir das suas relagdes.*+146

Dado um DAG G, com as variaveis de tratamento X, de desfecho Y e uma
série de variaveis Z, onde Z € um conjunto de variaveis pai de X. A Formula 1,
baseada no Teorema 1, calcula o efeito causal de X em Y, computando a associacéo
de X e Y para cada valor z dos nodos pais Z e, em seguida, calcula a média desses
valores. A equacéo esclarece como que os nodos Z que antecedem X (nodos pais
de X) podem exercer influéncia sobre o seu valor, interferindo no valor preditivo da
intervencao. Esta operagcdao também pode ser interpretada como uma forma de

ajustar ou controlar os nodos pai Z.7""#

Féormula 1A:
P(Y =y|ldo(X =x)) =XPY =y|X =x,Z = 2)P(Z = z)
FonZte: O autor, 2024.

Ou, alternativamente, a forma reduzida:

Formula 1B:

P(X=x,Y=y,Z2=2)
P(X=x|Z=2z)

P(Y = yldo(X = x)) = X

Fonte: O autor, 2024.
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Em um exemplo hipotético representado pela Figura 13A, o tratamento por
um antibidtico X (X = 1 ou X = 0) tem conexdao com o desfecho de melhora da
infeccao (pneumonia) Y. Considere o nodo Z como um conjunto de covariaveis
(como idade, peso, niveis de saturagdo, comorbidades, etc) que se relacionam e
interferem no valor final de Y, e C (COVID-19) uma variavel confounding com
relacbes em X e Y. Se aplicar no tratamento X (X = 1) uma intervencao do(), a
expressao utilizando o do-operator P(Y | do(X = 1), Z) deve garantir que o efeito da
intervencédo ndo contenha efeitos de confounding.® Para se poder avaliar os efeitos
do tratamento (X = 7), em contraste com o n&o tratamento (X = 0), também se deve
analisar a nao-intervencado P(Y | do(X = 0), Z). O efeito causal médio (average
causal effect, ACE) pode ser calculado por: P(Y | do(X = 1), Z) - P(Y | do(X = 0),
Z).721
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Figura 13. Exemplo hipotético de um DAG representando o tratamento de um antibidtico.
Fonte: O autor, 2024.

Na Figura 13B é possivel observar a transformac¢ao do grafico realizada pela
aplicagdo do método do do-calculus. A aresta entre X e C é removida pelo

do-operator, tornando a probabilidade de intervencédo P(Y | do(X = x), Z) a mesma
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que a probabilidade condicional P(Y | X = x, Z)."¢"?" Na Figura 13C é possivel

observar o novo grafico gerado a partir do método.

Desta forma, para que seja possivel ter uma compreensdo de todas as
qualidades do do-calculus, trés regras se estabelecem:*"'%

1. Adigao ou exclusdo de observagdes:

P(yldo(x),z,w) = P(yldo(x),w) if (¥ LZ|X,W)_

Fonte: O autor, 2024.

2. Substituicdo de uma observacgao por uma intervengao, ou vice-versa:

P(yldo(2),w) = P(ylz,w) if (¥ LZ|W) _

Fonte: O autor, 2024.

3. Adigao ou exclusao de intervengoes:

P(yldo(x), do(z),w) = P(yldo(x),w) if (¥ L Z|X,W) _

XZ*
Fonte: O autor, 2024.

Ou simplesmente:

P(yldo(x)) = P(y)

Fonte: O autor, 2024.

Considere um grupo de variaveis em um DAG G onde existem: o tratamento
X, o desfecho Y e um conjunto de variaveis Z e W (Figura 14A). A Regra 1 diz que,
quando uma variavel Z é observada e ela é irrelevante ao desfecho Y,
provavelmente as distribuicbes permanecerido inalteradas em Y.# Isto é, todas as
arestas que apontam para X podem ser removidas contanto que Y seja

independente de Z, dado X e W no “novo grafo” (Figura 14B). Se os nodos Ye Z
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estdo d-separated um do outro depois de analisar W e X no novo grafo (ndo existem
conexdes ou relagdes ativas entre W e X), entdo Z pode ser ignorado no grafico da
Figura 14B. Como o objetivo é calcular o efeito causal de X em Y, garantindo a que
Y € independente de Z, dado X e W, a Regra 1 permite “ignorar Z” de tal forma que
P(yldo(x), z, w) = P(y|do(x), w)."*

A B

Figura 14. Exemplo aplicando as regras do do-calculus.

Fonte: O autor, 2024.

A Regra 2 se baseia no critério de backdoor. A Figura 14C apresenta o
caminho de backdoor X — W — Y. Conforme o que é dito no critério de backdoor, W
atua de forma a bloquear todos os caminhos de backdoor de X a Y se condicional
em W. Isto quer dizer que, se W satisfaz o critério de backdoor, a Regra 2 pode ser
aplicada de tal forma que P(do(X)) = P(X). Neste caso, a aplicagdo da Regra 2 ajusta

o grafo de tal forma que todas as flechas que saem de X sdo removidas, originando
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um novo grafo onde Y é independente de X dado W (Figura 14D). As variaveis Y e X
serdo d-separated uma da outra apds contabilizar W e as probabilidades
condicionais e de intervengdo serdo igualadas: P(Y | do(X), W) = P(Y | X, W)."%"

Por fim, a Regra 3 indica que, se ndo existirem caminhos causais de X para
Y, a intervengao do(X) pode ser removida da férmula. Esta regra indica que X é
d-separated de Y e independentes entre si no novo grafico, ndo sendo possivel
denotar associagcdo entre X e Y. A Figura 14D mostra que nao existem mais
relacbes de causalidade (flechas ou arestas) de X para Y. Desta forma, a Regra 3
permite que P(Y | do(X), W) = P(Y | W). Estas trés regras sao a origem de como o do

critério de frontdoor se sucede.'®

4.4. Selegao de diagramas

Um modelo causal gerado a partir de dados observacionais comumente
apresenta nuances especificas baseados no conjunto de dados do qual foi gerado.
Estes dados provém da coleta de estudos observacionais ou ensaios que foram
realizados em coortes de uma populagdo de origem. Caracteristicas bioldgicas da
populacdo estudada podem implicar diretamente no comportamento do tratamento
de doencas, alterando o curso das interpretacdes realizadas a partir de um estudo
de causalidade. Também é comum observar experimentos biolégicos que fazem uso
de animais como substitutos aos humanos, por exemplo. As implicacbes que as
caracteristicas especificas que uma populagcdo pode ter representam um fator de

grande relevancia a ser considerado durante a confecgdo de SCMs. %1%

Para a geracdo de um modelo causal € necessario se ter uma selegcdo de
dados. Considerando que estes dados sdo provenientes de uma amostra de uma
populacdo, esta relagdo amostral pode implicar em nao representar adequadamente
a populagao, confundindo as relagdes de causalidade de um modelo gerado a partir
destes dados. Estes vieses de estudo que ndo sao associados diretamente a
presengca de causas comuns de tratamento e desfecho sdo denominadas como

selection bias.”*
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Selection bias € um conceito que compreende uma série de vieses de estudo
que se originam da amostra de dados selecionada para analise. A amostra de dados
selecionada pode conter artefatos ou caracteristicas que, caso um SCM seja gerado
a partir desses dados, este modelo causal pode nao funcionar se testado em outra

populagéo.’™’

Em um grafico causal, representacbes podem demonstrar a existéncia de
selection bias e, também, existem mecanismos que podem ser feitos para tratar tais
vieses. Na Figura 15, supondo um tratamento X que causa o desfecho Y, um nodo
especial S surge como um indicador de selegédo. Este indicador S ndo é uma
variavel e funciona de tal forma que as suas arestas denotam potenciais mudancgas

populacionais (ou amostrais) em variaveis com as quais se relaciona.'®

A B

Figura 15. Representagdo do nodo de selegéo.

Fonte: O autor, 2024.

A Figura 15A denota uma flecha apontando de S para Z. Isto indica que o
valor de Z pode alterar caso testado em outra populagdo. A Figura 15B contém uma
conexao onde existe uma flecha apontando de Z para S. Esta relagdo implica na
potencial presenca de um selection bias, isto €, ha diferengas que ndo séo entre

populagdes mas sim entre dominios de amostra de dados.'”’

Recuperar um modelo causal com um selection bias € uma tarefa de
complexa resolugédo.*” Em um DAG, é possivel se ajustar para incluir o indicador de
selegdo, condicionar caminhos usando as regras de d-separation, ou até mesmo
bloqueando caminhos de backdoor que introduzem variaveis com indicador de
selecdo. Porém, ha casos em que nem sempre € possivel realizar tais operagoes.
Dentre os métodos para se tentar minimizar ou solucionar selection bias estao

algoritmos propostos por Elias Bareinboim, com vistas a estratificar a amostra de
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dados, completar dados faltantes com dados externos e até mesmo com a aplicacéo

de um novo ECR, quando possivel.'%92-1%

Um indicador de sele¢cdo S pode também demonstrar quando tratamentos e
variaveis mediadoras (mediators) podem diferir se 0 modelo for testado entre outras
populagdes.’” A Figura 16A apresenta um nodo de tratamento X, um nodo de
desfecho Y e um nodo de selecédo S. Enquanto a Figura 16B apresenta um nodo de
tratamento X, um nodo Z como um mediador, um nodo de desfecho Y e um nodo de

selegcdo S que denota que tais caracteristicas mudam entre populagdes.

A B
s s

Figura 16. Exemplo de DAGs contendo um nodo de selecao.

Fonte: O autor, 2024.

Em um exemplo hipotético onde um mesmo ECR € aplicado na Finlandia e no
Japao, seguindo as mesmas normas e tratamentos, um grafico causal pode conter
uma variavel “raga” sendo apontado por um nodo de selecdo S para se denotar as
mudangas populacionais (Figura 17A). Outro exemplo (Figura 17B) pode ser
representado pela existéncia de “biomarcadores” como causadores de um desfecho.
Neste caso, um estudo tem biomarcadores positivos e negativos de pacientes,
enquanto outro estudo possui apenas pacientes com biomarcadores positivos. Se
em um caso onde for analisado um tratamento por um medicamento X, e a conexao
for mediada por um nodo de “doses do medicamento” a um desfecho Y, um nodo de
selecdo S deve indicar a possibilidade que em um estudo incluiu 1 e 2 doses do
medicamento, enquanto outro estudo incluiu 3 e 4 doses (Figura 17C). Também
pode existir casos como o do exemplo em que um estudo possui informagdes de

exames laboratoriais enquanto outros nao (Figura 17D).
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Figura 17. Exemplos contendo um nodo de selecao.
Fonte: O autor, 2024.

Um confounding presente em um caminho implica em uma relagdo de
distorgcdes entre as associacdes de variaveis, produz vieses de estudo e enuncia
correlagdes ndo causais entre um tratamento e um desfecho. Porém, tais caminhos

espurios podem ser tratados de forma a viabilizar relagbes de causalidade.'?®

Dentre as caracteristicas ja mencionadas: colliders, caminhos de backdoor,
selection bias, variaveis ndo medidas e até mesmo fatores desconhecidos podem
produzir confounding, gerando vieses de estudo. Existem outras formas em que

estes vieses podem se manifestar.'®

Em uma situagdo em que um collider esta presente, o caminho esta
bloqueado. Para que seja possivel viabilizar a relagdo de causalidade, condicionar a
variavel que apresenta o collider “abre” o caminho, desbloqueando a variavel
collider. Em caminhos de backdoor, os métodos foram demonstrados. Dentre as
técnicas, se bloquear todo o caminho de backdoor existente isso deve viabilizar a

relagédo de causalidade entre um tratamento e um desfecho.'

Estas duas técnicas se utilizam de condicionar variaveis em um caminho para
ajustar o efeito. Um collider ao ser condicionado desbloqueia o caminho. Da mesma

forma, um caminho de backdoor desbloqueado pode transmitir uma associagao néao
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causal. Se a variavel eleita a ser condicional for controlada, o caminho de backdoor

se tornara bloqueado, permitindo a relagéo de causalidade.'®

Apesar da técnica de condicionar surgir como um meétodo viavel para ajustar
relagbes em um DAG, o condicionamento de variaveis pode gerar vieses. Se uma
variavel collider for controlada, implica em que o entendimento que se tinha dela se
torna distorcido, isto implica na possibilidade de alterar a estimativa final do efeito,
ainda, podendo introduzir uma associagdo negativa (ou inversa) onde nao existia
efeito causal. A ocorréncia de correlagdo negativa espuria se manifesta somente
quando o resultado combinado das duas variaveis de interesse é controlado. Isto
gera a impressédo de que, para que uma associagao de causalidade se estabeleca,
ela precisa ser “‘compensada”. Desta forma, também se deve evitar controlar

descendentes de um collider com tal caracteristica.”™’

A tarefa de mensurar o erro gerado por um confounding € complexa, de
preciséo inexata.*"1%1521%3 De tal forma, para evitar os vieses de dificil mensuragéo
produzidos por um collider, primeiramente se deve compreender a localizagdo no
DAG onde o collider ocorre e, se possivel, executar analises que nao sejam
condicionais (antes de simplesmente condiciona-las). Caso contrario, o collider pode

gerar compreensdes inconclusivas sobre associagbes de causalidade.*”128.131

A falta de informagdes em um conjunto de dados retrospectivos também é um
dos principais motivos para ocorréncia de confounding e vieses de estudos de
inferéncia causal. O nome destes enviesamentos sdo denominados de nonresponse

e attrition.%61%

O nonresponse bias € um tipo de viés que pode representar a perda de
informacdes nos dados, impactando o desfecho, por quaisquer motivos. Por
exemplo, um paciente relutante em fornecer informagdes ou que omite questdes
importantes, por motivos nao relatados a quem registra os dados, pode gerar um

nonresponse bias."%1%

O attrition bias ocorre quando a coorte de dados de um estudo representa
apenas individuos com uma caracteristica comum, esta coorte também pode ocorrer

por motivos aleatorios. Por exemplo, considere na Figura 18 um estudo longitudinal
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onde se analisa o uso de um medicamento X para tratar sequelas de pacientes que
tiveram um quadro de pneumonia grave provocado e complicado pela COVID-19.
Sendo Y um cenario onde ha melhoria ou ndo dos sintomas provocados pelas
sequelas da doencga, considere U um conjunto de variaveis associadas a
imunossupressao, de dificil mensuracéo, e P problemas respiratérios prévios (que
antecedem o quadro grave de pneumonia). Em um cenario onde os participantes
deste estudo que apresentaram problemas respiratérios P venham a falecer por
complicagdes prévias ou apenas solicitem desisténcia do estudo por conta de terem
questdes de saude mais sensiveis, a variavel P se tornara desbalanceada. Isso gera
vieses de estudo denominado como healthy worker bias (ou viés do participante
saudavel). Neste sentido, os fatores de imunossupressdao U e problemas
respiratorios prévios P ainda terdo atrito com o possivel desfecho do tratamento do
medicamento X no cenario de melhoria dos sintomas Y. Este atrito pode levantar
caminhos de backdoor, gerando associagdes espurias entre as variaveis de

interesse (Figura 18).106:1%¢
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Figura 18. Exemplo de um estudo longitudinal para se analisar o tratamento do medicamento X em
um desfecho pneumonia.
Fonte: O autor, 2024.

4.2.5. Selegao de diagramas

Os métodos de inferéncia causal apresentados possuem diversas qualidades,
conforme mencionado. Dentre elas, independente das equacgdes existentes nos
modelos em questdo, os métodos de d-separation e os critérios de frontdoor e
backdoor permitem ao pesquisador interpretar as associacdes existentes entre duas

variaveis, determinando sua relacao de causalidade com um desfecho. Em muitas
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ocasioes, acaba nao sendo necessario identificar toda a relagcdo de efeito causal

entre todos os pardmetros do modelo.'?!141.157

Estimar os efeitos diretos e totais de causalidade através de estudos nao
experimentais € uma tarefa complexa. Determinar se uma relacéo é “suficientemente
causal” em um estudo observacional exige que um conjunto minimo de condi¢des e
eventos seja satisfeito para produzir um efeito (a um desfecho). Tal questdo é
denominada como “identifiability” e equivale a representar os efeitos diretos e totais
de coeficientes de um conjunto minimo de varidveis em um caminho através das

covariancias ou coeficientes de regressio.'?°

O entendimento de uma relagcdo “suficientemente causal” é comum nos
estudos de causalidade. Indagagdes realizadas as relagbes totais e diretas de
causalidade surgem de tal forma a buscar alternativas ao acontecimento dos
fatos.'28134144.1%8 Tgis eventos sdo duvidas manifestadas através de questionamentos
contrafactuais com o objetivo de buscar um entendimento mais amplo sobre
diagndsticos e prognésticos. Estas perguntas sobre os processos enunciam

possibilidades que ndo necessariamente aconteceram. %9160

Em estudos experimentais, apenas um dos tratamentos (tratamento ou
placebo) é possivel ser dado a um paciente. Em uma situacéo real, ndo existem
duas copias do mesmo paciente para que seja possivel de ser observado todos os
efeitos possiveis nos desfechos promovidos pelo tratamento e pelo nao

tratamento. "

Este conceito encerra o escopo denominado como “Ladder of Causation”. O
primeiro degrau estabelece as probabilidades condicionais para predizer um evento
com base nas associag¢des entre variaveis. O segundo degrau envolve determinar
relacbes causais através de intervengdes. E por fim, o terceiro degrau engloba a
possibilidade de escolha entre tratamentos para individuos. O questionamento
contrafactual “E se?” permite comparar desfechos sob as mesmas condigbes,
diferenciando-se apenas um aspecto em dados observacionais. Este aspecto em

questdo é denominado como “antecedent”.*”:12!
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4.2.6. Inferéncia Causal e Contrafatos

Os métodos de d-separation e critério de backdoor funcionam
adequadamente para identificar onde relacbes devem ser ajustadas e tratadas,
porém nao permitem que sejam feitas suposicbes e implicagcbes sobre os
relacionamentos das variaveis. Sistemas Lineares reforcam os métodos aplicados
em modelos ndo paramétricos e, também, auxiliam a entender os efeitos de

inferéncia causal entre variaveis de interesse.'®'-163

As suposicdes realizadas puramente em graficos causais, sem analise de
qualquer tipo de equacido associada, se baseiam em pressuposicdoes de que as
relagdes entre as variaveis sao lineares e que todos os erros possuem distribuicoes
normais. Estas presungdes baseadas em distribuicbes normais podem ser
denominadas como “expectativas”. Quando aplicadas em sistemas lineares,
possuem as propriedades de representacao eficiente, substituibilidade de
expectativas por probabilidades, linearidade das expectativas e invariancia dos

coeficientes de regressdo.'®

Uma distribuicdo normal multivariada, por ser baseada em expectativas,
permite ao pesquisador o poder de expressar probabilidades condicionais
desconhecidas através de expectativas condicionais. Isto €, mesmo nao existindo
uma “tabela de probabilidades” para as variaveis discretas, as técnicas de
independéncia condicional que moldam as relagbes dos graficos podem ser
expressas em formato de relagbes de igualdade entre expectativas condicionais. A
caracteristica de substituir expectativas por probabilidades enuncia a possibilidade

de uso de métodos de regressdo para determinar informagdes de causalidade.'

A expressao condicional de independéncia de Y e X, dado Z (um conjunto de
variaveis), é dada por P(Y|X, Z) = P(Y|Z). Desta forma, a expressao das expectativas
pode ser escrita por E[Y|X, Z] = E[Y|Z].°

Uma variavel condicionada, neste caso, € denominada regressor € € uma
variavel inserida para regressado. Cada expectativa condicional E[Y|X;, X, ..., X,] é

dada pela combinagéo de variaveis condicionadas (Férmula 2).162163
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Formula 2 (expectativas condicionais):

E[Y|X1=x1,X2=x2, ,Xn=x] = r0+r1x1+r2x2 +-+ rXx

n

O coeficiente parcial de regressdo é denominado como inclinagado e essas
inclinagdes sao representadas por R =ry, 1, ..., I,. A magnitude dessas inclinagbes
nao depende das variaveis condicionais (regressores), apenas dependem de quais
variaveis sao eleitas para regressao. Esta qualidade elucida que, na Férmula 2, a
sensibilidade de Y depende apenas da selegao de variaveis feita, e ndo dos valores

das variaveis X; = x;.%127.16°

Diferentemente dos coeficientes de regressao R, os coeficientes de caminho
B (ou coeficientes estruturais) permitem especificar fungdes no modelo através de
coeficientes representados ao longo das arestas de um grafico causal. Este
coeficiente B quantifica a relagao de efeito direto entre arestas de X para Y (X — YY),
denotando no modelo a contribuicdo que a variavel independente X tem na fungao
que define a variavel dependente Y. Isto quer dizer que o coeficiente de caminho
indica uma relagdo de causalidade, enquanto um coeficiente de regressao indica

apenas a correlagéo entre variaveis (relagdo nao necessariamente causal).'®?

Para um conjunto de trés variaveis X, Y e Z, sendo Z uma variavel
intermediaria (mediator) entre X e Y, a formula de efeito controlado direto (controlled

direct effect, CDE) de Y alterando o valor de X = x para X = x’ é definida por:'*'

Férmula 3 (Controlled Direct Effect):

CDE = P(Y = y|do(X = x),do(Z = z)) — P(Y = y|do(X = x'),do(Z = z))

Agora considere o exemplo a seguir onde seja de interesse estimar o efeito

direto de Z em Y contendo as equacgdes estruturais:'?'

X=UX
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Z=aX+UZ
W:bX+cZ+UW

Y=dZ+eW+UY

Como constatado nas equagdes, W € o unico pai de Y, fazendo a reescrita da

equacao aplicando-se a Formula Y na forma das expectativas, se obtém:'’

DE = E[Y|do(Z = z + 1), do(W = w)] — E[Y|do(Z = z),do(W = w)]

Reduzindo a equacao, considere os seguintes passos para constatacdo do
efeito direto (DE):

ElY|do(Z = z + 1),do(W =w)] = d(z+ 1) + ew
ElY|do(Z = z),do(W = w)] = dz + ew
DE=d(z+ 1) +ew — (dz + ew)

DE =d

A aplicacdo dos do-operators remove adequadamente as equagdes do
modelo, sem necessitar fazer suposi¢des sobre correlagdes entre erros ou fatores
desconhecidos U. O resultado da formula de efeito direto (direct effect, DE) resulta

no coeficiente de caminho entre Ze Y (DE = d).”*

Estes conceitos assumem que os efeitos diretos sdo, de alguma forma,
conhecidos a priori (estimados em intervengbes experimentais, por exemplo).
Estimar os efeitos totais e diretos em dados ndo experimentais € uma questao
denominada como ‘“identifiability”.’®® O problema de identifiability consiste na
dificuldade que se existe em expressar os efeitos totais e seus respectivos
coeficientes de caminho em termos das covaridncias oy, ou dos coeficientes de
regressao Ryyx.z, onde X e Y sdo duas variaveis de interesse para se calcular os
efeitos causais e Z € um conjunto de variaveis que satisfagam o critério de backdoor

no modelo."®’
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Em uma situacdo em que ndo se tem todas as equacbes e parametros
estruturais do modelo, mas se possui o DAG correspondente, é possivel identificar
os efeitos de causalidade. O critério de backdoor enuncia que um conjunto de
variaveis Z precisam ser ajustadas para determinar o efeito causal de X em Y. Desta
forma, € possivel estimar a expectativa condicional de Y dados X e Z. Usando a
dependéncia resultante entre X e Y e o valor médio de Z é possivel calcular o efeito
que Xtem em Y. A regressao em Z adiciona as variaveis que satisfazem o critério de
backdoor na equacao, fazendo com que ocorra o bloqueio dos caminhos espurios de

X e Y e a prevencao de informagdes incorretas no coeficiente de X:727.768
Isto é, em outras palavras, o procedimento efetua os seguintes passos:'®®

1. Realiza-se a busca no modelo por um conjunto de covariaveis Z que
satisfagam o critério de backdoor para as variaveis de tratamento X e
desfecho Y.

2. Apos, aplica-se o método de regressao para regredir Yem X e Z.

O coeficiente associado a X no resultado da equacdo indica a relacdo de

efeito causal de Xem Y.

No exemplo representado pela Figura 19 o grafo representa um sistema linear
e € de interesse calcular os efeitos causais que X tem em Y. Utilizando o critério de
backdoor, o caminho T — Y elucida a necessidade de se ajustar T para viabilizar a
relacdo de causalidade de X para Y. Desta forma, a estrutura do grafico autoriza,
apos o ajuste em T, que W seja ignorado. Isso permite a regressdo de Yem Xe T
através da equacao de regressao y = X + r;T + €. O coeficiente ry representa o

efeito total de X em Y e € um coeficiente de erro.'®’
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Figura 19. Exemplo para se analisar os efeitos de X em Y em um sistema linear.

Fonte: O autor, 2024.

Agora suponha que seja de interesse de se calcular a relagao de efeito direto
de X’ em Y. O coeficiente estrutural a denota a relagao de efeito direto e, em um

sistema linear, a fungéo que define Y é dada por: y = ax + Bz + ---+ UY."%®

Considere a Figura 20 o DAG G que deriva do grafico da Figura 19, com a
presenca do coeficiente estrutural a que denota a relacédo de efeito direto de X e Y.
Neste caso, a Figura 19 ndo possui uma aresta direta conectando X a Y, logo o
coeficiente estrutural € a = 0. Isto indica que o efeito direto que X tem em Y é igual a
0_121
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Figura 20. Exemplo derivado para se analisar os efeitos de X em Y em um sistema linear.

Fonte: O autor, 2024.

A magnitude de a ainda pode ser identificada mesmo que o modelo nao
determine seu valor. A “Regra de Regressao para ldentificacdo” fornece um método
similar ao processo do critério de backdoor, determinando quais variaveis devem
constar na equacado e que qualquer parametro (a) pode ser identificado pela

regressdo de minimos quadrados ordinarios (ordinary least square, OLS)."%

A “Regra de Regressao para Identificacdo” permite que o efeito direto de X

em Y seja identificado no grafo G na Figura 20:'

1. Remove-se as arestas de X a Y, caso existirem. Isso resulta em um grafo G,
(Figura 21).

2. Se existirem um conjunto de variaveis Z que fagam com que X e Y fiquem
d-separated, deve-se regredir Y em X e Z. Na Figura 21 é possivel observar
que W atua de tal forma a tornar X e Y séo d-separated. Entéo, efetua-se a
regressao de Y em X e W usando-se a equacao de regressao Y =X + r,W +

€.
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3. O coeficiente ry na equacgao resultante é igual ao coeficiente estrutural a, isto

€, o valor da relacao efeito direto de Xem Y.

Figura 21. Exemplo denotando os efeitos de X em Y em um sistema linear.

Fonte: O autor, 2024.

43. IRAS

As IRAS estao entre os principais indicadores de 6bito hospitalar nos Estados
Unidos da América e no Brasil.*"*® Alta taxa de morbidade, aumento da resisténcia
de microrganismos aos antimicrobianos, prolongamento de estadia em leito
hospitalar e aumento de custos para tratamento de pacientes internados estao entre
os fatores complicadores para quem enfrenta tal contexto.*® Por definicdo, as IRAS
sdo infecgdes que ocorrem 48 horas apds a admissao hospitalar do paciente ou
apo6s a alta, quando estiver relacionada a internagdes anteriores ou a procedimentos

hospitalares prévios.*

Com a necessidade de se buscar um entendimento melhor do impacto das

IRAS no contexto da area da saude, grupos buscaram formas de estudar medidas
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que pudessem estar associadas a prevengao, diagndstico, causa, ou até mesmo
risco elevado para que tais infecgdes surgissem.*® Estes grupos consolidados foram
denominados como CCIHs. Estas comissbes sado responsaveis pela vigilancia
epidemiologica e realizam o “controle de infeccoes” através da busca ativa das
IRAS, de forma sistematica e continua, em clinicas e unidades hospitalares.
Estima-se que um terco das infeccbes hospitalares podem ser prevenidas pela

realizag&o do trabalho dos profissionais de uma CCIH.%°

O processo de busca ativa no controle de infecgdes é realizado com o fim de
reconhecer eventos e condi¢gées que influenciam no surgimento e na ocorréncia das
infeccbes em ambientes clinicos.®” Este processo segue critérios explanados por
manuais (NHSN e Anvisa), que funcionam como ferramentas para orientar
profissionais a identificar e prevenir infecgdes. Estes manuais orientam boas praticas
e sugerem que a ocorréncia das IRAS é associada a eventos que indiquem a
presenca de infeccdo em um paciente através. Estes eventos podem ser sintomas,
exames laboratoriais, procedimentos invasivos, uso de antibiéticos ou tempo de
estadia no hospital. Outros fatores associados com o surgimento e gravidade das

IRAS podem ser denominados como fatores preventivos e fatores de risco.*%16%-1"1

Um fator de risco corresponde a aspectos pessoais de saude de um paciente.
Podem ser condi¢cbes associadas ao ambiente em que se encontra, caracteristicas
inatas ou herdadas que estdo associadas diretamente a saude do enfermo. Ja um
fator preventivo (ou protetivo) corresponde aos mesmos aspectos pessoais de saude
do paciente, sendo elas associadas ao ambiente, e caracteristicas inatas ou
herdadas, porém com relagdo a prevencédo ou mitigacdo de condi¢cées importantes

de saude a serem prevenidas.'’#'"

Estes fatores de risco e preventivos sdo estudados na area da saude através
de estudos observacionais para elucidar associa¢des entre variaveis e o desfecho
de interesse. As associagdes ndao possuem relacées de causalidade efetivamente
comprovadas, visto que esta abordagem realizada pelos estudos é puramente
correlacional e, desta forma, ¢é fundamentalmente essencial considerar
confounding.’”'%%75  Mesmo sendo correlagdes, as varidveis contendo tais

associacdes de risco foram estudadas arduamente pelos pesquisadores clinicos de
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tal forma a servir precursor dos estudos de causalidade e base tedrica para a

construgdo de graficos causais.'®

Os efeitos causais de fatores de risco e fatores preventivos nem sempre
podem ser transpostos em uma intervencido. Além de que os efeitos causais destes
fatores comumente sao diferentes dos efeitos causais das intervengdes, a remogao
ou ajuste de um destes fatores pode ndo implicar em normalizagdo ou viabilizagao

do efeito causal.'”

A selecdo de variaveis a serem colocadas em um modelo causal € uma tarefa
complexa e, quando feita de forma inadequada, pode representar em viés de
estudo.”® A selegdo de um “conjunto suficiente de fatores” que devem constar no
modelo é fundamental para apoiar as suposigoes causais.'®® Estas variaveis devem
seguir a narrativa de “histéria causal”’, onde o conjunto de variaveis presentes
satisfaz as hipdteses e suposicoes do estudo, e satisfazem o critério de
backdoor.5'% A selecdo das variaveis de estudo e relagdes entre os nodos do DAG,
idealmente, deve ocorrer antes de uma analise mais profunda de dados
observacionais. Isso permite estabelecer adequadamente as suposigdes e hipoteses
previamente elaboradas de forma a n&o se criarem vieses provocados pelos dados
ou pelas caracteristicas populacionais.*”'%'2! Porém, tal afirmacgdo n&o é impeditiva
para que o uso de algoritmos de regressédo ou “feature importance” possam ser
usados a fim de auxiliar a identificar variaveis, sejam elas n&o observadas ou

inadequadas de estarem presentes no modelo (variaveis de alta correlagdo)'’-"8",

Desta forma, entender como as associacoes destes fatores se comportam
quando estudadas em teses causais € fundamental para elucidar as causas de
meras correlagbes, quando possivel.*” Seguindo o exemplo de Infecgdo de Sitio
Cirurgico (ISC), existem critérios, fatores preventivos e fatores de risco que podem
ser inseridos como variaveis de estudos de causalidade. indices e scores foram
criados a partir destes fatores para estabelecer uma metodologia para a gravidade
de um paciente e seus riscos de contrair uma infecgao por conta do procedimento
cirurgico. Estes indices e scores sofreram diversas alteragbes ao longo dos tempos

visto que estabelecem apenas critérios correlativos.'82-18
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Sendo estes fatores sugestbes de variaveis de estudo para teses de
causalidade, os critérios associados ao paciente sdo comorbidades modificaveis e
trataveis como diabetes, imunossupressao, obesidade, neoplasia, hipertensao
arterial, e outras doengas significativas. O uso de tabaco € uma condigdo associada
ao paciente que pode ser modificada. Idade avangada, histéria de infeccdes prévias
de pele e tecidos moles e histérico de radioterapia sdo fatores associados ao
paciente ndo modificaveis. Alteracdes nos parametros de exames laboratoriais como
hemogramas, leucdcitos, glicemia e albumina podem enunciar questdes associadas

ao paciente que indiquem um maior risco de contrair uma ISC.182183.185

Dos eventos associados ao procedimento cirurgico, podem ser considerados
os fatores de contaminagdo do ar da sala cirurgica, uso de anticoagulantes,
transfusbes de sangue, oxigenacgdo, tempo de cirurgia (depende do tipo de
procedimento), hipotermia perioperatéria, hiperglicemia pos operatéria, cuidados
com a ferida, técnica de procedimento cirurgico (associado a equipe cirurgica),
contaminacao da ferida pela flora na pele do paciente, contaminacdo da ferida
através dos instrumentos cirurgicos e contaminagédo da ferida através das roupas,
vestimentas da equipe cirurgica, sapatos e outros utensilios ou vestimentas. Alguns
estudos trazem outros fatores como por exemplo de que os pelos s6 devem ser
removidos se estiverem em excesso; uso de descolonizagdo intranasal e
antisséptico de pele na regido do procedimento cirurgico; profilaxia antimicrobiana
dentro de 1 hora apds a incisdo; taxa de adequacéo de checklists de boas praticas

para prevencao de ISC.'®?
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5. RESULTADOS: Aplicagao do Framework de Inferéncia Causal

A sessdo aborda a aplicacdo do framework usando-se como exemplo o caso

de Febre Puerperal, estudado por Ignaz Semmelweis no século 19.

5.1. O caso da Febre Puerperal

Durante o século 19, a Febre Puerperal era uma condicdo devastadora
responsavel por uma alta taxa de mortalidade entre mulheres europeias em periodo
pos-parto. Seus sintomas mais comuns estdo entre febre alta, dor abdominal e mau
odor das regides genitais. Em casos mais graves os sintomas variam de inchago ou
dor nas extremidades ou articulagdes, nausea e vémito, corrimento vaginal copioso,
dor de cabeca, mialgias, dispneia, irritacdo na pele, faringite, confusao e mal-estar

geral, levando o paciente para uma rapida progressao de ébito. #5188

No final da década de 1830, o numero crescente de Obitos por Febre
Puerperal estava gerando muita preocupagao aos meédicos da época. Ignaz
Semmelweis foi um médico hungaro responsavel por fazer os primeiros estudos de
causalidade sobre o assunto (Figura 22). Ele fez uso de um raciocinio que
aprendera na “Escola de Medicina de Viena” para investigar as possibilidades de
causa para tantos casos de Febre Puerperal. Tal método procedural, baseado em
critérios de exclusdo estritos do processo de “modus tollendo ponens”, permitiu a
Semmelweis e seus discipulos a compreenderem a possivel causa para a doenca

através de praticas e dados estatisticos basicos das duas clinicas da época.'®®
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Figura 22. Retrato de Ignaz Semmelweis por Eugen Doby.'®

Fonte: Desconhecido, Dominio Publico.

Uma clinica obstétrica da regido foi separada em duas unidades em 1839 e
ao longo dos anos seus dados foram estudados e observados por Semmelweis.
Enquanto uma clinica foi alocada para a instrugdo de novos médicos obstétricos,
onde realizavam diversos estudos anatomicos e autopsias em cadaveres, a outra
ficou apenas com parteiras. A clinica representada pelos médicos obstétricos
registrava um numero muito maior de oébitos relacionados a Febre Puerperal que a

clinica composta apenas por parteiras.'®’

Desta forma, apds assumir um cargo na Clinica Obstétrica do “Hospital Geral
de Vienna” em 1° Julho de 1846, Semmelweis estruturou medidas para intervir nos
casos de Febre Puerperal. Em Maio de 1847, seguindo seu método e hipotese,
Semmelweis e seus colegas instituiram um programa onde todos que iriam examinar
e conduzir mulheres em situacao de parto deveriam lavar as maos com uma solugao
aquosa de cal clorada. Em Dezembro do mesmo ano, Semmelweis e seus colegas
observaram que a taxa de mortalidade por Febre Puerperal caira de 18% em Abril
para 2,45% nos meses seguintes (Grafico 1). Tal foi o sucesso deste estudo que os

orgaos governamentais implementaram programas para que médicos e parteiras a
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fim de obrigar estes profissionais a lavarem as maos antes de conduzir atividades
com mulheres em situacdo de parto. Em contraponto, tais medidas duraram até o
fim do mandato de seu cargo, onde tal situacdo originou um novo aumento dos
casos de Febre Puerperal. Alguns anos depois, por motivagdes associadas a politica
e de senso comum da sociedade da época que iam contra as hipoteses de
Semmelweis, 0 mesmo acabou sendo enviado a uma instituicio para tratamento de
pessoas com problemas mentais, onde acabou falecendo em 13 de Agosto de
1865.188’190
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Tabela 1. Taxas de mortalidade por Febre Puerperal do periodo de Janeiro de 1841 até Margo de
1849.

Fonte: O autor, 2024.

O método de Semmelweis se baseou no fato de que, na clinica onde seus
colegas médicos efetuaram partos e estudos com cadaveres, a taxa de mortalidade
por Febre Puerperal era maior do que na clinica composta apenas por parteiras. De
tal forma, Semmelweis elucidou a possibilidade de existir algum “agente venenoso”
(como definiu na época) como causador da Febre Puerperal e que, quando os
meédicos tocavam nos cadaveres, se contaminavam com este tal agente. Desta
forma, ele elucidou que a lavagem de maos poderia eliminar este “agente venenoso”

das maos dos médicos, permitindo que conduzissem partos de forma segura.
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Semmelweis também observou a presenca de ferimentos purulentos nos pacientes
com Febre Puerperal, assim também deduziu que este “agente venenoso” precisava

de uma entrada no corpo do paciente para causar a doenga.®"1%%"

5.2. Criando o DAG

Com base nas suposicdes e sucesso de suas intervengdes, o legado de Ignaz
Semmelweis trouxe uma nova otica para as praticas clinicas da época e enunciou a
necessidade de uma medida preventiva que, nos dias atuais, € indispensavel. Sua
hipotese como causador da Febre Puerperal foi confirmada nos anos seguintes,
vindo a elucidar que o “agente venenoso” era, na verdade, um microorganismo ou
“agente patogénico”. Tal bactéria, denominada de estreptococos, quando em contato
com uma ferida exposta pode entrar na corrente sanguinea do hospedeiro e causar
uma infeccdo generalizada (sepse) de sintomas complexos, podendo levar o

paciente a Obito.8"192

Na Figura 23 é possivel observar um DAG contendo as provaveis hipéteses
que Semmelweis fez em seu raciocinio sobre a causa de morte por Febre Puerperal.
Ao analisar as diferengas entre as duas clinicas e observar as praticas de cada uma,
Semmelweis deduziu, através do seu método, a provavel contaminagdo das méaos
dos médicos através do contato com cadaveres. Tal contaminacédo de um agente
patogénico, quando em contato com uma ferida do puerpério, evolui para um quadro
de infecgdo que pode ser observado a partir de uma ferida contaminada, ou ferida
séptica, eventualmente com presenca secrecdo purulenta. Estes sintomas graves
observados foram associados e denominados como a Febre Puerperal, que € uma

infecgao generalizada e possui um alto indice de mortalidade. 88192193
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& ™
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Cadaveres
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'd * ™
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Patogénico _
b A |
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Ferida Séptica Febre Puerperal | Febre Puerperal |
Lesao / Ferida

Figura 23. DAG contendo as potenciais hipéteses que Semmelweis fez em seu raciocinio sobre a
causalidade da Febre Puerperal.
Fonte: O autor, 2024.

Estudos da época demonstravam o potencial de antissépticos (feitos de cloro)
como produtos capazes de higienizar superficies e, desta forma, eliminar agentes e
microbios indesejados. A partir deste conhecimento, Semmelweis sugeriu que uma
intervencao por “higienizacdo das maos”, com o uso de solugdes antissépticas,
poderia evitar a Febre Puerperal, proporcionando um progndéstico mais favoravel
para a sobrevida de mulheres em situagcdo de pos-parto. De tal forma, a Figura 24
ilustra o raciocinio causal de Semmelweis em intervir com a lavagem de maos para

poder evitar a morte por Febre Puerperal.’1%

— -

Lavagem de Maos —> Voriaild nas pox
l Febre Puerperal |

Figura 24. Intervencgéo através de “Lavagem de maos” para redugao dos casos de Febre Puerperal.

Fonte: O autor, 2024.

O grafico causal na Figura 25 demonstra um DAG que descreve as relagdes
de causalidade entre os eventos partindo da intervencdo “Lavagem de Maos” e o
desfecho de “Mortalidade por Febre Puerperal”. O conjunto de variaveis “Agente
Patogénico”, “Ferida do puerpério”, “Ferida Séptica” e “Febre Puerperal”
representam nodos que se relacionam de tal forma a funcionarem como variaveis

endoégenas, mediators e colliders. O nodo de “Fatores n&o previsiveis” indica um
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conjunto de variaveis exodgenas nao observadas, de dificil mensuragdo, mas que
corroboram o surgimento de uma lesao no puerpério. O nodo externo “Contato com
cadaveres” indica o contato prévio com cadaveres. O nodo intermediario de “Ferida
no puerpério” indica o acontecimento de uma lesédo durante o processo de parto. O
nodo de “Agente Patogénico” indica os niveis de contaminagdo das maos por
microorganismos. O nodo de “Ferida Séptica” denota a presenga de uma ferida
contaminada por um agente infeccioso. O nodo de “Febre Puerperal’ traz o cenario
onde o paciente apresenta niveis de sintomas de Febre Puerperal. O nodo de
“Mortalidade por Febre Puerperal’ representa o desfecho de interesse, que é: obito

provocado pela doencga da “Febre Puerperal”.®192

Contato com

Cadaveres Lavagem de Mios
A [Mortalidade por |
Agente Mortalidade por
Patogénico Ferida SeptlcaHFeble Puerperal}—*i Melire Puerperst |
Fatores nao Lesao / Ferlda
previsiveis do puerpério

Figura 25. Relagdes entre nodos denotando a hipétese de causalidade entre “Lavagem de
maos” e o desfecho de “Mortalidade por Febre Puerperal”.

Fonte: O autor, 2024.

5.3. Relagdes entre nodos e ajustes de caminhos.

No DAG ilustrado pela Figura 25, é possivel observar as relagbes entre os
nodos e estabelecer algumas interpretagcdes. As associag¢des entre cada nodo pai e
filho é representada por arestas com flechas direcionais e o grafico causal é aciclico.
Desta forma, € possivel observar que o DAG possui um caminho de backdoor:
“Lavagem de Mé&os” «— “Contato com Cadaveres” — “Agente Patogénico” — “Ferida
Séptica” — “Febre Puerperal” — “Mortalidade por Febre Puerperal”. Tal caminho

esta bloqueado pelo nodo de “Ferida Séptica”. Desta forma, o critério de backdoor



65

ainda nao é satisfeito pela regra. Porém, pelo fato de que o nodo de “Ferida Séptica”
também bloquear o caminho causal da intervengdo ao desfecho (“Lavagem de
Maos” — “Ferida Séptica” — “Febre Puerperal” — “Mortalidade por Febre
Puerperal”), o nodo de “Ferida Séptica”, ao ser desbloqueado, abrira o caminho de

backdoor em questio e o critério de backdoor se tornara satisfeito.'’

Entdo, para que a relacdo de efeito total de causalidade possa ser
estabelecida, o caminho de backdoor precisa ser tratado de forma a eliminar todas
as flechas que chegam na intervengdo “Lavagem de Maos”, o que bloqueia o
caminho espurio de “Lavagem de Maos” até o desfecho “Mortalidade por Febre
Puerperal”. Assim, é possivel observar que o nodo de “Contato com Cadaveres”
atua como um confounder e precisa ser ajustado para satisfazer a regra e bloquear
o caminho de backdoor. A Figura 26 denota esta nova relagédo onde o nodo “Contato
com Cadaveres” é ajustado e, desta forma, sua relagdo com “Lavagem de Maos” é

ignorada no DAG. %121

Contato com
Cadaveres x*‘ Lavagem de Mios -

Agente | Mortalidade por ]
Pitogaico HFerlda SeptlcaHFeble Puer’peral}—Pl Febre Puerperal |

Lesao/ Ferlda
do puerpério

Fatores nio
previsiveis

Figura 26. Tratamento do caminho de backdoor provocado pela relagdo entre “Contato com cadaver”
e “Lavagem de maos”.
Fonte: O autor, 2024.

Apdés o caminho de backdoor ser ajustado, este ajuste € minimamente
suficiente para permitir que o efeito causal total da intervencéo possa ser calculado.
Porém, a relagcao de efeito direto ainda ndo é possivel. O nodo “Ferida Séptica”
representa um collider no grafico causal (Figura 26), o que bloqueia e gera
confounding na inferéncia de efeito direto da intervencdo “Lavagem de M&os” no

desfecho “Mortalidade por Febre Puerperal’. Desta forma, o nodo de “Ferida
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Séptica” precisa ser ajustado para que o caminho seja aberto. Se o nodo de “Ferida
Séptica” for condicional, o caminho entre “Lavagem de Maos” e “Mortalidade por

Febre Puerperal” sera aberto, permitindo a relagio de causalidade (Figura 27).12%150

Contato com
Cadaveres Lavagem de Mios

Agente [ Mortalidade por ‘
H Ferida Septi '—b Febre P 1 '—P
[ Patogénico erica Sephica { s i ' Febre Puerperal |
Fatores nio Lesdo / Feuda
previsiveis do puerpério

Figura 27. Tratamento da variavel “Ferida séptica”.
Fonte: O autor, 2024.

5.4. Calculando efeitos de causalidade

A partir dos ajustes feitos, a férmula de probabilidade da intervencéo, dada
pelo do-operator através dos critérios de backdoor e frontdoor, pode ser escrita de
forma que a probabilidade da intervengéo “Lavagem de Méaos” (“\LM”) no desfecho de
“Mortalidade por Febre Puerperal” (“MFP”) é igual a probabilidade condicional de
‘Lavagem de Maos” em “Mortalidade por Febre Puerperal”’, assumindo um sistema
linear: P("MFP" | do(“LM”)) = P("MFP" | “LM”)."6".165

O efeito total de causalidade difere do efeito direto. O ajuste no nodo de
“Contato com cadaveres” (Figura 26) é suficiente para o calculo de efeito total pois
fecha todos os caminhos enviesados, deixando todos os caminhos causais abertos.
Inserindo a variavel de “Contato com cadaveres” para regressdo junto com a
intervencao, deve retornar um coeficiente de regressao ry associado a exposigao

“Lavagem de M&os” que representa o efeito total de todos os caminhos causais.® %2

O efeito direto de causalidade pode ser inferido na Figura 27 visto a variavel

condicional “Ferida Séptica” dentro do caminho “Lavagem de Mé&os” — “Ferida
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Séptica” — “Febre Puerperal” — “Mortalidade por Febre Puerperal”. Desta forma,
adicionando “Ferida Séptica”, “Contato com cadaveres” e a intervencdo para
regressao, o coeficiente de regressao ry associado a exposi¢cao “Lavagem de Maos”
representara a relacdo de efeito direto com o desfecho de “Mortalidade por Febre

Puerperal”. 121164

No caso de Semmelweis, a intervencao proposta por ele em pratica na época
de 1847, observou que a Mortalidade por Febre Puerperal reduziu de
aproximadamente 18% para 2,45% em um periodo de 4 meses apds a
implementacgéo do programa de Higiene de Maos em todas as clinicas obstétricas da
cidade. Considerando que a probabilidade de “Morte por Febre Puerperal” é de 18%:
P("MFP") = 18%; é possivel deduzir que a probabilidade de “Morte por Febre
Puerperal” dado a intervengdo por “Lavagem de Maos” é de 2,45%: P("MFP" |
do(“LM”)) = 2,45%.72".163

5.5. Analisando “Counterfactuals” e contextos atuais

As hipéteses de Semmelweis seguiram um raciocinio légico e basico. Dentre
0s questionamentos realizados, certamente buscou identificar fatores que pudessem
dar razdo ao surgimento das infecgoes de “Febre Puerperal”’. Seguindo uma linha
filosofica, o questionamento de Semmelweis provavelmente foi: “O que difere o
tratamento das mulheres em situagao de parto entre as clinicas para que uma tenha
uma taxa de o6bitos muito maior que a outra?”. Tal pensamento o permitiu elucidar

possibilidades de intervengéo e, até mesmo, ter descobertas de sucesso.%>1%81%0

Este raciocinio filoséfico € o cerne para o entendimento da contrafactualidade.
Questionamentos como “E se o paciente nao tiver uma ferida no puerpério? Ainda
tera Febre Puerperal?”, podem parecer questionamentos O&bvios e serem
respondidos com “N&o, o paciente n&o tera a Febre Puerperal pois 0 germe precisa
de uma abertura para se instalar no hospedeiro e causar a infec¢gao generalizada”.
Apesar de tal pensamento atualmente ser intrinseco ao senso comum entre os

clinicos e pesquisadores, visto a quantidade de pesquisas posteriores realizadas
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sobre o0 assunto, na época de Semmelweis acreditava-se que a causa era por um
envenenamento proveniente do contato com cadaveres, afinal ndo se tinha
conhecimento da existéncia de microorganismos, que em contato com mulheres em

situagao de parto geravam a Febre Puerperal.*”19.191

O pensamento comum influencia na forma como pesquisadores criam
hipoteses de estudo e, a partir de métodos estatisticos, realizam a afirmagao ou nao
das suas suposigdes.’®"'%” No caso de Semmelweis, até mesmo a pergunta “E se
quem for conduzir o parto ndo lavar as maos, o paciente tera 6bito por Febre
Puerperal?” pode ser respondida, em um contexto moderno, com “nao
necessariamente” e com o complemento de uma série de outras possibilidades.®
Este poder que os métodos de inferéncia causal dao aos pesquisadores de
efetuarem questionamentos que nao aconteceram é de suma importancia para
ter-se um compreendimento completo do comportamento das intervencbes nos
desfechos. Até mesmo da a possibilidade de explorar outras intervengdes para

raciocinar sobre as relagbes de causalidade entre fatores e eventos.47:10%147.158198,199

No contexto atual, a analise de fatores associados as ISCs faz o uso de
raciocinios sofisticados, com fundamentos estatisticos modernos para associar as
correlacdes aos desfechos. indices de risco foram estabelecidos como método para
potencial associagao de causalidade para ISCs. A partir de fatores de risco, estes
critérios geram um score que representa a probabilidade de um paciente contrair

uma infecgao através de uma ferida cirlrgica.'8-'8°

Suponha um DAG gerado a partir das caracteristicas que envolvem estes
indices e scores para designar uma relacdo de causalidade de “Antissepsia
Cirargica” com o desfecho de “Obito por ISC” (Figura 28). Considerando a
intervencao de “Antissepsia Cirurgica” com o desfecho, algumas caracteristicas se
comportam de tal forma a se relacionarem diretamente com um uUnico evento em
comum, o nodo de “ISC”. Essas caracteristicas representam: a potencial
contaminagao dos instrumentos, das vestimentas dos cirurgides ou da prépria flora
do paciente por um microorganismo; tempo para realizagdo do procedimento;
comorbidades do paciente, onde pode ser considerado um conjunto de variaveis

como obesidade, diabetes, imunossupressao, ma nutricdo e uso de cigarro; idade
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avancada; histérico de infeccbes prévias antes do paciente realizar o procedimento;
temperatura corporal do paciente durante o procedimento; niveis de oxigenagéo do
sangue; o uso de antibiético até uma hora antes do procedimento; e a prépria ferida
cirurgica (se durante o procedimento foram realizadas as melhores praticas e se foi
fechada adequadamente ferida, sem “aberturas” pés cirurgia). O nodo de “ISC” pode
evoluir para “Alta melhorada” ou um quadro de infecgdo generalizada associada ao

sitio cirargico. A “Infeccdo Generalizada” pode levar o paciente a “Obito por
|SC” 184,185,200-204

Potencial de

Contaminacio

da Cirurgia
fatores ndo

Ferid Agente
erida ERE
Patologico
Cirargica [\ 2 mensurados :
Historico prévio \ \
_de Infeccdo \ } { \

Outros Antissepsia

Cirurgica

Infeccio o
Generalizada Obito por ISC

NN

[ Alta Melhorada

Comorbidades
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corporal

Glicose do Antibiotico
sangue Oxigenacdo Profilaxia

Figura 28. DAG demonstrando a potencial relagéo de causalidade da variavel de “Antissepsia
cirirgica” com relagao ao desfecho de “Obito por ISC”.

Fonte: O autor, 2024.

O trabalho de Semmelweis foi fundamental para que o panorama das praticas
clinicas e cirurgicas fossem aperfeicoadas. Os esforgos pioneiros permitiram com
que outros estudos pudessem analisar outras hipdteses para a ocorréncia das
infecgdes, reduzindo taxas de infec¢do e, consequentemente, de 6bito causado por

infeccbes associadas a procedimentos cirurgicos. O programa de higienizagao das
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maos proposto por Semmelweis foi capaz de reduzir drasticamente a taxa de ébitos
por Febre Puerperal (entre 5% a 2,5%). Com a aplicagdo de outras praticas e
medidas, a taxa de mortalidade em ISCs atualmente reside em um valor muito
menor (inferior a 0,5%). Isso denota a eficacia dos estudos em sugerir boas praticas
clinicas e a adocdo de medidas protetivas e preventivas para cuidados com os
pacientes. Tais praticas sdo registradas em protocolos, normativas, indices e scores
de risco. Funcionam de tal forma a fornecer uma metodologia padrao e universal

para mensurar os riscos de um procedimento cirdrgico. 88191192202

Os modelos e hipoteses causais podem ser testados a partir da criagédo de
modelos proprios ou de pacotes ja existentes em linguagens de programacgao
modernas. O pacote disponivel para a linguagem de programacao R, denominado
“dagitty”, permite aos usuarios analisar e manipular DAGs, sendo este o pacote
criado pelos alunos de Judea Pearl.?®® Outros pacotes existentes para a linguagem
de programacdo R como por exemplo “CausalQueries” permitem aos usuarios
testarem varios outros efeitos de inferéncia causal, além da metodologia

explanada.?®
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6. DISCUSSAO

Desde registros de filésofos antigos até os tempos modernos, civilizagdes
buscaram entendimento do que seriam relacbes de causa e efeito. Pensamento
intrinseco aos seres humanos, a busca pela compreensdo de conceitos de
causalidade foi constante em diversos registros da humanidade e variou conforme o

passar das eras. 1,2,207,208

Em tempos recentes, o ECR foi fundamentalmente considerado como
principal método para estabelecer relagdes de causalidade. Porém, tal método pode
acabar nao sendo viavel ou ético, pela possibilidade de expor pacientes a riscos ou
pelo fato de ndo ser possivel intervir em variaveis como cancer, obesidade, idade
etc. Um ECR também pode acabar sendo custoso ou de alta complexidade, sendo
este ultimo um fator critico para a possibilidade de surgimento de vieses de
estudo.*’? Mesmo assim, estudos epidemioldgicos se restringiram unicamente a

ECRs para denotar relagbes de causalidade.?'®

Estudos observacionais surgem como alternativa importante para casos em
que o ECR néo é viavel, porém as abordagens convencionais utilizadas em estudos
epidemiologicos através de tais dados observacionais s&o incapazes de detectar e
demonstrar a transmissido de efeitos de causalidade."’®?® Desde os critérios
enunciados por Bradford Hill até estudos que analisam os fatores de risco
associados as doencas elucidam apenas informagdes meramente correlativas. Estas
covariaveis podem conter relacbes de efeito causal enviesadas, sendo assim,

incapazes de esclarecer as relagdes de efeito e causa.'*?"

Com o intuito de viabilizar relagbes efetivamente causais em estudos
observacionais, os métodos de inferéncia causal surgem como uma ferramenta
capaz de ilustrar os fluxos de causalidade através de um DAG. Considerando que
tais métodos sdo de custo reduzido se comparados a realizagdo de ECRs, as
técnicas de inferéncia causal podem também elucidar diferengas entre as relacbes
espurias e causais. O método do do-calculus ajusta o grafico causal e calcula os
efeitos de causalidade, contendo as mesmas qualidades da randomizagao em ECs,

sO que em dados observacionais.*’
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Aspecto interessante a ser mencionado € que a metodologia n&o necessita
“‘conhecer” ou representar todas as variaveis presentes em um SCM para inferir
alguma relacéao de efeito causal. Com a representacgao visual em um DAG é possivel
tratar os caminhos espurios (backdoor) e, assim, extrair informag¢des importantes

para o entendimento de causalidade das hipoteses de estudo.*’'%!

Quando este conhecimento é aplicado no contexto de ECRs, os métodos
podem complementar e validar o conhecimento adquirido pelos ensaios. A exibicao
das hipéteses de estudo de um ECR em um DAG pode apoiar e qualificar as
relagdes entre as variaveis, elucidando as correlagdes e facilitando o entendimento
de efeito causal entre intervencdo e desfecho.'"’2'22'® Também, métodos de
inferéncia causal podem vir a reforgar hipéteses que viabilizem ECRs, elucidando a
necessidade ou possibilidade de mais estudos antes da realizacdo de tais
ensaios.?'® Por fim, estudos de inferéncia causal sdo comumente rapidos e possuem

custos infimos se comparados aos custos de um ECR.#7:106:216

Os métodos de inferéncia causal, por serem realizados em dados
observacionais, possuem limitagbes que estdo diretamente associadas a questdes
amplamente conhecidas de estudos observacionais, que podem impedir com que a
meta analise seja feita. Tais limitagdes provocam vieses, impedindo que a
compreensao da transmissao de causalidade possa ser inferida. Os erros presentes
nos dados podem enunciar questionamentos tanto quanto a qualidade quanto a
integridade dos mesmos. Também pode ser considerada a capacidade do conjunto
de informagdes utilizadas no estudo de representar um escopo generalizado,
elucidando a necessidade da realizacdo de ECRs para viabilizar as relagcdes de
causa e efeito ou, quando possivel, a aquisicdo de mais dados

observacionais.'06.108.148,152

A tipagem dos dados pode afetar diretamente como os resultados séo
interpretados e pode agregar em complexidades quando se deseja validar a
generalizagcao do modelo. Caso um modelo tenha sido concebido com uma variavel
continua para sua representacao, por exemplo, e, em situagao de validagao externa,
caso esta variavel seja categorica ou binaria, o modelo pode ser ajustado para

viabilizar os fluxos de causalidade, porém é importante notar que isso implicara em
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mudangas importantes para validagao e interpretagdo da generalizagdo do modelo.
O uso de variaveis continuas permite melhor interpretagao e viabilizagao de técnicas
de regressdo. Conduz pesquisadores a mensurar as relagdes causais com maior
assertividade e qualidade. Em caso de impossibilidade de se usar variaveis
continuas, os DAGs viabilizam que qualquer tipagem de dados possa ser utilizada a

fim de se avaliar a inferéncia de fluxos de causalidade.*’

A metodologia ainda pode imitar o desenho de um ECR envolvendo um
ensaio hipotético, denominado como Target Trial Emulation. Esta abordagem
envolve a especificacdo de um ensaio “alvo”, incluindo os seus critérios de
elegibilidade, estratégias de tratamento, procedimentos de atribuigao e resultados, e
depois emular este ensaio utilizando dados do mundo real. Ao fazé-lo, gera um
fortalecimento das inferéncias causais extraidas de dados observacionais. Este
método enfatiza a importadncia de definir claramente a questdo causal e abordar
sistematicamente as fontes de preconceito e confusdo, como se faria no

planejamento de um ECR.2"

Desta forma, estudos epidemiolégicos associados ao combate das IRAS
podem: viabilizar novas hipoteses e intervengdes de estudo baseados em diversos
tipos de evidéncias, mesmo quando nao adequadas a um ECR; elucidar novas
estratégias para avaliar relacbes de causa e efeito, descartando variaveis de estudo
que transmitam correlagbes espurias; incluir desenhos de estudo que néao
correspondem necessariamente ao objetivo da tese, isto &, hipoteses contrafactuais;
e por fim, proporcionar uma reflexdo critica sobre quais os fatores que efetivamente
tem transmissao de efeito causal, mesmo que isso va contra questdes culturais ou
de preconceito prévio.?'*?'® Esta tese abordou metodologias de inferéncia causal que
visam esclarecer eventuais duvidas sobre processos, elucidando como que o
do-operator pode, a partir de uma hipétese e um DAG, indicar relagdes de efeito

causal de uma intervencdo em um desfecho.
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7. RELATORIO SINTETICO DO PRODUTO 1 DA DISSERTAGAO

7.1 — Titulo

FRAMEWORK PARA ESTUDOS DE INFERENCIA CAUSAL EM ESTUDOS
OBSERVACIONAIS SOBRE INFECGCOES RELACIONADAS A ASSISTENCIA A
SAUDE.

7.2- Descrigao

O presente produto € um framework que deve servir como ferramenta para
orientar pesquisadores a realizarem estudos de inferéncia causal na area das IRAS
de forma adequada e padronizada. Contendo diretrizes e um exemplo, esta
ferramenta também deve esclarecer eventuais duvidas e servir como referencial
base para que novos estudos de inferéncia causal ocorram na area das infecgdes

hospitalares.

7.3 - Aplicabilidade do produto

A aplicabilidade do produto pode ser realizada de forma imediata. O
conhecimento registrado neste framework pode ser aplicado em qualquer institui¢ao,

desde que associado as IRAS.

7.4 - Insercgao social

Este produto deve contribuir significativamente para que novos estudos de
inferéncia causal na area das IRAS possam ocorrer. Pesquisadores podem usar este
framework como guia base para estudar relagbes de causa e efeito de interesse na
area das IRAS e, assim, podem elucidar novas descobertas ou reafirmar

conhecimentos previamente descobertos.

7.5 — Previsao de publicagao [onde e como sera publicado e divulgado]
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A tese sera publicada na biblioteca da UFRGS e sera divulgada a partir de

futuros estudos na area das IRAS.
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8. RELATORIO SINTETICO DO PRODUTO 2 DA DISSERTAGAO

8.1 — Titulo

How Causal Inference Methods Could Have Aided Ignaz Semmelweis in the

Puerperal Fever Case

8.2- Descrigao

O produto € um artigo cientifico que busca esclarecer alguns aspectos de
inferéncia causal e, a partir do caso de Febre Puerperal estudado por Ignaz
Semmelweis no século, elabora uma narrativa argumentativa de como Semmelweis
poderia ter se beneficiado de tais métodos no intuito de conseguir persuadir a
comunidade médica de sua época. Por fim, conclui-se que novos estudos de
inferéncia causal também podem usar de tais artificios para elucidar ou solidificar o

conhecimento sobre relagcdes de causalidade em IRAS.

8.3 - Aplicabilidade do produto

O produto tem aplicabilidade imediata apds a publicagdo e deve proporcionar
um entendimento fundamental para o acontecimento de estudos de inferéncia causal

na area das IRAS.

8.4 - Insercgao social

O produto deve esclarecer o entendimento que pesquisadores tém sobre
causalidade nas IRAS, propondo que comunidades académicas busquem melhor

entendimento sobre tais técnicas.

8.5 — Previsao de publicagao [onde e como sera publicado e divulgado]
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O artigo sera publicado no American Journal of Infection Control e sera

divulgado pela propria revista. A previsao de publicagdo é em 05/06/2024.



78

9. ARTIGO CIENTIFICO: “How Causal Inference Methods Could Have Aided

Ignaz Semmelweis in the Puerperal Fever Case”

Introduction

In the 19th century, puerperal fever, also known as childbed fever, was a major cause
of maternal death. Ignaz Semmelweis, a Hungarian physician, observing the significantly
higher maternal mortality rates in the clinic staffed by doctors compared to the midwives'
clinic, hypothesized that the puerperal fever was transmitted via cadaveric particles from the
hands of medical students from autopsies performed. He hypothesized that handwashing with
chlorinated lime solutions could drastically reduce mortality rates. However, despite his
success, the lack of a theoretical framework and empirical methods required for establishing
causal relationships hindered widespread acceptance of his findings.'

According to the American Centers for Disease and Control (CDC) 1 in every 31
inpatients are at risk of healthcare-associated infection (HAI).? This risk is universal, and the
burden of these infections are even higher in low and middle-income countries.” HAIs are
preventable, and risk factors related to infection may be endogenous or exogenous or, most
often a combination of both. Causality link to HAI is crucial for prevention. However there is
scarce literature of causality and infection control.*

Most epidemiological observational studies focus on establishing associations to
enlight elements of causality. Causation presupposes that the exposure produces the effect.®
Traditionally, causal associations and effects are most accurately taken from randomized
controlled trials (RCTs) where common confounders can be controlled, however, this
approach can not be used in all cases, and sometimes it is not possible in the field of infection
prevention.’

Modern causality benefits from tools that can be used in observational studies to
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simulate the effects of randomization, controlling for confounders and denoting
cause-and-effect relationships.*® In the context of HAIs, the opportunities for conducting

causal inference studies are vast.'°

Puerperal sepsis case

In 1847, Ignaz Semmelweis investigated the causes of mortality in postpartum
childbirth. Based on methodological reasoning, he hypothesized that handwashing with
chlorinated lime solution among healthcare clinicians and midwives could significantly
reduce the incidence of puerperal fever.'

Despite substantial evidence supporting his hypothesis, due to the lack of knowledge
about pathogenic microorganisms and the absence of statistical and methodological tools to
demonstrate causal relationships, Semmelweis faced resistance from the medical community
about his findings."" The use of a causal diagram could have held him a greater advantage in
showing that his hypotheses were somehow causal, and not merely correlative, even if we

consider biases and lack of modern knowledge to it.”'?

Causal Inference

The methodology is based on a concept where the causal assumptions are represented
in a simple format. Such assumptions are displayed in a Directed Acyclic Graph (DAG) that
qualifies the causal theories of interest, elucidating confounders and enabling the inference of
causality transmission between variables. "

The do-calculus provides a theoretical framework for drawing causal inferences from
observational data.'* It consists of a set of rules for adjusting spurious paths, manipulating

conditional probabilities for hypothetical interventions and handling confounders." It allows
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researchers to estimate causal effects even when RCTs are not feasible.’

The causal graph should be constructed from hypotheses previously reasoned based on
existing knowledge in the literature, even if they represent simplistic assumptions of a much
more complex context. By exhibiting relationships between variables as nodes with directed
edges, each directed edge represents the potential causal relationship between one variable to
another and explicit causal hypotheses of interest.”'®

In most cases, the generated DAG may not be correct and it may contain biases related
to data that are hard to detect. However, the explicit visualization of the hypotheses in a DAG
allows the researcher to extract important information such as identifying which paths need to
be adjusted, which variables are merely correlational, and thus, which variables are
appropriate for regression, reducing the possibility of study confounding."

The process of creating and adjusting a DAG can become considerably complex. The
proper selection of variables that should be included in the model is a delicate task.
Researchers commonly consider a wide selection of variables, which can increase biases and
create spurious paths that need to be adjusted."”

The quality of inferences drawn from observational causal thesis depends on various
factors highly reliant on the quality and integrity of the data. The researcher’s knowledge,
beliefs and ability to measure errors can lead to bias that are hard to be measured.
Nevertheless, strong study hypotheses, when combined with extensive knowledge about a
specific subject, can generate relevant causal diagrams for understanding the cause-and-effect

relationships that an intervention has on an outcome.**'*

Application to Semmelweis's Case

A DAG representing Semmelweis’s hypothesis would have included nodes following
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the standard beliefs at the time. The nodes in the graph shown on Figure 1 could be the
practice of handwashing as the intervention (“Handwashing”), cadaveric particles on the
clinician hand (“Cadaveric Particles”), the presence of a puerperal wound due to birth
procedure (“Puerperal Wound”), a contaminated wound with the presence of infectious matter
(“Septic Wound”), puerperal fever symptoms (“Puerperal Fever”), and mortality by puerperal
fever (“Death by Puerperal Fever”). The directed edges coming into “Septic Wound” from the
nodes “Handwashing”, “Cadaveric Particles” and “Puerperal Wound” represent the causal
assumptions that Semmelweis’s did as he observed that all inpatients with puerperal fever had
a septic wound. Therefore, with the presence of a septic wound, it evolves into a puerperal
fever condition (“Puerperal Fever”), that could lead the inpatient to death(“Death by Puerperal
Fever”). Finally, the direct edge from “Handwashing” to “Death by Puerperal Fever” shows

his intentions of intervening with handwashing on the outcome of mortality by puerperal

fever.""
Handwashing
\, " —> "
eri Death by
Cada't erie » Septic Wound » Puerperal Fever | i
Particles L ) L Puerperal Fever

7
Puerperal
Wound

Figure 1. A DAG exhibiting the possible assumptions that Semmelweis made on his hypotheses for

“handwashing reduces mortality caused by Puerperal Fever”.

Identifying Confounding Factors
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Using DAGs as a simple tool in order to express and explicit his assumptions,
Semmelweis could have persuaded the medical community at his time. By identifying
potential confounders and adjusting for the “Septic Wound” node, Semmelweis could have
shown to the medical community the causal effect that intervention (“Handwashing”) has on

the outcome (“Death by Puerperal Fever”), which could have strengthened his causal claims."

Estimating Causal Effects Using do-calculus

Semmelweis could have formally estimated the causal effect of the intervention
“Handwashing” ("HW") on the incidence of “Death by Puerperal Fever” (“DPF”) by using
the do-operator, do(“HW”). He was able to reduce the rates of “Death by Puerperal Fever”
from 18% to 2.45% in the subsequent months.” Assuming a linear distribution of the
variables, it would be safe to assume that the probability of the intervention would be the
same as the conditional probability: P("DPF" | do("HW")) = P("DPF" | "HW")."> Even
considering the absence of a RCT, the DAG and the do-calculus method should provide

enough qualitative and quantitative evidence to support his hypothesis.’

Discussion

The benefits of a causal inference are promising. It gives a deeper understanding of a
specific subject and, even if the causal model is wrong, it is still somehow useful. The ability
of answering interventional queries are inherited from a standard human perspective and
modern causal inference methods are capable of simulating these scenarios using
observational data.’

The do-calculus method thus an explicit demonstration of his hypotheses on a DAG
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could have provided clear, formal representation for Semmelweis’s assumptions. The
estimation of causal effect that handwashing has on reducing puerperal fever mortality could
be enlightened by these methods, since they allow the proper identification and adjustment of
confounders. Furthermore, causal inference methods should have provided a more persuasive
argument to Semmelweis’s that hand hygiene practices prevent puerperal fever and should
have helped him overcome the skepticism of his time."’

Artificial intelligence (machine learning) and its complex interactions could be
strongly benefited from causal analysis, since machine learning and deep learning models are
incapable of answering interventional queries. Still, machine learning based methods could
accelerate clinical processes by identifying patterns and predicting outcomes, providing a
better understanding of the associations between variables. It could also improve confounder
handling and reduce biases in observational studies.”'®

Target trial emulation can be used as a framework for causal inference in observational
studies. The methodology aims to mimic the design of a RCT as closely as possible. This
approach involves specifying a hypothetical or “target” trial, including its eligibility criteria,
treatment strategies, assignment procedures, and outcomes, and then emulating this trial using
real-world data. By doing so, researchers attempt to replicate the conditions of an RCT,
thereby strengthening causal inferences drawn from observational data. This method
emphasizes the importance of clearly defining the causal question and systematically
addressing sources of bias and confounding as one would in planning an RCT.*

The do-calculus requires a solid understanding of causal theories and methodologies,
as well as careful consideration of the assumptions underlying the data and the causal models.
These methods highlight the growing sophistication in causal analysis, enabling researchers to

draw more reliable causal inferences in situations where traditional experimental approaches
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are not feasible. In Semmelweis’s theoretical case, do-calculus provides a formal mechanism
for deriving causal effects from observational data using causal graphs, while alternatives like
the target trial emulation would focus on the practical design of observational studies to
replicate the conditions of RCTs. do-calculus is more abstract and requires a solid
understanding of the causal model, making it suitable for theoretical investigations and
complex causal questions.'

A recent systematic review of longitudinal infectious diseases studies found lack of
standardization of the studies that implemented modern causal analysis, due to heterogeneity
in the methods that were applied. Education on specific analysis tools or implementation
guidelines, interdisciplinary collaborations between statisticians and infectious diseases
fellows, could break some of the barriers for causal inference implementation.*

Causal inference frameworks have been proposed in many fields. In urology, Shapiro
et all, introduced causal diagrams and applied them to guide clinical decisions in renal cell
carcinoma. In many settings in the urology field it is difficult to make individual decisions
based on RCT. The authors proposed using this framework to combine RCT with other study
sources to compute new statistical estimates for individual decision making. In a retrospective
cohort study, Kroenke et all, used a DAG to evaluate how BMI affects survival in colorectal
cancer patients.”** They addressed issues of reverse causality, collider bias, and used acyclic
graphs diagrams to deal with confounding bias. Other study in oncology, underscored the
importance of using causal diagrams and integrating diverse data sources to improve the
precision and reliability of individualized treatment decisions.* In psychology, Rohrer (2018)
established a systematic approach to improve causal inference in observational research using
graphical causal models aiding researchers to apply this models with better control of

confounding and biases."
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JAMA'’s recent article proposes a framework containing a general methodology for
causal inference studies in observational studies. This framework recommends answering six
core questions that should serve as a guideline for best practices. If possible, these questions
must be answered in all observational studies about causal inference methods to better
understand the study's objectives and results.**

A causal inference framework in the area of infectious diseases, following multiple
suggestions of good practices, could lead researchers to implement processes that lead to
greater harmonization between causal inference in observational studies, allowing readers to
adequately understand how the analyzes are conducted. Additionally, it could reduce
researchers’ errors by providing a standard approach to developing causal inference

interpretation in observational studies.

Conclusion

If Ignaz Semmelweis relied on modern causal inference methods for observational
data, he could have probably persuaded the medical community at his time to accept his
discoveries.” A robust causal framework for validating and communicating findings could
potentially lead to early acceptance and implementation of life-saving practices across
healthcare communities. The DAG could enlighten relevant causal knowledge and could have
given enough tools to Semmelweis to show his hypotheses by exhibiting the causal effects of

“Handwashing” on the sepsis known as “Puerperal Fever”.
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10.CONCLUSAO

Causalidade em epidemiologia e estudos clinicos sdo fundamentalmente de
origem probabilistica. As analises partem de pressupostos relacionados a identificar
a probabilidade que uma intervencao tem em alterar a ocorréncia de um desfecho ou

evento de interesse.?'

ECRs foram mantidos pela comunidade cientifica como um padrao ouro para
estudos causais, ressaltando-se que, apesar de suas qualidades, suas limitacoes
sdo amplamente conhecidas. Questdes éticas, que podem colocar a vida de
pacientes em risco, surgem como fatores que restringem a elaboracdo de teses
causais, nao permitindo com que certos elementos de causa e efeito possam ser

elucidados a partir de tais intervengdes.*® 002"

Partindo deste contexto, estudos observacionais emergem como alternativa
importante e, com o uso dos métodos explanados, permitem com que seja possivel
extrair informagdes importantes que viabilizem a interpretacao de relacdes causais.
Métodos de inferéncia causal ddo aos pesquisadores uma ferramenta poderosa.
Permitem com que simulem cenarios interventivos em dados observacionais ou
chegar a mesmas conclusdes que ECRs, sé que com relagdes de custo e tempo

mais efetivos.*7:220.221

Um grafico causal deve ser construido a partir de hipoteses raciocinadas
previamente, mesmo que representem suposicdes simplistas de um contexto
complexo. Conforme novas caracteristicas ou eventos forem coletados a partir da
leitura de dados, o DAG pode ser refinado a fim de contemplar tais questdes. As
conexdes entre os nodos denotam associagdes de causa e efeito e os caminhos

gerados permitem diferenciar fluxos causais das correlagdes espurias.'?* 134222

Mesmo permitindo inferir relagdes entre caracteristicas, um DAG é incapaz de
demonstrar quais os vieses nao associados as relagcbes entre as variaveis que
existem no modelo. Isto implica que todo grafico causal gerado esta, de alguma
forma, incorreto, mas sem ele, todas as suposi¢des realizadas seriam implicitas. Um

DAG, além de explicitar as hipoteses, ainda, sim, permite identificar variaveis que
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nao deveriam estar presentes para regressao, reduzindo vieses e a possibilidade de

confounding.'?"219.223

Em caso de existirem discordancias na constru¢do de um grafico causal, que
impossibilite a interpretacao dos resultados, a analise e construgcdo do DAG pode ser
refeita, assim, gerando novos graficos causais. Isso permite comparagdes e novas
conclusdes, elucidando interagdes entre variaveis e enriquecendo as potenciais

relagdes de causalidade do modelo, por meio de implicagdes significativas.?'%224.225

As metodologias explanadas de caminhos de backdoor e frontdoor assim
como as relagbes de d-separation permitem identificar relacbes espurias.
d-separation auxilia a identificar no modelo um conjunto de relagdes que precisam
ser ajustadas, sem a necessidade de conhecer as fungbes que regem as relagdes
entre as variaveis. Os critérios de caminhos de backdoor e frontdoor se beneficiam
dos conceitos de d-separation e elucidam quais fluxos sdo causais e quais sdo 0s

caminhos nao causais.'?"'%

Vieses nao associados aos caminhos sao complexos de serem tratados e
denotam parte importante na analise dos dados. Tais vieses podem implicar em
interpretacdes errbneas e precisam ser tratados sempre que possivel. Em casos em
que nao seja possivel mensurar parametros, estes devem estar representados no
DAG com nodos de selecdo (S) para denotar confounding nas relagdes de
causalidade (selection bias). Aspecto importante também a ser mencionado é que,
quando um viés é tratado com métodos de estratificagcdo, isso pode introduzir
selection bias no modelo causal. Caso nenhuma variavel possa ser mensurada ou

estimada, o modelo causal ndo pode ser testado.'?"1%0153

As analises de efeito causal (direto e total) podem ser realizadas apos o DAG
ser tratado e ajustado adequadamente. Métodos de regressédo auxiliam modelos
causais lineares a ter uma equagao descritiva que identifica e mensura as relagdes
de efeito causal. As “expectativas” para as probabilidades das relagdes entre as
variaveis de interesse determinam os efeitos direto e total mediante distribuicbes

Iineares 121,164,165
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A qualidade das inferéncias depende diretamente da integridade dos dados
usados e do conhecimento estatistico de quem faz a analise e estimacao dos erros
provocados por confounders nao lineares. A analise dos dados deve considerar a
verificacdo de fatores que resultem em selection bias enddégeno, o que pode gerar
confounding com as relagdes causais de interesse. O ajuste de variaveis so deve ser
feito se necessario, nem todas as varidveis devem ser ajustadas se ndo podem
implicar na criacdo de confounding. Caminhos de backdoor precisam ser tratados

antes da analise e insergdo dos dados. 06108131162

O processo de criar e ajustar um DAG pode se tornar consideravelmente
complexo. A escolha adequada das variaveis que devem estar presentes no modelo
€ uma tarefa delicada e, sempre que possivel, deve ser realizada antes da criagao
dos grafos causais. Pesquisadores comumente consideram uma selegédo ampla de
variaveis, o que pode aumentar vieses e criar novos caminhos de backdoor que
necessitam ser tratados. Apos a realizagdo dos ajustes, métodos de regressao

devem “filtrar” nodos correlativos, que podem ser desconsiderados no estudo.*”'3

Realizar estudos de causalidade € uma tarefa complexa que requer a tomada
de muitas decisdes multifacetadas de dificil exatiddo. A qualidade das inferéncias
extraidas de estudos causais dependem de diversos fatores altamente dependentes
da qualidade e integridade dos dados e da organizagdo das hipoteses de quem
realiza o estudo, podendo ser enviesada por crengas ou a habilidade do pesquisador
em mensurar tais erros. Mesmo assim, hipoteses de estudo fortes, quando
combinadas com um amplo conhecimento sobre um determinado assunto, podem
originar diagramas causais relevantes para uma compreensdo das relagbes de

causa e efeito que uma intervencgdo tem sobre um desfecho. '3'1%°

Novos estudos podem surgir a partir dos métodos explanados e,
possivelmente, validando o framework proposto.”"® As metodologias de inferéncia
causal sdo estudadas ainda com certo ceticismo, contudo precisam estar presentes
e com grau de dominio metodolégico cada vez maior pelas comunidades
académicas e entidades de pesquisas clinicas.'”''%22%6 Estudos futuros podem né&o
sO estabelecer conclusbdes causais sofisticadas sobre infeccdes hospitalares, mas

também validar as praticas existentes, levando a melhores progndsticos para os
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pacientes e otimizando os processos relacionados a prestacdo de cuidados de

saude 47,110,209
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