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Profa Dra. Śılvia Regina Costa Lopes (PPGMat-UFRGS)

Data da Defesa: 21 de Março de 2008.

1Bolsista da Conselho Nacional de Desenvolvimento Cient́ıfico e Técnológico - CNPq
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Resumo

Neste trabalho apresentamos os principais resultados encontrados na literatura, relaciona-
dos a processos ARCH, GARCH e EGARCH. Descrevemos os processos FIEGARCH e
introduzimos resultados relacionados a estacionariedade e a ergodicidade desses processos.
Retomamos os resultados clássicos, relacionados aos métodos de identificação/seleção de
modelos para séries temporais, os principais métodos de estimação dos parâmetros e apre-
sentamos vários resultados relacionados a previsão. Apresentamos os principais conceitos
relacionados às medidas de risco e aquelas utilizadas na literatura. Como aplicação, apre-
sentamos a estimação de medidas de risco, tanto para processos FIEGARCH simulados
como para séries temporais reais.

Abstract

In this work we present the main results found in the literature regarding ARCH, GARCH
and EGARCH processes. We describe the FIEGARCH processes and introduce results
related to stationarity and ergodicity of these processes, among other interesting results.
We review the classical results and methods in model identification/selection for time
series, the main methods of parameter estimation and several important results concerning
the forecasting. We also present the main concepts related to risk measures and the one
considered in the literature. As an application of the whole methodology, we present the
estimation of risk measures for both simulated FIEGARCH processes and observed time
series.
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4.6.3 Identificação dos Máximos e Mı́nimos para Fatores de Risco Indi-

viduais . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 112
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6.3.2 Modelo CAPM para as Séries Temporais . . . . . . . . . . . . . . . 170

6.4 Cálculo das Medidas de Risco VaR e ES . . . . . . . . . . . . . . . . . . . 172

6
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Introdução

Atualmente, uma linha de pesquisa amplamente difundida é aquela que apresenta o es-
tudo de modelos não-lineares para séries temporais, visando aplicação, principalmente,
à análise daquelas relacionadas ao mercado financeiro. A análise de séries temporais fi-
nanceiras é, em geral, análoga àquelas que ocorrem em outras áreas, como meteorologia,
oceanografia, etc. Entretanto, séries temporais financeiras apresentam uma importante
caracteŕıstica conhecida como volatilidade, que pode ser definida de diversas formas, mas
não é diretamente observável.

Em termos financeiros, a volatilidade está associada ao risco de um ativo. Como o risco
precisa ser mensurado, a volatilidade acaba sendo a medida utilizada. Por volatilidade
podemos entender a medida estat́ıstica da possibilidade do valor de um ativo cair ou subir
muitas vezes, de forma significativa, em um determinado peŕıodo de tempo. Como medida
de risco a volatilidade pode ser calculada de várias formas. A medida mais utilizada, mas
não a única, para medir o risco é a variância ou o desvio padrão da rentabilidade histórica
de um determinado investimento.

Para modelar séries temporais na presença de grupos (clusters) de volatilidade é
necessário recorrer a modelos heteroscedásticos condicionais. Estes modelos consideram
a variância de um retorno em um dado instante de tempo como uma função que depende
de retornos passados e de outras informações dispońıveis até aquele momento, obtendo
assim, uma variância condicional. Essa variância condicional é diferente da variância
global (não-condicional) da série observada pois varia com o tempo.

Entre os modelos não-lineares mais conhecidos estão os da famı́lia ARCH (Autoregres-
sive Conditional Heteroskedasticity) e suas extensões. Tais modelos são utilizados para
modelar a variância condicional das séries temporais. Os modelos autoregressivos com
heteroscedasticidade condicional, denotados por ARCH(p), foram introduzidos por Engle
(1982), com o objetivo de estimar a variância da inflação. Esses modelos assumem que,
dado um processo estocástico {Xt}t∈Z , as variáveis aleatórias são não-correlacionadas,
mas a volatilidade (variância condicional) depende dos p valores anteriores do processo
por meio de uma função quadrática.

Sabe-se que, no caso dos modelos lineares, os modelos ARMA podem ser mais parci-
moniosos, no sentido de apresentar menor número de parâmetros, do que um modelo
autoregressivo (AR) ou um média móvel (MA). Sob esse ponto de vista, Bollerslev (1986)
introduz os modelos GARCH(p, q) (Generalized ARCH), que são uma generalização dos
modelos ARCH(p). A generalização dos processos ARCH, através dos processos GARCH,
ocorre no sentido que a volatilidade, depende tanto dos quadrados dos p valores anteriores
do processo como dos q valores das volatilidades passadas.

Apesar dos modelos ARCH e GARCH serem amplamente utilizados para modelar
séries de retornos financeiros, tais modelos apresentam uma deficiência. Estes modelos
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tratam os retornos de forma simétrica, já que a volatilidade é uma função quadrática dos
mesmos. Levando em conta que a volatilidade reage de forma assimétrica aos retornos,
tendendo a ser maior para retornos negativos, Nelson (1991) introduz a classe de modelos
EGARCH(p, q) (Exponential GARCH). Estes modelos apresentam uma representação da
forma exponencial para a volatilidade.

Assim como no caso linear, onde os modelos ARFIMA surgem como uma generali-
zação natural dos modelos ARMA, no caso não-linear os modelos FIGARCH (Baillie et
al., 1996) e FIEGARCH surgem como generalizações dos modelos GARCH e EGARCH,
respectivamente. Uma das vantagens dos processos FIEGARCH em relação aos processos
FIGARCH, que não são apresentados neste trabalho, é a sua estacionariedade. Um estudo
mais detalhado sobre os processos ARFIMA e FIEGARCH (entre outros processos não
lineares), incluindo a geração de séries temporais e estimação dos parâmetros, pode ser
encontrado em Lopes (2008) e em Lopes e Mendes (2006).

O modelo FIEGARCH (Fractionally Integrated Exponential Generalized Autoregres-
sive Conditional Heteroskedasticity) foi introduzido por Bollerslev e Mikkelsen (1996).
Além da volatilidade variando com o tempo e presença de clusters de volatilidade (carac-
teŕısticas já presentes em processos ARCH e GARCH), o modelo leva em conta a longa
dependência da volatilidade (assim como no modelo FIGARCH), além da assimetria (a
parte exponencial do modelo EGARCH).

Entre as principais aplicações dos modelos da famı́lia ARCH, podemos citar o cálculo
de medidas de risco para séries temporais financeiras, onde tais modelos são utilizados em
combinação com modelos ARMA, para estimar a média e a variância condicional de uma
série temporal para um determinado horizonte de tempo.

Atualmente, um dos problemas mais importantes em finanças é avaliar os riscos de
uma posição financeira. A questão central em gerenciamento de riscos são as medidas
de risco que são utilizadas, na prática, para vários propósitos. Entre eles, podemos
citar a determinação do capital em risco, isto é, mede-se a exposição aos riscos em uma
instituição financeira, para determinar a quantidade de capital necessário para honrar
posśıveis perdas inesperadas no portfolio. As medidas de risco também são úteis quando
deseja-se limitar os riscos aos quais uma instituição financeira está exposta.

Como ressaltamos anteriormente, a volatilidade pode ser vista como uma medida de
risco. Quando definimos a volatilidade como sendo a variância da rentabilidade histórica
de um investimento, obtemos uma medida de volatilidade absoluta. Essa medida varia
com o peŕıodo de tempo determinado, de forma que na hora do cálculo, o peŕıodo escolhido
é de vital importância.

Além de medidas de volatilidade absoluta, existem também formas de avaliar a vola-
tilidade de forma relativa, ou seja, em relação à volatilidade do mercado, por exemplo. A
medida mais usada é o coeficiente β do modelo CAPM. Esse coeficiente mede a volatilidade
de um ativo frente a um ı́ndice de mercado.

Os métodos mais utilizados no mercado para calcular medidas de risco baseiam-se
na suposição de distribuição normal para os processos de inovação. Um dos problemas
apresentados neste método é que essa função de distribuição possui caudas mais leves
que as observadas em séries temporais financeiras, subestimando assim as perdas. Uma
medida de risco muito utilizada é o VaR (Valor em Risco). Até pouco tempo atrás, os
modelos para VaR assumiam que os retornos de ações eram normalmente distribúıdos.
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Muitas distribuições alternativas vêm sendo propostas na literatura. Mesmo utilizando
distribuições de caudas mais pesadas para modelar os retornos financeiros, sabe-se que as
medidas de risco ficam subestimadas para probabilidades de ocorrência pequenas (eventos
extremos).

Outra ferramenta amplamente utilizada para medir os riscos de um portfolio são os
denominados testes de estresse. Os testes de estresse não baseiam-se em hipóteses sobre
a função de distribuição das mudanças de fatores de risco. Por esse motivo não são
influenciados por caudas pesadas. Como tais testes não quantificam a probabilidade
de ocorrência de cenários individuais, eles são utilizados como ferramenta auxiliar para
verificar e complementar as estat́ısticas do tipo medidas de risco como, por exemplo,
o VaR. Mesmo assim, os cenários precisam ser minimamente plauśıveis e para isso é
necessária uma idéia, ainda que vaga, das probabilidades de ocorrência de cada cenário.

A medida perda máxima, introduzida por Studer (1997) pode ser vista como uma
maneira sistemática de realizar um teste de estresse. Esta é uma medida de risco que
pode ser interpretada como a pior perda posśıvel que pode ocorrer em um portfolio em
um determinado instante de tempo. Entretanto, em alguns casos, o pior cenário pode
não existir, dado que a função para calcular o valor do portfolio pode ser não-limitada
inferiormente. Como a probabilidade de ocorrência de um cenário no qual o mercado a
muito tempo não se encontra é muito baixa, para o cálculo dessa medida restringe-se a
atenção à cenários em um certo domı́nio de admissibilidade, também denominado região
de confiança.

Esta dissertação tem por objetivo apresentar uma revisão bibliográfica sobre os proces-
sos não-lineares, citados anteriormente, sobre os principais métodos de seleção de portfolios
eficientes e apresentar as principais medidas de risco utilizadas na literatura, envolvendo
teoria e aplicações. Procuramos expor os assuntos de maneira formal, apresentamos as
provas de quase todos os resultados presentes no texto, muitas delas inexistentes na li-
teratura. Para os resultados que já foram amplamente discutidos, apresentamos uma
indicação de onde encontrar tais provas. Além disso, apresentamos também aspectos da
teoria que não estão a disposição em livros sobre o assunto, mas que se encontram em ar-
tigos da área. Sempre que posśıvel, procuramos apresentar provas mais detalhadas do que
as apresentadas nos respectivos artigos, principalmente, para os processos FIEGARCH,
cuja literatura é excassa.

O trabalho é dividido como segue. O Caṕıtulo 1 trata dos principais conceitos neces-
sários à compreensão e ao estudo dos modelos para séries temporais. Apresentamos as
idéias básicas sobre processos estocásticos e as principais definições relacionadas a eles, tais
como estacionariedade, ergodicidade, funções de autocovariância, autocorrelação e densi-
dade espectral. Bem como, as definições das medidas de assimetria e curtose. Também
relembramos algumas definições relacionadas aos processos lineares e teoremas que são
estendidos aos processos não-lineares. Além disso, lembramos alguns resultados básicos
sobre séries de potências necessários para o desenvolvimento dos próximos caṕıtulos.

No Caṕıtulo 2 apresentamos alguns dos modelos não-lineares mais utilizados na análise
de séries temporais que apresentam heteroscedasticidade. Primeiramente, discutimos os
modelos ARCH e GARCH. Apresentamos as principais caracteŕısticas e os principais
resultados relacionados a tais processos. Em seguida, tratamos dos modelos EGARCH.
Finalmente, com o objetivo de modelar séries temporais que, além de apresentarem vola-
tilidade, também apresentam caracteŕıstica de longa dependência, definimos os processos
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FIEGARCH. Para estes processos provamos diversas propriedades importantes, tais como
estacionariedade, ergodicidade, causalidade e inversibilidade. Além disso, provamos que
se {Xt}t∈Z é um processo FIEGARCH(p, d, q) então, o processo estocástico {ln(σ2

t )}t∈Z é
um processo ARFIMA(q, d, p) e, sob certas condições, o processo estocástico {ln(X2

t )}t∈Z
é um processo ARFIMA(q, d, 0) com inovações que, em geral, são não-Gaussianas. Esses
resultados não aparecem na literatura. Eles são de grande importância pois auxiliam na
seleção dos modelos para as séries temporais.

No Caṕıtulo 3 relembramos os principais métodos, apresentados na literatura, para
identificação de um modelo qualquer para uma série temporal. Tratamos da estimação
dos parâmetros dos modelos, apresentamos os métodos de estimação de pseudo-máxima
verossimilhança e quase-máxima verossimilhança e a relação entre eles. O método de es-
timação da quase-máxima verossimilhança é o mais utilizado atualmente para a estimação
dos parâmetros dos processos não-lineares. As propriedades assintóticas do estimador de
quase-máxima verossimilhança para modelos ARCH e GARCH foram analisadas por di-
versos autores, entre eles, Lee e Hansen (1994), Lumsdaine (1996), Berkes et al. (2003),
Berkes e Horváth (2003) e Hall e Yao (2003). Resultados para o estimador de quase-
máxima verossimilhança para modelos EGARCH podem ser encontrados em Straumann
e Mikosch (2003). No caso de modelos FIEGARCH, apesar do estimador de quase-máxima
verossimilhança ser amplamente utilizado na prática, resultados assintóticos ainda per-
manecem um problema em aberto (ver Palma, 2007). Por último apresentamos resultados
relacionados à previsão de valores futuros para o processo estocástico a partir do modelo
ajustado.

No Caṕıtulo 4 apresentamos um contexto probabiĺıstico para a modelagem de riscos fi-
nanceiros. Apresentamos o método de média-variância para seleção de portfolios eficientes
e o modelo de precificação de ativos (CAPM), que é utilizado como ferramenta para análise
da correlação dos ativos com o mercado financeiro. Além de definirmos distribuição de
lucros e perdas, fatores de risco e funções de risco, apresentamos a definição de medida
de risco coerente, bem como as principais medidas de risco utilizadas na literatura.

O Caṕıtulo 5 é destinado à apresentação dos resultados obtidos a partir da análise de
séries temporais simuladas. Essas séries temporais foram geradas a partir de processos
FIEGARCH(p, d, q), com parâmetros semelhantes aos dos modelos ajustados às séries
temporais reais analisadas no Caṕıtulo 6. Além da estimação dos parâmetros dos modelos
e da previsão da volatilidade, calculamos também as medidas de risco VaR e Expected
Shortfall (ES), para essas séries temporais. Apresentamos, além das análises citadas
anteriormente, um exemplo de análise completa de um portfolio composto por ativos
cujos log-retornos são representados pelas séries temporais simuladas.

O Caṕıtulo 6 trata da estimação e análise de medidas de risco para um portfolio
de ações. O portfolio é formado por ações de quatro empresas brasileiras, sendo elas:
Bradesco, Brasil Telecom, Gerdau e Petrobrás. Tais ações são negociadas na Bolsa de
Valores de São Paulo (Bovespa). Os valores do portfolio do mercado são representados pelo
ı́ndice Bovespa. Os métodos que utilizamos neste caṕıtulo, para o cálculo das medidas de
risco, são aqueles descritos no Caṕıtulo 4. Também utilizamos os processos FIEGARCH,
apresentados no Caṕıtulo 2, para obter a variância condicional dos log-retornos dos ativos
e calcular as medidas de risco VaR e ES.

As conclusões finais referentes a esta dissertação e as propostas para futuros trabalhos
são apresentadas no Caṕıtulo 7.
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Caṕıtulo 1

Conceitos Preliminares

Neste caṕıtulo apresentamos diversos conceitos necessários à compreensão e ao estudo dos
modelos para séries temporais discutidos neste trabalho. Primeiramente, apresentamos
as idéias básicas sobre processos estocásticos. Apresentamos a definição do momento de
ordem r, para r ∈ N − {0}. Definimos as funções de autocovariância e autocorrelação,
que nos fornecem informações a respeito do grau de dependência entre quaisquer duas
variáveis aleatórias de um processo. Definimos a função densidade espectral e as medidas
de assimetria e curtose. Um estudo mais completo pode ser encontrado em Brockwell e
Davis (1991) e Wei (1990). Além disso, lembramos alguns resultados básicos sobre séries
de potências necessários para o desenvolvimento dos próximos caṕıtulos. Mais detalhes
sobre séries de potências podem ser encontrados em Ahlfors (1979) e Lima (2006).

1.1 Processos Estocásticos

Nesta seção apresentamos definições importantes para a análise de processos estocásticos
e séries temporais.

Definição 1.1. (Processo Estocástico). Um processo estocástico é uma famı́lia de
variáveis aleatórias {Xt}t∈T definidas em um mesmo espaço de probabilidades (Ω,F ,P),
onde T 6= ∅ é um conjunto de ı́ndices arbitrário, podendo ser discreto ou cont́ınuo, Ω é o
espaço amostral, F é a σ-álgebra de eventos aleatórios e P é a medida de probabilidade
definida em F.

Note que, se fixarmos t ∈ T, Xt(·) é uma função sobre o conjunto Ω. Por outro lado,
para cada ω ∈ Ω fixo, X.(ω) é uma função sobre o conjunto T. Para cada ω ∈ Ω fixo,
o conjunto de pontos {Xt(ω); t ∈ T} é denominado uma trajetória ou uma realização do
processo estocástico {Xt}t∈T .

Neste trabalho consideramos os processos onde T = Z ou T = {1, · · · , n}, que de-
notamos, respectivamente, por {Xt}t∈Z e {Xt}n

t=1 . Se T = {1, · · · , n} então o conjunto
{Xt}n

t=1 é denominado uma série temporal. Portanto, uma série temporal {Xt}n
t=1 é um

conjunto de observações de um fenômeno aleatório, medidas em diferentes tempos. Os
ı́ndices diários da Bolsa de Valores, os registros de temperatura de uma cidade, as medidas
dos ńıveis de água em uma bacia ou rio e a taxa de desemprego mensal são exemplos de
séries temporais.

Na Figura 1.1 apresentamos um exemplo de uma série temporal. Esta série temporal
é composta por n = 1.729 observações e representa os ı́ndices diários da Bolsa de Valores
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de São Paulo no peŕıodo de janeiro de 1995 a dezembro de 2001.

Figura 1.1: Série Temporal dos Índices Diários da Bolsa de Valores de São Paulo no
Peŕıodo de Janeiro de 1995 a Dezembro de 2001.

A seguir definimos a função de distribuição n-dimensional (ou função de distribuição
conjunta) de um processo estocástico. O processo estocástico {Xt}t∈Z estará especificado
se conhecermos suas distribuições finito-dimensionais dadas na equação (1.1), para todo
n ≥ 1.

Definição 1.2. (Função de Distribuição Finito-dimensional). Seja {Xt}t∈Z um
processo estocástico, conforme a Definição 1.1. As funções de distribuição finito-dimen-
sionais de {Xt}t∈Z são as funções {FX(·); t ∈ T } definidas por

FX(x) = FXt1 ,··· ,Xtm
(x)

= P(Xt1 ≤ x1, · · · , Xtm ≤ xm), (1.1)

onde t = (t1, · · · , tm)′ ∈ T , x = (x1, · · · , xm)′ ∈ Rm e T é o conjunto de todos os vetores{
t = (t1, · · · , tm)′ ∈ Zm : t1 < · · · < tm, m ∈ N− {0}}.

Na prática, as distribuições finito-dimensionais são muito dif́ıceis de serem obtidas. O
que se faz então é tentar caracterizar o processo por momentos até determinada ordem.
Apresentamos a seguir a definição de momento de ordem r das variáveis aleatórias de um
processo estocástico {Xt}t∈Z.

Definição 1.3. (Momento de Ordem r). Seja {Xt}t∈Z um processo estocástico. Para
todo r ∈ N−{0}, o momento de ordem r de qualquer variável aleatória Xt é definido por

E(Xr
t ) =

∫

R
xr dFX(x),

para todo t ∈ Z, onde dFX(x) = fX(x)dx se a função FX(·) for diferenciável em x. A
função fX(·) é denominada função densidade de probabilidade da variável aleatória Xt,
para todo t ∈ Z.
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Neste trabalho analisamos, em geral, os momentos de ordem menor ou igual a 4. O
momento de ordem 1, de uma variável aleatória Xt qualquer, é denominado esperança
matemática e nos dá uma idéia da evolução média do processo no decorrer do tempo. Os
momentos de ordem 1 e 2 são utilizados no cálculo da variância da variável aleatória Xt,
para todo t ∈ Z. A variância nos dá uma idéia da dispersão do processo em relação à sua
esperança matemática. Enquanto que, os momentos de ordem 3 e 4 são fundamentais à
análise das caudas da função densidade de probabilidade.

Quando utilizamos um determinado modelo para descrever algum processo f́ısico, um
dos problemas que enfrentamos é como lidar com a dependência entre duas ou mais
variáveis aleatórias e como caracterizar e modelar tal dependência. Geralmente impomos
restrições ao tipo de dependência com que estamos tratando, já que uma estrutura de
dependência arbitrária é matematicamente intratável. Em geral, assumimos que os pro-
cessos estocásticos são estacionários. As definições a seguir referem-se à estacionariedade
de processos estocásticos.

Definição 1.4. (Estacionariedade Estrita). Um processo estocástico {Xt}t∈Z é es-
tritamente estacionário se as distribuições finito-dimensionais, dadas na expressão (1.1),
forem invariantes sob translações de tempo, isto é,

P(Xt1+h ≤ x1, · · · , Xtk+h ≤ xk) = P(Xt1 ≤ x1, · · · , Xtk ≤ xk),

para todo inteiro positivo k e para quaisquer t1, · · · , tk, h ∈ Z.

Definição 1.5. (Função de Autocovariância). Seja {Xt}t∈Z um processo estocástico
tal que Var(Xt) < ∞, para todo t ∈ Z. A função de autocovariância de {Xt}t∈Z, denotada
por γX(· , ·), é definida por

γX(r, s) = Cov(Xr, Xs) = E
[(

Xr − E(Xr)
)(

Xs − E(Xs)
)]

,

para todo r, s ∈ Z.

Definição 1.6. (Função de Autocorrelação). Seja {Xt}t∈Z um processo estocástico
tal que Var(Xt) < ∞, para todo t ∈ Z. A função de autocorrelação de {Xt}t∈Z, denotada
por ρX(· , ·), é definida por

ρX(r, s) = Corr(Xr, Xs) =
γX(r, s)√

Var(Xr)
√

Var(Xs)
, (1.2)

para todo r, s ∈ Z.

As funções de autocorrelação e autocovariância fornecem o grau de interdependência
entre as variáveis aleatórias. Essas funções são importantes pois são uma das ferramentas
utilizadas na identificação do modelo mais adequado para uma série temporal.

Definição 1.7. (Estacionariedade Fraca). Um processo estocástico {Xt}t∈Z é fraca-
mente estacionário se, e somente se,

(i) E
(|Xt|2

)
< ∞, para todo t ∈ Z;

(ii) E(Xt) = µ, para todo t ∈ Z;

(iii) γX(r, s) = γX(r + t, s + t), para todo r, s e t ∈ Z.
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Observação 1.1. Na literatura, estacionariedade de segunda ordem e estacionariedade
em covariância aparecem como sinônimos de estacionariedade fraca. Para facilitar a
notação, omitimos a palavra fracamente da Definição 1.7 e diremos que o processo es-
tocástico {Xt}t∈Z é estacionário.

É fácil ver que, se {Xt}t∈Z é um processo estocástico estritamente estacionário, as
variáveis aleatórias Xt têm a mesma distribuição, para todo t ∈ Z e ainda, se E(|Xt|2) <
∞, o processo é estacionário. Estacionariedade, entretanto, nem sempre implica esta-
cionariedade estrita (para um exemplo veja Brockwell e Davis, 1991, página 13). Um
importante caso em que estacionariedade implica estacionariedade estrita é o do processo
Gaussiano, cuja definição apresentamos a seguir.

Definição 1.8. (Processo Gaussiano). Seja {Xt}t∈Z um processo estocástico. Dizemos
que {Xt}t∈Z é um processo Gaussiano se, e somente se, todas as funções de distribuição
do processo estocástico são distribuições normais multivariadas.

Note que, se {Xt}t∈Z é um processo Gaussiano estacionário então, para todo m ∈ N e
para todos h, t1, · · · , tm ∈ Z, os vetores aleatórios (Xt1 , · · · , Xtm)′ e (Xt1+h, · · · , Xtm+h)

′

tem a mesma média e a mesma matriz de covariância e, portanto, a mesma distribuição
conjunta. Segue que {Xt}t∈Z é estritamente estacionário.

Observação 1.2.

1. Se o processo estocástico {Xt}t∈Z é estacionário, então

γX(r, s) = γX(r − s, s− s)

= γX(r − s, 0), para todo r, s ∈ Z.

Assim podemos, equivalentemente, definir a função de autocovariância para um
processo estocástico estacionário por

γX(h) ≡ γX(h, 0) = Cov(Xt+h, Xt), para todo t, h ∈ Z. (1.3)

Além disso, γX(0) = Var(Xt) ≡ σ2
X .

2. As funções de autocovariância e autocorrelação de um processo estocástico esta-
cionário {Xt}t∈Z apresentam as seguintes propriedades, cujas provas são imediatas

(i) γX(0) ≥ 0;

(ii)
∣∣γX(h)

∣∣ ≤ γX(0), para todo h ∈ Z;

(iii) γX(−h) = γX(h), para todo h ∈ Z;

(iv) γX(·) é uma função não-negativa definida, isto é, para todo inteiro n > 0 e
para todos os vetores a = (a1, · · · .am)′ ∈ Rm e t = (t1, · · · , tm)′ ∈ Zm tem-se

m∑
i=1

m∑
j=1

aiγX(ti − tj)aj ≥ 0.

(v) ρX(h) =
γX(h)

γX(0)
, para todo h ∈ Z;

(vi) ρX(−h) = ρX(h), para todo h ∈ Z;
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(vii)
∣∣ρX(h)

∣∣ ≤ ρX(0) = 1, para todo h ∈ Z.

Assim como a função de autocorrelação, a função de autocorrelação parcial, definida
a seguir, fornece informações sobre a estrutura de dependência do processo. Ela é impor-
tante quando deseja-se investigar a correlação entre as variáveis Xt e Xt+h após a remoção
das dependências lineares das variáveis aleatórias intermediárias Xt+1, · · · , Xt+h−1.

Definição 1.9. (Função de Autocorrelação Parcial). Seja {Xt}t∈Z um processo
estocástico estacionário, com função de autocovariância γX(·) tal que γX(h) → 0, quando
h →∞. A função de autocorrelação parcial, denotada por φX(h, j), para j = 1, 2, · · · , h,
e h ∈ N− {0}, é o coeficiente φX(h, j) da equação

Psp{X1,X2,··· ,Xh}(Xh+1) =
h∑

j=1

φX(h, j)Xh+1−j,

onde Psp{X1,X2,··· ,Xh}(Xh+1) denota a projeção ortogonal de Xh+1 no subespaço fechado
sp{X1, X2, · · · , Xh} gerado pelas observações anteriores.

A partir da equação

〈Xh+1 − Psp{(X1,X2,··· ,Xh}(Xh+1), Xj〉 = 0, para j = 1, · · · , h,

onde 〈·, ·〉 denota o produto interno sobre o espaço de Hilbert L2(Ω,F,P), dado por
〈X, Y 〉 = E(XY ), obtemos o sistema de equações




1 ρX(1) ρX(2) · · · ρX(h− 1)
ρX(h− 1) 1 ρX(1) · · · ρX(h− 2)

...
...

...
...

...
ρX(h− 1) ρX(h− 2) ρX(h− 3) · · · 1







φX(h, 1)
φX(h, 2)

...
φX(h, h)


 =




ρX(1)
ρX(2)

...
ρX(h)


 (1.4)

onde ρX(·) é a função de autocorrelação do processo {Xt}t∈Z . Os coeficientes φX(h, j)
são unicamente determinados pelo sistema (1.4). Para um estudo mais completo, veja
Brockwell e Davis (1991).

A seguir, definimos os estimadores, pelo método dos momentos, para o momento
de ordem r, para r ∈ N − {0} e para as funções de autocovariância, autocorrelação e
autocorrelação parcial de um processo estocástico estacionário {Xt}t∈Z, observando que

(i) E(Xr
t ) = µr, para todo t ∈ Z e todo r ∈ N− {0}. Isto é, para cada r ∈ N− {0}, o

momento de ordem r é uma constante µr que não depende de t ∈ Z;

(ii) Var(Xt) = σ2
X , para todo t ∈ Z ;

(iii) Cov(Xt+h, Xt) = γX(h), para todo t, h ∈ Z.

Para obter estes estimadores consideramos uma série temporal {Xt}n
t=1 , com n observações,

obtida a partir do processo estocástico estacionário {Xt}t∈Z.

Definição 1.10. (Momento Amostral de Ordem r). O estimador para o momento
amostral de ordem r é definido como

X̄r =
1

n

n∑
i=1

Xr
i .
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Pela Definição 1.10 um estimador da média µX do processo {Xt}t∈Z é a média amostral
dada por

X̄ =
1

n

n∑
i=1

Xi. (1.5)

Definição 1.11. (Função de Autocovariância Amostral). O estimador para a função
de autocovariância γX(·) é a função de autocovariância amostral definida por

γ̂X(h) =





1

n

n−h∑
t=1

(Xt+h − X̄)(Xt − X̄), se 0 ≤ h < n

γ̂X(−h), se −n < h ≤ 0,

(1.6)

onde X̄ é a média amostral dada na expressão (1.5).

Pela expressão (1.6) o estimador para a variância σ2
X do processo {Xt}t∈Z , dada no

ı́tem 1. da Observação 1.2, é definido por

σ̂2
X =

1

n

n∑
i=1

(Xi − X̄)2. (1.7)

Definição 1.12. (Função de Autocorrelação Amostral). O estimador para a função
de autocorrelação é a função de autocorrelação amostral definida por

ρ̂X(h) =
γ̂X(h)

γ̂X(0)
, para todo − n < h < n, (1.8)

onde γ̂X(·) é dada na equação (1.6).

Definição 1.13. (Função de Autocorrelação Parcial Amostral). A função de auto-
correlação parcial amostral, φ̂X(h, j), é obtida substituindo-se ρX(·) por ρ̂X(·) na expressão
(1.4).

Para facilitar a resolução do sistema (1.4) utilizamos o algoritmo de Durbin-Levinson,
que é um método recursivo, sugerido por Box et al. (1994), dado por

φ̂X(h + 1, h + 1) =

ρ̂X(h + 1)−
h∑

i=1

φ̂X(h, j)ρ̂X(h + 1− j)

1−
h∑

i=1

φ̂X(h, j)ρ̂X(j)

,

φ̂X(h + 1, j) = φ̂X(h, j)− φ̂X(h + 1, h + 1)φ̂X(h, h + 1− j),

para todo j = 1, · · · , h e todo h ∈ {1, · · · , n− 1}, onde φ̂X(1, 1) = ρ̂X(1).

O algoritmo de Durbin-Levinson também pode ser utilizado para obter o valor teórico
da função de autocorrelação parcial, φX(·, ·), a partir da função de autocorrelação ρX(·).

Quando queremos informações sobre as caudas da função de distribuição das variáveis
aleatórias em questão devemos também considerar as medidas de assimetria e curtose,
que definimos a seguir.
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Definição 1.14. (Medidas de Assimetria e de Curtose). Seja {Xt}t∈Z um processo
estocástico estacionário tal que E(Xt) = µX e Var(Xt) = σ2

X . As medidas de assimetria e
curtose da variável aleatória Xt, para todo t ∈ Z, são dadas por

AX =
E

[
(Xt − µX)3

]

σ3
X

e KX =
E

[
(Xt − µX)4

]

σ4
X

,

respectivamente, onde σX é o desvio padrão do processo {Xt}t∈Z.

Note que se E(Xt) = µX = 0, então as medidas de assimetria e de curtose da variável
aleatória Xt podem ser representadas, respectivamente, por

AX =
E(X3

t )

[E(X2
t )]3/2

e KX =
E(X4

t )[
E(X2

t )
]2 , para todo t ∈ Z.

Definimos a seguir os estimadores, obtidos pelo método dos momentos, para as medidas
de assimetria e curtose de um processo estocástico estacionário {Xt}t∈Z.

Definição 1.15. (Medidas de Assimetria e de Curtose Amostrais). Seja {Xt}n
t=1

uma série temporal obtida de um processo estocástico estacionário {Xt}t∈Z. As medidas
de assimetria e curtose amostrais são definidas como

ÂX =
1

n σ̂3
X

n∑
j=1

(Xj − X̄)3 e K̂X =
1

n σ̂4
X

n∑
j=1

(Xj − X̄)4, (1.9)

onde X̄ e σ̂2
X são, respectivamente, os estimadores de µX e σ2

X dados pelas equações (1.5)
e (1.7).

As seguintes definições referem-se à análise espectral de um processo estocástico {Xt}t∈Z.

Definição 1.16. (Função Densidade Espectral). Seja {Xt}t∈Z um processo estocástico
estacionário com função de autocovariância γX(·) absolutamente convergente, isto é,∑

h∈Z |γX(h)| < ∞. A função densidade espectral de {Xt}t∈Z , denotada por fX(·), é
dada por

fX(λ) =
1

2π

∞∑

h=−∞
γX(h)e−iλh

=
1

2π

[
γX(0) + 2

∞∑

h=1

γX(h) cos(λh)
]
, para λ ∈ [−π, π],

onde γX(·) é definida pela expressão (1.3).

O próximo teorema é de grande importância pois caracteriza a função de autoco-
variância de um processo estacionário {Xt}t∈Z, que pode ser escrita na forma

γX(h) =

∫

(−π,π]

eihλdFX(λ),

onde FX(·) é uma função de distribuição limitada, com massa concentrada em (−π, π].
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Teorema 1.1. (Herglotz). Uma função γX : C −→ Z é não-negativa definida se, e
somente se,

γX(h) =

∫

(−π,π]

eihλdFX(λ), para todo h ∈ Z,

onde FX(·) é uma função limitada em [−π, π], cont́ınua à direita, não-decrescente, tal que
FX(−π) = 0. A função FX(·) é denominada função distribuição espectral de {Xt}t∈Z. Se

FX(λ) =

∫ λ

−π

fX(ω)dω, −π ≤ λ ≤ π,

então fX(·) é denominada função densidade espectral de {Xt}t∈Z.

Prova: Veja Brockwell e Davis (1991), páginas 117 e 118.
¤

Pelo Teorema de Herglotz e pela Definição 1.16, é posśıvel concluir que a função
densidade espectral de um processo estocástico estacionário é a transformada de Fourier
da função de autocovariância, quando esta for absolutamente convergente. Enquanto que
a função de autocovariância é a transformada de Fourier inversa da função de densidade
espectral. Ou seja, a função de densidade espectral e a função de autocovariância formam
um par pela transformada de Fourier, com uma sendo unicamente determinada pela outra.

O seguinte teorema apresenta algumas propriedades da função densidade espectral de
um processo estocástico estacionário.

Teorema 1.2. Seja {Xt}t∈Z um processo estocástico estacionário com
∑

h∈Z |γX(h)| < ∞.
A função densidade espectral fX(·) de {Xt}t∈Z possui as seguintes propriedades:

(i) fX(λ) é uma função real cont́ınua;

(ii) fX(−λ) = fX(λ), para todo λ ∈ (−π, π];

(iii) fX(λ) ≥ 0, para todo λ ∈ (−π, π];

(iv)
∫ π

−π
fX(λ) dλ < ∞.

Prova: Para uma prova e para um estudo mais detalhado veja Brockwell e Davis (1991)
e Wei (1990).

¤

Na próxima definição apresentamos um estimador, pelo método dos momentos, para a
função densidade espectral fX(·), de um processo estocástico estacionário {Xt}t∈Z.

Definição 1.17. (Função Periodograma). Seja {Xt}n
t=1 uma série temporal obtida a

partir de um processo estocástico estacionário {Xt}t∈Z. A função periodograma, In(·), da
série temporal {Xt}n

t=1 é definida por

In(λ) =
1

2π

[
γ̂X(0) + 2

n−1∑

h=1

γ̂X(h) cos(λh)
]
, para λ ∈ [−π, π]. (1.10)

A função periodograma é um estimador não-viciado mas inconsistente para a função
densidade espectral fX(·). Definimos, a seguir, um estimador consistente para a função
densidade espectral (ver Priestley, 1981).
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Definição 1.18. (Função Periodograma Suavizado). A função periodograma suavizado
para uma série temporal {Xt}n

t=1, denotada por fs(·), é definida por

fs(λ) =
1

2π

n−1∑

h=−(n−1)

κ(h)γ̂X(h) cos(λh), para todo λ ∈ (−π, π],

onde κ(·) é uma função de ponderação conhecida como janela espectral.

Apresentamos, a seguir, as definições de processos rúıdo branco e martingale difference.
Tais processos aparecem com freqüência nas definições e demonstrações nos próximos
caṕıtulos.

Definição 1.19. (Processo Rúıdo Branco). Seja {Zt}t∈Z um processo estocástico. O
processo {Zt}t∈Z é um processo rúıdo branco com média 0 e variância σ2

Z se, e somente se,

E(Zt) = 0 e γZ(h) =

{
σ2

Z , h = 0

0, h 6= 0.

Definição 1.20. (Processo Martingale Difference). Seja {Xt}t∈Z um processo es-
tocástico tal que E

(|Xt|
)

< ∞, para todo t ∈ Z. Seja {Ft}t∈Z uma filtração, isto é,
{Ft}t∈Z é uma seqüência de σ-álgebras tais que, para todo t ∈ Z, Ft−1 ⊂ Ft. Dizemos
que {Xt}t∈Z é um processo martingale difference em relação a filtração {Ft}t∈Z se

E(Xt|Ft−1) = 0, para todo t ∈ Z.

Proposição 1.1. Seja {Xt}t∈Z um processo martingale difference em relação à filtração
{Ft}t∈Z. Então,

(i) E(Xt) = 0, para todo t ∈ Z;

(ii) se E(X2
t ) < ∞, para todo t ∈ Z,

γX(t, s) = 0, para todo t, s ∈ Z tais que t 6= s;

(iii) se Var(Xt) = E(X2
t ) = σ2

X não depende de t ∈ Z, {Xt}t∈Z é um processo rúıdo
branco, conforme a Definição 1.19.

Prova: Para provar (i), note que, se {Xt}t∈Z é um processo martingale difference em
relação à {Ft}t∈Z. Então,

E(Xt) = E
(
E(Xt|Ft−1)

)
= 0.

Para (ii), suponha que E(X2
t ) < ∞, para todo t ∈ Z. Pelo item (i), E(Xt) = 0, para todo

t ∈ Z. Então,

γX(t, s) = Cov(Xt, Xs)

= E(XtXs)

=

{
E

(
E(XtXs|Fs−1)

)
= E

(
XtE(Xs|Fs−1)

)
= 0, se t < s

E
(
E(XtXs|Ft−1)

)
= E

(
XsE(Xt|Ft−1)

)
= 0, se t > s.
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Portanto, para todo t, s ∈ Z tais que t 6= s, segue que

γX(t, s) = 0.

Suponha agora que Var(Xt) = E(X2
t ) = σ2

X não depende de t ∈ Z. Por (i), E(Xt) = 0,
que não depende de t ∈ Z. Por (ii) e pela hipótese, segue que

γX(h, 0) = γX(h) =

{
σ2

X , se h = 0
0, se h 6= 0.

Ou seja, {Xt}t∈Z é um rúıdo branco, de acordo com a Definição 1.19. ¤

1.2 Funções e Séries de Potências

Nesta seção apresentamos os principais resultados sobre funções e séries de potências
utilizados nas demonstrações nos caṕıtulos que seguem. Para mais detalhes e provas das
proposições veja Ahlfors (1979) e Lima (2006).

Proposição 1.2. Sejam f(·) e g(·) funções de séries de potência dadas por f(x) =∑∞
k=0 fkx

k e g(x) =
∑∞

k=0 gkx
k, onde fk e gk ∈ R, para todo k ≥ 0. Então,

(i) f(x) = g(x) se, e somente se, fk = gk, para todo k ≥ 0.

(ii) f(x)g(x) =
∑∞

k=0 ckx
k, onde

cn =
k∑

j=0

fjgk−j =
k∑

j=0

fk−jgj =
k∑

j=0

gifk−j.

Para fixar a notação utilizada ao longo do trabalho apresentamos as seguintes definições.

Definição 1.21. Sejam {an}n∈N uma seqüência de números reais e k ∈ R. Dizemos que
an ∼ n−k se, existem constantes reais c1, c2 > 0 tais que, para todo n ∈ N,

c1 <
∣∣∣ an

n−k

∣∣∣ < c2.

Definição 1.22. Sejam f : R → R e g : R → R duas funções mensuráveis quaisquer.
Dizemos que f é aproximadamente igual a g, denotando por f(x) ∼ g(x), quando x tende
ao infinito se

lim
x→∞

f(x)

g(x)
= 1.

Definição 1.23. Sejam f : R → R e g : R → R duas funções mensuráveis quaisquer.
Dizemos que f é aproximadamente igual a g, denotando por f(x) ∼ g(x), quando x tende
a zero se

lim
x→0

f(x)

g(x)
= 1.

Definição 1.24. Sejam f : R → R e g : R → R duas funções mensuráveis quaisquer. A
função f é da ordem de g quando x tende ao infinito, denotada por f(x) = o(g(x)) se, e
somente se,

lim
x→∞

f(x)

g(x)
= 0.
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1.3 Processos com Longa Dependência

A presença de longa dependência em séries temporais foi primeiramente observada por
Hurst (1951) quando analisava a série temporal de ńıveis do rio Nilo, e mais tarde, por
Mandelbrot e Wallis (1968) e McLeod e Hipel (1978). Os primeiros modelos para séries
temporais com longa dependência na média foram introduzidos por Granger e Joyeux
(1980) e Hosking (1981). Recentemente, os economistas observaram que há evidências de
que processos com longa dependência descrevem, de modo satisfatório, dados econômicos
e financeiros, tais como taxas de juros e inflação. Discutiremos com mais detalhes tais pro-
cessos no Caṕıtulo 2. A propriedade de longa dependência para um processo estocástico
pode ser definida de diferentes maneiras, podendo ser no domı́nio do tempo ou no domı́nio
da freqüência (equivalentemente). Uma abordagem mais formal para a definição de longa
dependência é dada a seguir.

Definição 1.25. (Longa Dependência). Seja {Xt}t∈Z um processo estocástico esta-
cionário com função de autocorrelação ρX(·) e função densidade espectral fX(·). No
domı́nio do tempo, dizemos que {Xt}t∈Z apresenta longa dependência se, para algum
número real a ∈ (0, 1),

ρX(h) ∼ h−a, quando h →∞.

Equivalentemente, no domı́nio da freqüência, dizemos que {Xt}t∈Z apresenta longa de-
pendência se, para algum número real b ∈ (0, 1),

fX(λ) ∼ λ−b, quando λ → 0.

Note que o decaimento hiperbólico lento da função de autocorrelação de um processo
estocástico estacionário com longa dependência implica que

m∑

h=−m

|ρX(h)| → ∞, quando m →∞.

Apresentamos a seguir algumas definições e resultados referentes a processos com longa
dependência na média. Um estudo mais completo sobre tais processos pode ser encon-
trado em Hosking (1981), Brockwell e Davis (1991), Beran (1994) e Olbermann (2002).
Apresentamos, no Caṕıtulo 2, um estudo mais detalhado de processos com longa de-
pendência na volatilidade, contendo resultados equivalentes aos apresentados nesta seção.
Sem perda de generalidade consideramos, nas próximas definições, que E(Xt) = 0.

Definição 1.26. (Processos ARMA). Seja {Xt}t∈Z um processo estocástico. Então,
{Xt}t∈Z é um processo autoregressivo média móvel, denotado por ARMA(p, q) se, e so-
mente se,

φ(B)Xt = θ(B)εt, para todo t ∈ Z, (1.11)

onde {εt}t∈Z é um processo rúıdo branco, de acordo com a Definição 1.19, φ(·) e θ(·) são
polinômios de grau p e q, respectivamente, dados por

φ(z) ≡ −
p∑

i=0

φiz
i, θ(z) ≡ −

q∑
j=0

θjz
j, onde φ0 ≡ −1 ≡ θ0 (1.12)

e B é o operador de defasagem (backward shift operator) dado por

Bj(Xt) = Bj−1B(Xt) = Bj−1(Xt−1) = Xt−j. (1.13)
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Chamaremos os polinômios φ(·) e θ(·) de polinômios autoregressivo e média móvel, res-
pectivamente.

Apresentamos, a seguir, a definição de causalidade. Causalidade não é uma pro-
priedade apenas do processo estocástico {Xt}t∈Z ou do processo estocástico {εt}t∈Z, mas
sim de ambos. Utilizamos essa propriedade, e os resultados que seguem, em diversas
situações nos próximos caṕıtulos.

Definição 1.27. (Causalidade). Seja {Xt}t∈Z um processo ARMA(p, q), definido pela
expressão (1.11). Então, o processo {Xt}t∈Z é causal, ou mais especificamente, é uma
função causal das variáveis aleatórias {εt}t∈Z, se existe uma seqüência de constantes {ζj}j∈Z
tais que

∑∞
j=0 |ζj| < ∞ e

Xt =
∞∑

j=0

ζjεt−j, para todo t ∈ Z. (1.14)

O teorema que segue apresenta as condições necessárias e suficientes para que um
processo ARMA seja causal.

Teorema 1.3. Seja {Xt}t∈Z um processo ARMA(p, q), definido pela expressão (1.11), tal
que os polinômios φ(·) e θ(·) não possuem ráızes em comum. Então, {Xt}t∈Z é causal
se, e somente se, φ(z) 6= 0 para todo z ∈ C tal que |z| ≤ 1. Além disso, os coeficientes
{ζj}j∈Z, dados na expressão (1.14), são unicamente determinados pela expressão

ζ(z) =
∞∑

j=0

ζjz
j =

θ(z)

φ(z)
, |z| ≤ 1.

Prova: Veja Brockwell e Davis, 1991, página 85.
¤

A seguir apresentamos a definição de inversibilidade dos processos ARMA e o teorema de
sua caracterização.

Definição 1.28. (Inversibilidade). Seja {Xt}t∈Z um processo ARMA(p, q), definido
pela expressão (1.11). Então, o processo {Xt}t∈Z é inverśıvel se existe uma seqüência de
constantes {πj}j∈Z tais que

∑∞
j=0 |πj| < ∞ e

εt =
∞∑

j=0

πjXt−j, para todo t ∈ Z. (1.15)

Teorema 1.4. Seja {Xt}t∈Z um processo ARMA(p, q), definido pela expressão (1.11), tal
que os polinômios φ(·) e θ(·) não possuem ráızes em comum. Então, {Xt}t∈Z é inverśıvel
se, e somente se, θ(z) 6= 0 para todo z ∈ C tal que |z| ≤ 1. Além disso, os coeficientes
{πj}j∈Z, dados na expressão (1.15), são unicamente determinados pela expressão

π(z) =
∞∑

j=0

πjz
j =

φ(z)

θ(z)
, |z| ≤ 1.

Prova: Veja Brockwell e Davis, 1991, página 87.
¤
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Até agora tratamos dos processos ARMA, que não apresentam longa dependência. A
seguir apresentamos a definição dos processos ARFIMA. Estes processos apresentam longa
dependência na média.

Definição 1.29. (Processos ARFIMA). Seja {Xt}t∈Z um processo estocástico. Então,
{Xt}t∈Z é um processo autoregressivo fracionariamente integrado de média móvel, deno-
tado por ARFIMA(p, d, q), com d ∈ (−0, 5; 0, 5), se e somente se,

φ(B)(1− B)dXt = θ(B)εt, para todo t ∈ Z, (1.16)

onde {εt}t∈Z é um processo rúıdo branco, conforme a Definição 1.19 e φ(·) e θ(·) são
polinômios de grau p e q, respectivamente, dados pela expressão (1.12).

O parâmetro d da expressão (1.16) é o grau de diferenciação fracionária e o operador
(1−B)d é definido em termos de sua expansão através de séries de Maclaurin (veja Lopes
e Mendes, 2006) por

(1− B)d =
∞∑

k=0

Γ(k − d)

Γ(k + 1)Γ(−d)
Bk. (1.17)

Note que, como Γ(x + 1) = xΓ(x), para todo x ∈ R, a expressão (1.17) pode ser reescrita
como

(1− B)d = 1− d×
∞∑

k=1

Γ(k − d)

Γ(k + 1)Γ(1− d)
Bk

= 1−
∞∑

k=1

δd,kBk

=
∞∑

k=0

(−δd,k)Bk = δd(B). (1.18)

Os coeficientes δd,k que aparecem na expressão (1.18) são dados por δd,0 ≡ −1 e

δd,k =
d Γ(k − d)

Γ(k + 1)Γ(1− d)
, para todo k ≥ 1, (1.19)

e são tais que

δd,k =
d Γ(k − d)

Γ(k + 1)Γ(1− d)
=

d (k − d− 1)Γ(k − 1− d)

kΓ(k)Γ(1− d)

=

(
k − 1− d

k

)
δd,k−1.

O próximo teorema apresenta as caracteŕısticas de um processo ARFIMA.

Teorema 1.5. Seja {Xt}t∈Z um processo ARFIMA(p, d, q), definido pela expressão (1.16).
Suponha que os polinômios φ(·) e θ(·) não possuem ráızes em comum. Segue que,

(i) se φ(z) 6= 0 para |z| = 1 então, existe uma única solução estacionária para a equação
(1.16) dada por

Xt =
∞∑

j=−∞
ψjεt−j, para todo t ∈ Z,
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onde

ψ(z) =
∞∑

j=−∞
ψjz

j = (1− z)−d θ(z)

φ(z)
.

(ii) o processo {Xt}t∈Z é causal se, e somente se, φ(z) 6= 0 para |z| ≤ 1.

(iii) o processo {Xt}t∈Z é inverśıvel se, e somente se, θ(z) 6= 0 para |z| ≤ 1.

(iv) se o processo {Xt}t∈Z é causal e inverśıvel então, sua função de autocorrelação ρX(·)
e sua densidade espectral fX(·) satisfazem,

ρX(h) ∼ Ch2d−1, quando h →∞,

com C 6= 0 e,

fX(λ) =
σ2

ε

2π

|θ(e−iλ)|2
|φ(e−iλ)|2 |1− e−iλ|−2d ∼ σ2

ε

2π

[
θ(1)

φ(1)

]2

λ−2d, quando λ → 0.

Prova: Veja Brockwell e Davis (1991) e Palma (2007).
¤

1.4 Processos Ergódicos

Nesta seção, apresentamos alguns conceitos básicos da Teoria Ergódica, como a definição
de processo ergódico e os principais teoremas relacionados à ergodicidade. Consideramos
apenas processos estritamente estacionários, no sentido da Definição 1.4. Os resultados
apresentados nesta seção são de grande importância na caracterização dos processos es-
tudados no Caṕıtulo 2.

Definição 1.30. (Transformação que Preserva Probabilidade). Seja (Ω,F,P) um
espaço de probabilidade e ϕ : Ω → Ω uma transformação. A transformação ϕ(·) preserva
a probabilidade P se, e somente se, P(ϕ−1(A)) = P(A), para todo A ∈ F. Dizemos também
que P é invariante para ϕ.

Definição 1.31. (Operador Shift): Seja Ω = SZ a σ-álgebra gerada pelos cilindros.
A transformação ϕ : Ω → Ω definida por ϕ(ω) = (· · · ω−1 ω0 | ω1 ω2 · · · ), para todo
ω = (· · · ω−1 | ω0 ω1 ω2 · · · ) ∈ Ω, é denominada operador shift.

Dado um processo estocástico {Xt}t∈Z, o operador shift induz uma transformação ϕ(·)
em Ω. O processo estocástico {Xt}t∈Z será estritamente estacionário se, e somente se, o
shift preserva a probabilidade P (ver Billingsley, 1995).

Definição 1.32. (Ergodicidade). Seja ϕ : Ω → Ω uma transformação que preserva
a probabilidade P. Então, P é ergódica se, e somente se, para todo A ∈ F tal que
ϕ−1(A) = A tem-se P(A) = 0 ou P(A) = 1.

No próximo lema mostramos que todo processo estocástico cujas variáveis aleatórias
são independentes e identicamente distribúıdas é estritamente estacionário e ergódico.

Lema 1.1. Seja {Xt}t∈Z um processo estocástico cujas variáveis aleatórias são inde-
pendentes e identicamente distribúıdas. Então, {Xt}t∈Z é estritamente estacionário e
ergódico.
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Prova: Veja Stout (1974), página 182.
¤

O seguinte teorema é de grande importância pois estabelece que transformações men-
suráveis preservam estacionariedade estrita e ergodicidade.

Teorema 1.6. Seja {Zt}t∈Z um processo estocástico estritamente estacionário e ergódico e
φ : R∞ → R uma transformação mensurável. Seja {Xt}t∈Z o processo estocástico definido
por Xt ≡ φ(Zt, Zt−1, · · · ). Então, {Xt}t∈Z é estritamente estacionário e ergódico.

Prova: Veja Stout (1974), página 182.
¤

O próximo teorema é de grande importância pois será utilizado para caracterizar os pro-
cessos apresentados no Caṕıtulo 2.

Teorema 1.7. Seja {Zt}t∈Z uma seqüência de variáveis aleatórias independentes e iden-
ticamente distribúıdas, com média zero e variância finita. Se

∑∞
j=0 a2

j < ∞, então o
processo estocástico {Xt}t∈Z definido por

Xt =
∞∑

j=0

ajZt−j, para todo t ∈ Z,

é estritamente estacionário e ergódico.

Prova: Aplicação imediata do Lema 1.1 e do Teorema 1.6.
¤
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Caṕıtulo 2

Processos Não-Lineares

Neste caṕıtulo apresentamos alguns modelos não-lineares utilizados na análise de séries
temporais que apresentam heteroscedasticidade, ou seja, a variância condicional varia
com o tempo. Primeiramente, discutimos os modelos ARCH e GARCH. Apresentamos
as principais caracteŕısticas e os principais resultados relacionados a tais processos. Em
seguida, tratamos dos modelos EGARCH. Finalmente, com o objetivo de modelar séries
temporais que, além de apresentarem variância condicional variando no tempo, também
apresentam caracteŕıstica de longa dependência na volatilidade, definimos os processos
FIEGARCH. Para estes processos, apresentados na Seção 2.5, provamos diversas pro-
priedades importantes, tais como estacionariedade, ergodicidade, causalidade e inversibi-
lidade. Além disso, provamos que se {Xt}t∈Z é um processo FIEGARCH(p, d, q) então,
sob certas condições, o processo estocástico {ln(X2

t )}t∈Z é um processo ARFIMA(q, d, 0),
com inovações não-Gaussianas.

Séries temporais financeiras apresentam uma importante caracteŕıstica conhecida como
volatilidade, que pode ser definida de diversas formas, mas não é diretamente observável.
Em termos financeiros, a volatilidade pode ser vista como a medida estat́ıstica da possi-
bilidade do valor de um ativo cair ou subir muitas vezes, de forma significativa, em um
determinado peŕıodo de tempo. Neste caṕıtulo, dado um processo estocástico {Xt}t∈Z, a
volatilidade é a variância condicional desse processo.

Neste caṕıtulo, dado um processo estocástico {Xt}t∈Z, denotamos por Ft a σ-álgebra de
eventos gerada pelas informações dispońıveis até o instante t, ou seja, Ft ≡ σ({Xs; s ≤ t}).

2.1 Processos ARCH

Nesta seção apresentamos os principais resultados relacionados à classe de modelos auto-
regressivos com heteroscedasticidade condicional, também denominada famı́lia ARCH
(Autoregressive Conditional Heteroskedasticity), introduzida por Engle (1982).

Definição 2.1. (Processos ARCH). Seja {Xt}t∈Z um processo estocástico. Dizemos
que {Xt}t∈Z é um processo auto-regressivo com heteroscedasticidade condicional de ordem
p, denotado por ARCH(p), se

Xt = σtZt, (2.1)

σ2
t = α0 + α(B)X2

t , para todo t ∈ Z, (2.2)
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onde {Zt}t∈Z são variáveis aleatórias independentes e identicamente distribúıdas com
média zero e variância um, B é o operador de defasagem definido pela expressão (1.13) e

α(B) ≡
p∑

i=1

αiBi, (2.3)

α0 > 0 e αi ≥ 0, para i = 1, 2, · · · , p, são constantes reais.

É fácil ver que Zt e Ft−1 são independentes, para todo t ∈ Z. Segundo McNeil et
al. (2005), este resultado segue do fato que um processo ARCH deve ser causal, ou
seja, as equações dadas pelas expressões (2.1) e (2.2) devem ter uma solução da forma
Xt = f(Zt, Zt−1, · · · ) para alguma função f(·) mensurável, de forma que Zt é independente
dos valores anteriores ao tempo t do processo estocástico {Xt}t∈Z. Este fato é um contraste
com os modelos ARMA para os quais as equações podem ter soluções não-causais. Com
base nisso, é imediato que, se {Xt}t∈Z é um processo ARCH(p), então

Var(Xt|Ft−1) = E(X2
t |Ft−1)−

(
E(Xt|Ft−1)

)2
= E(σ2

t Z
2
t |Ft−1)−

(
E(σtZt|Ft−1)

)2

= σ2
tE(Z2

t |Ft−1)−
(
σtE(Zt|Ft−1)

)2
= σ2

tE(Z2
t )− σ2

t

(
E(Zt)

)2

= σ2
t , para todo t ∈ Z,

ou seja, a volatilidade é uma função que depende do quadrado dos valores passados do
processo.

No teorema a seguir apresentamos uma condição necessária e suficiente para a esta-
cionariedade de um processo ARCH(p).

Teorema 2.1. Seja {Xt}t∈Z um processo ARCH(p), dado na Definição 2.1. Então,
{Xt}t∈Z é estacionário de segunda ordem se, e somente se,

1− α(z) 6= 0, para todo z ∈ C tal que |z| ≤ 1,

onde α(·) é dado pela expressão (2.3).

Prova: Veja Engle (1982).
¤

Apresentamos a seguir um exemplo de um processo ARCH(p), para p = 2, simulado
através da função simulate.garch do programa S-Plus.

Exemplo 2.1. (Processo ARCH(p), com p = 2). Considere o processo ARCH(p),
dado pelas expressões (2.1) e (2.2), com p = 2. Para gerar a série temporal {Xt}n

t=1 , com
n = 250 observações, utilizamos α0 = 0, 25, α1 = 0, 47 e α2 = 0, 1.

A Figura 2.1 apresenta a série temporal simulada {Xt}n
t=1, para n = 250, e seu desvio

padrão condicional (raiz quadrada da volatilidade). A Figura 2.2 apresenta as funções
de autocorrelação amostral das séries temporais {X2

t }250
t=1 e {σ2

t }250
t=1. Note como essas

séries temporais apresentam funções de autocorrelação amostral semelhantes. Essa é uma
caracteŕıstica dos processos ARCH(p).
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(a) {Xt}250t=1 (b) {σt}250t=1

Figura 2.1: Séries Temporais Simuladas do Exemplo 2.1.

(a) ρ̂X2(·) (b) ρ̂σ2(·)

Figura 2.2: Funções de Autocorrelação Amostral das Séries Temporais {X2
t }250

t=1 e {σ2
t }250

t=1.

Observe que a expressão (2.2) pode ser reescrita como

σ2
t = α0 + α1X

2
t−1 + · · ·+ αpX

2
t−p + X2

t −X2
t ,

o que é equivalente a (
1− α(B)

)
X2

t = α0 + vt, (2.4)

onde vt = X2
t − σ2

t e α(·) dado pela expressão (2.3). Desta forma, {X2
t }t∈Z pode ser

escrito como um processo AR(p). Note que, em geral, {vt}t∈Z não será um processo
independente e identicamente distribúıdo, mas sim, de acordo com a Definição 1.20, um
processo martingale difference. De fato,

E(vt) = E(X2
t − σ2

t )

= E
(
E(σ2

t Z
2
t − σ2

t |Ft−1)
)

= E
(
σ2

tE(Z2
t − 1|Ft−1)

)
= 0

e

E(vt|Ft−1) = E
(
X2

t − σ2
t |Ft−1

)
= E(X2

t |Ft−1)− E(σ2
t |Ft−1) = σ2

t − σ2
t = 0.

No modelo clássico ARCH(p) de Engle (1982), a variância condicional é uma função
linear dos quadrados das inovações passadas, implicando dependência Markoviana de
ordem p. O processo GARCH(p, q), que apresentamos na próxima seção, introduzido
por Bollerslev (1986), fornece uma estrutura mais flex́ıvel pois expressa a volatilidade do
processo como uma função tanto dos valores passados quanto das volatilidades passadas
do processo.
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2.2 Processos GARCH

Nesta seção tratamos dos modelos GARCH (Generalized ARCH), introduzidos por Boller-
slev (1986). Da mesma forma que os modelos ARMA podem ser mais parcimoniosos, no
sentido de apresentar menor número de parâmetros que um modelo AR ou MA, os mo-
delos GARCH podem descrever a volatilidade com menos parâmetros do que um modelo
ARCH.

Definição 2.2. (Processos GARCH). Seja {Xt}t∈Z um processo estocástico. Dizemos
que {Xt}t∈Z é um processo autoregressivo com heteroscedasticidade condicional generali-
zado, ou GARCH(p, q) se,

Xt = σtZt, (2.5)

σ2
t = α0 + α(B)X2

t + β(B)σ2
t , para todo t ∈ Z, (2.6)

onde {Zt}t∈Z são variáveis aleatórias independentes e identicamente distribúıdas com
média zero e variância um e Zt é independente de Ft−1, para todo t ∈ Z, α0 > 0 é
uma constante real, α(·) é o polinômio definido pela expressão (2.3) e o polinômio β(·) é
definido por

β(B) ≡
q∑

j=1

βjBj, (2.7)

com βj ≥ 0, para todo j = 1, 2, · · · , q, e B é o operador de defasagem definido pela
expressão (1.13).

Os processos GARCH são uma generalização dos processos ARCH no sentido que a
volatilidade σ2

t é dependente tanto dos quadrados dos valores anteriores do processo como
das volatilidades passadas. Note que, se q = 0, então o modelo GARCH(p, 0) reduz-se ao
modelo ARCH(p) definido na Seção 2.1.

Na Definição 2.2, exigimos que os coeficientes αi, para todo i = 1, 2, · · · , p e βj,
para todo j = 1, 2, · · · , q, sejam positivos. Esta é uma condição suficiente, mas não
necessária para que σ2

t > 0. O leitor interessado pode encontrar um estudo mais detalhado
e condições gerais para que σt, para todo t ∈ Z, esteja bem definida em Nelson e Cao
(1992).

Note que, se todas as ráızes do polinômio
(
1−β(B)

)
estão fora do ćırculo unitário, então

o processo GARCH(p, q), definido pelas expressões (2.5) e (2.6), possui uma representação
ARCH(∞). De fato, observe que

σ2
t = α0 + α(B)X2

t + β(B)σ2
t ⇐⇒ (

1− β(B)
)
σ2

t = α0 + α(B)X2
t .

Ou seja,

σ2
t =

(
1− β(B)

)−1
α0 +

(
1− β(B)

)−1
α(B)X2

t

=
(
1− β(1)

)−1
α0 +

∞∑
j=0

ΦjX
2
t−j,

onde Φ(B) ≡ (
1− β(B)

)−1
α(B) =

∑∞
j=0 ΦjBj.
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Mostramos agora que, assim como os processos ARCH possuem uma representação
AR para o processo {X2

t }t∈Z, os processos GARCH possuem uma representação ARMA
para o processo {X2

t }t∈Z. Note que, somando-se X2
t − β(B)X2

t em ambos os lados da
igualdade, a expressão (2.6) pode ser reescrita como

X2
t − β(B)X2

t + σ2
t = α0 + α(B)X2

t + β(B)σ2
t + X2

t − β(B)X2
t ⇐⇒(

1− α(B)− β(B)
)
X2

t = α0 −
(
1− β(B)

)
σ2

t +
(
1− β(B)

)
X2

t ⇐⇒(
1− α(B)− β(B)

)
X2

t = α0 +
(
1− β(B)

)
vt, (2.8)

onde vt = X2
t − σ2

t , para todo t ∈ Z. Como mostramos na Seção 2.1, o processo {vt}t∈Z
é um processo martingale difference. Logo, se {Xt}t∈Z é um processo GARCH(p, q), o
processo {X2

t }t∈Z pode ser representado como um processo ARMA(max{p, q}, q).
Apresentamos a seguir um exemplo de um processo GARCH(p, q), para p = 1 e q = 1,

simulado através da função simulate.garch do programa S-Plus.

Exemplo 2.2. (Processo GARCH(p,q) com p = 1 = q). Considere o processo
GARCH(p, q), dado pelas expressões (2.5) e (2.6), com p = 1 = q. A série temporal
{Xt}n

t=1, com n = 250 observações, foi gerada utilizando-se α0 = 0, 1, α1 = 0, 27 e β1 =
0, 32. A Figura 2.3 apresenta a série temporal simulada {Xt}n

t=1, para n = 250, e seu
desvio padrão condicional (raiz quadrada da volatilidade). A Figura 2.4 apresenta as
funções de autocorrelação amostral das séries temporais {X2

t }250
t=1 e {σ2

t }250
t=1.

(a) {Xt}250t=1 (b) {σt}250t=1

Figura 2.3: Séries Temporais do Exemplo 2.2.

(a) ρ̂X2(·) (b) ρ̂σ2(·)

Figura 2.4: Funções de Autocorrelação Amostral das Séries Temporais {X2
t }250

t=1 e {σ2
t }250

t=1.
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No próximo teorema apresentamos uma condição necessária e suficiente para a esta-
cionariedade do processo GARCH(p, q).

Teorema 2.2. Seja {Xt}t∈Z um processo GARCH(p, q), dado na Definição 2.2. Então,
{Xt}t∈Z é estacionário se, e somente se,

p∑
i=1

αi +

q∑
j=1

βj < 1.

Prova: Veja Bollerslev (1986).
¤

O próximo lema mostra que todo processo GARCH é um processo martingale difference.
Utilizamos este resultado na prova da Proposição 2.1.

Lema 2.1. Sejam {Xt}t∈Z um processo GARCH(p, q) e Ft = σ({Xs}; s ≤ t). Então,
{Xt}t∈Z é um processo martingale difference em relação à filtração {Ft}t∈Z.

Prova: Note que,

E(Xt) = E
(
E(Xt|Ft−1)

)
= E

(
E(σtZt|Ft−1)

)
= E

(
σtE(Zt|Ft−1)

)
= 0.

Além disso,
E(Xt|Ft−1) = E(σtZt|Ft−1) = σtE(Zt|Ft−1) = 0.

Segue, da Definição 1.20, que {Xt}t∈Z é um processo martingale difference.
¤

Na próxima proposição apresentamos os principais resultados que caracterizam os
processos GARCH(p, q).

Proposição 2.1. Seja {Xt}t∈Z um processo GARCH(p, q), dado na Definição 2.2. Então,

(i) se {Xt}t∈Z é estacionário, sua variância é dada por

Var(Xt) =
α0

1−∑p
i=1 αi −

∑q
j=1 βj

; (2.9)

(ii) se E(X2
t ) < ∞, para todo t ∈ Z, a função de autocovariância γX(·, ·) é tal que

γX(t, s) = 0, para todo t, s ∈ Z tais que t 6= s;

(iii) se o polinômio
(
1 − α(B) − β(B)

)
, dado na expressão (2.8), não possui ráızes no

ćırculo unitário, se E(X4
t ) < ∞, para todo t ∈ Z e não depende de t e ainda, se

E(Z4
t ) < ∞, para todo t ∈ Z, a curtose da variável aleatória Xt, para todo t ∈ Z, é

dada por

KX =
E(Z4

t )

E(Z4
t )− (

E(Z4
t )− 1

) ∑∞
j=0 Ψ2

j

,

onde

Ψ(B) ≡
∞∑

j=0

ΨjBj =
1− β(B)

1− α(B)− β(B)
, com

∞∑
j=1

Ψ2
j < ∞. (2.10)
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Prova: Para provar (i) note que o processo {Xt}t∈Z é estacionário. Logo, E(X2
t ) =

E(X2
t+h), para todo h ∈ Z. Na prova do Lema 2.1, mostramos que E(Xt) = 0, para todo

t ∈ Z. Além disso,

E(X2
t ) = E(σ2

t Z
2
t ) = E

(
E(σ2

t Z
2
t |Ft−1)

)
= E

(
σ2

tE(Z2
t |Ft−1)

)
= E(σ2

t ), (2.11)

para todo t ∈ Z. Por esses resultados e pelas expressões (2.6) e (2.11) segue que

E(X2
t ) = α0 +

p∑
i=1

αiE(X2
t ) +

q∑
j=1

βjE(X2
t ).

Assim

E(X2
t )

(
1−

p∑
i=1

αi −
q∑

j=1

βj

)
= α0.

Como {Xt}t∈Z é estacionário, pelo Teorema 2.2,
∑p

i=1 αi +
∑q

j=1 βj < 1. Portanto, segue
que

Var(Xt) = E(X2
t )

=
α0

1−∑p
i=1 αi −

∑q
j=1 βj

.

Para provar (ii) note que, pelo Lema 2.1, {Xt}t∈Z é um processo martingale difference
em relação à {Ft}t∈Z. Logo, pela Proposição 1.1, γX(t, s) = 0 para todo t, s ∈ Z tais que
t 6= s.

Para provar (iii) note que, se todas as ráızes do polinômio
(
1 − α(B) − β(B)

)
estão

fora do ćırculo unitário podemos reescrever a expressão (2.8) como

X2
t =

α0(
1− α(1)− β(1)

) +
1− β(B)(

1− α(B)− β(B)
)vt

=
α0(

1− α(1)− β(1)
) +

∞∑
j=0

Ψjvt−j, (2.12)

onde Ψ(·) é o polinômio dado pela expressão (2.10). Além disso,

E(X4
t ) = E(σ4

t Z
4
t ) = E

(
E(σ4

t Z
4
t |Ft−1)

)
= E

(
σ4

tE(Z4
t |Ft−1)

)
= E(σ4

t )E(Z4
t ). (2.13)

Se E(X4
t ) < ∞, para todo t ∈ Z e não depende de t ∈ Z, e E(Z4

t ) < ∞,para todo t ∈ Z,
como as variáveis aleatórias Zt são identicamente distribúıdas, é imediato, pela expressão
(2.13), que E(σ4

t ) < ∞ e não depende de t ∈ Z. Portanto,

σ2
v = E(v2

t ) = E
(
(X2

t − σ2
t )

2
)

= E(X4
t )− 2E(X2

t σ2
t ) + E(σ4

t )

= E(X4
t )− 2E

(
E(X2

t σ2
t |Ft−1)

)
+ E(σ4

t )

= E(X4
t )− 2E

(
σ2

tE(X2
t |Ft−1)

)
+ E(σ4

t ) = E(X4
t )− 2E(σ4

t ) + E(σ4
t )

= E(X4
t )− E(σ4

t ) < ∞, para todo t ∈ Z. (2.14)

Pela expressão (2.14) e pelo item (iii) da Proposição 1.1, {vt}t∈Z é um processo rúıdo
branco. Portanto, pela expressão (2.12) segue que

Var(X2
t ) = σ2

v

∞∑
j=0

Ψ2
j , (2.15)
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onde σ2
v = Var(vt), para todo t ∈ Z. Note ainda que, pelas expressões (2.13) e (2.14),

σ2
v = E(X4

t )− E(σ4
t ) = E(σ4

t )E(Z4
t )− E(σ4

t )

= E(σ4
t )

(
E(Z4

t )− 1
)
, para todo t ∈ Z.

Portanto, substituindo este resultado na expressão (2.15) temos,

Var(X2
t ) = E(σ4

t )
(
E(Z4

t )− 1
) ∞∑

j=0

Ψ2
j . (2.16)

Por outro lado,

Var(X2
t ) = E(X4

t )− (
E(X2

t )
)2

= E(σ4
t )E(Z4

t )− (
E(σ2

t Z
2
t )

)2

= E(σ4
t )E(Z4

t )− [
E

(
E(σ2

t Z
2
t |Ft−1)

)]2

= E(σ4
t )E(Z4

t )− [
E

(
σ2

tE(Z2
t |Ft−1)

)]2

= E(σ4
t )E(Z4

t )− (
E(σ2

t )
)2

. (2.17)

Segue, pelas equações (2.16) e (2.17) que,

E(σ4
t )

(
E(Z4

t )− 1
) ∞∑

j=0

Ψ2
j = E(σ4

t )E(Z4
t )− (

E(σ2
t )

)2
.

Assim, passando os termos que multiplicam E(σ4
t ) para o mesmo lado da igualdade temos,

E(σ4
t )

[
E(Z4

t )− (
E(Z4

t )− 1
) ∞∑

j=0

Ψ2
j

]
=

(
E(σ2

t )
)2

.

Logo, se E(Z4
t ) < ∞, para todo t ∈ Z, então

E(σ4
t )(

E(σ2
t )

)2 =
1

E(Z4
t )− (

E(Z4
t )− 1

) ∑∞
j=0 Ψ2

j

. (2.18)

Assim, pela Definição 1.14 temos que

KX =
E(X4

t )(
E(X2

t )
)2 =

E(σ4
t Z

4
t )(

E(σ2
t Z

2
t )

)2 =
E

(
E(σ4

t Z
4
t |Ft−1)

)
[
E

(
E(σ2

t Z
2
t |Ft−1

))]2 =
E

(
σ4

tE(Z4
t |Ft−1)

)
[
E

(
σ2

tE(Z2
t |Ft−1

))]2

=
E(Z4

t )E(σ4
t )(

E(σ2
t )

)2 . (2.19)

Pelas expressões (2.18) e (2.19) segue que,

KX =
E(Z4

t )

E(Z4
t )− (

E(Z4
t )− 1

) ∑∞
j=0 Ψ2

j

,

onde Ψ(·) é dado pela expressão (2.10). Isso completa a prova. ¤

No Exemplo 2.3 apresentamos o cálculo da variância, da curtose do processo {Xt}t∈Z e
das funções de autocovariância e autocorrelação do processo {X2

t }t∈Z, onde {Xt}t∈Z é um
processo ARCH(p), com p = 1. No Exemplo 2.4 apresentamos o cálculo dessas funções
quando {Xt}t∈Z é um processo GARCH(p, q), com p = 1 = q.
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Exemplo 2.3. (Propriedades do Processo ARCH(p), com p = 1). Considere o
processo ARCH(p), dado pelas expressões (2.1) e (2.2), com p = 1. Apresentamos o cálculo
da variância e da curtose do processo estacionário {Xt}t∈Z e das funções de autocovariância
e autocorrelação do processo {X2

t }t∈Z.

Note que, pela Proposição 2.1, para todo t ∈ Z,

E(Xt) = 0.

Pelo Teorema 2.1, se |α1| < 1 então, {Xt}t∈Z é estacionário. Pelo item (i) da Proposição
2.1

Var(Xt) =
α0

1− α1

. (2.20)

Suponha que {X2
t }t∈Z é estacionário e E(Z4

t ) < ∞, para todo t ∈ Z. Como

Ψ(B) =
1

1− α(B)
=

1

1− α1B =
∞∑

j=0

αj
1Bj,

temos ∞∑
j=0

Ψ2
j =

∞∑
j=0

(αj
1)

2 =
1

1− α2
1

. (2.21)

Segue, do item (iii) da Proposição 2.1 e da expressão (2.21), que

KX =
E(Z4

t )

E(Z4
t )− (

E(Z4
t )− 1

) ∑∞
j=0 Ψ2

j

=
E(Z4

t )
(
1− α2

1

)
(
1− α2

1

)
E(Z4

t )− (
E(Z4

t )− 1
)

=
E(Z4

t )(1− α2
1)

1− E(Z4
t )α2

1

. (2.22)

Particularmente, se Zt ∼ N (0, 1) então, E(Z4
t ) = 3. Logo, pela expressão (2.22),

KX =
3(1− α2

1)

1− 3α2
1

>
3(1− α2

1)

1− α2
1

= 3.

Esse fato mostra que um processo ARCH(p), com p = 1, possui caudas mais pesadas do
que aquelas de uma distribuição normal.

Além disso, como

KX =
E(X4

t )(
E(X2

t )
)2 , (2.23)

pelas expressões (2.20) e (2.23), temos que

E(X4
t ) =

3(1− α2
1)

(1− 3α2
1)
×

(
α0

1− α1

)2

=
3α2

0(1 + α1)

(1− α1)(1− 3α2
1)

.

Com isso conclui-se que os momentos de quarta ordem de {Xt}t∈Z são positivos e finitos
se, e somente se,

0 < 1− 3α2
1 ⇐⇒ 0 ≤ α2

1 <
1

3
.
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Pela expressão (2.4), o processo {X2
t }t∈Z é um processo AR(p), com p = 1. Lembramos

que, na prova da Proposição 2.1, mostramos que, se E(X4
t ) < ∞, para todo t ∈ Z, e não

depende de t e E(Z4
t ) < ∞, para todo t ∈ Z, então, o processo {vt}t∈Z, definido na ex-

pressão (2.4), é um processo rúıdo branco. Portanto, se o processo {X2
t }t∈Z é estacionário

e E(Z4
t ) < ∞, para todo t ∈ Z, segue que

γX2(h) = αh
1γX2(0), para todo h > 0 e

ρX2(h) = αh
1 , para todo h > 0.

Para maiores detalhes sobre o cálculo das funções de autocorrelação e autocovariância de
processos AR(p) veja Brockwell e Davis (1991).

Exemplo 2.4. (Propriedades do Processo GARCH(p,q) com p = 1 = q). Con-
sidere o processo GARCH(p, q) estacionário, dado pelas expressões (2.5) e (2.6) com
p = 1 = q. Apresentamos o cálculo da variância e da curtose do processo {Xt}t∈Z e
das funções de autocovariância e autocorrelação do processo {X2

t }t∈Z.

Seja {Xt}t∈Z um processo GARCH(p, q) com p = 1 = q. Lembramos que

E(Xt) = 0, para todo t ∈ Z.

Pelo Teorema 2.2, se α1 + β1 < 1 então, {Xt}t∈Z é estacionário. Segue, pelo item (i) da
Proposição 2.1, que

Var(Xt) =
α0

1− α1 − β1

.

Para calcular a medida de curtose KX , para o processo GARCH(p, q), com p = 1 = q,
precisamos obter os coeficientes do polinômio Ψ(·), definido pela expressão (2.10). Para
isso, observe que

Ψ(B) =
1− β1B

1− (α1 + β1)B =
α1B +

(
1− (α1 + β1)B

)

1− (α1 + β1)B =
α1B

1− (α1 + β1)B + 1. (2.24)

Além disso, como α1 + β1 < 1, segue que

1

1− (α1 + β1)B =
∞∑

j=0

(α1 + β1)
jBj. (2.25)

Substituindo a expressão (2.25) na expressão (2.24) obtemos

Ψ(B) =
1− β1B

1− (α1 + β1)B = 1 + α1B + α1(α1 + β1)B2 + · · ·+ α1(α1 + β1)
n−1Bn + · · ·

= 1 +
∞∑

j=1

α1(α1 + β1)
j−1Bj. (2.26)

Segue, da expressão (2.26), que Ψ0 = 1 e Ψj = α1(α1 + β1)
j−1, para todo j > 1. Logo,

∞∑
j=0

Ψ2
j = 1 +

∞∑
j=1

α2
1(α1 + β1)

2(j−1) = 1 +
α2

1

1− (α1 + β1)2
=

1− (α1 + β1)
2 + α2

1

1− (α1 + β1)2
. (2.27)
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Segue, do item (iii) da Proposição 2.1 e da expressão (2.27), que

KX =
E(Z4

t )

E(Z4
t )− (

E(Z4
t )− 1

) ∑∞
j=0 Ψ2

j

=
E(Z4

t )(1− (α1 + β1)
2)

1− (α1 + β1)2 − (E(Z4
t )− 1)α2

1

.

Particularmente, se Zt ∼ N (0, 1) então, E(Z4
t ) = 3 e

KX =
3(1− (α1 + β1)

2)

1− (α1 + β1)2 − 2α2
1

> 3.

Esse fato mostra que um processo GARCH(p, q), com p = 1 = q, possui caudas mais
pesadas do que aquelas de uma distribuição normal.

Para encontrar a função de autocorrelação do processo estocástico {X2
t }t∈Z, lembramos

que, pela expressão (2.8), este processo possui uma representação ARMA(max{p, q}, q).
Além disso, para que este processo seja estacionário, o polinômio autoregressivo desta
representação não pode ter ráızes no ćırculo unitário. Segue, da expressão (2.12) que

Cov(X2
t+h, X

2
t ) = Cov

(
a +

∞∑
i=0

Ψivt+h−i, a +
∞∑

j=0

Ψjvt−j

)
(2.28)

onde a =
α0

1− α(1)− β(1)
e os coeficientes Ψi, para todo i ≥ 0, são definidos pela ex-

pressão (2.10).

Como {vt}t∈Z é um processo martingale difference, segue pela Proposição 1.1, que
Cov(vt, vs) = 0, para todo t, s ∈ Z tais que t 6= s. Logo, pela expressão (2.28) temos

γX2(h) = Cov(X2
t+h, X

2
t )

=
∞∑
i=0

∞∑
j=0

ΨiΨjCov
(
vt+h−i, vt−j

)

=
∞∑

j=0

ΨjΨj+hVar(vt)

= σ2
v

∞∑
j=0

ΨjΨj+h, para todo h ≥ 0 (2.29)

e

ρX2(h) =
γX2(h)

γX2(0)
=

∑∞
j=0 ΨjΨj+h∑∞

j=0 Ψ2
j

, para todo h ≥ 0. (2.30)

Pelas expressões (2.26), (2.29) e (2.30) temos que as funções de autocovariância e auto-
correlação do processo estocástico {X2

t }t∈Z, onde {Xt}t∈Z é um processo GARCH(p, q),
com p = q = 1, são dadas, respectivamente, por
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γX2(h) = σ2
vΨ0Ψh + σ2

v

∞∑
j=1

ΨjΨj+h

= σ2
vα1(α1 + β1)

h−1 + σ2
v

∞∑
j=1

α1(α1 + β1)
j−1α1(α1 + β1)

j+h−1

= σ2
vα1(α1 + β1)

h−1 + σ2
v

∞∑
j=1

α1(α1 + β1)
j−1α1(α1 + β1)

j+h−1

= σ2
vα1(α1 + β1)

h−1 + σ2
v

∞∑
j=1

α2
1(α1 + β1)

2j+h−2

= σ2
vα1(α1 + β1)

h−1 + σ2
vα

2
1(α1 + β1)

h−2

∞∑
j=1

(α1 + β1)
2j

= σ2
v

{
α1(α1 + β1)

h−1 +
α2

1(α1 + β1)
h

1− (α1 + β1)2

}
, para todo h ≥ 0,

onde σ2
v = Var(vt), para todo t ∈ Z e

ρX2(h) =

{
α1(α1 + β1)

h−1 +
α2

1(α1 + β1)
h

1− (α1 + β1)2

}
× 1− (α1 + β1)

2

1− (α1 + β1)2 + α2
1

=
α1(α1 + β1)

h−1 − α1(α1 + β1)
h+1 + α2

1(α1 + β1)
h

1− (α1 + β1)2 + α2
1

, para todo h ≥ 0.

2.3 Processos IGARCH e Modelos EWMA

Nesta seção apresentamos os processos IGARCH (Integrate GARCH) e os modelos EWMA
(Exponentially Weighted Moving Average). Como veremos a seguir os modelos EWMA
são um caso particular dos processos IGARCH. Tais modelos são amplamente utilizados
devido à sua fácil implementação.

Os processos IGARCH foram apresentados por Engle e Bollerslev (1986). A introdução
de tais processos deve-se ao fato que em muitas aplicações práticas, ao tenter estimar o
polinômio dado pela expressão (2.8), encontra-se um polinômio 1− α̂(z)− β̂(z), com uma
ráız estatisticamente indistingǘıvel da unidade. A seguir apresentamos a definição formal
destes processos.

Definição 2.3. (Processos IGARCH). Seja {Xt}t∈Z um processo estocástico. Dizemos
que {Xt}t∈Z é um processo GARCH integrado, ou IGARCH(p, q) se,

Xt = σtZt, (2.31)

σ2
t = α0 + α(B)X2

t + β(B)σ2
t , para todo t ∈ Z, (2.32)

onde {Zt}t∈Z são variáveis aleatórias independentes e identicamente distribúıdas com
média zero e variância um e Zt é independente de Ft−1, para todo t ∈ Z, α0 ≥ 0 é uma
constante real e α(·) e β(·) são os polinômios definidos, respectivamente, pelas expressões
(2.3) e (2.7), com

α(1) + β(1) = 1.
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Note que, se o polinômio 1−α(B)−β(B) possui uma ráız unitária, podemos decompô-lo
como

1− α(B)− β(B) = φ(B)(1− B),

com φ(B) 6= 0, para todo |B| ≤ 1. Assim, reescrevemos a equação (2.8) como

(
1− α(B)− β(B)

)
X2

t = φ(B)(1− B)X2
t = α0 +

(
1− β(B)

)
vt, (2.33)

onde vt = X2
t − σ2

t , para todo t ∈ Z. Segue que um processo IGARCH(p, q) possui uma
representação ARIMA(m, 1, q), onde m = max{p, q} − 1, para o processo {X2

t }t∈Z.

Outro modelo amplamente utilizado para modelar a volatilidade é o modelo EWMA,
introduzido por Roberts (1959). Como veremos na próxima definição este modelo pode
ser visto como um caso particular dos processos IGARCH(p, q).

Definição 2.4. (Modelos EWMA). Seja {Xt}t∈Z um processo estocástico e Ft =
σ({Xs}; s ≤ t). Dizemos que a variância condicional de {Xt}t∈Z segue um modelo média
móvel ponderado exponencialmente, denotado por EWMA (Exponentially Weighted Mov-
ing Average), se σ2

t = Var(Xt|Ft−1) é dada por

σ2
t = λX2

t−1 + (1− λ)σ2
t−1, para todo t ∈ Z, (2.34)

onde 0 < λ < 1 é uma constante real.

Na prática, dada uma série temporal {Xt}n
t=1 obtida a partir de um processo estocástico

{Xt}t∈Z , o parâmetro λ no modelo EWMA, é escolhido de forma a minimizar a soma dos
quadrados dos reśıduos de ajuste ou de previsão.

Pelas expressões (2.33) e (2.34), conclúımos que o modelo EWMA pode ser visto como
um modelo IGARCH(p, q), com p = 1 = q e α0 = 0.

Os modelos ARCH e GARCH (IGARCH) são amplamente utilizados para modelar
séries de retornos financeiros (veja Definição 4.4). Como podemos perceber nas Definições
2.1 e 2.2, tais modelos tratam os retornos de forma simétrica, pois a volatilidade é uma
função quadrática dos mesmos. Levando em conta que a volatilidade reage de forma
assimétrica aos retornos, tendendo a ser maior para retornos negativos, Nelson (1991)
introduz a classe de modelos EGARCH (Exponential GARCH), que apresentamos na
próxima seção.

2.4 Processos EGARCH

Nesta seção definimos os processos EGARCH (Exponential GARCH), introduzidos por
Nelson (1991) e apresentamos os principais resultados relacionados à estacionariedade e
ergodicidade de tais processos.

Definição 2.5. (Processos EGARCH). Seja {Xt}t∈Z um processo estocástico. Dize-
mos que {Xt}t∈Z é um processo GARCH exponencial, denotado por EGARCH(p, q) se,

Xt = σtZt, (2.35)

ln(σ2
t ) = ω +

α(B)

β(B)
g(Zt−1), para todo t ∈ Z, (2.36)
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onde ω ∈ R, {Zt}t∈Z são variáveis aleatórias independentes e identicamente distribúıdas
com média zero e variância um,

α(B) ≡
p∑

i=0

(−αi)Bi = 1−
p∑

i=1

αiBi, β(B) ≡
q∑

j=0

(−βi)Bj = 1−
q∑

j=1

βjBi, (2.37)

com α0 = −1 = β0, β(B) 6= 0 para todo B tal que |B| ≤ 1 e

g(Zt) = θZt + γ
[|Zt| − E

(|Zt|
)]

, para todo t ∈ Z, e θ, γ ∈ R. (2.38)

Observe que g(Zt) pode ser reescrita como

g(Zt) =

{
(θ + γ)Zt − γE

(|Zt|
)
, Zt ≥ 0

(θ − γ)Zt − γE
(|Zt|

)
, Zt < 0,

para todo t ∈ Z. Essa assimetria permite que a volatilidade responda mais rapidamente
a retornos negativos do que a positivos.

O seguinte lema trata da independência entre quaisquer variáveis aleatórias e é uti-
lizado na prova da Proposição 2.2 onde mostramos que o processo estocástico {g(Zt)}t∈Z,
com g(·) definida pela expressão (2.38), é um processo rúıdo branco. Apesar de vários
autores afirmarem que as variáveis aleatórias g(Zt), para todo t ∈ Z, são independentes
e identicamente distribúıdas, nenhum deles apresenta uma prova formal dessa afirmação,
nem do fato de {g(Zt)}t∈Z ser um processo rúıdo branco.

Lema 2.2. Sejam X1, · · · , Xn variáveis aleatórias independentes. Então, funções men-
suráveis de famı́lias disjuntas das variáveis Xi’s são também independentes.

Prova: Veja Durrett (1991), página 23.
¤

Proposição 2.2. Seja {Zt}t∈Z um processo estocástico tal que as variáveis aleatórias
Zt, para todo t ∈ Z, são independentes e identicamente distribúıdas, com média zero e
variância um. Seja g(·) a função definida pela expressão (2.38). Então {g(Zt)}t∈Z é um
processo rúıdo branco.

Prova: Seja g(x) = θx + γ|x| − c, com θ, γ, c ∈ R. É imediato que g(·) é mensurável em
relação à σ-álgebra de Borel B.

Por hipótese, para todo t ∈ Z, as variáveis aleatórias Zt possuem a mesma distribuição.
Logo, E(|Zt|) é constante, para todo t ∈ Z. Desta forma a função g(·), dada na expressão
(2.38), pode ser reescrita como

g(Zt) = θZt + γ|Zt| − c, para todo t ∈ Z,

com c = γE(|Zt|). Segue do Lema 2.2 que, para todo t ∈ Z, g(Zt) e g(Zt+h) são indepen-
dentes sempre que h ∈ Z− {0}.

Observe que, como Zt e Zt+h são identicamente distribúıdas

P
(
Zt ∈ A

)
= P

(
Zt+h ∈ A

)
, para todo boreliano A ∈ B.
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Em particular, para todo A = (−∞, x] ∈ B, com x ∈ R, teremos

P
(
g(Zt) ≤ x

)
= P

(
Zt ∈ g−1

(
(−∞, x]

))

= P
(
Zt+h ∈ g−1

(
(−∞, x]

))

= P
(
g(Zt+h) ≤ x

)
.

Portanto, g(Zt) e g(Zt+h) possuem a mesma distribuição, para todo t, h ∈ Z.

Já provamos que g(Zt) e g(Zt+h) são independentes e identicamente distribúıdas. Logo,

E(g(Zt)) = E
[
θZt + γ

(|Zt| − E(|Zt|)
)]

= E
[
θZt + γ|Zt| − γE(|Zt|)

]

= θE(Zt) + γE
(|Zt|

)− γE(|Zt|)
= 0,

pois E(Zt) = 0, para todo t ∈ Z. E ainda, para todo h ∈ Z, pela independência das
variáveis aleatórias {g(Zt)}t∈Z, temos que

γg(h) = Cov
(
g(Zt+h), g(Zt)

)
=

{
σ2

g , se h = 0
0, se h 6= 0,

onde σ2
g = E

([
g(Zt)

]2)
, para todo t ∈ Z, e não depende de t.

Para completar a prova precisamos mostrar que E
(|g(Zt)|2

)
< ∞.

Note que, Zt|Zt| ≤ Z2
t , para todo t ∈ Z. Segue, pelas propriedades da esperança, que

E
(
Zt|Zt|

) ≤ E(
Z2

t

)
= 1, para todo t ∈ Z. (2.39)

Como E
(|Zt|2

)
= E

(
Z2

t

)
= 1 e E

(
Zt

)
= 0, segue que

E
(|g(Zt)|2

)
= E

(
g2(Zt)

)

= E
[(

θZt + γ
[
|Zt| − E(|Zt|)

])2]

= E
[
θ2Z2

t + 2θZtγ
(
|Zt| − E(|Zt|)

)
+ γ2

(
|Zt| − E(|Zt|)

)2
]

= E
[
θ2Z2

t + 2θZtγ
(
|Zt| − E(|Zt|)

)
+ γ2

(
|Zt|2−2|Zt|E(|Zt|)+

(
E(|Zt|)

)2
)]

= θ2E(Z2
t ) + 2θγE(Zt|Zt|)− 2θγE(Zt)E(|Zt|)

+ γ2E(|Zt|2)− 2γ2E(|Zt|)E(|Zt|) + γ2
(
E(|Zt|)

)2

= θ2E(Z2
t ) + 2θγE(Zt|Zt|)− 0 + γ2E(Z2

t )− 2γ2
(
E(|Zt|)

)2
+ γ2

(
E(|Zt|)

)2

= θ2 + 2θγE(Zt|Zt|) + γ2 − c2

= θ2 + γ2 − c2 + 2θγE(Zt|Zt|), (2.40)

onde c = γE(|Zt|).
Pelas expressões (2.39) e (2.40) segue que

E
(|g(Zt)|2

)
< ∞, para todo t ∈ Z

e não depende de t. Portanto, {g(Zt)}t∈Z é um processo rúıdo branco. ¤
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Da Proposição 2.2 segue que o processo estocástico {g(Zt)}t∈Z é fracamente esta-
cionário. No lema que segue mostramos que este processo é também estritamente esta-
cionário e ergódico.

Lema 2.3. Sejam {Zt}t∈Z variáveis aleatórias independentes e identicamente distribúıdas.
Então, o processo estocástico {g(Zt)}t∈Z, definido pela expressão (2.38), é estritamente
estacionário e ergódico.

Prova: Note que as variáveis aleatórias {Zt}t∈Z são independentes e identicamente dis-
tribúıdas. Logo o resultado segue do Teorema 1.6.

¤

O próximo lema trata da convergência da soma de variáveis aleatórias. Este resultado será
utilizado nas demonstrações que seguem neste caṕıtulo. No Teorema 2.3, apresentamos
resultados relacionados aos processos EGARCH(p, q). O teorema trata da estacionarie-
dade dos processos {Xt}t∈Z, {σ2

t }t∈Z e {ln(σ2
t ) − ω}t∈Z. Este teorema foi primeiramente

apresentado por Nelson (1991). Entretanto, apresentamos uma prova mais detalhada do
que a apresentada pelo autor. No que segue, denotamos por L0(Ω,F,P) o conjunto de
todas as variáveis aleatórias sobre (Ω,F) que são finitas em quase toda parte.

Lema 2.4. Sejam {Yt}t≥0 variáveis aleatórias independentes tais que E(Yt) = 0, para
todo t ≥ 0. Se

∑∞
k=0 Var(Yk) < ∞, então

∑∞
k=0 Yk converge com probabilidade 1.

Prova: Veja Billingsley (1995), página 289.
¤

Teorema 2.3. Sejam {Xt}t∈Z e {σ2
t }t∈Z os processos estocásticos definidos pelas ex-

pressões (2.35) e (2.36). Suponha que as constantes γ e θ, dadas na expressão (2.38),
não são ambas iguais a zero. Então,

(i) os processos estocásticos {Xt}t∈Z, {σ2
t }t∈Z e {ln(σ2

t ) − ω}t∈Z, onde ω ∈ R, são
estritamente estacionários e ergódicos;

(ii) o processo estocástico {ln(σ2
t )− ω}t∈Z é fracamente estacionário.

Prova: Para provar (i) note que, por definição, o polinômio β(·), dado na expressão

(2.37) não possui ráızes no ćırculo unitário. Seja Φ(B) ≡ (
β(B)

)−1
α(B). Segue que Φ(·)

possui uma representação por série de potências dada por

Φ(B) =
∞∑

k=0

ΦkBk, com
∞∑

k=0

Φ2
k < ∞. (2.41)

Na Proposição 2.2 mostramos que as variáveis aleatórias {g(Zt)}t∈Z são independentes
e identicamente distribúıdas com E

(
g(Zt)

)
= 0 e Var

(
g(Zt)

)
< ∞, para todo t ∈ Z.

Aplicando o Lema 2.4 à seqüência de variáveis aleatórias {Φkg(Zt−1−k)}k≥0, para todo
t ∈ Z e Φk, para todo k ≥ 0, definido pela expressão (2.41), conclúımos que as variáveis
aleatórias ln(σ2

t ) − ω ∈ L0(Ω,F,P), para todo t ∈ Z. Segue que σ2
t e Xt ∈ L0(Ω,F,P),

para todo t ∈ Z.

Pelo Lema 2.3, o processo estocástico {g(Zt)}t∈Z é estritamente estacionário e ergódico.
Segue, da expressão (2.36) e do Teorema 1.6, que {ln(σ2

t ) − ω}t∈Z é estritamente esta-
cionário e ergódico. De forma análoga, o processo estocástico {σ2

t }t∈Z é estritamente
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estacionário e ergódico. Pelas expressões (2.35), (2.36) e (2.41) temos

Xt = σtZt

= Zt exp

{
1

2

(
ω +

∞∑

k=0

Φkg(Zt−1−k)

)}
, para todo t ∈ Z, (2.42)

Como as variáveis aleatórias {Zt}t∈Z são independentes e identicamente distribúıdas, segue
do Lema 1.1 e do Teorema 1.6 que o processo {Xt}t∈Z é estritamente estacionário e
ergódico.

Pelo item (i) o processo {ln(σ2
t )−ω}t∈Z é estritamente estacionário. Logo, para provar

(ii) só precisamos mostrar que E
(
(ln(σ2

t ) − ω)2
)

< ∞, para todo t ∈ Z. Note que, pela

Proposição 2.2, {g(Zt)}t∈Z é um processo rúıdo branco, logo E
([

g(Zt)
]2)

< ∞, para todo
t ∈ Z, e não depende de t e ainda, E

(
g(Zt+h)g(Zt)

)
= 0, sempre que h 6= 0. Por isso e

pela expressão (2.41) temos que

E
(
(ln(σ2

t )− ω)2
)

= E

([
α(B)

β(B)
g(Zt−1)

]2
)

= E




[ ∞∑

k=0

Φkg(Zt−1−k)

]2



= E
([

g(Zt)
]2) ∞∑

k=0

Φ2
k < ∞.

Segue que o processo estocástico {ln(σ2
t )− ω}t∈Z é fracamente estacionário. ¤

Pelo Teorema 2.3, os processos estocásticos {Xt}t∈Z e {σ2
t }t∈Z são estritamente esta-

cionários e ergódicos. Isto porém, não implica estacionariedade fraca pois, para alguma
distribuição das variáveis aleatórias {Zt}t∈Z, a média ou a variância destes processos pode
não ser finita (veja Nelson, 1991).

Apresentamos a seguir, resultados para uma famı́lia de distribuições amplamente uti-
lizadas, a distribuição de erro generalizada (GED), da qual fazem parte as funções de
distribuição normal, dupla exponencial e uniforme. Para esta famı́lia de distribuições os
processos {Xt}t∈Z e {σ2

t }t∈Z possuem momentos de ordem r finitos, para todo r ∈ N−{0}.
Na Observação 2.1 da Seção 2.5 mostramos que os resultados apresentados a seguir podem
ser estendidos aos processos FIEGARCH.

Definição 2.6. (Distribuição de Erro Generalizada). Seja Xt uma variável aleatória,
para cada t ∈ Z. A função de distribuição de Xt é uma função de distribuição de erro
generalizada, denotada por GED, se a função densidade de probabilidade da variável
aleatória normalizada, é dada por

fX(z) =
v exp

{
−1

2

∣∣∣ z
η

∣∣∣
v}

η21+1/vΓ
(

1
v

) , z ∈ R, v > 0,

onde Γ(·) é a função Gama e

η ≡
[
2(−2/v) Γ(1/v)

Γ(3/v)

]1/2

.
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O parâmetro v determina o comportamento das caudas da distribuição. Quando v = 2,
a variável aleatória tem distribuição normal padrão. Para v < 2, a distribuição possui
caudas mais leves que a normal (quando v = 1 temos a distribuição exponencial dupla) e
para v > 2 a função de distribuição possui caudas mais pesadas que a distribuição normal.

Note que, como as variáveis aleatórias {Zt}t∈Z são independentes e identicamente
distribúıdas, pela expressão (2.42) temos,

E(Xr
t ) = E

(
Zr

t exp

{
r

2

(
ω +

∞∑

k=0

Φkg(Zt−1−k)

)})

= erω/2E

(
Zr

t exp

{
r

2

∞∑

k=0

Φkg(Zt−1−k)

})

= erω/2E(Zr
t )

∞∏

k=0

E
(
exp

{r

2
Φkg(Zt−1−k)

})

= erω/2E(Zr
t )

∞∏

k=0

E
(
exp

{r

2
Φkg(Zt)

})
, (2.43)

onde os coeficientes Φk são dados pela expressão (2.41) e g(·) é dada por (2.38).

O teorema que segue apresenta resultados que nos permitem avaliar a expressão (2.43)
para o caso em que as variáveis aleatórias {Zt}t∈Z possuem distribuição GED.

Teorema 2.4. Dados r ∈ N e b ∈ R, sejam {Zt}t∈Z variáveis aleatórias independente e
identicamente distribúıdas, com média zero e variância um, e g(·) a função definida pela
expressão (2.38).

(i) Se, para todo t ∈ Z, a variável aleatória Zt tem distribuição GED(v), com v > 1,
então

E
(
Zr

t exp{b g(Zt)}
)

= 2r/vηr exp

{−b γ Γ(2/v)λ21/v

Γ(1/v)

}

×
∞∑

k=0

(21/vηb)k
[
(γ + θ)k + (−1)r(γ − θ)k

]Γ
(
(r + k + 1)/v

)

2Γ(1/v)Γ(k + 1)
< ∞.

(ii) Se, para todo t ∈ Z, Zt tem distribuição GED(v), com v < 1, ou Zt tem distribuição
t-Student com ν > 2 graus de liberdade, então E

(
zr exp{b g(Zt)}

)
< ∞ se, e somente

se
b γ + |b θ| ≤ 0.

(iii) Se, para todo t ∈ Z, a variável aleatória Zt tem distribuição GED(v), com v = 1,
então E

(
zr exp{b g(Zt)}

)
< ∞ se, e somente

b γ + |b θ| < 21/2.

Prova: Veja Nelson (1991).
¤

Com base nos resultados do Teorema 2.4 enunciamos o Teorema 2.5 que trata da existência
dos momentos de ordem r, para r ∈ N− 0, dos processos EGARCH(p, q).
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Teorema 2.5. Seja {Xt}t∈Z um processo EGARCH(p, q), definido pelas expressões (2.35),
(2.36) e (2.38). Suponha que θ e γ não são ambos iguais a zero. Se, para todo t ∈ Z,
as variáveis aleatórias Zt possuem distribuição GED(v), com v > 1, então os processos
estocásticos {Xt}t∈Z e {σ2

t }t∈Z são tais que E(Xr
t ) < ∞ e E

(
(σ2

t )
r
)

< ∞, para todo t ∈ Z
e todo r > 0.

Prova: Veja Nelson (1991).
¤

Na próxima seção tratamos, com detalhes, os processos FIEGARCH(p, d, q), intro-
duzidos por Bollerslev e Mikkelsen (1996). Ressaltamos que os processos EGARCH(p, q)
são um caso particular dos processos FIEGARCH(p, d, q), quando d = 0.

2.5 Processos FIEGARCH

Nesta seção apresentamos o processo EGARCH Fracionariamente Integrado, denotado
por FIEGARCH(p,d,q), (Fractionally Integrated Exponential Generalized Autoregressive
Conditional Heteroskedasticity). Esta classe de processos, introduzida por Bollerslev e
Mikkelsen (1996), além da volatilidade variando com o tempo e clusters de volatilidade
(efeitos oriundos dos processos ARCH e GARCH), leva em conta a longa dependência da
volatilidade, e a assimetria (oriunda da parte exponencial no processo EGARCH). Além
das principais propriedades deste processo, apresentamos resultados relacionados à ordem
de convergência dos coeficientes do polinômio que descreve a volatilidade. Estes resulta-
dos são de extrema importância para o desenvolvimento das simulações apresentadas no
Caṕıtulo 5.

Definição 2.7. (Processos FIEGARCH). Seja {Xt}t∈Z um processo estocástico. Dize-
mos que {Xt}t∈Z é um processo EGARCH Fracionariamente Integrado, e denotamos por
FIEGARCH(p, d, q), se

Xt = σtZt, (2.44)

ln(σ2
t ) = ω +

α(B)

β(B)(1− B)d
g(Zt−1), para todo t ∈ Z, (2.45)

onde ω ∈ R, {Zt}t∈Z são variáveis aleatórias independentes e identicamente distribúıdas,
com média zero e variância um, g(·) é a função definida pela expressão (2.38), os polinômios
α(·) e β(·) são dados pela expressão (2.37) e o operador (1−B)d é definido pela expressão
(1.17).

No Lema 2.1 mostramos que se {Xt}t∈Z é processo GARCH(p, q), então {Xt}t∈Z é um
processo martingale difference. É imediato esse resultado pode ser estendido aos processos
FIEGARCH(p, d, q) e a demonstração é análoga.

Na literatura encontramos diferentes maneiras de definir um processo FIEGARCH.
Na próxima proposição provamos que sob certas restrições, dadas na expressão (2.47), a
expressão (2.45), que faz parte da definição de um processo FIEGARCH(p, d, q), proposta
por Bollerslev e Mikkelsen (1996), é equivalente à apresentada na equação (2.46). A
expressão (2.46) faz parte da definição do mesmo processo, proposta por Zivot e Wang
(2005). Este resultado é de extrema importância para o desenvolvimento do Caṕıtulo 5.
Ressaltamos que a prova formal desse resultado não aparece na literatura.
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Proposição 2.3. Seja {Xt}t∈Z um processo FIEGARCH(p, d, q), dado na Definição 2.7.
Então, a expressão de ln(σ2

t ), dada em (2.45), pode ser reescrita como

β(B)(1− B)d ln(σ2
t ) = a +

p∑
i=0

(
ψi|Zt−1−i|+ γiZt−1−i

)
, (2.46)

onde
a = (−γ)α(1)E

(|Zt|
)

ψ0 = −γα0 = −γ(−1) = γ,

ψi = −γαi, para todo 1 ≤ i ≤ p,

γ0 = −θα0 = −θ(−1) = θ,

γi = −θαi, para todo 1 ≤ i ≤ p. (2.47)

Prova: Note que, pela igualdade (1.18),

0 = (1− 1)d = 1−
∞∑

k=1

δd,k,

ou seja,
∞∑

k=1

δd,k = 1. (2.48)

Pela igualdade (2.48), segue que

(1− B)dω =
(
1−

∞∑

k=1

δd,kBk
)
ω

= ω −
∞∑

k=1

δd,kω

= ω
(
1−

∞∑

k=1

δd,k

)
= 0,

para todo ω ∈ R.

A expressão (2.45) pode ser reescrita como

β(B)(1− B)d ln(σ2
t ) = β(B)(1− B)dω + α(B)g(Zt−1)

= 0 + α(B)g(Zt−1). (2.49)

Da expressão (2.38) podemos reescrever a expressão (2.49) por

β(B)(1− B)d ln(σ2
t ) =

(
1−

p∑
i=1

αiBi
)(

θZt + γ
[|Zt−1| − E

(|Zt−1|
)])

. (2.50)

Dado que as variáveis aleatórias {Zt}t∈Z são independentes e identicamente distribúıdas
temos que E

(|Zt|
)

é constante, para todo t ∈ Z. Assim,

(
1−

p∑
i=1

αiBi
)(

− γE
(|Zt−1|

))
=

(
1−

p∑
i=1

αi

)(
− γE

(|Zt|
))

= (−γ)α(1)E
(|Zt|

)
= a. (2.51)
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Segue, pela expressão (2.51), que a expressão (2.50) pode ser reescrita como

β(B)(1− B)d ln(σ2
t ) = a +

(
1−

p∑
i=1

αiBi
)(

θZt−1 + γ|Zt−1|
)

= a +

p∑
i=0

(
ψi|Zt−1−i|+ γiZt−1−i

)
,

onde ψi, para todo 0 ≤ i ≤ p, e γi, para todo 0 ≤ i ≤ p, são dados pela expressão (2.47).
Ou seja,

β(B)(1− B)d ln(σ2
t ) = a +

p∑
i=0

(
ψi|Zt−1−i|+ γiZt−1−i

)
,

com a, ψi e γi, para 0 ≤ i ≤ p, definidos pela expressão (2.47). Isto mostra que, sob as
condições dadas, as expressões (2.45) e (2.46) são equivalentes.

¤

É fácil ver que a definição dada por Zivot e Wang (2005) é mais geral que a apresentada
por Bollerslev e Mikkelsen (1996) já que os coeficientes ψj e γj, para j = 0, · · · , p não
precisam, necessariamente, satisfazer as condições da expressão (2.47).

Seja λ(B) ≡ β(B)−1(1 − B)−dα(B) o polinômio definido na expressão (2.45). Na
próxima proposição apresentamos uma fórmula de recorrência para o cálculo dos coefi-
cientes λd,k, para todo k ∈ N, deste polinômio. Utilizamos esta fórmula nas simulações
apresentadas no Caṕıtulo 5. Apesar dos processos FIEGARCH terem sido introduzidos
em 1996, não encontramos na literatura um resultado, equivalente ao apresentado na
Proposição 2.4, para tais processos.

Proposição 2.4. Sejam

α(B) =

p∑
i=0

(−αi)Bi e β(B) =

q∑
j=0

(−βj)Bj,

com α0 = −1 = β0. Suponha que β(·) não possui ráızes no ćırculo unitário e que α(·) e
β(·) não possuem ráızes em comum. Se

λ(B) = β(B)−1(1− B)−dα(B), (2.52)

então, os coeficientes λd,k, para todo k ∈ N, do polinômio λ(B) =
∑∞

k=0 λd,kBk, são dados
por

λd,0 = 1

λd,k = −αk −
k−1∑
i=0

λi

(
k−i∑
j=0

δd,k−i−jβj

)
, para todo k ≥ 1. (2.53)

Na expressão (2.53), por definição, αk = 0, se k > p, βk = 0, se k > q e os coeficientes
δd,k, para todo k ∈ N, são dados na expressão (1.19).
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Prova: Por definição

α(B) = β(B)(1− B)d
( ∞∑

k=0

λd,kBk
)
. (2.54)

Note que, pela Proposição 1.2, item (ii), se definirmos βk = 0, para todo k > q, e
utilizarmos a expressão (1.18), temos

β(B)(1− B)d =
( ∞∑

k=0

−βkBk
)( ∞∑

k=0

−δd,kBk
)

=
∞∑

k=0

( k∑
i=0

(−βi)(−δd,k−i)
)
Bk

=
∞∑

k=0

( k∑
i=0

βiδd,k−i

)
Bk

=
∞∑

k=0

( k∑
i=0

δd,k−iβi

)
Bk. (2.55)

Assim,

β(B)(1− B)d
( ∞∑

k=0

λd,kBk
)

=

( ∞∑

k=0

( n∑
j=0

δd,k−jβj

)
Bk

)( ∞∑

k=0

λd,kBk
)

=
∞∑

k=0

(
k∑

i=0

λd,i

( k−i∑
j=0

δd,k−i−jβj

))
Bk

=
∞∑

k=0

(
λd,kδd,0β0 +

k−1∑
i=0

λd,i

( k−i∑
j=0

δd,k−i−jβj

))
Bk

=
∞∑

k=0

(
λd,k +

k−1∑
i=0

λd,i

( k−i∑
j=0

δd,k−i−jβj

))
Bk. (2.56)

Portanto, pela Proposição 1.2, item (i), se definirmos αk = 0, para todo k > p, pela
expressão (2.56), a igualdade dada pela expressão (2.54) é verdadeira se, e somente se,

−α0 = λd,0, ou seja, λd,0 = 1

e

−αk = λd,k +
k−1∑
i=0

λd,i

( k−i∑
j=0

δd,k−i−jβj

)
,

para todo k ≥ 1. Assim temos

λd,k = −αk −
k−1∑
i=0

λd,i

( k−i∑
j=0

δd,k−i−jβj

)
, para todo k ≥ 1.

Suponha agora que λ(B) =
∑∞

k=0 λd,kBk e que os coeficientes λd,k, k ≥ 0, sejam definidos

pela expressão (2.53). É fácil ver que, substituindo os coeficientes λd,k, para todo k ≥
0, na expressão (2.56) temos como resultado

∑∞
k=0(−αk)Bk = α(B). Isto completa a

prova. ¤
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No próximo lema apresentamos uma aproximação para os coeficientes πd,k do polinômio
(1 − B)−d, quando k → ∞. Este resultado, já conhecido, é utilizado para mostrar que a
ordem de convergência ao infinito dos coeficientes λd,k, dados na expressão (2.53), é dada
por λd,k = o(kd). Esse resultado é apresentado no Teorema 2.6. A prova formal dessa
afirmação não é encontrada na literatura existente sobre processos FIEGARCH.

Lema 2.5. Seja (1 − B)−d =
∑∞

i=0 πd,kBk, com −0.5 < d < 0, 5. Então, a ordem de
convergência ao infinito para os coeficientes πd,k é dada por

πd,k = o(kd), quando k →∞.

Prova: Para provar o lema, mostraremos que

πd,k ∼ 1

Γ(d)k1−d
, quando k →∞.

Note que, deste resultado segue que lim
k→∞

πd,k

kd
= 0, ou seja, pela Definição 1.24, πd,k =

o(kd).

Note que (1 − B)−d possui a mesma expansão binomial que o polinômio dado na
expressão (1.18), substituindo-se d por −d. Segue que

πd,k =
d Γ(k + d)

Γ(k + 1)Γ(1 + d)
=

Γ(k + d)

Γ(k + 1)Γ(d)
= −δ−d,k, (2.57)

para todo k ≥ 0 com δd,k definido pela expressão (1.19).

Pela fórmula de Stirling (veja Karlin e Taylor, 1975, página 36), para k suficientemente
grande,

Γ(k) ∼
√

2πe−kkk+1/2. (2.58)

Além disso,

lim
k→∞

(
1 +

d

k

)k

= ed.

Como lim
k→∞

(
1 +

d

k

)1/2

= 1, segue que

lim
k→∞

(
k + d

k

)k+1/2

= lim
k→∞

[(
1 +

d

k

)k (
1 +

d

k

)1/2
]

= ed. (2.59)

E ainda
(k + d)

k

d

∼ 1

k1−d
, quando k →∞. (2.60)

Assim, pela expressão (2.58) temos que, para k suficientemente grande,

πd,k =
Γ(k + d)

Γ(k + 1)Γ(d)
=

Γ(k + d)

k Γ(k)Γ(d)

∼ 1

k Γ(d)
·
√

2π e−(k+d)(k + d)(k+d)+1/2

√
2π e−kkk+1/2

=
e−d

Γ(d)

(k + d)d

k

(
k + d

k

)k+1/2

.
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Pelas expressões (2.59) e (2.60) segue que, para k suficientemente grande,

πd,k ∼ 1

Γ(d)k1−d
.

Assim, lim
k→∞

πd,k

kd
= 0. Logo, pela Definição 1.24, πd,k = o(kd).

¤
No próximo teorema provamos que a ordem de convergência ao infinito dos coeficientes

λd,k, dados na expressão (2.53), é dada por λd,k = o(kd). Este resultado é utilizado nas
simulações apresentadas no Caṕıtulo 5.

Teorema 2.6. Seja {Xt}t∈Z um processo FIEGARCH(p, d, q), com −0.5 < d < 0, 5,
definido pelas expressões (2.44) e (2.45). Seja λ(·) o polinômio definido pela expressão
(2.52), com coeficientes λd,k dados pela expressão (2.53). Então, a ordem de convergência
ao infinito para os coeficientes λd,k é dada por

λd,k = o(kd), quando k →∞.

Prova: Para a prova consideramos os casos p = 0 = q e p ≥ 0 e q ≥ 0. Para mais
detalhes veja os casos p > 0 e q = 0, p ≥ 0 e q = 1 no Apêndice A.

CASO 1: p = 0 = q.

Note que, se p = 0 = q, pelas expressões (2.45) e (2.52) temos

ln(σ2
t ) = ω +

1

(1− B)d
g(Zt−1)

e

λ(B) =
1

(1− B)d
.

Portanto, para todo k ≥ 0, λd,k = πd,k, com πd,k dado pela expressão (2.57). Segue, do
Lema 2.5 que

λd,k = o(kd), quando k →∞.

CASO 2: p ≥ 0 e q ≥ 0.

Neste caso, pela expressão (2.45), temos

ln(σ2
t ) = ω +

α(B)

β(B)(1− B)d
g(Zt−1).

Lembramos que o polinômio β(·) não possui ráızes no ćırculo unitário. Definindo f(B) ≡
β(B)−1, temos (ver Ahlfors, 1979)

β(B)−1 ≡ f(B) =
∞∑

k=0

fkBk,

onde fk =
f (k)(0)

k!
, para todo k ≥ 0. Segue, pelas expressões (2.52) e (2.57), que

λ(B) = β(B)−1(1− B)−dα(B)

=

( ∞∑

k=0

( k∑
j=0

πd,k−jfj

)
Bk

)(
p∑

i=0

(−αi)Bi

)

=
∞∑

k=0

(
min{p,k}∑

i=0

(−αi)
( k−i∑

j=0

πd,k−i−jfj

))
Bk. (2.61)
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Da expressão (2.61) segue que, para todo k ≥ 0,

λd,k =

min{p,k}∑
i=0

(−αi)
( k−i∑

j=0

πd,k−i−jfj

)
.

Note que, para k > p, temos

λd,k =

p∑
i=0

(−αi)
( k−i∑

j=0

πd,k−i−jfj

)

=

p∑
i=0

(−αi)
( k−i∑

j=0

πd,jfk−i−j

)
.

Além disso, como fk → 0, quando k → ∞, segue que, dado ε > 0, existe k0 > 0 tal que,
para todo m > 0 fixo, e para k > k0,

|πd,jfk−i−j| < ε

m
,

para todo 0 ≤ j ≤ m e para todo 0 ≤ i ≤ p. Portanto, para k suficientemente grande,

λd,k =

p∑
i=0

(−αi)
( m∑

j=0

πd,jfk−i−j +
k−i∑

j=m+1

πd,jfk−i−j

)

∼
p∑

i=0

(−αi)
( k−i∑

j=m+1

πd,jfk−i−j

)
.

Note ainda que, como πd,k → 0, quando k →∞, m pode ser escolhido de forma que

πd,k ∼ πd,k−i ∼ πd,j,

para todo m + 1 ≤ j ≤ k − i e para todo 0 ≤ i ≤ p. Logo,

λd,k ∼
p∑

i=0

(−αi)
( k−i∑

j=m+1

πd,jfk−i−j

)

∼
p∑

i=0

(−αi)πd,k

( k−i∑
j=m+1

fk−i−j

)

= πd,k

( p∑
i=0

(−αi)
)( k−i−(m+1)∑

j=0

fj

)

∼ πd,k

( p∑
i=0

(−αi)
)( ∞∑

j=0

fj

)
= πd,k α(1)f(1)

= πd,k
α(1)

β(1)
.

Segue, pelo Lema 2.5 que

λd,k = o(kd), quando k →∞.

Isto conclui a prova. ¤
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Na Proposição 2.2 mostramos que {g(Zt)}t∈Z é um processo ruido branco. Essa
proposição é utilizada para provar o Teorema 2.7 que apresenta as caracteŕısticas do
processo estocástico {ln(σ2

t )}t∈Z, dado pela expressão (2.45). Nesse teorema apresenta-
mos resultados sobre a estacionariedade, ergodicidade, causalidade e inversibilidade desse
processo, além da sua função densidade espectral. As afirmações deste teorema já foram
apresentadas por muitos autores. Entretanto, a prova do teorema é inexistente na litera-
tura.

Teorema 2.7. Seja {Xt}t∈Z um processo FIEGARCH(p, d, q), definido pelas expressões
(2.44) e (2.45). Então, para o processo estocástico {ln(σ2

t )}t∈Z, dado pela expressão (2.45)
temos,

(i) se d < 0, 5, o processo é fracamente estacionário;

(ii) se d > −0, 5 e α(B) 6= 0, para |B| ≤ 1, o processo é inverśıvel;

(iii) se d ∈ (−0, 5; 0, 5) e α(B) 6= 0, para |B| ≤ 1,

ρln(σ2)(h) ∼ ch2d−1, quando h →∞,

onde c 6= 0 e

fln(σ2)(λ) =
σ2

g

2π

|α(e−iλ)|2
|β(e−iλ)|2 |1− e−iλ|2

∼ σ2
g

2π

(
α(1)

β(1)

)2

λ−2d, quando λ → 0;

(iv) se d < 0, 5, o processo é estritamente estacionário e ergódico.

Prova: Pela Proposição 2.2 temos que o processo {g(Zt)}t∈Z é um processo rúıdo branco.
Segue que, pela expressão (2.45), que {ln(σ2

t )}t∈Z é um processo ARFIMA(q, d, p), para
d ∈ (−0, 5; 0, 5). Lembramos que, por definição, todas as ráızes do polinômio β(·) estão
fora do ćırculo unitário. Sendo assim, os itens (i), (ii) e (iii) seguem do Teorema 1.5. Para
o item (iv) seguimos as idéias da prova do Teorema 2.3. Note que, se d < 0, 5, então

λ(B) = β(B)−1(1− B)−dα(B)

=
∞∑

k=0

λd,kBk

é tal que
∑∞

k=0 λ2
d,k < ∞. Além disso, pela Proposição 2.2, as variáveis aleatórias {g(Zt)}t∈Z

são independentes e identicamente distribúıdas, com média zero e variância finita. Segue,
pelo Teorema 1.7, que o processo estocástico {ln(σ2

t )}t∈Z é estritamente estacionário e
ergódico.

¤

Corolário 2.1. Seja {Xt}t∈Z um processo FIEGARCH(p, d, q). Se d < 0, 5 os processos
estocásticos {Xt}t∈Z e {σ2

t }t∈Z são estritamente estacionários e ergódicos.

Prova: A estacionariedade estrita e a ergodicidade dos processos {Xt}t∈Z e {σ2
t }t∈Z são

conseqüência imediata do item (iv) do Teorema 2.7 (veja a demonstração do Teorema
2.3).

¤
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Observação 2.1. Para os processos EGARCH(p, q), Nelson (1991) utiliza a seguinte
representação para o logaritmo da volatilidade

ln(σ2
t ) = αt +

∞∑
j=1

βjg(Zt−j), para todo t ∈ Z, (2.62)

onde {αt}t∈Z e {βj}j≥1 são seqüências de números reais. Note que, pelas expressões (2.45)
e (2.52), segue que para os processos FIEGARCH(p, d, q), o logaritmo da volatilidade pode
ser representado por

ln(σ2
t ) = ω +

∞∑

k=0

λd,kg(Zt−1−k), (2.63)

Segue que as expressões (2.62) e (2.63) são equivalentes, basta tomar αt = ω, para todo t ∈
Z, e βj = λd,j−1, para todo j ≥ 1. Assim, se d < 0, 5, a série

∑∞
k=0 λ2

d,k < ∞ e os resultados
apresentados no Teorema 2.5 são válidos também para os processos FIEGARCH(p, d, q),
e a demonstração é análoga.

No Teorema 2.7 apresentamos resultados sobre a estacionariedade do processo es-
tocástico {ln(σ2

t )}t∈Z, que é não-observável. No Teorema 2.8, a seguir, apresentamos re-
sultados sobre a estacionariedade do processo estocástico {ln(X2

t )}t∈Z, que é observável.
Ressaltamos que esse resultado não é encontrado na literatura. Consideramos apenas os

processos FIEGARCH(p, d, q) em que o processo {Zt}t∈Z é tal que E
([

ln(Z2
t )

]2)
< ∞,

para todo t ∈ Z. Note que, em particular, se Zt ∼ N (0, 1) essa condição é satisfeita pois

E
([

ln(Z2
t )

]2)
=

∫ ∞

−∞

(
ln(z2)

)2 1√
2π

e−z2/2dz

= 2

∫ ∞

0

(
ln(z2)

)2 1√
2π

e−z2/2dz

= (ln(2) + γ)2 +
1

2
π5 < ∞,

onde γ ≈ 0, 577 é a constante de Euler. Para mais detalhes sobre o cálculo desta integral
veja Gradshteyn e Ryzhik (2000), fórmula (4.335, FI II 808), e referências ali contidas.

Teorema 2.8. Seja {Xt}t∈Z um processo FIEGARCH(p, d, q), dado na Definição 2.7.

Se d < 0, 5 e E
([

ln(Z2
t )

]2)
< ∞, para todo t ∈ Z, então o processo {ln(X2

t )}t∈Z é
estacionário, no sentido da Definição 1.7.

Prova: Note que, pela expressão (2.44) temos

ln(X2
t ) = ln(σ2

t ) + ln(Z2
t ). (2.64)

Pelo Teorema 2.7, para d < 0, 5, o processo estocástico {ln(σ2
t )}t∈Z é estacionário. Por

definição, as variáveis aleatórias {Zt}t∈Z são independentes e identicamente distribúıdas.
Segue, pelo Lema 2.2, que as variáveis aleatórias {ln(Z2

t )}t∈Z são independentes. É
imediato que essas variáveis são identicamente distribúıdas. Sendo assim, E

(
ln(Z2

t )
)

e E
([

ln(Z2
t )

]2)
não dependem de t ∈ Z. Dessa forma, pela expressão (2.64), temos que

E
(
ln(X2

t )
)

= E
(
ln(σ2

t )
)

+ E
(
ln(Z2

t )
)
,

e não depende de t ∈ Z.
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Pelas expressões (2.45) e (2.52), σt é uma função Ft−1-mensurável, onde Ft−1 ≡
σ({Zs}; s ≤ t − 1). Segue, pelo Lema 2.2, que σt e Zt são independentes, para todo
t ∈ Z. O mesmo vale para qualquer função mensurável de σt e Zt. Segue que,

Var
(
ln(X2

t )
)

= Var
(
ln(σ2

t )
)

+ Var
(
ln(Z2

t )
)
, (2.65)

e não depende de t ∈ Z.

Pela estacionariedade do processo {ln(σ2
t )}t∈Z temos que Var

(
ln(σ2

t )
)

< ∞. Por

hipótese, E
([

ln(Z2
t )

]2)
< ∞. Segue que Var

(
ln(Z2

t )
)

< ∞. Logo,

Var
(
ln(X2

t )
)

< ∞.

Assim, E
(∣∣ ln(X2

t )
∣∣2

)
< ∞ e não depende de t ∈ Z.

Resta mostrar que γln(X2)(h) = Cov
(
ln(X2

t+h), ln(X2
t )

)
, para todo h ∈ Z, não depende

de t ∈ Z. Já consideramos o caso h = 0 na expressão (2.65), tratamos agora do caso
h 6= 0.

Note que, pela expressão (2.64),

Cov
(
ln(X2

t+h), ln(X2
t )

)
= Cov

(
ln(σ2

t+h) + ln(Z2
t+h), ln(σ2

t ) + ln(Z2
t )

)

= Cov
(
ln(σ2

t+h), ln(σ2
t )

)
+ Cov

(
ln(Z2

t+h), ln(Z2
t )

)

+ Cov
(
ln(σ2

t+h), ln(Z2
t )

)
+ Cov

(
ln(Z2

t+h), ln(σ2
t )

)
. (2.66)

Dado que o processo estocástico {ln(σ2
t )}t∈Z é estacionário temos

Cov
(
ln(σ2

t+h), ln(σ2
t )

)
= γln(σ2)(h), (2.67)

isto é, não depende de t ∈ Z. Pela independência das variáveis aleatórias {ln(Z2
t )}t∈Z,

segue que,
Cov

(
ln(Z2

t+h), ln(Z2
t )

)
= 0, para todo h 6= 0. (2.68)

Pelas expressões (2.45) e (2.52), pela independência das variáveis aleatórias {Zt}t∈Z e pelo
Lema 2.2 temos

Cov
(
ln(σ2

t+h), ln(Z2
t )

)
= Cov

(
ω +

∞∑
i=0

λd,ig(Zt+h−1−i), ln(Z2
t )

)

= Cov
(
ω, ln(Z2

t )
)

+
∞∑
i=0

λd,iCov
(
g(Zt+h−1−i), ln(Z2

t )
)

=





λd,h−1Cov
(
g(Zt), ln(Z2

t )
)
, se h > 0

0, se h < 0,
(2.69)

que não depende de t ∈ Z e

Cov
(
ln(Z2

t+h), ln(σ2
t )

)
= Cov

(
ln(Z2

t+h), ω +
∞∑
i=0

λd,ig(Zt−1−i)
)

= Cov
(

ln(Z2
t+h), ω

)
+

∞∑
i=0

λd,iCov
(

ln(Z2
t+h), g(Zt−1−i)

)

=





0, se h > 0

λd,−h−1Cov
(

ln(Z2
t+h), g(Zt+h)

)
, se h < 0,

(2.70)
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que também não depende de t ∈ Z.

Pelas expressões (2.67), (2.68), (2.69) e (2.70), segue que a expressão (2.66) não de-
pende de t ∈ Z. Portanto, o processo estocástico {ln(X2

t )}t∈Z é estacionário.
¤

Lembramos que as variáveis aleatórias {Zt}t∈Z são independentes e identicamente dis-
tribúıdas. Como ln(σ2

t ) e ln(Z2
t ), para todo t ∈ Z, são funções mensuráveis dessas

variáveis aleatórias, segue do Lema 1.1 e do Teorema 1.6 que o processo estocástico
{ln(X2

t )}t∈Z é estritamente estacionário e ergódico. No próximo teorema provamos que,

se E
([

ln(Z2
t )

]2)
< ∞ e E

(
Zt ln(Z2

t )
)

< ∞, para todo t ∈ Z, então o processo es-
tocástico {ln(X2

t )}t∈Z é um processo ARFIMA(q, d, 0), com inovações que, em geral, são
não-Gaussianas. Este resultado, que não aparece na literatura, é importante pois auxilia
na seleção dos modelos para séries temporais. Lopes e Mendes (2006) apresentam um re-
sultado semelhante para os modelos LMSV (Long Memory Stochastic Volatility Models),
introduzidos por Breidt, Crato e de Lima (1998).

Note que, como a função h(z) = z ln(z2) é uma função ı́mpar, se a distribuição das
variáveis aleatórias {Zt}t∈Z for simétrica então, E

(
Zt ln(Z2

t )
)

= 0, para todo t ∈ Z.

Teorema 2.9. Seja {Xt}t∈Z um processo FIEGARCH(p, d, q), dado pela Definição 2.7.
Se d ∈ (−0, 5; 0, 5), E

(
ln(Z2

t )2
)

< ∞ e E
(
Zt ln(Z2

t )
)

< ∞, para todo t ∈ Z, então o
processo {ln(X2

t )}t∈Z é um processo ARFIMA(q, d, 0) dado por

β(B)(1− B)d ln(X2
t ) = εt, para todo t ∈ Z,

onde {εt}t∈Z é um processo rúıdo branco com variância σ2
ε .

Prova: Note que, pelas expressões (2.44) e (2.45) temos

ln(X2
t ) = ω +

α(B)

β(B)(1− B)d
g(Zt−1) + ln(Z2

t ), para todo t ∈ Z. (2.71)

Pela expressão (2.48) segue que β(B)(1 − B)dω = 0. Sendo assim, podemos reescrever a
expressão (2.71) como

β(B)(1− B)d ln(X2
t ) = α(B)g(Zt−1) + β(B)(1− B)d ln(Z2

t )

= εt (2.72)

com
εt = α(B)g(Zt−1) + β(B)(1− B)d ln(Z2

t ), (2.73)

para todo t ∈ Z.

Vamos provar que o processo {εt}t∈Z, dado na expressão (2.72), é um processo rúıdo
branco. Note que, pela independência das variáveis aleatórias {Zt}t∈Z e como ln(Z2

t ) < Z2
t ,

para todo t ∈ Z, segue que E
(
ln(Z2

t )
)

< E
(
Z2

t

)
= 1, para todo t ∈ Z. Portanto,

E
(
ln(Z2

t )
)

é constante e finita, para todo t ∈ Z. Da expressão (2.48), temos que

β(B)(1− B)dE
(
ln(Z2

t )
)

= 0. (2.74)

Logo, pela Proposição 2.2,

α(B)E
(
g(Zt−1)

)
= 0. (2.75)
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Assim, pela expressão (2.73) e pelas expressões (2.74) e (2.75) temos

E(εt) = 0, para todo t ∈ Z.

Seja φ(B) = β(B)(1− B)d =
∑∞

i=0 φiBi. Note que

Cov(εt+h, εt) = Cov
(
α(B)g(Zt+h−1) + φ(B) ln(Z2

t+h), α(B)g(Zt−1) + φ(B) ln(Z2
t )

)

= Cov
(
α(B)g(Zt+h−1), α(B)g(Zt−1)

)
+ Cov

(
φ(B) ln(Z2

t+h), φ(B) ln(Z2
t )

)

+ Cov
(
α(B)g(Zt+h−1), φ(B) ln(Z2

t )
)

+ Cov
(
φ(B) ln(Z2

t+h), α(B)g(Zt−1)
)
.

(2.76)

Pela Proposição 2.2 temos,

Cov
(
α(B)g(Zt+h−1), α(B)g(Zt−1)

)
= Cov

( p∑
i=0

αig(Zt+h−1−i),

p∑
j=0

αjg(Zt−1−j)
)

=

p∑
i=0

p∑
j=0

αiαjCov
(
g(Zt+h−1−i), g(Zt−1−j)

)

=





Var
(
g(Zt)

) p∑

i=|h|
αiαi−|h|, se −p ≤ h ≤ p

0, se
h < −p, ou

h > p,

(2.77)

que não depende de t ∈ Z. Pela independência das variáveis aleatórias {Zt}t∈Z,

Cov
(
α(B)g(Zt+h−1),φ(B) ln(Z2

t )
)

= Cov
( p∑

i=0

αig(Zt+h−1−i),
∞∑

j=0

φj ln(Z2
t−j)

)

=

p∑
i=0

∞∑
j=0

αiφjCov
(
g(Zt+h−1−i), ln(Z2

t−j)
)

=





Cov
(
g(Zt), ln(Z2

t )
) p∑

i=0

αiφi−h+1, se h < 1

Cov
(
g(Zt), ln(Z2

t )
) p∑

i=h−1

αiφi−h+1, se 1 ≤ h ≤ p + 1

0, se h > p + 1,

(2.78)

que também não depende de t ∈ Z. E, ainda,
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Cov
(
φ(B) ln(Z2

t+h),α(B)g(Zt−1)
)

= Cov
( ∞∑

i=0

φi ln(Z2
t+h−i),

p∑
j=0

αjg(Zt−1−i)
)

=
∞∑
i=0

p∑
j=0

φiαjCov
(

ln(Z2
t+h−i), g(Zt−1−i)

)

=





0, se h < −(p + 1)

Cov
(
ln(Z2

t ), g(Zt)
) p∑

i=|h|−1

αiφi+h+1, se −(p + 1) ≤ h ≤ −1

Cov
(
ln(Z2

t ), g(Zt)
) p∑

i=0

αiφi+h+1, se h > −1,

(2.79)

que não depende de t ∈ Z. Além disso, pela independência das variáveis aleatórias
{ln(Z2

t )}t∈Z temos

Cov
(
φ(B) ln(Z2

t+h), φ(B) ln(Z2
t )

)
= Cov

( ∞∑
i=0

φi ln(Z2
t+h−i),

∞∑
j=0

φj ln(Z2
t−j)

)

=
∞∑
i=0

∞∑
j=0

φiφjCov
(

ln(Z2
t+h−i), ln(Z2

t−j)
)

= Var
(
ln(Z2

t )
) ∞∑

i=|h|
φiφi−|h|, h ∈ Z, (2.80)

que não depende de t ∈ Z. Pelas expressões (2.77), (2.80), (2.78) e (2.79), conclúımos que
a expressão (2.76) não depende de t ∈ Z.

Resta mostrar que E
(|εt|2

)
< ∞. Para isso note que, como E(εt) = 0, segue que

E
(|εt|2

)
= Var(εt) = γε(0). Pela expressão (2.76) temos

γε(0) = Cov
(
α(B)g(Zt−1), α(B)g(Zt−1)

)
+ Cov

(
φ(B) ln(Z2

t ), φ(B) ln(Z2
t )

)

+ Cov
(
α(B)g(Zt−1), φ(B) ln(Z2

t )
)

+ Cov
(
φ(B) ln(Z2

t ), α(B)g(Zt−1)
)
. (2.81)

Pelas expressões (2.77), (2.80), (2.78),(2.79) e pela expressão (2.81) conclúımos que

γε(0) = Var
(
g(Zt)

) p∑
i=0

α2
i + Var

(
ln(Z2

t )
) ∞∑

i=0

φ2
i + 2Cov

(
g(Zt), ln(Z2

t )
) p∑

i=0

αiφi+1. (2.82)

Pela Proposição 2.2 Var
(
g(Zt)

)
< ∞. Por hipótese E

([
ln(Z2

t )
]2)

< ∞, logo Var
(
ln(Z2

t )
)

<
∞. Além disso,

∑∞
i=0 φ2

i < ∞, pois a série
∑∞

i=0 φiBi é convergente. Precisamos provar
que Cov

(
g(Zt), ln(Z2

t )
)

< ∞.

Note que,

Cov
(
g(Zt), ln(Z2

t )
)

= E
(
g(Zt) ln(Z2

t )
)− E(

g(Zt)
)
E

(
ln(Z2

t )
)
. (2.83)
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Pela Proposição 2.2, E
(
g(Zt)

)
= 0. Além disso, pela expressão (2.38), temos,

E
(
g(Zt) ln(Z2

t )
)

= E

((
θZt + γ

[
|Zt| − E

(|Zt|
)])

ln(Z2
t )

)

= θE
(
Zt ln(Z2

t )
)

+ γE
(
|Zt| ln(Z2

t )
)
− γE

(|Zt|
)
E

(
ln(Z2

t )
)
. (2.84)

Note que, como E
(
Zt

)
= 0, segue que E

(|Zt|
)

< ∞ e ainda, E
(
ln(Z2

t )
)

< ∞. Logo,
γE

(|Zt|
)
E

(
ln(Z2

t )
)

= c < ∞. Pela expressão (2.84) temos,

E
(
g(Zt) ln(Z2

t )
)

= θE
(
Zt ln(Z2

t )
)

+ γE
(
|Zt| ln(Z2

t )
)
− c. (2.85)

Observe que

E
(
|Zt| ln(Z2

t )
)

=

∫ ∞

−∞
|z| ln(z2)dFZ(z)

= 2

∫ ∞

−∞
|z| ln(|z|)dFZ(z)

≤ 2

∫ ∞

−∞
|z||z|dFZ(z)

= 2

∫ ∞

−∞
z2dFZ(z)

= 2E(Z2
t ) = 2 < ∞. (2.86)

Por hipótese, E
(
Zt ln(Z2

t )
)

< ∞, para todo t ∈ Z. Então, pelas expressões (2.85), e (2.86)
segue que

E
(
g(Zt) ln(Z2

t )
)

< ∞. (2.87)

Desta forma, pelas expressões (2.87) e (2.83) segue que Cov
(
g(Zt), ln(Z2

t )
)

< ∞. Por-
tanto, γε(0) < ∞. Assim, {εt}t∈Z é um processo rúıdo branco com variância σ2

ε = γε(0)
dada pela expressão (2.82). Isto prova que {ln(X2

t )}t∈Z é um processo ARFIMA(q, d, 0).

¤
Observação 2.2. Segue, do Teorema 2.9, que os resultados sobre estacionariedade fraca,
estacionariedade estrita e ergodicidade, apresentados no Teorema 2.7, para o processo
estocástico {ln(σ2

t )}t∈Z, são também válidos para o processo {ln(X2
t )}t∈Z e a prova é

análoga.

Ruiz e Veiga (2007) apresentam a medida de curtose para processos FIEGARCH(1, d, 0).
Apresentamos, nas proposições que seguem, as medidas de curtose e assimetria para o caso
geral dos processos FIEGARCH(p, d, q). Na Proposição 2.5 apresentamos a medida de
curtose, enquanto que a Proposição 2.6 apresenta a medida de assimetria para os processos
FIEGARCH(p, d, q) estacionários.

Proposição 2.5. Seja {Xt}t∈Z um processo FIEGARCH(p, d, q) estacionário, tal que
E(X4

t ) < ∞ e E(Z4
t ) < ∞, para todo t ∈ Z. A medida de curtose de {Xt}t∈Z é dada por

KX = E(Z4
t )

∞∏

k=0

E
(

exp {2λd,kg(Zt)}
)

[ ∞∏

k=0

E
(

exp {λd,kg(Zt)}
)]2

.
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Prova: Seja {Xt}t∈Z um processo FIEGARCH(p, d, q) estacionário, definido pelas ex-
pressões (2.44) e (2.45). Seja λ(·) o polinômio definido pela expressão (2.52), com co-
eficientes λd,k dados pela expressão (2.53). Note que E(X2

t ) = E(σ2
t Z

2
t ) = E(σ2

t ), para
todo t ∈ Z, pois σt e Zt são independentes e E(Z2

t ) = 1. De forma análoga, E(X4
t ) =

E(σ4
t )E(Z4

t ).

Pela expressão (2.45) segue que

E(σ2
t ) = E

(
exp

{
ω +

∞∑

k=0

λd,kg(Zt−1−k)

})

= eω

∞∏

k=0

E
(

exp {λd,kg(Zt)}
)
, (2.88)

pois as variáveis aleatórias {g(Zt)}t∈Z são independentes e identicamente distribúıdas. De
forma análoga

E(σ4
t ) = E

(
(σ2

t )
2
)

= E

(
exp

{
2ω + 2

∞∑

k=0

λd,kg(Zt−1−k)

})

= e2ω

∞∏

k=0

E
(

exp {2λd,kg(Zt)}
)
. (2.89)

Pela Definição 1.14, a medida de curtose de {Xt}t∈Z é dada por

KX =
E(X4

t )(
E(X2

t )
)2 =

E(σ4
t )E(Z4

t )(
E(σ2

t )
)2 .

Logo, pelas expressões (2.88) e (2.89) segue que

KX = E(Z4
t )

e2ω

∞∏

k=0

E
(

exp {2λd,kg(Zt)}
)

[
eω

∞∏

k=0

E
(

exp {λd,kg(Zt)}
)]2

= E(Z4
t )

∞∏

k=0

E
(

exp {2λd,kg(Zt)}
)

[ ∞∏

k=0

E
(

exp {λd,kg(Zt)}
)]2

.

¤

Proposição 2.6. Seja {Xt}t∈Z um processo FIEGARCH(p, d, q) estacionário, tal que
E(X3

t ) < ∞ e E(Z3
t ) < ∞, para todo t ∈ Z. A medida de assimetria de {Xt}t∈Z é dada

por

AX = E(Z3
t )

∞∏

k=0

E

(
exp

{
3

2
λd,kg(Zt)

})

[ ∞∏

k=0

E
(

exp {λd,kg(Zt)}
)]3/2

.
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Prova: Seja {Xt}t∈Z um processo FIEGARCH(p, d, q) estacionário, definido pelas ex-
pressões (2.44) e (2.45). Seja λ(·) o polinômio definido pela expressão (2.52), com co-
eficientes λd,k dados pela expressão (2.53). Note que E(X2

t ) = E(σ2
t Z

2
t ) = E(σ2

t ), para
todo t ∈ Z, pois σt e Zt são independentes e E(Z2

t ) = 1. De forma análoga, E(X3
t ) =

E(σ3
t )E(Z3

t ). Pela expressão (2.45) segue que

E(σ3
t ) = E

(
exp

{
3

2
ω +

3

2

∞∑

k=0

λd,kg(Zt−1−k)

})

= e3/2ω

∞∏

k=0

E

(
exp

{
3

2
λd,kg(Zt)

} )
. (2.90)

Pela Definição 1.14, a medida de assimetria de {Xt}t∈Z é dada por

AX =
E(X3

t )(
E(X2

t )
)3/2

=
E(σ3

t )E(Z3
t )(

E(σ2
t )

)3/2
.

Logo, pelas expressões (2.88) e (2.90) segue que

AX = E(Z3
t )

e2/3ω
∞∏

k=0

E

(
exp

{
3
2
λd,kg(Zt)

} )

[
eω

∞∏

k=0

E

(
exp {λd,kg(Zt)}

)]3/2

= E(Z3
t )

∞∏

k=0

E

(
exp

{
3
2
λd,kg(Zt)

})

[ ∞∏

k=0

E
(

exp {λd,kg(Zt)}
)]3/2

.

¤
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Caṕıtulo 3

Identificação, Estimação e Previsão

Neste caṕıtulo apresentamos os principais métodos de identificação de um modelo qualquer
para séries temporais apresentados na literatura. Além disso, tratamos da estimação dos
parâmetros dos modelos e por último apresentamos resultados relacionados à previsão de
valores futuros para o processo estocástico a partir do modelo ajustado.

3.1 Identificação do Modelo

Uma das fases mais dif́ıceis do processo de análise de uma série temporal {Xt}n
t=1, obtida

à partir de um processo estocástico {Xt}t∈Z , é a identificação do modelo a ser ajustado.
Existem vários critérios para identificar o melhor modelo. Nesta seção apresentamos os
principais critérios utilizados na literatura.

3.1.1 Análise da Função de Autocorrelação Amostral

A análise das funções de autocorrelação e autocorrelação amostral de uma série temporal
é importante tanto na seleção do modelo quanto na análise dos reśıduos. Tais funções nos
dão uma idéia do grau de dependência entre as variáveis aleatórias (veja Caṕıtulo 1).

Para identificar o modelo precisamos verificar se a função de autocorrelação ρX(·),
dada pela expressão (1.2), é nula além de um determinado valor h. Seja ρ̂X(·) a função
de autocorrelação amostral, dada pela expressão (1.8). Uma expressão aproximada da
variância de ρ̂X(·), para um processo estacionário Gaussiano é dada por (veja Morettin e
Toloi, 2004)

Var
(
ρ̂X(h)

) ∼ 1

n

∞∑

k=−∞

[ [
ρX(k)

]2
+ ρX(k + h)ρX(k − h)

−4ρX(h)ρX(k)ρX(k − h) + 2
[
ρX(k)

]2[
ρX(h)

]2
]
, (3.1)

para todo 1 ≤ h < n. Para um processo em que a função de autocorrelação é nula para
h > q, a expressão (3.1) é dada por

Var
(
ρ̂X(h)

) ∼ 1

n

[
1 + 2

q∑

k=1

[
ρX(k)

]2
]
, h > q. (3.2)
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Substituindo ρX(·) por ρ̂X(·) na expressão (3.2), obtemos a estimativa para a variância,
dada por

V̂ar(ρ̂X(h)) ∼ 1

n

[
1 + 2

q∑

k=1

[
ρ̂X(k)

]2
]
, h > q. (3.3)

Para n suficientemente grande e sob a hipótese de que ρX(h) = 0, para h > q, a
distribuição de ρ̂X(h) é aproximadamente normal, com média zero e variância dada pela
expressão (3.3). Desta forma, um intervalo de confiança aproximado para a função de
autocorrelação, é dado por

ρ̂X(h)± tn−1,γV̂ar(ρ̂X(h)),

onde tn−1,γ é o valor da estat́ıstica t de Student com n − 1 graus de liberdade, tal que
P(−tn−1,γ < t < tn−1,γ) = 1 − γ. Na prática, usa-se tn−1,γ = 2, de modo que podemos
considerar ρX(h) significativamente diferente de zero se

|ρ̂X(h)| > 2V̂ar(ρ̂X(h)), h > q.

3.1.2 Teste de Normalidade Jarque-Bera

Seja {Xt}n
t=1 uma série temporal obtida a partir de um processo estocástico estacionário

{Xt}t∈Z. Se as variáveis aleatórias são normalmente distribúıdas então, para n grande,

ÂX ∼ N
(

0,
6

n

)
e K̂X ∼ N

(
3,

24

n

)
,

onde ÂX e K̂X são as medidas de assimetria e de curtose amostrais de {Xt}n
t=1, dadas

pela expressão (1.9). Estes fatos são utilizados para testar a normalidade de uma série
temporal.

Podemos utilizar a estat́ıstica de teste
√

n/6ÂX para testar a hipótese H0 : AX = 0,

onde AX é a medida de assimetria, e utilizar a estat́ıstica de teste
√

n/24(K̂X − 3) para
testar a hipótese H0 : KX = 3, onde KX é a medida de curtose. Sob H0, ambas as
estat́ısticas terão distribuição normal padrão.

Um teste amplamente utilizado em Econometria é o teste Jarque-Bera (Bera e Jarque,
1981), que combina os dois testes acima, utilizando a estat́ıstica de teste

JB =
(n

6

)
Â2

X +
( n

24

)
(K̂X − 3)2,

que, sob H0 : a série temporal é Gaussiana, tem distribuição qui-quadrado com dois graus
de liberdade.

3.1.3 Critérios AIC, BIC e HQC

Além da análise da função de autocorrelação, existem os métodos baseados em uma
função penalizadora. A idéia é escolher o modelo cujo número de parâmetros minimize a
quantidade

P (T ) = ln
(
σ̂2

)
+

TC(n)

n
,
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onde σ̂2 é uma estimativa da variância residual obtida ao se ajustar o modelo às n ob-
servações da série temporal, T é o número de parâmetros a serem estimados e C(n) é uma
função do tamanho da série temporal.

Os critérios que apresentamos a seguir são os mais utilizados na literatura. Estes
critérios utilizam o estimador de máxima verossimilhança para a variância, mais uma
função penalizadora que difere para cada critério. Nas definições que seguem, T é o número
de parâmetros estimados e σ̂2 é o estimador de máxima verossimilhança da variância.

A) Critério de Informação de Akaike (AIC)

AIC = ln
(
σ̂2

)
+

2T

n
.

Hurvich e Tsay (1989) propõem uma correção para o AIC, dada por

AICc = AIC +
2(T + 1)(T + 2)

n− T + 2
.

B) Critério de Informação Bayesiano (BIC ou SIC)

BIC = ln
(
σ̂2

)
+ T

ln(n)

n
.

C) Critério de Hannan e Quinn (HQC)

HQC = ln
(
σ̂2

)
+ 2Tc

ln
(
ln(n)

)

n
,

onde c > 1.

3.1.4 Seleção do Modelo Baseado nos Erros de Previsão

Muitas vezes existe mais de um modelo adequado para descrever uma série temporal. Se
o objetivo principal for utilizar o modelo para previsões futuras, um critério alternativo
para seleção do modelo pode ser baseado nos erros de previsão.

Definição 3.1. (Erro de Previsão). Sejam Xt e X̂t, respectivamente, o valor observado
da série temporal e o valor previsto pelo modelo no tempo t. O erro de previsão et é dado
por

et = Xt − X̂t para todo t ∈ Z. (3.4)

Nas definições que seguem, m é o número de valores previstos e et é o erro de previsão
no tempo t, definido pela expressão (3.4).

Definição 3.2. (Erro Percentual Médio). O erro percentual médio, denotado por
MPE, mede o v́ıcio da previsão e é dado por

MPE =
1

m

m∑
t=1

et

Xt

,
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Definição 3.3. (Erro Quadrático Médio). O erro quadrático médio, denotado por
MSE, é dado por

MSE =
1

m

m∑
t=1

e2
t . (3.5)

Definição 3.4. (Erro Absoluto Médio). O erro absoluto médio, denotado por MAE,
é dado por

MAE =
1

m

m∑
t=1

|et|.

Definição 3.5. (Erro Percentual Absoluto Médio). O erro percentual absoluto
médio, denotado por MAPE, é dado por

MAPE =
1

m

m∑
t=1

∣∣∣∣
et

Xt

∣∣∣∣ .

3.1.5 Testes de Adequação do Modelo

Os testes baseiam-se, em geral, nas autocorrelações estimadas dos reśıduos. Dentre os
principais testes, podemos citar

Teste de Autocorrelação Residual.

Suponha que um determinado modelo foi ajustado aos dados. Sejam {ε̂t}n
t=1 os reśıduos

estimados. Se o modelo for adequado, as variáveis aleatórias {ε̂t}n
t=1 deverão ser aproxi-

madamente não-correlacionadas, isto é, se ρ̂ε(·) é a função de autocorrelação amostral dos
reśıduos ε̂t, devemos ter ρ̂ε(h) ' 0, para todo h > 1.

Teste de Box-Pierce-Ljung

Box e Pierce (1970) sugerem um teste para as autocorrelações dos reśıduos estimados.
Sejam {ε̂t}n

t=1 os reśıduos estimados e ρ̂ε(·) a sua função de autocorrelação amostral. Se
o modelo for adequado, a estat́ıstica

Q(m) = n

m∑
j=1

[ρ̂ε(j)]
2

terá aproximadamente distribuição X 2 com m−T graus de liberdade, onde T é o número
de parâmetros estimados.

Ljung e Box (1978) sugerem uma modificação para este teste. Eles sugerem que, se o
modelo for adequado, a estat́ıstica

Q(m) = n(n + 2)
m∑

j=1

[ρ̂ε(j)]
2

n− j
,

terá aproximadamente uma distribuição X 2 com m − T graus de liberdade, onde T é o
número de parâmetros estimados. A hipótese é rejeitada para valores grandes de Q(m).
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Teste dos Multiplicadores de Lagrange (ML)

Este teste, sugerido por Engle (1982), é utilizado para verificar se a série temporal apre-
senta heteroscedasticidade e consiste em testar a hipótese nula H0 : αi = 0, para todo
i = 1, · · · , r, na regressão

X2
t = α0 + α1X

2
t−1 + · · ·+ αrX

2
t−r + ut, (3.6)

para t = r + 1, · · · , n. A estat́ıstica do teste é

ML = nR2 ∼ X 2(r),

onde R2 é o quadrado do coeficiente de correlação múltipla da regressão dada na expressão
(3.6).

3.1.6 Estat́ısticas de Teste para Detectar Longa Dependência

Apresentamos, a seguir, alguns dos procedimentos utilizados para testar se uma série
temporal apresenta caracteŕıstica de longa dependência. Utilizamos as estat́ısticas ap-
resentadas para testar a hipótese H0 : d = 0, onde d é o parâmetro de diferenciação
fracionária que caracteriza a longa dependência.

No que segue, adotamos a seguinte notação:

• {W (t)}t∈[0,1] é o Movimento Browniano padrão.

• {W 0(t)}t∈[0,1], onde W 0(t) = W (t)− tW (1), é uma Ponte Browniana.

• o śımbolo =⇒ denota convergência fraca das variáveis aleatórias.

Estat́ıstica R/S

A estat́ıstica R/S foi introduzida por Hurst (1951) com o nome rescaled range, com o
propósito de testar a existência de longa dependência em séries temporais. Dada uma
série temporal {Xt}n

t=1, a estat́ıstica R/S é definida como,

Qn =
1

Sn

[
max
1≤k≤n

k∑
j=1

(Xj − X̄)− min
1≤k≤n

k∑
j=1

(Xj − X̄)

]
, (3.7)

onde X̄ é a média amostral, definida pela expressão (1.5) e Sn =
√

σ̂2
X é o desvio padrão

amostral, com σ̂2
X definida pela expressão (1.7).

Se as variáveis aleatórias Xt, para todo t ∈ Z, são independentes e identicamente dis-
tribúıdas, com distribuição comum N (µX , σ2

X), então Qn/
√

n converge fracamente para
uma variável aleatória que está no domı́nio de atração de uma Ponte Browniana no inter-
valo [0, 1]. Isto é,

Qn√
n

=⇒ UR/S

onde
UR/S = max

0≤t≤1
W 0(t)− min

0≤t≤1
W 0(t). (3.8)
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Estat́ıstica R/S Modificada

Lo (1991) propõe uma modificação para a estat́ıstica R/S, definida pela expressão (3.7).
O autor sugere a modificação

Q̃n =
1

σ̂n(q)

[
max
1≤k≤n

k∑
j=1

(Xj − X̄)− min
1≤k≤n

k∑
j=1

(Xj − X̄)

]
, (3.9)

onde

σ̂2
n(q) = γ̂X(0) + 2

q∑
j=1

ωj(q)γ̂X(j), ωj(q) = 1− j

q + 1
, q < n, (3.10)

e γ̂X(·) é definida pela expressão (1.6). Os pesos ωj(q) são os mesmos utilizados por

Newey e West (1987), que sugerem escolher q = 4
( n

100

)2/9

. Zivot e Wang (2005) utilizam

q = 4
( n

100

)1/4

. Neste trabalho, a notação para esta estat́ıstica será R/Sm.

Lo (1991) mostra que, na ausência de longa dependência, a variável aleatória Q̃n/
√

n
também converge fracamente para a variável aleatória UR/S, dada pela expressão (3.8).

Estat́ıstica KPSS

Introduzido por Kwiatkowski et al. (1992), o KPSS é um teste que, assim como o R/S,
baseia-se em somas parciais. Ele foi inicialmente utilizado para testar a hipótese nula
de estacionariedade contra a hipótese de existência de uma ráız unitária. Lee e Schmidt
(1996) utilizam a estat́ıstica KPSS para testar a presença de longa dependência em séries
temporais estacionárias.

Dada uma série temporal {Xt}n
t=1, a estat́ıstica KPSS é dada por

Tn =
1

σ̂2
n(q)n2

n∑

k=1

(
k∑

j=1

(Xj − X̄)

)2

,

onde σ̂2
n(q) é definida pela expressão (3.10).

Sob as hipóteses de estacionariedade e ausência de longa dependência temos,

Tn =⇒ UKPSS,

onde

UKPSS =

∫ 1

0

(W 0(t))2dt.

Estat́ıstica V/S

Giraitis et al. (2003) propõem uma modificação para a estat́ıstica KPSS. A estat́ıstica
modificada foi denominada rescaled variance, ou simplesmente, V/S. Dada uma série
temporal {Xt}n

t=1, a estat́ıstica V/S é dada por

Mn =
1

σ̂2
n(q)n2




n∑

k=1

(
k∑

j=1

(Xj − X̄)

)2

− 1

n

(
n∑

k=1

k∑
j=1

(Xj − X̄)

)2

 ,
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onde σ̂2
n(q) é definida pela expressão (3.10).

Sob as hipóteses de estacionariedade e ausência de longa dependência temos,

Mn =⇒ UV/S,

onde

UV/S =

∫ 1

0

(W 0(t))2dt−
(∫ 1

0

W 0(t)dt

)2

.

Para o cálculo das estat́ısticas R/S, R/Sm, KPSS ou V/S, subdivide-se as n observações
da série temporal {Xt}n

t=1 em blocos adjacentes e que não se sobrepõem, cada um de
tamanho [n/B]. Obtém-se assim a seqüência {ti}B

i=1, onde ti = (i − 1)[n/B] + 1, para
todo i = 1, · · · , B. Para cada ponto da seqüência {ti}B

i=1 define-se a seqüência crescente
{[ti, ti + lj]}K

j=1, de K blocos com origem em ti, tal que ti + lj < n. A seqüência {lj}K
j=1

representa o tamanho amostral utilizado para o cálculo da estat́ıstica. Giraitis et al.
(2003) sugere utilizar l = 40 como tamanho mı́nimo amostral para cada bloco. Nas
simulações do Caṕıtulo 5 utilizamos l ∈ {40, 100}.

O procedimento para identificação do parâmetro d consiste em construir gráficos (na
escala log-log) de R/S, R/Sm, KPSS ou V/S, contra o tamanho amostral. Para uma série
temporal com caracteŕıstica de longa dependência a reta deve ter inclinação H > 0, 5,
no caso das estat́ısticas R/S, R/Sm e inclinação b > 1, no caso das estat́ısticas KPSS e
V/S, para grandes amostras. O coeficiente H é denominado coeficiente de Hurst e satisfaz
H = d + 0, 5; o coeficiente b satisfaz b = 2H − 1 = 2d.

Teste GPH

Este método para estimação do parâmetro de longa dependência foi proposto por Geweke
e Porter-Hudak (1983). O teste consiste em estimar o parâmetro d através do método de
regressão linear baseado na função periodograma e tester a hipótese H0 : d = 0 contra
H1 : d 6= 0.

Seja {Xt}t∈Z um processo ARFIMA(p, d, q), conforme Definição 1.16, com E(Xt) = 0,
para todo t ∈ Z. Sabemos que a função densidade espectral desse processo (veja item (iv)
do Teorema 1.5) é dada por

fX(λ) = fU(λ)

[
2 sen

(
λ

2

)]−2d

, para λ ∈ (0, π], (3.11)

onde

fU(λ) =
σ2

Z

2π

| θ(e−iλ) |2
| φ(e−iλ) |2 , para λ ∈ (0, π],

é a função densidade espectral do processo ARMA(p, q) dado por φ(B)Ut = θ(B)Zt, para
todo t ∈ Z.

Aplicando o logaritmo e somando ln
(
fU(0)

)
em ambos os lados da equação (3.11),

obtemos a expressão

ln
(
fX(λ)

)
= ln

(
fU(0)

)− d ln

(
2 sen

(
λ

2

))2

+ ln

(
fU(λ)

fU(0)

)
, para λ ∈ (0, π]. (3.12)
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Substituindo, na equação (3.12), a freqüência λ pelas freqüências de Fourier λ` = 2π`
n

,
para ` = 1, · · · , g(n) e somando ln (In(λ`)) em ambos os lados da equação (3.12), onde
In(·) é a função periodograma dada pela expressão (1.10), obtemos

ln
(
In(λ`)

)
= ln

(
fU(0)

)− d ln

(
2 sen

(
λ`

2

))2

+ ln

(
In(λ`)

fX(λ`)

)
+ ln

(
fU(λ`)

fU(0)

)
, (3.13)

para ` = 1, · · · , g(n). Se λ` está próximo de zero o último termo é despreźıvel se com-
parado com os outros termos do lado direito da igualdade na expressão (3.13) (ver Geweke
e Porter-Hudak, 1983). Desta forma, podemos escrever a expressão (3.13) como uma
equação de regressão linear simples

y` = a + b x` + ε`, para ` = 1, · · · , g(n),

onde

y` = ln
(
In(λ`)

)
, x` = ln

(
2 sen

(
λ`

2

))2

, (3.14)

a = ln
(
fU(0)

)
, b = −d, e ε` = ln

(
In(λ`)

fX(λ`)

)
. (3.15)

Geralmente, utiliza-se g(n) = nα, para α ∈ (0, 1). O estimador d̂GPH de d é obtido pelo
método dos mı́nimos quadrados e é dado por

d̂GPH = −
∑g(n)

`=1 (x` − x)(y` − y)∑g(n)
`=1 (x` − x)2

,

onde y` e x` são dados pela expressão (3.14) e

x =
1

g(n)

g(n)∑

`=1

x` e y =
1

g(n)

g(n)∑

`=1

y`. (3.16)

Geweke e Porter-Hudak (1983) mostram que o estimador d̂GPH é normalmente distribúıdo
para grandes amostras, isto é, se g(n) = nα, para α ∈ (0, 1),

d̂GPH ∼ N
(

d,
π2

6
∑g(n)

`=1 (x` − x̄)2

)
,

com x` e x̄ dados pelas expressões (3.14) e (3.16). Sob a hipótese nula de não existência
de longa dependência, isto é, sob a hipótese de que d = 0, a estat́ıstica de teste

T = d̂GPH ×
(

π2

6
∑g(n)

`=1 (x` − x̄)2

)−1/2

,

tem distribuição assintótica normal.
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3.2 Métodos de Estimação

Nesta seção relembramos o método de estimação da máxima verossimilhança e definimos
os estimadores de pseudo-máxima verossimilhança e quase-máxima verossimilhança que
são os métodos de estimação mais utilizados para estimar os parâmetros de processos
estocásticos não-lineares. Dado um processo estocástico {Xt}t∈Z, denotamos por Ft a
σ-álgebra gerada por {Xs}s≤t, isto é, Ft ≡ σ(Xs; s ≤ t).

3.2.1 Método de Estimação da Máxima Verossimilhança

Definição 3.6. Seja {Xt}t∈Z um processo estocástico. Para todo t ∈ Z, considere fXt(· ; θ)
a função densidade de probabilidade da variável aleatória Xt, onde θ é um parâmetro
desconhecido que pertence ao espaço de parâmetros Θ ⊆ R.

(i) Para cada variável aleatória Xt e para cada x fixo, a função de verossimilhança é
uma função de θ definida por

L(θ; x) ≡ fXt(x; θ).

(ii) O estimador de máxima verossimilhança θ̂, de θ, é definido como sendo

θ̂ = argmax
θ∈Θ

{L(θ; x)} .

(iii) Seja g(·) uma função mensurável de θ. Se θ̂ é o estimador de máxima verossi-
milhança para θ, então, υ̂ = g(θ̂) é o estimador de máxima verossimilhança para
υ = g(θ).

Intuitivamente, estamos escolhendo θ que maximiza a probabilidade de ocorrência de
x. Em alguns casos existe mais de um valor que maximiza a função. Em outras situações,
L(θ; x) pode ser ilimitada. Neste caso, evidentemente, não existe o estimador de máxima
verossimilhança para θ.

Note que a função L(θ; x) é sempre não-negativa, além disso, maximizá-la é equivalente
a maximizar a função ln

(
L(θ; x)

)
. Sendo assim, definimos a função de log-verossimilhança

por
L(θ; x) ≡ ln

(
L(θ; x)

)
.

Supondo que Θ é um conjunto aberto em R e que a função de verossimilhança é dife-
renciável em relação a θ, se θ̂ existir, deve satisfazer a equação de verossimilhança dada
por

∂L(θ; x)

∂θ
= 0.

Observação 3.1. De forma equivalente, dada uma série temporal {Xt}n
=1, obtida a partir

de um processo estocástico {Xt}t∈Z , com função densidade de probabilidade conjunta dada
por

fX1,··· ,Xn(x1, · · · , xn; θ) =
n∏

i=1

fXi
(xi,θ), (3.17)

onde θ = (θ1, · · · , θs)
′ ∈ Θ ⊆ Rs, a função de verossimilhança de θ é dada por

L(θ;x) ≡ fX1,··· ,Xn(x; θ),
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com x = (x1, · · · , xn)′. O estimador de máxima verossimilhança de θ é dado por

θ̂ = argmax
θ∈Θ

{L(θ;x)} . (3.18)

Neste caso, pela equação (3.17), a função log-verossimilhança é dada por

L(θ;x) =
n∑

i=1

ln
(
fXi

(xi; θ)
)
. (3.19)

Pela expressão (3.19) a equação de verossimilhança torna-se

n∑
i=1

∂ ln
(
fXi

(xi; θ)
)

∂θ
= 0.

Suponha que Θ ⊆ Rs é um conjunto aberto e que o estimador de máxima verossimi-
lhança para θ = (θ1, · · · , θs)

′ ∈ Θ ⊆ Rs, dado pela expressão (3.18), existe. Então, deve
satisfazer as equações de verossimilhança

∂L(θ;x)

∂θi

= 0,

para todo i = 1, · · · , s e para todo x tal que L(θ;x) tenha derivadas de primeria ordem
em relação à θ.

3.2.2 Método de Estimação da Pseudo-Máxima Verossimilhança

Seja {Xt}n
t=1 uma série temporal obtida a partir de um processo estocástico {Xt}t∈Z tal

que, para todo t ∈ Z, a variável aleatória Xt possui função densidade de probabilidade
gXt(·; θ). Para obter o estimador de máxima-verossimilhança para θ, definido na ex-
pressão (3.18), devemos, necessariamente, conhecer a função densidade de probabilidade
das variáveis aleatórias Xt, para todo 1 ≤ t ≤ n. Em geral, na prática, isso não ocorre.
Nessas situações, utilizamos o método de estimação de pseudo-máxima verossimilhança,
introduzido por Besag (1975). Para maiores detalhes veja Gouriéroux (1997), e referências
ali contidas.

Nas definições que seguem, considere Ft−1 ≡ σ(Xs; s ≤ t − 1) e fXt|Ft−1(· ; θ) não é
necessariamente a verdadeira função densidade de probabilidade condicional da variável
aleatória Xt, dado que essa nem sempre é conhecida, mas sim uma função que supomos
ser a função densidade de probabilidade condicional da variável aleatória. As funções de
distribuição Gaussiana e t-Student são as mais utilizadas para obter a função de pseudo-
verossimilhança, que definimos a seguir.

Definição 3.7. Seja {Xt}t∈Z um processo estocástico qualquer. Para cada t ∈ Z, assuma
que a variável aleatória Xt possui função densidade de probabilidade condicional denotada
por fXt|Ft−1(· ; θ), onde θ pertence ao espaço de parâmetros Θ ⊆ Rs.

(i) Para todo t ∈ Z, dada a variável aleatória Xt, para cada x fixo, definimos a função
de verossimilhança condicional de θ, denominada função de pseudo-verossimilhança
de θ, por

`t(θ; xt) = fXt|Ft−1(xt|xt−1, xt−2, · · · ; θ). (3.20)
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(ii) Seja {Xt}n
t=1 uma série temporal obtida a partir do processo estocástico {Xt}t∈Z. A

função de verossimilhança condicionada em Fu = σ(Xu, · · · , X1), com 1 ≤ u ≤ n,
também denominada função de pseudo-verossimilhança de θ, é definida por

`(θ;x) = `(θ; xu+1, · · · , xn|xu, · · · ) =
n∏

i=u+1

`i(θ; xi), (3.21)

onde x = (xu+1, · · · , xn)′ e `i(θ; xi), para todo u + 1 ≤ i ≤ n, é dada pela expressão
(3.20).

(iii) O estimador de pseudo-máxima verossimilhança de θ é dado por

θ̂PL = argmax
θ∈Θ

{
ln

(
`(θ;x)

)}
.

Observação 3.2.

1. Na maioria dos casos, para construir a função de pseudo-verossimilhança, dada na
expressão (3.21), consideramos u = 0 (veja, por exemplo, Morettin e Toloi, 2004).
Neste caso, como não conhecemos os valores de Xt, para t < 1, consideramos F0 =
I0, onde I0 é um conjunto de condições iniciais a serem definidas adequadamente.

2. A função de pseudo-verossimilhança constrúıda sob a hipótese de normalidade da
variável aleatória Xt|Ft−1 é também conhecida como função de quase-verossimi-
lhança e o estimador obtido a partir de tal função é denominado estimador de
quase-máxima verossimilhança.

A partir das expressões (3.20) e (3.21), a função de log-pseudo-verossimilhança é dada
por

L(θ;x) = ln
(
`(θ;x)

)

=
n∑

t=r+1

ln
(
`t(θ; xt)

)
.

As propriedades do estimador de pseudo-máxima verossimilhança dependem tanto da
distribuição verdadeira como da distribuição utilizada para construir o estimador.

As propriedades assintóticas do estimador de quase-máxima verossimilhança para
modelos ARCH e GARCH foram analisadas por diversos autores, dentre eles, Lee e
Hansen (1994), Lumsdaine (1996), Berkes et al. (2003), Berkes e Horváth (2003) e Hall
e Yao (2003). Sabe-se que, para tais processos (veja McNeil et al., 2005, Degiannakis,
2004, Gouriéroux, 1997 e Hamilton, 1994), sob certas condições de regularidade, o esti-
mador é consistente. Além disso, este estimador é assintoticamente normal com matriz
de variância-covariância dada por

Varθ

(√
n(θ̂PL − θ)

)
= J−1IJ−1,

onde as matrizes quadradas I e J , de ordem s× s, são dadas por

I = E0

[
∂ ln

(
`t(θ; Xt)

)

∂θ
× ∂ ln

(
`t(θ; Xt)

)

∂θ′

]
e J = E0

[
−∂2 ln

(
`t(θ; Xt)

)

∂θ∂θ′

]
, (3.22)
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onde E0(·) indica que a esperança é considerada em relação a função distribuição ver-
dadeira.

Os estimadores consistentes para as matrizes I e J , dadas na expressão (3.22), são
dados, respectivamente, por

Î =
1

n

n∑
t=1

[
∂ ln

(
`t(θ̂PL; xt)

)

∂θ
· ∂ ln

(
`t(θ̂PL; xt)

)

∂θ′

]
(3.23)

e

Ĵ =
1

n

n∑
t=1

[
−∂2 ln

(
`t(θ̂PL; xt)

)

∂θ∂θ′

]
. (3.24)

Assim, a variância assintótica é então estimada por

V̂arθ

(√
n(θ̂PL − θ)

)
= Ĵ−1Î Ĵ−1.

Apresentamos, no Apêndice B, dois exemplos onde obtemos o estimador de quase-
máxima verossimilhança e analisamos a sua precisão assintótica. No Exemplo B.1 as
variáveis aleatórias são independentes e identicamente distribúıdas. No Exemplo B.2 as
variáveis aleatórias são tais que a média e a variância condicional variam com o tempo.
Para finalizar, aplicamos os resultados do Exemplo B.2 para um processo ARCH(p) (ver
Exemplo B.3).

Resultados para o estimador de quase-máxima verossimilhança para modelos EGARCH
podem ser encontrados em Straumann e Mikosch (2003). O artigo apresenta uma dis-
cussão sobre o estimador de quase-máxima verossimilhança considerando os modelos he-
teroscedásticos, em que Xt = σtZt, onde a volatilidade σt é uma função não-observável
de (Xt−1, · · · , Xt−p, σt−1, · · · , σt−q) e Zt tem função de distribuição normal.

No caso de modelos FIEGARCH, Palma (2007), página 121, quando refere-se ao esti-
mador de quase-máxima verossimilhança, diz que, apesar de ser amplamente utilizado na
prática, resultados assintóticos para este estimador ainda permanecem um problema em
aberto.

3.3 Estimação dos Parâmetros dos Processos Não-

Lineares

3.3.1 Processos ARCH, GARCH, IGARCH e EGARCH

Para os processos ARCH, GARCH, IGARCH e EGARCH, os estimadores dos seus pa-
râmetros são obtidos pelo método da pseudo-verossimilhança pois, na prática, não co-
nhecemos a verdadeira função de distribuição das variáveis aleatórias. As funções de
distribuição mais utilizadas para construir o estimador de pseudo-verossimilhança são a
Gaussiana e a t-Student.

Considere {Xt}n
t=1 uma série temporal obtida a partir de um processo estocástico

{Xt}t∈Z . Seja θ o vetor de parâmetros a ser estimado. Sob a hipótese de normalidade

das variáveis aleatórias Xt|Ft−1, para todo t ∈ Z, e observando que Zt =
Xt

σt

, para todo
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t ∈ Z, de acordo com a Definição 3.7 o estimador θ̂PL de θ é obtido maximizando-se a
expressão (ver Apêndice B)

ln
(
`(θ;x)

)
= −n

2
ln(2π)− 1

2

n∑
t=1

[
ln(σ2

t ) +
X2

t

σ2
t

]
. (3.25)

De forma análoga, se assumirmos que as variáveis aleatórias Xt|Ft−1, para todo t ∈ Z, pos-
suem distribuição t-Student com ν graus de liberdade, a função de pseudo verossimilhança

da variável aleatória Xt|Ft−1 normalizada, isto é, da variável aleatória
Xt

σt

√
ν/(ν − 2)

, será

dada por

`t(θ; xt) =
Γ
(
(ν + 1)/2

)

Γ(ν/2)
√

(ν − 2)π

(
1 +

X2
t

σ2
t (ν − 2)

)− ν+1
2

, para todo t ∈ Z. (3.26)

Pela expressão (3.26) e pela Definição 3.7 o estimador θ̂PL de θ é obtido maximizando-se
a expressão

ln
(
`(θ;x)

)
= −

n∑
t=1

[
ν + 1

2
ln

(
1 +

X2
t

σ2
t (ν − 2)

)]
+ n ln

(
Γ
(
(ν + 1)/2

)

Γ(ν/2)
√

(ν − 2)π

)
. (3.27)

A maximização das expressões (3.25) e (3.27) pode ser realizada através da utilização
de algoritmos de otimização numérica, tais como Newton-Raphson, Gauss-Newton, etc.
Para mais detalhes veja Hamilton (1994) e Press et al. (1989).

Note ainda que, dado que não conhecemos os valores do processo estocástico {Xt}t∈Z
quando t < 1, a função de pseudo-verossimilhança é obtida condicionando-se {Xt}n

t=1

sobre I0, onde I0 é um conjunto de condições iniciais. Bollerslev (1986) sugere utilizar
I0 = {σ2

t = X2
t = σ̂2

X , para t < 1}, para os processos GARCH.

3.3.2 Modelos EWMA

Dada uma série temporal {Xt}n
t=1 obtida a partir de um processo estocástico {Xt}t∈Z,

o parâmetro λ, no modelo EWMA, dado pela expressão (2.34), é escolhido de forma a
minimizar a soma dos quadrados dos reśıduos de ajuste ou de previsão.

3.3.3 Processos FIEGARCH

Seja {Xt}n
t=1 uma série temporal obtida a partir de um processo estocástico {Xt}t∈Z. Para

ajustar um modelo FIEGARCH(p, d, q) à essa série temporal, devemos levar em conta que
a volatilidade σt é definida recursivamente em termos de σt−1,· · · ,σt−q e Zt−1, · · · , Zt−1−p,
onde Zt = Xt

σt
, para todo t = 1, · · · , n.

Se considerarmos a expressão (2.45), o vetor de parâmetros θ a ser estimado é dado
por

θ = (d; ω; θ; λ; α1, · · · , αp; β1, · · · , βq)
′ ∈ Rp+q+4. (3.28)

Sob a hipótese de normalidade das variáveis aleatórias Xt|Ft−1, de acordo com a Definição
3.7, o estimador θ̂PL de θ é obtido maximizando-se a expressão

ln
(
`(θ;x)

)
= −n

2
ln(2π)− 1

2

n∑
t=1

[
ln(σ2

t ) +
X2

t

σ2
t

]
. (3.29)
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Dado que não conhecemos os valores do processo estocástico {Xt}t∈Z quando t < 1, a
função de quase-verossimilhança é obtida condicionando-se {Xt}n

t=1 sobre I0, onde I0 é
um conjunto de condições iniciais. Bollerslev e Mikkelsen (1996) sugerem as seguintes
condições iniciais

Xt = 0 e X2
t = σ2

t = σ̂2
X , para todo t < 1, (3.30)

onde σ̂2
X é a variância amostral da série temporal {Xt}n

t=1 . Note que, dadas as condições
iniciais na expressão (3.30) temos, pela expressão (2.45),

σ̂2
t = eω̂, para todo t ≤ 1,

pois, Zt = Xt

σt
= 0, sempre que t < 1. Logo, ω̂ = ln(σ̂2

X).

Por hipótese, Xt|Ft−1 ∼ N (0, σ2
t ). Logo,

Xt

σt

|Ft−1 ∼ N (0, 1). Ou seja, Zt ∼ N (0, 1),

pois Zt é independente de Ft−1, para todo t ∈ Z. Segue que

E
(∣∣∣∣

Xt

σt

∣∣∣∣
)

= E (|Zt|) =
1√
2π

∫ ∞

−∞
|z|e−z2/2dz =

2√
2π

∫ ∞

0

ze−z2/2dz =

√
2

π
,

e

ln(σ2
t ) = ω + λ(B)

(
θ
Xt−1

σt−1

+ γ

[∣∣∣∣
Xt−1

σt−1

∣∣∣∣− E
(∣∣∣∣

Xt−1

σt−1

∣∣∣∣
)])

,

= ω − λ(1)γ

√
2

π
+ λ(B)

(
θ
Xt−1

σt−1

+ γ

∣∣∣∣
Xt−1

σt−1

∣∣∣∣
)

, para todo t > 1,

onde λ(·) é dado pela expressão (2.52). Note que, para calcular o estimador de quase-
máxima verossimilhança, será necessário truncar a série λ(·) definida pela expressão (2.52)
em algum ponto de truncamento m. Tal fato tem grande influência na precisão dos
cálculos. Bollerslev e Mikkelsen (1996) sugerem utilizar m = 1000 para a estimação do
parâmetro θ dado pela expressão (3.28).

Pela Proposição 2.3, as expressões (2.45) e (2.46) são equivalentes, dessa forma, se
considerarmos a expressão (2.46), temos

θ = (d; a; φ1, · · · , φp; γ1, · · · , γp; β1, · · · , βq)
′ ∈ R2p+q+2.

Novamente, de acordo com a Definição 3.7, o estimador θ̂PL de θ é então obtido maximi-
zando-se a expressão (3.29). Dadas as condições iniciais na expressão (3.30) temos, pela
expressão (2.45),

β(B)(1− B)d ln(σ2
t ) = a, para t = 1. (3.31)

Ou seja, considerando as expressões (2.55) e (3.31),

∞∑

k=0

( min{k,q}∑
i=1

(−δd,k−i)βi

)
ln(σ2

t−k) = a, para t = 1. (3.32)

Como definimos σ2
t = σ̂2

X , para todo t < 1, segue que a expressão (3.32) pode ser reescrita
por

ln(σ2
t ) = a +

∞∑

k=1

( min{k,q}∑
i=1

δd,k−iβi

)
ln(σ̂2

X), para t = 1.
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Enquanto que, para todo t > 1, temos

β(B)(1− B)d ln(σ2
t ) = a +

p∑
i=0

(
ψi|Zt−1−i|+ γiZt−1−i

)
. (3.33)

Ou seja, pelas expressões (2.55) e (3.33), para todo t > 1

ln(σ2
t ) = a +

∞∑

k=1

( min{k,q}∑
i=1

δd,k−iβi

)
ln(σ2

t−k) +

p∑
i=0

(
ψi

∣∣∣∣
Xt−1−i

σt−1−i

∣∣∣∣ + γi
Xt−1−i

σt−1−i

)
.

Note que, neste caso, para calcular o estimador de quase-máxima verossimilhança, será
necessário truncar a série β(B)(1 − B)d. Como dito anteriormente, tal fato tem grande
influência na precisão dos cálculos.

Para o leitor interessado, apresentamos, no Apêndice C, o valor aproximado da soma
S = −∑m

k=1 δd,k, para diferentes valores de m e d. A Tabela C.1 nos mostra que, para
valores m ≥ 4.000 e d ≥ 0, 25, a soma S é aproximadamente igual a 0, 9.

3.4 Previsão

Nesta seção tratamos da previsão da volatilidade em modelos ARCH, GARCH, IGARCH,
EWMA e FIEGARCH. Devido à analogia com os processos ARMA e ARFIMA apresen-
tamos alguns resultados relacionados também a estes processos. Para um estudo mais
detalhado veja Brockwell e Davis (1991).

3.4.1 Previsão em Processos Estacionários

Sejam {Xt}t∈Z um processo estocástico estacionário e {Xt}n
t=1 uma série temporal obtida

a partir deste processo. Nosso objetivo é utilizar as observações até o instante n para
prever o comportamento do processo {Xt}t∈Z para algum instante t > n.

Definição 3.8. (Melhor Preditor Linear). Seja {Xt}t∈Z um processo estocástico
estacionário. Considere a σ-álgebra Fn = σ({Xs}; s ≤ n). O melhor preditor linear de
Xn+h, para h ∈ Z passos à frente, em relação ao erro quadrático médio, é dado por

X̂n+h ≡ E(Xn+h|Fn).

Seja {Yt}t∈Z um processo ARFIMA(p, d, q), com d ∈ (−0, 5; 0, 5), dado na Definição
1.29. Se {Yt}t∈Z é causal e inverśıvel então

Yt =
∞∑
i=0

ψiεt−i e εt =
∞∑

j=0

πjYt−j, para todo t ∈ Z, (3.34)

onde {ε}t∈Z é um processo rúıdo branco, ψ(B) =
θ(B)

φ(B)
(1−B)−d e π(B) =

φ(B)

θ(B)
(1−B)d.

Seja n um inteiro positivo fixo. Então, pela Definição 3.8 e pelas equações dadas na
expressão (3.34), segue que, para todo h ∈ Z, o preditor h passos à frente Ŷn+h é dado
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por

Ŷn+h = E(Yn+h|Fn) = −
∞∑

j=1

πjŶn+h−j

= −
h−1∑
j=1

πjŶn+h−j −
∞∑

j=h

πjYn+h−j.

Isto é,

Ŷn+h = −
h−1∑
j=1

πjŶn+h−j −
∞∑

j=0

πj+hYn−j. (3.35)

A equação (3.35) pode ser calculada recursivamente dado que Ŷt = Yt, se t ≤ n.

De forma equivalente, Ŷn+h, dado na expressão (3.35), pode ser obtido por

Ŷn+h =
∞∑

j=0

ψj ε̂n+h−j =
∞∑

j=h

ψjεn+h−j =
∞∑

j=0

ψh+jεn−j, (3.36)

pois E(εn+h|Fn) = E(εn+h) = 0, para todo h > 1 e E(εt|Fn) = εt, pata todo t ≤ n.

Pelas expressões (3.34) e (3.36), temos que o erro quadrático médio (teórico) de pre-
visão é dado por

E
(
(Yn+h − Ŷn+h)

2
)

= E

(( ∞∑
j=0

ψjεn+h−j −
∞∑

j=h

ψjεn+h−j

)2
)

= E

(( h−1∑
j=0

ψjεn+h−j

)2
)

= σ2
ε

h−1∑
j=0

ψ2
j , (3.37)

onde σ2
ε = Var(εt), para todo t ∈ Z.

Note que, quando d = 0 na equação (1.16), temos que {Yt}t∈Z é um processo ARMA(p, q)
e as equações (3.35) e (3.37) continuam válidas. Note que, neste caso

φ(B)Yt = θ(B)εt ⇔ Yt =

p∑
i=1

φiYt−i −
q∑

j=0

θiεt−j, (3.38)

para todo t ∈ Z. Neste caso, o preditor h passos à frente Ŷn+h pode ser obtido, recursiva-
mente, através da expressão

Ŷn+h =

p∑
i=1

φiŶn+h−i −
q∑

j=0

θiε̂n+h−j, (3.39)

onde

Ŷn+h = Yn+h, se h ≤ 0;

ε̂n+h = εn+h, se h ≤ 0;

ε̂n+h = 0, se h > 0.

(3.40)
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3.4.2 Previsão da Volatilidade em Processos ARCH e GARCH

Nesta seção tratamos da previsão em processos ARCH e GARCH. Note que os processos
ARCH(p) são um caso particular dos processos GARCH(p, q), quando q = 0. Portanto,
sem perda de generalidade, consideramos o caso mais geral, isto é, tratamos da previsão
em processos GARCH.

Seja {Xt}n
t=1 uma série temporal obtida a partir de um processo estocástico {Xt}t∈Z,

à qual ajustamos um modelo GARCH(p, q). A previsão de valores futuros da volatili-
dade para este modelo, isto é, a previsão de valores σ2

n+h, para h ≥ 1, está fortemente
relacionada com a previsão de valores futuros para o processo {X2

t }t∈Z, como vemos a
seguir.

Dado que o processo GARCH(p, q) possui uma representação ARMA(max{p, q}, q),
dada pela expressão (2.8), utilizamos métodos de previsão análogos aos utilizados para
previsão em processos ARMA.

Lema 3.1. Seja {Xt}t∈Z um processo GARCH(p, q) estacionário. Então, os preditores
de Xn+h e X2

n+1, dado Fn, são X̂n+h = 0 e X̂2
n+1 = σ2

n+1, respectivamente.

Prova: Note que, se o processo estocástico {Xt}t∈Z é estacionário então

E(X2
t ) = E(σ2

t ) < ∞, para todo t ∈ Z.

Além disso, dado que {Xt}t∈Z é um processo martingale difference, E(Xn+h|Fn) = 0. Pela
Definição 3.8, segue que o preditor de Xn+h, dado Fn, é X̂n+h = 0. Ainda, pela Definição
3.8, segue que,

X̂2
n+1 ≡ E(X2

n+1|Fn) = σ2
n+1 = α0 +

p∑
i=1

αiX
2
n+1−i +

q∑
j=1

βjσ
2
n+1−j. (3.41)

Note que, se E(X4
t ) < ∞, para todo t ∈ Z, então esse é o preditor ótimo em termos de

menor erro quadrático médio. ¤
É fácil ver que, para h > 1 passos à frente dado Fn, as predições das variáveis aleatórias
X2

n+h e σ2
n+h coincidem, pois

X̂2
n+h ≡ E(X2

n+h|Fn) = E(σ2
n+hZ

2
n+h|Fn) = E(σ2

n+h|Fn)E(Z2
n+h|Fn) = E(σ2

n+h|Fn) ≡ σ̂2
n+h,

(3.42)
pois Zt é independente de σt e de Ft, para todo t ∈ Z e E(Z2

n+h|Fn) = E(Z2
n+h) = 1.

Considere agora a representação dada na expressão (2.8). Segue que, como vt = X2
t − σ2

t ,
para todo t ∈ Z, então

E(vt+h|Fn) = E(X2
n+h|Fn)− E(σ2

n+h|Fn) = 0, para todo h ≥ 1. (3.43)

Como {X2
t }t∈Z é um processo ARMA(max{p, q}, q), de acordo com as expressões (3.38)

e (3.39), temos
(
1− α(B)− β(B)

)
X2

n+h = α0 +
(
1− β(B)

)
vn+h

m
X2

n+h = α0 +
(
α(B) + β(B)

)
X2

n+h +
(
1− β(B)

)
vn+h

⇓
X̂2

n+h = α0 +
(
α(B) + β(B)

)
X̂2

n+h +
(
1− β(B)

)
v̂n+h, (3.44)

77



onde

X̂n+h = Xn+h, se h ≤ 0;

v̂n+h = vn+h, se h ≤ 0;

v̂n+h = 0, se h > 0.

Por outro lado, dado que

σ2
n+h = α0 +

p∑
i=1

αiX
2
n+h−i +

q∑
j=1

βjσ
2
n+h−j,

pela expressão (3.42) segue que

X̂2
n+h ≡ E(X2

n+h|Fn) = E(σ2
n+h|Fn)

= α0 +

p∑
i=1

αiE(X2
n+h−i|Fn) +

q∑
j=1

βjE(σ2
n+h−j|Fn)

= α0 +

p∑
i=1

αiX̂
2
n+h−i +

q∑
j=1

βjσ̂
2
n+h−j, (3.45)

onde X̂2
t = Xt, se t ≤ n, e σ̂2

t = σ2
t , se t ≤ n + 1.

Note que as expressões (3.44) e (3.45) são equivalentes pois

α0 +
(
α(B) + β(B)

)
X2

n+h +
(
1− β(B)

)
vn+h = α0 + α(B)X2

n+h + β(B)X2
n+h + X2

n+h

−σ2
n+h − β(B)X2

n+h + β(B)σ2
n+h

⇓

α0 +
(
α(B) + β(B)

)
X̂2

n+h +
(
1− β(B)

)
v̂n+h = α0 + α(B)X̂2

n+h + β(B)X̂2
n+h + X̂2

n+h

−σ̂2
n+h − β(B)X̂2

n+h + β(B)σ̂2
n+h

= α0 + α(B)X̂2
n+h + β(B)σ̂2

n+h,

pois X̂2
n+h = σ̂2

n+h, para todo h > 1.

No próximo exemplo apresentamos a fórmula geral para o cálculo das previsões h
passos à frente em um modelo GARCH(p, q), com p = 1 = q.

Exemplo 3.1. (Modelo GARCH(p,q), com p = 1 = q). Considere {Xt}n
t=1 uma série

temporal obtida a partir de um processo estocástico {Xt}t∈Z. Se ajustarmos um modelo
GARCH(p, q), com p = 1 = q, à essa série temporal, pela expressão (3.41), a previsão 1
passo à frente é dada por

X̂2
n+1 = E(X2

n+1|Fn) = σ2
n+1 = α0 + α1X

2
n + β1σ

2
n. (3.46)

Pela expressão (3.45), a previsão para h > 1 passos à frente é dada por
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X̂2
n+h = E(X2

n+h|Fn) = E(σ2
n+h|Fn)

= α0 + α1E(X2
n+h−1|Fn) + β1E(σ2

n+h−1|Fn)

= α0 + (α1 + β1)E(X2
n+h−1|Fn)

= α0 + (α1 + β1)
(
α0 + α1E(X2

n+h−2|Fn) + β1E(σ2
n+h−2|Fn)

)

= α0 + α0(α1 + β1) + (α1 + β1)
2 E(X2

n+h−2|Fn)
...

= α0

h−2∑
j=0

(α1 + β1)
j + (α1 + β1)

h−1E(X2
n+1|Fn). (3.47)

Substituindo a expressão (3.46) na expressão (3.47) temos,

X̂2
n+h = = α0

h−2∑
j=0

(α1 + β1)
j + (α1 + β1)

h−1
(
α0 + α1X

2
n + β1σ

2
n

)

= α0

h−1∑
j=0

(α1 + β1)
j + (α1 + β1)

h−1
(
α1X

2
n + β1σ

2
n

)
.

Note que, X̂2
n+h → σ2

X , quando h →∞, onde σ2
X é a variância não-condicional do processo

GARCH(p, q), com p = 1 = q, dada na expressão (2.9).
¤

Mais detalhes sobre previsão em modelos GARCH podem ser encontrados em McNeil et
al. (2005).

3.4.3 Previsão da Volatilidade em Modelos IGARCH e EWMA

Neste trabalho tratamos apenas da previsão da volatilidade dos processos IGARCH(p, q),
com p = 1 = q, dado que a previsão da volatilidade nos modelos EWMA é equivalente a
previsão de tais processos.

Seja {Xt}t∈Z um processo IGARCH(p, q), com p = 1 = q, com variância condicional
dada por

σ2
t = α0 + α1X

2
t−1 + β1σ

2
t−1, (3.48)

com α1 + β1 = 1. Assim como nos processos GARCH(p, q), para n fixo, um preditor
natural de X2

n+1 dado Fn é sua média condicional σ2
n+1 dada por

X̂2
n+1 ≡ E(X2

n+1|Fn) = σ2
n+1 = α0 + α1X

2
n + β1σ

2
n. (3.49)

Agora, note que, pela expressão (3.42), para h > 1,

X̂2
n+h ≡ E(X2

n+h|Fn) = E(σ2
n+h|Fn) ≡ σ̂2

n+h. (3.50)

Pelas expressões (3.48), (3.49) e (3.50), observe que
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σ̂2
n+2 = E(σ2

n+2|Fn) = α0 + α1E
(
X2

n+1|Fn

)
+ β1E

(
σ2

n+1|Fn

)

= α0 + α1σ
2
n+1 + β1σ

2
n+1

= α0 + σ2
n+1, pois E

(
σ2

n+1|Fn

)
= σ2

n+1;

σ̂2
n+3 = E(σ2

n+3|Fn) = α0 + α1E
(
X2

n+2|Fn

)
+ β1E

(
σ2

n+2|Fn

)

= α0 + (α1 + β1)E
(
σ2

n+2|Fn

)

= α0 + σ̂2
n+2

= 2α0 + σ2
n+1;

...

σ̂2
n+h = E(σ2

n+h|Fn) = (h− 1)α0 + σ2
n+1. (3.51)

Ou seja, pela expressão (3.51), para todo h > 1, o preditor h passos à frente para a
volatilidade é dado por

σ̂2
n+h = (h− 1)α0 + σ2

n+1. (3.52)

Lembramos que o modelo EWMA é obtido quando α0 = 0, na expressão (3.48), e ainda,
α1 = λ e β1 = 1−λ. Segue, da expressão (3.52) que, para todo h > 1, o preditor h passos
à frente para a volatilidade é dado por

σ̂2
n+h = σ2

n+1. (3.53)

3.4.4 Previsão da Volatilidade em Processos EGARCH e FIE-
GARCH

Assim como os processos ARCH são um caso particular dos processos GARCH, os pro-
cessos EGARCH(p, q) são um caso particular dos processos FIEGARCH(p, d, q), quando
d = 0. Portanto, nesta seção consideramos apenas o caso mais geral.

Seja {Xt}n
t=1 uma série temporal obtida a partir de um processo estocástico {Xt}t∈Z,

à qual ajustamos um modelo FIEGARCH(p, d, q). Assim como nos modelos GARCH, a
previsão de valores futuros da volatilidade para o modelo FIEGARCH está fortemente
relacionada com a previsão de valores futuros para o processo {X2

t }t∈Z.

Dado que {Xt}t∈Z é um processo FIEGARCH(p, d, q), o processo estocástico {ln(σ2
t )}t∈Z,

definido pela expressão (2.45), possui uma representação ARFIMA(q, d, p). Sendo as-
sim, utilizamos métodos de previsão análogos aos utilizados para previsão em processos
ARFIMA.

Lema 3.2. Seja {Xt}t∈Z um processo FIEGARCH(p, d, q) estacionário. Então, os predi-
tores de Xn+h e X2

n+1, dado Fn, são X̂n+h = 0 e X̂2
n+1 = σ2

n+1, respectivamente.

Prova: Dado que um processo FIEGARCH(p, d, q) é um processo martingale-difference
(ver Lema 2.1), segue, de imediato que X̂n+h = E(Xn+h|Fn) = 0. Lembramos que,
por definição, E(X2

n+1|Fn) = σ2
n+1. Segue que o preditor X2

n+1, dado Fn, é σ2
n+1. Pela

expressão (2.45), σ2
n+1 é dada por

σ2
n+1 = exp

{
ω +

∞∑

k=0

λd,kg(Zn−k)

}
,
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onde os coeficientes λd,k, para todo k ∈ Z, são definidos pela expressão (2.53) e a função
g(·) é definida pela expressão (2.38). Note que, se E(X4

t ) < ∞, para todo t ∈ Z, então
esse é o preditor ótimo em termos de menor erro quadrático médio. ¤

Para a previsão de X2
n+h, para todo h > 1, lembramos que, pela expressão (3.42),

X̂2
n+h = E(X2

n+h|Fn) = E(σ2
n+h|Fn) = σ̂2

n+h.

Além disso, o processo estocástico {ln(σ2
t )}t∈Z é um processo ARFIMA(q, d, p) pois, pela

Proposição 2.2, {g(Zt)}t∈Z é um processo rúıdo branco. Como

ln(σ2
n+h) = ω +

α(B)g(Zn+h−1)

β(B)(1− B)d

= ω +
∞∑

k=0

λd,kg(Zn+h−1−k), (3.54)

segue, por analogia à expressão (3.36), que

ln(σ̂2
n+h) = ω +

∞∑

k=h−1

λd,kg(Zn+h−1−k) = ω +
∞∑

k=0

λd,k+h−1g(Zn−k). (3.55)

De fato, basta considerar Yt = ln(σ2
t ) e εt = g(Zt−1), para todo t ∈ Z, e o resultado segue.

Assim, pela expressão (3.55), o preditor h passos à frente para a volatilidade é dado por

σ̂2
n+h = exp

{
ω +

∞∑

k=0

λd,k+h−1g(Zn−k)

}
. (3.56)

Pelo Teorema 2.6, λd,k = o(kd). Logo, lim
k→∞

λd,k = 0. Segue, pela expressão (3.56) que,

σ̂2
n+h → eω, quando h →∞.

Note que, como conhecemos apenas os valores de Xt e σt, para t = 1, · · · , n, a expressão
(3.56) será aproximada por

σ̂2
n+h = exp

{
ω +

n−1∑

k=0

λd,k+h−1g(Zn−k)

}
. (3.57)

Dessa forma, pela expressão (3.57), o erro quadrático médio de previsão, para o logaritmo
da variância condicional, é dado por

E
((

ln(σ2
n+h)− ln(σ̂2

n+h)
)2

)
= E

(( ∞∑

k=0

λd,kg(Zn+h−1−k)−
n−1∑

k=0

λd,k+h−1g(Zn−k)
)2

)

= E
(( ∞∑

k=0

λd,kg(Zn+h−1−k)−
n+h−2∑

k=h−1

λd,kg(Zn+h−1−k)
)2

)

= E
(( h−2∑

k=0

λd,kg(Zn+h−1−k) +
∞∑

k=n+h−1

λd,kg(Zn+h−1−k)
)2

)
.

(3.58)
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Note que

E
(( h−2∑

k=0

λd,kg(Zn+h−1−k) +
∞∑

k=n+h−1

λd,kg(Zn+h−1−k)
)2

)

= E

(( h−2∑
j=0

λd,jg(Zn+h−1−j)
)2

+ 2
( h−2∑

j=0

λd,jg(Zn+h−1−j)
)( ∞∑

k=n+h−1

λd,kg(Zn+h−1−k)
)

+
( ∞∑

k=n+h−1

λd,kg(Zn+h−1−k)
)2

)
. (3.59)

Como {g(Zt)}t∈Z é um processo rúıdo branco temos

E(g(Zt)) = 0 e E(g(Zt)g(Zk)) = 0, para todo t, k ∈ Z, tais que t 6= k.

Segue, da expressão (3.59) que

E
(( h−2∑

k=0

λd,kg(Zn+h−1−k) +
∞∑

k=n+h−1

λd,kg(Zn+h−1−k)
)2

)
= σ2

g

(
h−2∑

k=0

λ2
d,k +

∞∑

k=n+h−1

λ2
d,k

)
,

(3.60)

onde σ2
g ≡ Var

(
g(Zt)

)
= E

([
g(Zt)

]2)
, para todo t ∈ Z.

Substituindo a expressão (3.60) na expressão (3.58), segue que o erro quadrático médio
de previsão, para o logaritmo da volatilidade, é dado por

E
((

ln(σ2
n+h)− ln(σ̂2

n+h)
)2

)
= σ2

g

(
h−2∑

k=0

λ2
d,k +

∞∑

k=n+h−1

λ2
d,k

)
, (3.61)

onde σ2
g = E

([
g(Zt)

]2)
, para todo t ∈ Z. Além disso, dado que Zt+h é independente de

Xt, para todo t ∈ Z e para todo h > 0, segue que Ẑ2
n+h ≡ E(Z2

n+h|Fn) = E(Z2
n+h) = 1.

Logo,
ln(X̂2

n+h) = ln(σ̂2
n+h) ⇐⇒ X̂2

n+h = σ̂2
n+h, (3.62)

Segue, pelas expressões (3.57) e (3.62), que o erro quadrático médio de previsão para
ln(X2

n+h) é dado por

E
((

ln(X2
n+h) − ln(X̂2

n+h)
)2

)
= E

((
ln(σ2

n+h) + ln(Z2
n+h)− ln(σ̂2

n+h)
)2

)

= E
(( ∞∑

k=0

λd,kg(Zn+h−1−k) + ln(Z2
n+h)−

n−1∑

k=0

λd,k+h−1g(Zn−k)
)2

)

= E
(( ∞∑

k=0

λd,kg(Zn+h−1−k) + ln(Z2
n+h)−

n+h−2∑

k=h−1

λd,kg(Zn+h−1−k)
)2

)

= E
(( h−2∑

k=0

λd,kg(Zn+h−1−k) +
∞∑

k=n+h−1

λd,kg(Zn+h−1−k) + ln(Z2
n+h)

)2
)

.

(3.63)
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Note que

E
(( h−2∑

k=0

λd,kg(Zn+h−1−k) +
∞∑

k=n+h−1

λd,kg(Zn+h−1−k) + ln(Z2
n+h)

)2
)

= E




[
h−2∑

k=0

λd,kg(Zn+h−1−k) +
∞∑

k=n+h−1

λd,kg(Zn+h−1−k)

]2

 + E

((
ln(Z2

n+h)
)2

)

+ 2E

([
h−2∑

k=0

λd,kg(Zn+h−1−k) +
∞∑

k=n+h−1

λd,kg(Zn+h−1−k)

]
ln(Z2

n+h)

)
. (3.64)

Como as variáveis aleatórias {Zt}t∈Z são independentes, g(Zt) e ln(Zt+k) são indepen-
dentes, para todo t ∈ Z e todo k 6= 0. Segue que E(g(Zt) ln(Zt+k)) = 0. Assim o terceiro
termo do lado direito da igualdade (3.64) é igual a zero. Logo, pela expressão (3.61), a
expressão (3.64) pode ser reescrita como

E
(( h−2∑

k=0

λd,kg(Zn+h−1−k) +
∞∑

k=n+h−1

λd,kg(Zn+h−1−k) + ln(Z2
n+h)

)2
)

= σ2
g

(
h−2∑

k=0

λ2
d,k +

∞∑

k=n+h−1

λ2
d,k

)
+ E

((
ln(Z2

n+h)
)2

)
, (3.65)

onde σ2
g = E

([
g(Zt)

]2)
, para todo t ∈ Z. Pela expressão (3.65), o erro quadrático médio

de previsão para ln(X2
n+h), dado na expressão (3.63), é dado por

E
((

ln(X2
n+h)− ln(X̂2

n+h)
)2

)
= σ2

g

(
h−2∑

k=0

λ2
d,k +

∞∑

k=n+h−1

λ2
d,k

)
+ E

((
ln(Z2

n+h)
)2

)
,

onde σ2
g = E

([
g(Zt)

]2)
, para todo t ∈ Z.
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Caṕıtulo 4

Medidas de Risco

Neste caṕıtulo apresentamos um contexto probabiĺıstico para a modelagem de riscos fi-
nanceiros. Apresentamos o método da média-variância para seleção de portfolios eficientes
e o modelo de precificação de ativos (CAPM), utilizado como ferramenta para análise da
correlação dos ativos com o mercado financeiro. Além de definirmos distribuição de lucros
e perdas, fatores de risco e funções de risco, apresentamos a definição de medida de risco
coerente, bem como as principais medidas de risco utilizadas na literatura.

Em termos financeiros, risco é a possibilidade de que um investimento tenha um
retorno diferente do esperado, incluindo a possibilidade de perda de uma parte ou até
mesmo de todo o investimento original. Um ativo é dito ser livre de risco se é não
correlacionado com o mercado, para o qual o retorno esperado é sempre igual ao retorno
observado. Ou seja, um ativo arriscado é aquele que tem maior chance de perda, enquanto
que um ativo mais seguro é aquele em que a probabilidade de perda é menor.

Um portfolio de aplicações financeiras é uma coleção de investimentos mantida por uma
instituição ou indiv́ıduo. Neste trabalho, sempre que nos referimos a portfolio estamos
considerando uma carteira de ações.

A questão central em gerenciamento de riscos são as medidas de risco, que definimos
neste caṕıtulo. As medidas de risco são utilizadas para vários propósitos, entre eles,
podemos citar a determinação do capital em risco, isto é, mede-se a exposição aos riscos
em uma instituição financeira, para determinar a quantidade de capital necessário para
honrar posśıveis perdas inesperadas no portfolio. As medidas de risco também são úteis
quando deseja-se limitar os riscos aos quais a instituição financeira está exposta.

Um conceito freqüentemente associado ao risco é a volatilidade. A volatilidade pode
ser calculada de diferentes maneiras. No Caṕıtulo 2, definimos a volatilidade como sendo
a variância condicional. Entretanto, essa não é a única definição existente. A variância
é uma medida de volatilidade absoluta. Existem maneiras de avaliar a volatilidade de
forma relativa, ou seja, em relação à volatilidade do mercado, por exemplo. A medida
mais utilizada é o coeficiente β do modelo CAPM, que apresentamos na Subseção 4.3.2.
Esse coeficiente mede a volatilidade de um ativo frente a volatilidade do mercado. Um
ativo mais volátil, portanto, é aquele de varia de forma mais significativa em relação às
flutuações do mercado.
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4.1 Medidas de Risco Coerentes

Nesta seção apresentamos as propriedades que uma medida de risco adequada deve ter.
Tais propriedades foram primeiramente propostas por Artzner et al. (1999), para apli-
cações em gerenciamento de riscos financeiros. Baseados no ponto de vista financeiro
os autores especificam axiomas que as denominadas “medidas de risco coerentes”devem
satisfazer.

4.1.1 Axiomas de Coerência

A fim de introduzir os axiomas de coerência, definimos formalmente medidas de risco.
Sejam (Ω,F,P) um espaço de probabilidade, h um horizonte de tempo e L0(Ω,F,P) o
conjunto de todas as variáveis aleatórias sobre (Ω,F) que são finitas em quase toda parte.

Riscos financeiros são representados por um conjunto M ⊂ L0(Ω,F,P) de variáveis
aleatórias que interpretamos como perdas do portfolio sobre o horizonte de tempo h.
Assumimos que M é um cone convexo, isto é, se L1 ∈M e L2 ∈M, então L1 + L2 ∈M
e cL1 ∈M, para todo c > 0.

Definição 4.1. (Medida de Risco). Dado um cone convexo M de variáveis aleatórias,
tal que M ⊂ L0(Ω,F,P), uma medida de risco com domı́nio M é uma função real
% : M−→ R.

Em termos econômicos, interpretamos %(L) como a quantidade de capital que deve
ser adicionada ao portfolio com perda L para que este portfolio torne-se aceitável dada
alguma restrição.

A seguir, apresentamos um exemplo de uma medida de risco. Na Seção 4.5 definimos
formalmente essa medida como sendo o valor em risco (VaR) do portfolio.

Exemplo 4.1. (Medida de Risco). Considere um portfolio P formado por N ativos
financeiros. Seja Vt o valor deste portfolio em um determinado instante t. Suponha que
um investidor possui o valor necessário para comprar esse portfolio. Entretanto, ele deseja
reservar uma quantidade de capital adicional R. Por hipótese, a quantidade R é destinada
a compensar posśıveis perdas que possam ocorrer em um horizonte de tempo h (isto é, esse
valor não será utilizado para a compra dos ativos no instante t). O objetivo do investidor
é reservar um quantidade de capital R tal que, o valor Vt+h (valor do portfolio no instante
t + h) mais o valor R seja negativo com uma probabilidade menor ou igual a 1-p. Essa
condição pode ser escrita como

P(Vt+h + R < 0) ≤ 1− p. (4.1)

O capital necessário, no instante t, é a soma do valor do portfolio mais a reserva, isto é,

% = Vt + R. (4.2)

Pela expressão (4.2), R pode ser escrito como R = % − Vt. Segue que, Vt+h + R =
Vt+h + %− Vt. Além disso,

Vt+h + %− Vt < 0 ⇔ −(Vt+h − Vt) > %.

Substituindo esses resultados na expressão (4.1) obtemos

P(−(Vt+h − Vt) > %) ≤ 1− p. (4.3)
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Como veremos na Seção 4.4, o valor −(Vt+h − Vt) representa a perda Lt+h do portfolio
no horizonte h. Observe que, por definição, % é o p-quantil da função de distribuição da
variável aleatória Lt+h. A medida % é uma função que depende do instante t, do horizonte
h e da probabilidade de perda p. Esta medida é definida, na Seção 4.5, como o valor em
risco (VaRp,t+h) do portfolio.

Ressaltamos que, neste trabalho, as variáveis aleatórias L ∈M representam perdas no
portfolio. Esta abordagem é a mesma de McNeil et al. (2005). Em Artzner et al. (1999),
as variáveis aleatórias L ∈ M são interpretadas como valores futuros de uma posição
atual.

Introduzimos agora os axiomas de coerência para uma medida de risco qualquer.

Axioma 1 (Invariância por Translação). Para qualquer L ∈ M e para todo c ∈ R,
uma medida de risco invariante por translação deve satisfazer

%(L + c) = %(L) + c.

Axioma 2 (Subaditividade). Para quaisquer L1, L2 ∈ M, uma medida de risco suba-
ditiva deve satisfazer

%(L1 + L2) ≤ %(L1) + %(L2).

Axioma 3 (Homogeneidade Positiva). Para qualquer L1 ∈ M e para todo c > 0,
uma medida de risco homogênea positiva deve satisfazer

%(cL) = c%(L).

Axioma 4 (Monotonicidade). Para quaisquer L1, L2 ∈ M tais que L1 ≤ L2 quase
certamente, uma medida de risco monótona deve satisfazer

%(L1) ≤ %(L2).

Definição 4.2. (Medida de Risco Coerente). Seja %(·) uma medida de risco cujo
domı́nio é um cone convexo M. Então, %(·) é uma medida de risco coerente (sobre M)
se satisfazer os Axiomas 1− 4.

Apresentamos, a seguir, um exemplo retirado de Frey e McNeil (2002). Este exemplo
mostra que a medida de risco % apresentada no Exemplo 4.1 não é coerente.

Exemplo 4.2. (Medida de Risco Coerente). Considere um portfolio formado por
t́ıtulos (ou apólices), para os quais existe possibilidade de default. Em termos financeiros,
considera-se default qualquer falta de pagamento, pagamento impontual, ou repactuações
unilaterais. Assuma que os defaults de diferentes t́ıtulos são independentes e que a prob-
abilidade de default é idêntica para todos eles e igual a 2%. O valor nominal dos t́ıtulos
é 100; esta quantidade é paga em T = t + h se, e somente se, não houver default. O preço
atual (tempo t) dos t́ıtulos é igual a 95. Sendo assim, a perda para o t́ıtulo i é dada por
(veja Definição 4.8)

Li,t+h = −(100(1− Yi)− 95) = 100Yi − 5, para cada i = 1, · · · , 50,

onde Yi é, por definição, igual a 1, se ocorre default e igual a 0, caso contrário. Sendo
assim, {Li,t+h}50

i=1 é uma seqüência de variáveis aleatórias independentes e identicamente
distribúıdas tais que

P(Li,t+h = −5) = 0, 98 e P(Li,t+h = 95) = 0, 02.
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Comparamos dois portfolios, ambos com valor atual (tempo t) igual a 9500 e formados
por 100 t́ıtulos. O portfolio A é fixo e constitúıdos apenas pelos t́ıtulos 1. O portfolio
B é diversificável e é constitúıdo por duas unidades de cada t́ıtulo. Considere p=95%
e a medida %, definida no Exemplo 4.1. Lembramos que, % é o p-quantil da função de
distribuição de Lt+h, isto é,

%(Lt+h) = inf{x ∈ R,P(L1,t+h > x) ≤ 1− p} = inf{x ∈ R,P(L1,t+h ≤ x) ≥ p}.

Para o portfolio A a perda é dada por LA,t+h = 100L1,t+h. Temos que

P(L1,t+h ≤ −5) = P(L1,t+h = −5) = 0, 98 =⇒ P(100L1,t+h = −500) = 0, 98

Logo,
%(LA,t+h) = 100%(L1,t+h) = −500.

Isso significa que, mesmo com a retirada de 500, o portfolio ainda é aceitável, ao ńıvel de
confiança de 95%.

Para o portfolio B a perda é dada por

LB,t+h = 2
50∑
i=1

Li,t+h = 2
50∑
i=1

(100Yi − 5) = 200
50∑
i=1

Yi − 500.

Segue que %(LB,t+h) = 200qp(
∑50

i=1 Yi) − 500, onde qp(·) é a função quantil. A soma
M ≡ ∑50

i=1 Yi tem função de distribuição binomial com probabilidade de sucesso igual a
0,02. Segue que q0,95(M) = 3 (veja Frey e McNeil, 2002). Segue que

%(LB,t+h) = 100.

Neste caso, o banco precisaria um capital igual a 100 para satisfazer as exigências necessárias
ao ńıvel de 95% de confiança.

Segundo Frey e McNeil (2002), uma instituição financeira diria que o portfolio B
apresenta menos risco que o portfolio A. Os autores apresentam um lema que prova que
essa afirmação é verdadeira quando utiliza-se uma medida de risco coerente. Isso ocorre
pois, para uma medida de risco coerente %(·), a desigualdade

%

(
50∑
i=1

2Li,t+h

)
≤

50∑
i=1

% (Li,t+h) = 100%(L1,t+h) = %(100L1,t+h)

é sempre satisfeita.

4.2 Retornos

Dado que, em um portfolio, o risco é freqüentemente medido em termos de variações de
preços, apresentamos nesta seção as principais definições relacionadas a variação de preços
de ativos financeiros.

Definição 4.3. (Retorno Ĺıquido Simples). Seja Pt o preço de um ativo no instante
t. A variação de preços do ativo entre os instantes t− 1 e t é dada por ∆Pt = Pt − Pt−1
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e a variação relativa de preços ou retorno ĺıquido simples deste ativo entre os mesmos
instantes é definido por

Rt =
Pt − Pt−1

Pt−1

=
∆Pt

Pt−1

.

Note que, Rt = Pt

Pt−1
−1. Chamamos 1+Rt = Pt

Pt−1
de retorno bruto simples. Em geral,

expressamos Rt em termos de porcentagem, relativamente ao peŕıodo (um dia, um mês,
um ano, etc). A quantidade Rt é também conhecida como taxa de retorno.

Definição 4.4. (Log-retorno). Definimos o retorno composto continuamente ou sim-
plesmente log-retorno como

rt = ln(1 + Rt) = ln(Pt)− ln(Pt−1). (4.4)

Definição 4.5. (Retorno Simples de Peŕıodo h). O retorno simples de peŕıodo h,
entre os instantes t− k e t é dado por

Rt[h] =
Pt − Pt−h

Pt−h

=
Pt

Pt−h

− 1. (4.5)

A partir da Definição 4.5 obtemos o log-retorno de peŕıodo h que é então definido por

rt[h] = ln (1 + Rt[h]) = ln

(
Pt

Pt−h

)
=

h−1∑
j=0

rt−j, (4.6)

onde rt é dado pela expressão (4.4) e o log-retorno de peŕıodo 1 é rt.

Definição 4.6. (Retorno Anualizado). O retorno anualizado é definido como

Rt[h]anualizado =

[
h−1∏
j=0

(1 + Rt−j)

]1/h

− 1. (4.7)

É fácil ver que a expressão (4.7) pode ser aproximada por (1/h)
∑h−1

j=0 Rj−h, utilizando
a expansão de Taylor até primeira ordem. A expressão apresentada na equação (4.6)
é denominada agregação temporal dos retornos. No caso de um portfolio podemos ter
também uma agregação denominada “cross-section”.

Considere um portfolio P = {A1, · · · , AN} formado por N ativos com pesos a =
(a1, · · · , aN)′, isto é , para todo i = 1, · · · , N , ai representa a participação porcentual do
ativo Ai em relação ao total do portfolio, de forma que

∑N
i=1 ai = 1. Sejam Pi,t e ci ,

respectivamente, o preço e o número de unidades do ativo Ai, para todo i = 1, · · · , N , no
instante t. É fácil ver que se Pt é o valor do portfolio no instante t, devemos ter

ciPi,t = aiPt, para todo i = 1, · · · , N. (4.8)

Logo, pela expressão (4.8), segue que

ai =
ciPi,t

Pt

, para todo i = 1, · · · , N e para todo t ∈ Z. (4.9)

Sob essas condições, o valor do portfolio no instante t é dado por

Pt =
N∑

i=1

ciPi,t, para todo t ∈ Z. (4.10)
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Pelas expressões (4.9) e (4.10), se P0 é o valor inicial do portfolio, após um peŕıodo de
tempo, o retorno simples do portfolio é dado por

RP =
P1 − P0

P0

=
1

P0

N∑
i=1

ci(Pi,1 − Pi,0) =
N∑

i=1

ci
Pi,0

P0

(
Pi,1 − Pi,0

Pi,0

)
=

N∑
i=1

aiRi, (4.11)

onde denotamos por Ri o retorno simples do ativo Ai, para i = 1, · · · , N , após um peŕıodo
de tempo. Seja ri o log-retorno do ativo Ai, para todo i = 1, · · · , N , após um peŕıodo
de tempo. Segue, da expressão (4.11) que o log-retorno do portfolio após um peŕıodo de
tempo é dado por

rP = ln

(
P1

P0

)
= ln(1 + RP) = ln

(
1 +

N∑
i=1

aiRi

)
. (4.12)

Mas,
∑N

i=1 ai = 1 e 1 + Ri = eri , para todo i = 1, · · · , N . Segue, pela expressão (4.12),
que

rP = ln

(
N∑

i=1

ai +
N∑

i=1

aiRi

)
= ln

(
N∑

i=1

aie
ri

)
.

A próxima definição resume os tipos de agregações posśıveis.

Definição 4.7. (Agregação). Considere um portfolio P = {A1, · · · , AN}, formado por
N ativos com pesos a = (a1, · · · , aN)′, tais que

∑N
i=1 ai = 1. Sejam Ri,t o retorno simples

no instante t e ri,t o log-retorno no instante t, do ativo Ai, para todo i = 1, · · · , N .

(i) Agregação temporal para os ativos Ai, para todo i = 1, · · · , N, é dada por

Ri,t[h] =
h−1∏
j=0

(1 + Ri,t−j)− 1 e ri,t[h] =
h−1∑
j=0

ri,t−j, (4.13)

para todo h ≥ 1, onde h representa o peŕıodo.

(ii) Agregação “cross-section” para o portfolio, no tempo t é dada por

RP,t =
N∑

i=1

aiRi,t e rP,t = ln

(
N∑

i=1

aie
ri,t

)
, (4.14)

onde Ri,t e ri,t são, respectivamente, o retorno simples e o log-retorno do ativo Ai

no instante t, para todo i = 1, · · · , N .

Na prática utiliza-se a aproximação rP,t ≈
N∑

i=1

airi,t.

4.2.1 Fatos Estilizados sobre os Retornos

Séries temporais financeiras apresentam caracteŕısticas que são comuns a outras séries
temporais, tais como tendência, sazonalidade, observações influentes (ou at́ıpicas), he-
teroscedasticidade condicional e não-linearidade. De modo geral, a não-linearidade das
séries é caracterizada pelo fato de séries financeiras responderem de maneira diferente a
grandes ou pequenos choques, ou ainda, a choques negativos ou positivos.
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No entanto, séries de retornos financeiros raramente apresentam tendência ou sazona-
lidades (com exceção eventualmente de retornos intra-diários) e possuem ainda algumas
caracteŕısticas que não são comuns a outras séries temporais tais como:

1. Em geral, são não-autocorrelacionados.

2. Os quadrados dos retornos são autocorrelacionados, apresentando uma correlação
para h = 1 pequena e depois uma queda lenta para os demais valores de h.

3. Séries de retornos apresentam agrupamento de volatilidades ao longo do tempo.

4. A função de distribuição (não-condicional) dos retornos apresenta caudas mais pe-
sadas do que uma função de distribuição normal. Além disso, a distribuição é em
geral leptocúrtica, isto é, é mais alta e alongada, logo possui caudas pesadas, que a
distribuição normal, embora aproximadamente simétrica.

5. Algumas séries de retornos são não-lineares, no sentido discutido no primeiro pará-
grafo desta subseção.

O exemplo a seguir apresenta o gráfico de uma série temporal financeira e o gráfico dos
retornos, onde podemos observar algumas das caracteŕısticas aqui citadas.

Exemplo 4.3. (Fatos Estilizados dos Retornos). Considere a série temporal com-
posta por n = 1.729 observações que representa os ı́ndices diários da Bolsa de Valores de
São Paulo no peŕıodo de janeiro de 1995 a dezembro de 2001, apresentada na Figura 1.1
(no Caṕıtulo 1). Neste exemplo apresentamos a sua correspondente série de retornos no
peŕıodo citado.

Na Figura 4.1 percebemos que o histograma da série temporal dos log-retornos tem
o formato de uma curva leptocúrtica, apresentando aparente simetria. Observe que a
série de retornos, apresentada na Figura 4.2, apresenta os fatos estilizados citados ante-
riormente, como aparente estacionariedade, média em torno de zero e agrupamentos de
volatilidades.

(a) (b)

Figura 4.1: (a) Histograma e (b) Q×Q Plot dos Log-retornos Diários do IBovespa

90



(a) (b)

Figura 4.2: Série dos (a) Log-retornos Diários e (b) Quadrados dos Log-retornos Diários
do IBovespa.

Na Figura 4.3 observamos que, enquanto a série de retornos é pouco correlacionada, a
série do quadrado dos retornos apresenta valores altos da função de autocorrelação para
vários valores de h.

(a) (b)

Figura 4.3: Função de Autocorrelação Amostral (a) dos Log-retornos Diários e (b) do
Quadrado dos Log-retornos Diários do IBovespa.

4.3 Seleção de Portfolios Eficientes

Nesta seção tratamos da seleção de portfolios eficientes baseado no método da análise de
média-variância (M-V analysis), introduzido por Markowitz (1952) . Dizemos que um
portfolio é eficiente se ele contém uma combinação de ativos que proporciona o máximo
retorno para uma dada classe de risco, ou de forma equivalente, o mı́nimo risco para uma
dada classe de retornos.

A maioria dos investidores espera que um portfolio eficiente satisfaça ambas as condi-
ções, máximo retorno e mı́nima variância. Segundo Markowitz (1952), o portfolio com
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máximo valor esperado não é, necessariamente, o de mı́nima variância. Existe uma pro-
porção tal que o investidor pode aumentar os retornos esperados aumentando a variância
ou reduzir a variância diminuindo os retornos esperados. Em seu trabalho, o autor apre-
senta um estudo sobre a seleção de portfolios eficientes baseado no valor esperado e na
variância dos retornos (E -V rule). De acordo com os conceitos desenvolvidos, o investidor
pode reduzir o risco total de seus investimentos através da combinação de ativos que não
apresentam correlação perfeita e positiva. E a redução dos riscos será tão maior quanto
menor for esta correlação.

Considere um portfolio P = {A1, · · · , AN} composto por N ativos com pesos a =
(a1, · · · , aN)′. Seja R = (R1, · · · , RN)′ o vetor formado pelo retorno Ri do ativo Ai, para
todo i = 1, · · · , N . Segue que o retorno do portfolio para um peŕıodo de tempo é dado
pela expressão (4.11). Assim, o valor esperado do retorno do portfolio é dado por

E(RP) =
N∑

i=1

aiE(Ri). (4.15)

E a variância do retorno do portfolio é dada por

Var(RP) =
N∑

i=1

N∑

k=1

ajakCov(Ri, Rk). (4.16)

Denotamos por RM o retorno do mercado e aiM é a proporção do ativo Ai no portfolio do
mercado, para i = 1, · · · , N . Substituindo-se RP por RM e aj por aiM , para i = 1, · · · , N ,
na expressão (4.16) (veja Fabozzi et al., 2006) obtemos a variância do retorno do mercado
dada por

Var(RM) =
N∑

i=1

N∑

k=1

aiMakMCov(Ri, Rk). (4.17)

Observando que a covariância do retorno Ri, para todo i = 1, · · · , N , com o retorno do
portfolio do mercado é dada por

Cov(Ri, RM) =
N∑

k=1

akMCov(Ri, Rk), (4.18)

e substituindo a expressão (4.18) na expressão (4.17), obtemos

Var(RM) =
N∑

i=1

aiM

(
N∑

k=1

akMCov(Ri, Rk)

)

=
N∑

i=1

aiMCov(Ri, RM).

Sharpe (1964) define o valor Cov(Ri, RM) como risco sistemático do ativo Ai, para todo
i = 1, · · · , N . O risco sistemático é aquele que resulta das condições econômicas e do
mercado e que não pode ser eliminado através da diversificação. Assim, segundo Sharpe
(1964) o risco total de um portfolio pode ser subdividido em dois tipos:

• risco diversificável: afeta um, ou um número pequeno de ativos. Em geral, ele
independe do mercado e pode ser reduzido ou eliminado através da diversificação,
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com o aumento da quantidade de diferentes ativos. Um exemplo de risco diver-
sificável é um problema de produção ou loǵıstica. Isso pode afetar a ação de uma
empresa, mas o efeito disso será muito pequeno sobre os papéis de outras empresas;

• risco sistemático: é a parcela do risco que não pode ser eliminada pela diversi-
ficação e está relacionada com o comportamento do mercado como um todo. Como
exemplos de risco sistemático podemos citar: aumento nas taxas de juros, crises
poĺıticas, mudanças de cenários internacionais, entre outros.

Sendo assim, o objeto de estudo passa a ser o risco sistemático, que é a componente do
risco relacionada com o mercado. Neste caso, a medida de risco para uma ação passa a
ser a covariância dos retornos desse ativo com os retornos do mercado. Com base nestes
conceitos e naqueles desenvolvidos por Markowitz (1952), os trabalhos de Sharpe (1964)
e de Lintner (1965) apresentam o modelo de precificação de ativos, denotado por CAPM
(Capital Asset Pricing Model), que definimos na Seção 4.3.2. Este é um dos modelos mais
utilizados atualmente para a avaliação de ativos financeiros.

4.3.1 Linha de Mercado de Capitais - CML

Sharpe (1964) e Lintner (1965) demonstram que o conjunto de portfolios eficientes dis-
pońıveis para o investidor que emprega a análise de média-variância, na ausência de um
ativo livre de risco, é inferior ao dispońıvel quando existe ativo desse tipo. Apresentamos,
nesta subseção esta formulação. As idéias básicas do método clássico de análise de média-
variância são apresentadas no Apêndice D, Seção D.1.

Assuma que existe um ativo livre de risco, denotado por F , onde o investidor pode
emprestar e tomar emprestado a uma única taxa, denotada por RF . O investidor precisa
escolher uma combinação de N ativos de risco A1, · · · , AN mais o ativo livre de risco. Neste
caso o portfolio será dado por P = {A1, · · · , AN , F}. Seja a = (a1, · · · , aN)′, o vetor de
pesos dos ativos Ai, para i = 1, · · · , N . Estes pesos não devem somar 1, para que a
percentagem restante possa ser investida no ativo livre de risco. Se considerarmos ambos
os casos, compra e venda do ativo livre de risco (ver Fabozzi et al., 2006), a proporção
1 − ∑N

i=1 ai pode ser tanto positiva quanto negativa. O retorno esperado E(RP) e a
variância do retorno do portfolio Var(RP) são dados, respectivamente, pelas expressões
(4.15) e (4.16). Como E(RF ) = RF , pois o ativo é livre de risco, segue que

E(RP) =
N∑

i=1

aiE(Ri)+

(
1−

N∑
i=1

ai

)
RF e Var(RP) =

N∑
i=1

N∑

k=1

aiakCov(Ri, Rk), (4.19)

pois o ativo livre de risco tem variância zero e é não-correlacionado com os ativos de risco.

O objetivo do investidor é, agora, escolher as alocações (pesos), de forma a atingir um
determinado ńıvel de retorno esperado µ0. O vetor de pesos é estimado resolvendo-se o
problema de otimização

min
a

{
N∑

i=1

N∑

k=1

aiakCov(Ri, Rk)

}
,

sujeito à condição

µ0 =
N∑

i=1

aiE(Ri) +

(
1−

N∑
i=1

ai

)
RF .
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Segundo Fabozzi et al. (2006) os pesos ótimos para o portfolio são dados por

a = C Σ−1(µ−RF ı), (4.20)

onde Σ é a matriz de variância-covariância dos retornos, µ = (E(R1), · · · ,E(RN))′, ı é o
vetor coluna com N entradas iguais a 1 e C é dado pela expressão

C =
µ0 −RF

(µ−RF ı)′Σ−1(µ−RF ı)
. (4.21)

A expressão (4.20) mostra que todos os pesos para ativos de risco para um portfolio de
mı́nima variância são proporcionais ao vetor Σ−1(µ−RF ı), com constante de proporção
C, dada pela expressão (4.21). Portanto, quando consideramos um ativo livre de risco,
todos os portfolios de mı́nima variância são combinações lineares de um ativo livre de risco
com um portfolio de risco. Esta combinação é representada por uma reta denominada
Linha de Mercado de Capitais, ou simplesmente, CML. O portfolio consistindo apenas dos
ativos de risco é denominado portfolio tangente. O portfolio tangente é freqüentemente
denominado portfolio do mercado, ou simplesmente, mercado.

Para o portfolio do mercado o vetor de pesos aM é dado por

aM =
1

ı′Σ−1(µ−RF ı)
Σ−1(µ−RF ı). (4.22)

Pode-se mostrar que aM pode ser obtido pela otimização da expressão

max
a

{
a′µ−RF√

a′Σa

}
,

com a condição aı = 1. Para um estudo mais detalhado veja Fabozzi et al. (2006).

Como Obter a Linha de Mercado de Capitais (CML)

Suponha que todos os investidores possam criar um portfolio eficiente dado por P =
{A1, · · · , AN , F} com pesos aF , para o ativo livre de risco, e aM =

∑N
i=1 ai, para os ativos

com risco. Então, aF + aM = 1. Segue, da expressão (4.19), que o retorno esperado do
portfolio é dado por

E(RP) = aF RF + aME(RM).

Desde que aF = 1− aM , temos

E(RP) = (1− aM)RF + aME(RM) = RF + aM

[
E(RM)−RF

]
. (4.23)

Como o retorno do ativo livre de risco e o retorno do portfolio de mercado são não-
correlacionados e a variância do ativo livre de riscos é zero, a variância do retorno do
portfolio é dada por

Var(RP) = a2
MVar(RM) =⇒ aM =

√
Var(RP)

Var(RM)
. (4.24)

Substituindo a expressão (4.24) na expressão (4.23), obtemos a expressão para a linha de
mercado de capitais (CML), dada por

E(RP) = RF +

[
E(RM)−RF√

Var(RM)

]√
Var(RP). (4.25)
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O valor
E(RM)−RF√

Var(RM)

é conhecido como prêmio do risco. O prêmio de risco corresponde, basicamente, a uma
previsão dos rendimentos que os investidores irão exigir no futuro para aplicarem o seu
capital no mercado de ações. Como o retorno do portfolio de mercado é incerto, há um
prêmio para o investidor por continuar investindo nele, ao invés de investir em ativos sem
risco.

Apresentamos no Apêndice D, Seção D.2, um exemplo do cálculo dos pesos de um
portfolio eficiente para dois ativos de risco.

4.3.2 Modelo de Precificação de Ativos - CAPM

O modelo CAPM, desenvolvido por Sharpe (1964) e Lintner (1965), baseia-se nas seguintes
hipóteses (veja Fabozzi et al., 2006):

• inexistência de custos de transação (mercado perfeito);

• ausência de informação confidencial, o que faz com que não hajam ativos subavali-
ados ou superavaliadas no mercado;

• a decisão do investidor baseia-se unicamente no retorno esperado e no risco;

• os investidores estimam o risco em função da variabilidade das taxas de retorno
estimadas;

• existência de um ativo livre de risco, denotado por F , onde os investidores podem
emprestar e tomar emprestado a uma única taxa, denotada por RF , visando obter
alocações ótimas;

• os investidores ajustam a decisão de alocação às preferências de risco, decidindo
dessa forma, quando investirão em ativos livres de risco ou ativos arriscados.

Suponha que o mercado esteja em equiĺıbrio. Lembramos que a situação é representada
pela linha de capital de mercado (CML), dada pela expressão (4.25). Sob essas condições,
o retorno esperado de um portfolio é uma função linear do valor esperado do portfolio do
mercado e ativos individuais não aparecem sobre a CML. Segundo Fabozzi et al. (2006),
pode-se demonstrar que, para ativos individuais temos a seguinte relação

E(Ri) = RF +

[
E(RM)−RF

Var(RM)

]
Cov(Ri, RM), para todo i = 1, · · · , N. (4.26)

A equação (4.26) é denominada Linha de Mercado de Tı́tulos (Security Market Line-
SML). Em situações de equiĺıbrio, o retorno esperado de ativos individuais deve estar
sobre a linha SML e não sobre a linha CML.

A versão emṕırica da equação (4.26) é a regressão linear, denominada linha carac-
teŕıstica, dada por

Ri,t−RF,t = αi +βi

(
RM,t−RF,t

)
+ εi,t, para todo i = 1, · · · , N e t ∈ 1, · · · , n, (4.27)
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onde n é o tamanho amostral, εi,t é o erro (representa o risco não-sistemático), β̂i é o
estimador da expressão

βi ≡ Cov(Ri, RM)

Var(RM)
, para todo i = 1, · · · , N, (4.28)

que representa o risco sistemático e α̂i é o estimador do α da ação, definido por,

αi = R̄i − E(Ri), para todo i = 1, · · · , N. (4.29)

Substituindo-se βi, dado pela expressão (4.28), na expressão (4.26) obtemos o modelo
CAPM, dado por

E(Ri) = RF + βi

(
E(RM)−RF

)
, para todo i = 1, · · · , N. (4.30)

A razão (4.28) também pode ser estimada através da covariância e da variância amostrais
das séries de retorno do portfolio do mercado e do ativo.

Observação 4.1. O coeficiente β do portfolio P = {A1, · · · , AN}, denotado por βP , é
dado pela expressão

βP =
N∑

i=1

aiβi, (4.31)

onde βi, para i = 1, · · · , N , é o coeficiente β do ativo Ai, definido pela expressão (4.28).

4.3.3 Interpretação do Coeficiente β

O coeficiente angular βi, dado na expressão (4.30), pode ser visto como uma medida de
volatilidade das taxas de retorno de um ativo qualquer com relação às taxas de retorno
do mercado como um todo. Esse pressuposto parte do prinćıpio de que todos os ativos
tendem a ter os seus preços alterados com maior ou menor proporção às alterações do
mercado como um todo. O coeficiente angular βi, para todo i = 1, · · · , N, dado na
expressão (4.30), pode ser interpretado como segue:

• βRM
= 1. De fato, a covariância do mercado é igual a variância do mercado, ou seja,

uma carteira tem β igual a 1 em relação a ela mesma.

• βi = 1. O ativo Ai pode ser considerado neutro. Por exemplo: à medida que os
retornos do mercado como um todo sobem 5% (́ındice Bovespa), os retornos do ativo
Ai tendem a subir 5%. À medida que os retornos do mercado como um todo (́ındice
Bovespa) caem 2%, os retornos do ativo Ai tendem a cair 2%.

• βi > 1. O ativo Ai pode ser visto como agressivo. Por exemplo: uma ação com
βi= 1,15 significa que se o mercado (́ındice Bovespa) como um todo apresentar uma
queda de 10%, o ativo Ai deverá sofrer uma baixa de 11,50% no seu preço.

• βi < 1. O ativo Ai pode ser classificado como defensivo. Por exemplo: uma ação
com βi= 0,5 significa que se o mercado (́ındice Bovespa) cair 6%, o retorno do ativo
Ai deverá sofrer uma baixa de somente 3%.

Lembramos que o retorno esperado depende apenas do risco sistemático. Como ativos com
valores de β maiores têm riscos sistemáticos mais altos, têm também retornos esperados
maiores. Dessa forma, conhecendo-se as caracteŕısticas de risco (seu respectivo βi) de
uma ação, é posśıvel estimar-se o preço justo (ou valor intŕınseco), tendo-se a indicação
se o t́ıtulo é, ou não, uma boa opção de compra.
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4.3.4 Ações Subavaliadas e Superavaliadas. Coeficiente α da
Ação

Os investidores sempre têm o interesse em saber se no mercado existem ações cujo valor
intŕınseco não coincide com o seu preço de mercado. Tais ações podem estar subavaliadas,
isto é, com preços inferiores aos seus respectivos valores, significando que seu retorno
esperado verdadeiro é maior do que aquele fixado pelo mercado em geral. Ou podem estar
superavaliadas, isto é, cotadas a preços superiores aos seus respectivos valores intŕınsecos.

A diferença entre o retorno esperado pelo investidor R̄i (média dos valores históricos
do ativo Ai) e o retorno esperado E(Ri) calculado pelo modelo CAPM é chamado α de
uma ação dado pela expressão (4.29).

O coeficiente αi é obtido através da regressão linear dada pela expressão (4.27) e pode
ser interpretado como segue:

• αi > 0. O ativo Ai está subavaliado, isto é, o preço de suas ações é menor do que
seu valor intŕınseco. É conveniente comprá-lo comparativamente a outras ações com
um mesmo ńıvel de risco em situação de equiĺıbrio.

• αi < 0. O ativo Ai está superavaliado na visão do investidor, portanto é conveniente
vendê-lo.

No Apêndice D, Seção D.3, apresentamos um exemplo do cálculo dos coeficientes α e
β dos ativos de um portfolio. Na Seção D.4 apresentamos um exemplo do cálculo do β
do portfolio.

4.4 Fatores de Risco e Distribuição de Perdas

Dado um portfolio fixo P = {A1, · · · , AN}, denotamos por Vt o valor do portfolio no
tempo t ∈ T , onde T é um conjunto de ı́ndices. Em geral, neste trabalho, consideramos
T = N. Assumimos que Vt, para todo t ∈ N, são variáveis aleatórias observáveis.

Definição 4.8. (Distribuição de Perdas). Considere um portfolio P = {A1, · · · , AN}
fixo. Seja Vt o seu valor no tempo t. Dado um horizonte h, a perda do portfolio P sobre
este peŕıodo é dada por

Lt+h ≡ −(
Vt+h − Vt

)
. (4.32)

A distribuição da variável aleatória Lt+h é denominada distribuição de perdas.

Observação 4.2. Em gerenciamento de riscos, o principal interesse é analisar a proba-
bilidade de grandes perdas, ou seja, analisar a cauda direita da distribuição de perdas.
Na literatura também encontramos a expressão distribuição de perdas e ganhos. A dis-
tribuição de perdas e ganhos é a distribuição das variáveis aleatórias −Lt+h. Em muitos
casos os autores utilizam a mesma notação para a distribuição de perdas e para a dis-
tribuição de perdas e ganhos.

Para todo t ∈ N, a variável aleatória Vt é uma função de um vetor aleatório, m-
dimensional, Zt = (Z1,t, · · · , Zm,t)

′, de fatores de risco, isto é,

Vt = f(t, Zt), para todo t ∈ N, (4.33)
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para alguma função mensurável f : R × Rm −→ R. A função f(·), dada pela expressão
(4.33), é denominada função dos riscos.

Assumimos que os fatores de risco são observáveis. Portanto, Zt é observável no tempo
t. A escolha dos fatores de risco e da função f(·) depende tanto do portfolio quanto do
ńıvel de precisão desejados. Na prática, os fatores de risco mais utilizados são o logaritmo
dos preços dos ativos financeiros, retornos e o logaritmo da taxa de câmbio.

Em alguns casos, é conveniente definir a série de mudança de fatores de risco {X t}t∈N
da maneira como segue.

Definição 4.9. (Mudanças de Fatores de Risco). Seja Zt = (Z1,t, · · · , Zm,t)
′ um

vetor aleatório m-dimensional de fatores de risco. As variáveis aleatórias X t, para todo
t ∈ N, definidas por

X t ≡ Zt −Zt−1, para todo t ∈ N (4.34)

são denominadas mudanças de fatores de risco.

Por exemplo, se Zi,t = ln(Pi,t), onde Pi,t é o preço do ativo Ai no tempo t, para cada
i = 1, · · · ,m, então X t = (X1,t, · · · , Xm,t)

′ é o vetor dos log-retornos.

Dessa forma, pelas expressões (4.33) e (4.34), a expressão (4.32), para h = 1, pode ser
reescrita como

Lt+1 = −(
f(t + 1,Zt + X t+1)− f(t, Zt)

)
. (4.35)

Como Zt é observável no tempo t, a distribuição das perdas é determinada pela dis-
tribuição da mudança de fator de risco X t+1.

4.4.1 Função de Distribuição Condicional e Não-condicional das
Perdas

Em gerenciamento de riscos, muitas vezes precisamos decidir se estamos interessados na
distribuição condicional ou incondicional das perdas. Como já ressaltamos anteriormente,
a distribuição das variáveis aleatórias Lt é determinada pela distribuição das variáveis
aleatórias X t, para todo t ∈ N.

Suponha que o processo {X t}t∈N, de mudanças de fatores de risco, é um processo
estritamente estacionário. Segue que a função de distribuição FX(·), da variável aleatória
X t, para todo t ∈ N, é invariante sob translações de tempo. Ressaltamos que a maioria
dos modelos para séries temporais utilizados para modelar mudanças de fatores de risco
satisfaz esta propriedade.

Seja Ft a σ-álgebra gerada pelas informações dispońıveis até o tempo t, isto é, Ft ≡
σ({Xs}, s ≤ t). Denotemos por FXt+1|Ft(·) a distribuição condicional de X t+1 dada
a informação Ft. Na maioria dos casos, FXt+1|Ft(·) não coincide com FX(·). Isto só
acontecerá quando as variáveis aleatórias do processo {X t}t∈N forem independentes e
identicamente distribúıdas.

Ambas as distribuições são de grande importância e são utilizadas de acordo com a
medida de risco que se deseja calcular.

Para entender melhor as definições apresentadas nas últimas seções consideremos o
seguinte exemplo onde apresentamos o vetor de fatores de risco, a função dos riscos e
calculamos o valor do portfolio.
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Exemplo 4.4. (Cálculo das Perdas do Portfolio). Considere um portfolio fixo
P = {A1, · · · , AN}, com N posições (ativos financeiros). Seja ci o número de ações do
ativo Ai no tempo t. Denotemos por Pi,t o preço por ação do ativo i no instante t. Segue
que, para i = 1, · · · , N , {Pi,t}t∈N é um processo estocástico que representa o preço do
ativo financeiro do ativo Ai.

Se considerarmos o logaritmo do preço das ações do ativo como fator de risco, temos

Zt = (Z1,t, · · · , ZN,t)
′ onde Zi,t = ln(Pi,t), para todo i = 1, · · · , N.

Assim a mudança de fator de risco, do ativo Ai, definida pela expressão (4.34), é dada
por

Xi,t+1 = ln(Pi,t+1)− ln(Pi,t), para todo t ∈ N.

Note que, de acordo com a Definição 4.4, as variáveis Xi,t são os log-retornos do processo
{Pi,t}t∈N.

O preço Vt do portfolio, no tempo t, é dado por

Vt =
N∑

i=1

ciPi,t =
N∑

i=1

ci exp{Zi,t}. (4.36)

Neste caso, a função f(·), dada pela expressão (4.33), é definida como

f(t, Zt) =
N∑

i=1

ci exp{Zi,t}, para todo t ∈ N.

Assim, a perda no portfolio no instante t + 1 é dada por

Lt+1 = −(
Vt+1 − Vt

)

= −
(

N∑
i=1

ci exp{Zi,t+1} −
N∑

i=1

ci exp{Zi,t}
)

= −
N∑

i=1

ci

(
exp{Zi,t+1} − exp{Zi,t}

)

= −
N∑

i=1

ci exp{Zi,t}
(

exp{Zi,t+1 − Zi,t} − 1
)

= −
N∑

i=1

ci exp{Zi,t}
(

exp{Xi,t+1} − 1
)

= −Vt

N∑
i=1

ai

(
exp{Xi,t+1} − 1

)
, (4.37)

onde

ai =
ci exp{Zi,t}

Vt

=
ciPi,t

Vt

, para todo i = 1, · · · , N, (4.38)

é a proporção do valor do portfolio investido no ativo Ai, no tempo t. Ou ainda,

Lt+1 = −Vt

N∑
i=1

aiRi,t+1, (4.39)
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onde Ri,t+1 é o retorno do ativo Ai, no tempo t + 1. Note que a expressão (4.37) satisfaz
a expressão (4.35). Desta forma, se conhecermos a distribuição das variáveis aleatórias
Xi,t, para todo t ∈ N e para todo i = 1, · · · , N (ou seja, a distribuição dos log-retornos),
conheceremos a distribuição das perdas do portfolio P .

Observação 4.3. Sob as mesmas hipóteses do Exemplo 4.4 pode-se mostrar que, para
um horizonte h qualquer,

Lt+h ≡ −Vt

N∑
i=1

aiRi,t[h] ≈ −Vt

N∑
i=1

airi,t[h]. (4.40)

Para isso basta notar que Xi,t = ri,t, para todo i = 1, · · · , N , onde ri,t é o log-retorno do
ativo Ai no tempo t. Logo,

Zi,t+h − Zi,t = (Zi,t+h − Zi,t+h−1) + (Zi,t+h−1 − Zi,t+h−2) + · · ·+ (Zj,t+1 − Zj,t)

= Xi,t+h + · · ·+ Xi,t+1

= Xt[h].

Além disso, pelas expressões (4.5) e (4.6)

exp
{
Xi,t[h]

}− 1 = Ri,t[h].

Utilizando estes fatos chegamos ao resultado desejado.

4.5 Medidas de Risco

Segundo McNeil et al. (2005), existem várias abordagens para o cálculo de medidas de
risco, mas de modo geral, podemos classificá-las em quatro diferentes categorias. São elas:

• Abordagem do valor nominal. É a abordagem mais antiga para medir os riscos de
um portfolio. Nesta abordagem, o risco de um portfolio é definido como a soma dos
valores nominais dos componentes individuais do portfolio.

• Medidas de risco fator-sensitivas. São aquelas que fornecem a variação do valor do
portfolio para uma dada variação, pré-determinada, em um dos fatores de risco.

• Medidas de risco baseadas em distribuição de perdas. As medidas de risco mais
modernas são estat́ısticas que descrevem a distribuição condicional e não-condicional
das perdas do portfolio sobre um horizonte de tempo pré-determinado. Alguns
exemplos são a variância, o Valor-em-Risco (VaR) e o Valor-em-Risco Condicional
(CVaR ou Expected Shortfall).

• Medidas de risco baseadas em cenários. Nesta abordagem, para calcular as medidas
de risco em um portfolio, consideramos um número de posśıveis mudanças de fatores
de risco (cenários), tais como 10% de variação nas taxas de câmbio ou queda de 20%
no preço das ações. O risco do portfolio é então medido como a perda máxima do
portfolio sobre todos os posśıveis cenários.

As duas últimas abordagens são consideradas neste trabalho e descritas, a seguir, nesta
seção.
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4.5.1 Medidas de Risco Baseadas na Distribuição de Perdas e
Ganhos

Uma das medidas de risco mais utilizadas é a variância da distribuição de perdas e
ganhos. Este fato deve-se ao grande impacto que a teoria de portfolios de Markowitz,
que utiliza variância como uma medida de risco, apresenta no estudo teórico e prático
da área de finanças. Entretanto, como uma medida de risco, a variância apresenta dois
problemas. O primeiro deles é que necessitamos assumir que a função de distribuição de
perdas possui segundo momento finito. Além disso, essa medida não faz distinção entre
desvios positivos e negativos da média. Segundo McNeil et al. (2005), a variância é uma
boa medida de risco somente para distribuições que são (aproximadamente) simétricas,
tais como a normal ou a t-Student (com variância finita).

Outra abordagem amplamente utilizada atualmente é a análise dos quantis da dis-
tribuição de perdas. Considere um portfolio P = {A1, · · · , AN} de ativos de risco e um
horizonte h fixos. Seja FL(`) = P(L ≤ `) a função de distribuição de perdas correspon-
dente. Nosso objetivo é definir uma estat́ıstica baseada em FL(·) que seja capaz de medir
os riscos do portfolio sobre o peŕıodo h. Um candidato natural é a perda máxima posśıvel
dada por

inf
{
` ∈ R : FL(`) = 1

}
.

Entretanto, em muitos modelos o suporte de FL(·) é não-limitado. Logo, a perda máxima
é infinito. A idéia então, é repassar “perda máxima” por “perda máxima que não é
ultrapassada com uma certa probabilidade”, com esta probabilidade denominada ńıvel de
confiança.

Definição 4.10. (Valor em Risco). Seja P = {A1, · · · , AN} um portfolio fixo. Dado
um ńıvel de confiança p ∈ (0, 1), o valor em risco do portfolio, denotado por VaRp,P , é
definido como

VaRp,P ≡ inf{` ∈ R : P(L ≥ `) ≤ 1− p}
= inf{` ∈ R : FL(`) ≥ p}. (4.41)

Em termos probabiĺısticos, VaRp é o p-quantil da função de distribuição de perdas.
Na prática, os valores freqüentemente utilizados para p são 0,95 ou 0,99 e para h são 1
ou 10 dias.

Assim como na análise da medida de risco pela variância, o VaRp apresenta certas
desvantagens. Artzner et al. (1999) mostram que o VaRp não é uma medida de risco
coerente pois não satisfaz o axioma da subaditividade. Isto é, o VaRp de portfolios soma-
dos pode não ser limitado pela soma do VaRp dos portfolios individuais. Isso contradiz a
idéia de que os riscos podem ser diminúıdos através da diversificação, ou seja, através da
compra ou venda de ativos.

Apresentamos, a seguir, uma medida de risco que é coerente, no sentido da Definição
4.2 (veja também o Exemplo 4.2).

Definição 4.11. (Expected Shortfall). Considere uma perda L com função de dis-
tribuição FL(·), tal que E(|L|) < ∞. O expected shortfall, denotado por ESp, ao ńıvel de
confiança p ∈ (0, 1), é definido como

ESp ≡ 1

1− p

∫ 1

p

qu(FL)du,
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onde qu(·) é a função quantil definida por qu(FL) ≡ inf{` ∈ R : FL(`) ≥ u}.
É imediato ver que as medidas de risco Expected Shortfall e VaR estão relacionados

através da expressão

ESp ≡ 1

1− p

∫ 1

p

VaRudu.

Mostra-se (veja McNeil et al., 2005) que se L for integrável com função de distribuição
FL(·) cont́ınua então

ESp = E(L|L ≥ VaRp).

Observação 4.4. Na literatura, encontramos variações para a medida de risco ES, dada
na Definição 4.11, tais como tail conditional expectation (TCE), worst conditional expec-
tation (WCE) e conditional VaR (CVaR). Apesar de apresentarem definições um pouco
diferentes, quando a função de distribuição das perdas for cont́ınua todas essas medidas
coincidem.

Na prática, para calcular o VaR e o ES, devemos estimar a função de distribuição
das perdas FL(·). É imediato que diferentes formas de estimar FL(·) fornecerão diferentes
valores para essas medidas. Como ressaltamos na Seção 4.4, a função de distribuição da
variável aleatória Lt fica determinada se conhecermos a distribuição do vetor aleatório X t

de mudança de fatores de risco, no instante t. No Exemplo 4.4 consideramos o caso em
que os fatores de risco são os log-retornos. Vimos, pela expressão (4.39) que

Lt+1 = −Vt

N∑
i=1

aiRi,t+1,

onde Ri,t é o retorno do ativo Ai, no tempo t + 1. Na prática Rt e rt são valores muito
próximos entre si. Assim, podemos assimir que

Lt+1 = −Vt

N∑
i=1

airi,t+1.

Segue que
E(Lt+1) = −Vta

′µ e Var(Lt+1) = V 2
t a′Σa, (4.42)

onde a = (a1, · · · , aN)′ é o vetor de pesos, µ = (E(r1,t+1), · · · ,E(rN,t+1))
′ e Σ é a matriz de

variâncias-covariâncias. Como Vt é um valor conhecido no tempo t e portanto, constante
em relação a t + 1, podemos calcular o VaRp considerando Vt = 1. Como os retornos
do portfolio são, em geral, dados em porcentagem, o VaRp obtido fixando-se Vt = 1
representa também uma porcentagem. Multiplicando o valor obtido por Vt obtemos o
risco do portfolio em temos de unidades monetárias.

Na próxima subseção apresentamos algumas das abordagens mais utilizadas para o
cálculo do VaRp.

4.5.2 Cálculo do Valor em Risco - VaRp

Nesta subseção apresentamos as principais abordagens, existentes na literatura, para o
cálculo do VaRp. Para isto, consideramos tanto a função de distribuição condicional como
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a não-condicional dos fatores de mudança de risco. Entre as abordagens existentes para
o cálculo desta medida podemos citar:

(i) VaRp Emṕırico

Esta é a abordagem não-paramétrica para o cálculo do VaRp. O VaRp emṕırico é o
p-quantil da função de distribuição emṕırica dos dados, dada por

FL(`) =
1

n

n∑
t=1

I{Lt≤`}, para todo ` ∈ R,

onde I{B} é a função indicadora do conjunto B. Segue que

VaRp = inf
{

Lt ∈ {Lt}n
t=1 : FL(Lt) ≥ p

}
.

Sob essa abordagem, o VaRp de h peŕıodos é igual ao VaRp de 1 peŕıodo.

(ii) VaRp Normal ou Método da Variância-Covariância

Conside a função de distribuição não-condicional do vetor de mudança de fatores de
risco X t+1 e assuma que X t+1 = (r1,t+1, · · · , rN,t+1) tem distribuição normal multivariada
com média µ = (E(r1,t+1), · · · ,E(rN,t+1))

′ e matriz de variância-covariância Σ constantes.
Lembre que, por simplicidade, estamos fixando Vt = 1, de forma que o VaRp calculado
será o VaRp para cada unidade monetária. Segue, pela expressão (4.42), que

Lt+1 ∼ N (−a′µ,a′Σa).

Os parâmetros µ e Σ são estimados através da média, variância e covariância amostrais.
Como o VaRp é, por definição, o p-quantil da função de distribuição das perdas, ele é
dado por

VaRp = L̄ + Φ−1(p)
√

σ̂2
L, (4.43)

onde

L̄ = −
N∑

i=1

air̄i, σ̂2
L =

N∑
i=1

N∑
j=1

aiajCov(ri, rj), (4.44)

r̄i =
∑n

t=1 ri,t é a média amostral do ativo Ai, para todo i = 1, · · · , N , Cov(ri, rj) é a
covariância amostral dos log-retornos ri e rj, dada por

Cov(ri, rj) =
1

n

n∑
t=1

(ri,t − r̄i)(rj,t − r̄j)

e Φ(·) é a função de distribuição normal padrão. Assim, o valor em risco do portfolio no
tempo t + 1 será dado por

Risco = Vt × VaRp.

Para o cálculo do VaRp de h peŕıodos note que, pela expressão (4.40), tomando Vt = 1,

Lt+h = −
N∑

i=1

airi,t[h]

= −
N∑

i=1

ai(ri,t+1 + · · ·+ ri,t+h)

= −
h∑

k=1

N∑
i=1

airi,t+k.
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Assim, os estimadores amostrais para a média e a variância são, respectivamente,

−h×
N∑

i=1

ai × r̄i = −hL̄ e h

N∑
i=1

N∑
j=1

aiajCov(ri, rj) = hσ̂2
L,

com L̄ e σ̂2
L dadas pela expressão (4.44). De onde segue que

VaRp[h] = −hL̄ +
√

hΦ−1(p)
√

σ̂2
L.

Podemos também considerar a função de distribuição condicional do vetor aleatório
X t+1 = (rt+1,1 · · · , rt+1,N)′. Por exemplo, se assumirmos que X t+1|Ft ∼ N (µt+1,Σt+1).
Segue que

Lt+1 ∼ N (−Vta
′µt+1, V

2
t a′Σt+1a).

Fixando Vt = 1, obtemos

VaRp,t+1 = −a′µt+1 + Φ−1(p)×
√

a′Σt+1a.

E o valor em risco do portfolio no tempo t + 1 é então dado por

Risco = Vt ×
(
−a′µt+1 + Φ−1(p)×

√
a′Σt+1a

)
.

Neste caso, ajustamos um determinado modelo aos dados e utilizamos os valores previstos
através do modelo para estimar a média e a matriz de variâncias-covariâncias.

As abordagens que apresentamos a seguir são as mais utilizadas no caso em que
considera-se a função de distribuição condicional.

(iii) Abordagem RiskMetrics

Considere, primeiramente, o caso de um único ativo. A metodologia RiskMetrics foi
desenvolvida por J.P. Morgan para o cálculo do VaRp. Em sua forma mais simples a
metodologia assume que

rt|Ft−1 ∼ N (µt, σ
2
t ),

onde a média e a variância condicionais são tais que

µt = 0 e σ2
t = λσ2

t−1 + (1− λ)r2
t−1, 0 < λ < 1, (4.45)

isto é, {σ2
t }t∈Z segue um modelo EWMA, dado na Definição 2.4. Segue que Lt+1 = −rt+1.

Logo, o VaRp do ativo no tempo t + 1, é dado por

VaRp,t+1 = Φ−1(p)× σt+1,

onde Φ(·) é a função de distribuição normal padrão e σ2
t+1 é obtida através do modelo

dado na expressão (4.45). Multiplicando pelo preço do ativo no tempo t, obtemos o risco
do ativo no tempo t + 1, isto é,

Risco = Vt × VaRp,t+1.

Para o cálculo do VaRp para um horizonte h, note que pela expressão (4.40), tomando
Vt = 1,

Lt+h = −rt[h].
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Pela expressão (4.6), o log-retorno de h peŕıodos é dado por

rt[h] = rt+1 + · · ·+ rt+h.

Como um processo EWMA é um caso particular de um IGARCH(p, q), com p = 1 = q, e
este é um processo martingale difference (veja Proposição 2.1), temos

σ2
t [h] ≡ Var(rt[h]|Ft) =

h∑
j=1

Var(rt+j|Ft), (4.46)

pois Cov(rt, rs) = 0, para todo t, s tais que t 6= s. O valor Var(rt+j|Ft), para j = 1, · · · , h,
na expressão (4.46) é obtido através do modelo dado pela equação (4.45). Pela expressão
(3.53), segue que

Var(rt+h|Ft) = E(r2
t+h|Ft) = E(σ2

t+h|Ft) = σ2
t+1.

Então, σ2
t [h] = hσ2

t+1. Como o método RiskMetrics assume que rt[h]|Ft ∼ N (0, σ2
t [h]),

segue que o VaRp para o horizonte h é dado por

VaRp,t[h] = Φ−1(p)
√

hσt+1,

onde Φ(·) é a função de distribuição normal padrão e σ2
t+1 é dada pela expressão (4.45).

Assim, o valor em risco do portfolio para um horizonte h será dado por

Risco = Vt × Φ−1(p)×
√

h× σt+1.

Esta abordagem é amplamente utilizada devido à fácil implementação do modelo EWMA.

É fácil ver que, se µt = 0, então VaRp,t[h] =
√

hVaRp,t+1. Ressaltamos que quando
µt 6= 0 essa igualdade não é mais válida. Suponha que µt = µ, para todo t ∈ N, segue
que VaRp,t+1 = µ + Φ−1(p)× σt+1, enquanto que

VaRp,t[h] = h× µ +
√

h× Φ−1(p)× σt+1 6=
√

h× VaRp,t+1,

para todo h > 1 (veja Morettin, 2006). Para o caso em que o portfolio é formado por N
ativos P = {A1, · · · , AN}, o VaRp, no instante t + 1 do portfolio é dado por

VaRp,P,t+1 =

√√√√
N∑

i=1

(VaRp,i,t+1)2 + 2
N−1∑
i=1

N∑
j=i+1

ρijVaRp,i,t+1VaRp,j,t+1, (4.47)

onde VaRp,i,t+1 é o valor em risco do ativo Ai, no instante t + 1,

ρij = Corr(ri,t+1, rj,t+1) =
Cov(ri,t+1, rj,t+1)√

Var(ri,t+1)
√

Var(rj,t+1)

e Cov(ri,t+1, rj,t+1) = γij,t+1 é estimada através da equação

γij,t = λγij,t−1 + (1− λ)ri,t−1rj,t−1, para 0 < λ < 1.

Para mais detalhes veja Zangari (1996).
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(iv) Abordagem Econométrica

Uma série de retornos financeiros é, em geral, não-correlacionada mas apresenta cor-
relação no quadrado dos retornos. Se isto ocorre a volatilidade pode ser modelada através
dos modelos apresentados no Caṕıtulo 2. Em alguns casos as séries temporais dos re-
tornos apresentam autocorrelação significante entre as variáveis aleatórias. Quando isso
ocorre ajustamos primeiramente um modelo linear, por exemplo um modelo ARMA, e em
seguida um modelo heteroscedástico.

Considere o caso de um único ativo financeiro. Suponha que o modelo escolhido
seja um ARMA(p1, q1)-FIEGARCH(p2, d, q2). Então, por hipótese, rt|Ft−1 tem função de
distribuição Frt|Ft−1(·), com Var(rt|Ft−1) = σ2

t , para todo t > 0, e satisfaz

rt = φ0 +

p1∑

l=1

φlrt−l + Xt −
q1∑

k=1

θkXt−k (4.48)

Xt = σtZt (4.49)

ln(σ2
t ) = ω +

1−∑p2

i=1 αiBi

(1−∑q2

j=1 βjBj)(1− B)d
g(Zt−1), (4.50)

com 1 − ∑q2

j=1 βjBj 6= 0, para todo |B| ≤ 1, e g(·) definida pela expressão (2.38). Se
denotarmos

µt = φ0 +

p1∑

l=1

φlrt−l −
q1∑

k=1

θkXt−k, (4.51)

teremos rt = µt + σtZt. Além disso,

E(rt|Ft−1) = E(µt + σtZt|Ft−1) = E(µt|Ft−1) + E(σtZt|Ft−1) = µt, (4.52)

pois σt e µt são Ft−1-mensurável e E(Zt|Ft−1) = 0.

Supondo que Zt ∼ N (0, 1), segue que rt|Ft−1 ∼ N (µt, σ
2
t ). De fato, µt e σt são

Ft−1-mensuráveis. Logo,

Frt|Ft−1(z) = P
(

rt − µt

σt

≤ z − µt

σt

∣∣∣∣Ft−1

)
= P

(
Zt ≤ z − µt

σt

∣∣∣∣Ft−1

)
= P

(
Zt ≤ z − µt

σt

)

e o resultado segue.

Lembramos que Lt+1 = −Vtrt+1, onde Vt é o valor do ativo no tempo t. Tomando
Vt = 1, segue que

VaRp,t+1 = −µt+1 + Φ−1(p)σt+1,

com µt+1 e σt+1 estimadas pelas equações (4.48), (4.49) e (4.50). Logo, o risco do portfolio
no tempo t + 1 é dado por

Risco = Vt × (−µt+1 + Φ−1(p)σt+1).

Para o cálculo do VaRp para um horizonte h, note que, pela expressão (4.40), Lt+h =
−Vtrt[h]. Portanto, precisamos estimar a média e a variância condicional do retorno h
dias à frente, rt[h], dada a informação até o instante t, Ft. A proposição que segue trata
da estimação da média de da variância do retorno de peŕıodo h.

Proposição 4.1. Seja {rt}t∈Z um processo ARMA(p1, q1)-FIEGARCH(p2, d, q2), definido
pelas expressões (4.48), (4.49) e (4.50). Segue que
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(i) A previsão da média do retorno de peŕıodo h é dada por

r̂t[h] =
h∑

j=1

r̂t+j, (4.53)

onde r̂t+j é a previsão j passos à frente para o modelo descrito pelas equações (4.48).

(ii) O erro de previsão é dado por

en[h] =
h−1∑
j=0

[( j∑
i=0

ψi

)
Xt+h−j

]
,

onde ψi, para todo i > 0 são os coeficientes da representação MA(∞) do processo
estocástico {rt}t∈Z, definidos pela expressão (1.14).

(iii) A previsão da volatilidade do retorno de peŕıodo h é dada por

σ̂2
t [h] =

h−1∑
j=0

[( j∑
i=0

ψi

)2

σ̂2
t+h−j

]
, (4.54)

onde ψi, para todo i > 0, são os coeficientes da representação MA(∞) do processo
estocástico {rt}t∈Z, definidos pela expressão (1.14) e σ̂2

t+j é a previsão j passos à
frente para o modelo descrito pelas equações (4.49) e (4.50).

Prova: Para provar (i), note que

rt[h] =
h∑

j=1

rt+j =⇒ r̂t[h] = E(rt[h]|Ft−1) =
h∑

j=1

E(rt+j|Ft−1) =
h∑

j=1

r̂t+j, (4.55)

onde r̂t+j é a previsão j passos à frente para o modelo descrito pelas equações (4.48). Pela
expressão (3.39), r̂n+j é dado por

r̂n+j = φ0 +

p1∑
i=1

φir̂n+j−i −
q1∑

j=0

θjX̂n+j−j,

com r̂n+j = rn+j, se j ≤ 0, X̂n+j = Xn+j, se j ≤ 0 e X̂n+j = 0 , se j > 0, para todo
1 ≤ j ≤ h. Ou ainda, pela expressão (3.36),

r̂n+j =
∞∑
i=0

ψiX̂n+j−i =
∞∑
i=j

ψiXn+j−i, (4.56)

onde ψi, para todo i > 0, são os coeficientes da representação MA(∞) do processo es-
tocástico {rt}t∈Z, definidos pela expressão (1.14).

Para provar (ii) note que, pela expressão (4.56), o erro de previsão, para cada 1 ≤ j ≤
h, é dado por

en(j) = rn+j − r̂n+j =
∞∑
i=0

ψiXn+j−i −
∞∑
i=j

ψiXn+j−i

=

j−1∑
i=0

ψiXn+j−i. (4.57)
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Segue, da expressão (4.57), que o erro de previsão para o retorno de peŕıodo h é dado por

en[h] =
h∑

j=1

en(j) = ψ0Xt+1 + (ψ0Xt+2 + ψ1Xt+1) + · · ·+ (ψ0Xt+h + · · ·ψh−1Xt+1)

= ψ0Xt+h + (ψ0 + ψ1)Xt+h−1 + · · ·+ (ψ0 + · · ·ψh−1)Xt+1

=
h−1∑
j=0

[( j∑
i=0

ψi

)
Xt+h−j

]
. (4.58)

Para (iii) note que,

σ2
t [h] = Var(rt[h]|Ft) = Var(rt[h]− µt[h]|Ft). (4.59)

Como µ̂t[h] = r̂t[h], com r̂t[h] dado pela expressão (4.55), segue que

σ̂2
t [h] = Var(rt[h]− r̂t[h]|Ft) = Var(en[h]|Ft), (4.60)

com en[h] dado pela expressão (4.58). Suponha que 0 < j < k. Como E(Xt+j|Ft) =
E(σt+jZt+j|Ft) = E(σt+j|Ft)E(Zt+j) = 0, segue que

Cov(Xt+j, Xt+k|Ft) = E(Xt+jXt+k|Ft)− E(Xt+j|Ft)E(Xt+k|Ft)

= E
(
E(Xt+jXt+k−1|Ft)|Ft+j

)− 0

= E
(
E(Xt+jXt+k|Ft+k−1)|Ft

)

= E
(
Xt+jE(Xt+k|Ft+k−1)|Ft

)

= E
(
Xt+j0|Ft

)

= 0. (4.61)

Assim, pelas expressões (4.58), (4.60) e (4.61) segue que

σ̂2
t [h] =

h−1∑
j=0

[( j∑
i=0

ψi

)2

σ̂2
t+h−j

]
, (4.62)

onde ψi, para todo i > 0, são os coeficientes da representação MA(∞) do processo es-
tocástico {rt}t∈Z, definidos pela expressão (1.14) e σ̂2

t+j é a previsão j passos à frente para
o modelo descrito pelas equações (4.49) e (4.50).

Isto completa a prova.
¤

A Proposição 4.1 nos fornece as estimativas da média e da variância condicional do retorno
de peŕıodo h. Sendo assim, sob a hipótese de normalidade,

Lt+h|Ft ∼ N (− Vtr̂t[k], V 2
t σ̂2

t [h]
)
,

com r̂t[k] e σ̂2
t [h] dados, respectivamente, pelas expressões (4.53) e (4.62). Tomando Vt = 1

segue que
VaRp,t[h] = −r̂t[h] + Φ−1(p)σ̂t[h]

e o risco do portfolio para o horizonte h é dado por

Risco = Vt × VaRp,t[h].
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Observação 4.5.

1. A abordagem econométrica pode ser estendida para o caso de N ativos financeiros.
Existem vários trabalhos onde modelos multivariados ARMA-GARCH são utilizados
para obter as estimativas da média e da matriz de variância-covariância do vetor
das mudanças de fatores de risco. Para mais detalhes veja McNeil et al. (2005)
e referências ali contidas. A abordagem multivariada não será considerada neste
trabalho.

2. Note que γij,t = ρij,tσi,tσj,t, onde γij,t e ρij,t são, respectivamente, a covariância e a
correlação dos log-retornos, para todo i, j e t ∈ Z. Partindo desta igualdade vários
autores sugerem utilizar modelos ARMA-GARCH multivariados (ou univariados)
para obter estimativas para σ2

i,t e modelar a dependência entre as variáveis aleatórias
através de cópulas. Para um exemplo veja Palaro e Hotta (2006).

3. Uma alternativa para o cálculo das medidas de risco é, ao invés de modelar as
séries temporais dos retornos dos ativos, é modelar diretamente a série temporal de
retornos (ou log-retornos) do portfolio como um todo (veja Palaro e Hotta, 2006).
Reduz-se assim a abordagem multivariada para um caso univariado.

4.5.3 Cálculo do Expected Shortfall - ES

Apresentamos nesta subseção resultados relacionados ao cálculo do Expected Shortfall.

Proposição 4.2. Seja L a variável aleatória que representa as perdas do portfolio. Se
L possui função de distribuição normal com média µ e variância σ2 então, para todo
p ∈ (0, 1),

ESp = µ + σ
φ
(
Φ−1(p)

)

1− p
,

onde φ(·) e Φ(·) são a função densidade de probabilidade e a função de distribuição normal
padrão, respectivamente.

Prova: Por definição, P(L ≥ VaRp) = 1 − p e ESp = E(L|L ≥ VaRp). Por hipótese
L ∼ N (µ, σ2). Logo, VaRp = µ + σΦ−1(p). Segue que

ESp = E(L|L ≥ VaRp) =
1

1− p

∫ ∞

µ+σΦ−1(p)

`dFL(`) =
1

1− p

∫ ∞

µ+σΦ−1(p)

`
1√
2πσ

e
(`−µ)2

2σ2 d`.

(4.63)
Tomando z = `−µ

σ
na expressão (4.63), obtemos

ESp =
1

1− p

∫ ∞

Φ−1(p)

(µ + σz)
1√
2πσ

e
−z2

2 σdz =
1

1− p

∫ ∞

Φ−1(p)

µ
1√
2πσ

e
−z2

2 σdz

+
1

1− p

∫ ∞

Φ−1(p)

σz
1√
2πσ

e
−z2

2 σdz. (4.64)

Note que a primeira integral do lado direito da igualdade (4.64) é, por definição, igual a
1− P(Z ≤ Φ−1(p)) = 1− p, onde Z é uma variável aleatória com função de distribuição
normal padrão. Segue que

ESp = µ +
σ

1− p

∫ ∞

Φ−1(p)

z
1√
2π

e
−z2

2 dz. (4.65)

109



Pela expressão (4.65), utilizando a mudança de variável u = z2/2, segue que

ESp = µ +
σ

1− p

∫ ∞

Φ−1(p)

1√
2π

e−udu

= µ− σ

1− p

[ 1√
2π

e−u
]∞
Φ−1(p)

= µ− σ

1− p

[ 1√
2π

e−z2/2
]∞

Φ−1(p)
. (4.66)

Como lim
z→∞

1√
2π

e−z2/2 = 0, pela expressão (4.66), segue que

ESp = µ + σ
φ
(
Φ−1(p)

)

1− p
.

¤

O resultado da Proposição 4.2 é válido também para a função de distribuição condi-
cional e a demonstração é análoga.

Proposição 4.3. A função Expected Shortfall (ES) é uma medida de risco coerente.

Prova: Veja McNeil et al. (2005), página 243.
¤

Como conseqüência da Proposição 4.3, segue que, para um portfolio P = {A1, · · · , AN}
formado por N ativos, com pesos a = (a1, · · · , aN)′, a desigualdade

ESp,P,t+1 ≤
N∑

i=1

aiESp,i,t+1,

é sempre válida.

4.6 Análise de Cenários - Teste de Estresse

A maioria das abordagens apresentadas na literatura para o cálculo do VaRp assume que
as mudanças nos fatores de risco são normalmente distribúıdas. Entretanto, na maioria
dos casos, mudanças em séries temporais financeiras apresentam caudas mais pesadas que
as da função de distribuição normal.

Como veremos a seguir, testes de estresse não baseiam-se em hipóteses sobre a função
de distribuição das mudanças de fatores de risco. Por esse motivo não são influenciados
por caudas pesadas. Como tais testes não quantificam a probabilidade de ocorrência de
cenários individuais, eles são utilizados como ferramenta auxiliar para verificar e com-
plementar as estat́ısticas do tipo medidas de risco tais como o VaRp. Mesmo assim, os
cenários precisam ser minimamente plauśıveis e para isso é necessária uma idéia, ainda
que vaga, das probabilidades de ocorrência de cada cenário.
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4.6.1 Descrição do Teste de Estresse

O teste de estresse baseia-se na idéia de que o valor do portfolio depende dos fatores
de risco (veja Seção 4.4). Sejam Z = (Z1, · · · , Zm)′ o vetor dos m fatores de risco que
influenciam no valor do portfolio e f(·) a função que determina o valor deste portfolio.
Então, dizemos que o vetor Z descreve a situação do mercado e que f(Z) é o valor
do portfolio para esta situação (ou cenário). No que segue, nos referimos a ZAM como
a situação atual do mercado e conseqüentemente f(ZAM) representa o valor atual do
portfolio.

Como ressaltamos na Seção 4.4, a escolha dos fatores de risco e da função f(·) depen-
dem do portfolio. Nem todos os portfolios são influenciados pelos mesmos fatores de risco
e diferentes portfolios podem ter seus valores calculados por diferentes funções e estas, em
geral, não são funções expĺıcitas dos fatores de risco.

O teste de estresse nos diz o que aconteceria se uma dada situação de mercado Z
repentinamente ocorresse. Para o teste de estresse, k diferentes cenários Z1, · · · ,Zk

são selecionados de acordo com algum critério espećıfico. Calcula-se, então os valores
do portfolio f(Z1), · · · , f(Zk) sobre esses cenários. Comparando com o valor atual do
portfolio f(ZAM), podemos determinar as perdas que ocorreriam se o mercado passasse
repentinamente da situação ZAM para alguma das k situações Z1, · · · ,Zk.

4.6.2 Avaliação do Portfolio

No teste de estresse, o primeiro passo após a escolha dos cenários é determinar o valor do
portfolio sobre cada cenário. Dado que o mercado encontra-se na situação ZAM , com o
valor do portfolio dado por f(ZAM), existem duas abordagens para determinar o valor do
portfolio sobre um outro cenário ZK , para K = 1, · · · , k. Descrevemos, a seguir, estas
duas abordagens:

Reavaliação Completa: consiste em calcular diretamente o valor do portfolio utilizando
os novos valores Zi, para i = 1, · · · ,m, dos fatores de risco para o cenário ZK , para
K = 1, · · · , k. Teremos então que o valor do portfolio sobre o cenário ZK é f(ZK), para
todo K = 1, · · · , k.

Aproximação Linear: sob essa abordagem, primeiramente estimamos os valores δi,
dados pela expressão (4.67), para i = 1, · · · ,m, que indicam o quanto o valor do portfolio
é afetado pela variação de cada fator de risco. Para obter esses valores, selecionamos
variações “t́ıpicas” 41, · · · ,4m para cada fator de risco. Então, o valor δi é dado por

δi =
f(Z1, · · · , Zi, · · · , Zm)− f(Z1, · · · , Zi +4i, · · · , Zm)

4i

, (4.67)

para i = 1, · · · ,m. É fácil ver que δi representa a inclinação média da função f(·) através
da distância 4i. Portanto, se f(·) não é uma função linear para o i-ésimo fator de risco
o valor de δi dependerá da escolha de 4i.

Assim, tendo os valores de δi, para todo i = 1, · · · ,m, o segundo passo é obter a
estimativa para o valor do portfolio. Uma aproximação f̂(·) para o valor do portfolio é
dada por

f̂(Z1, · · · , Zm) = f(ZAM,1, · · · , ZAM,m)−
m∑

i=1

(Zi − ZAM,i)δi,
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onde ZAM = (ZAM,1, · · ·ZAM,m)′ representa o vetor de m fatores de risco para a situação
atual do mercado e δj, para todo i = 1, · · · ,m, é dado pela expressão (4.67).

Em geral, a reavaliação completa é mais precisa e mais eficiente do que a aproximação
linear. Em nosso caso, a reavaliação do portfolio é simples e envolve apenas o logaritmo
dos preços dos ativos. Lembramos que um portfolio é um conjunto qualquer de investi-
mentos. Logo, em alguns casos, a reavaliação do portfolios pode exigir vários cálculos.
A aproximação linear mostra-se mais eficiente, na prática, somente quando a reavaliação
completa do portfolio exige muitos cálculos, quando o número de cenários é muito maior do
que o número de fatores de risco ou quando os valores δi forem utilizados posteriormente
para outro propósito.

4.6.3 Identificação dos Máximos e Mı́nimos para Fatores de
Risco Individuais

Sejam P um portfolio fixo e Z = (Z1, · · · , Zm)′ o vetor dos m fatores de risco que in-
fluenciam no valor deste portfolio. O método tradicional de realizar um teste de estresse
consiste em construir os cenários baseando-se em dados históricos dos fatores de risco.
Define-se o peŕıodo de observação histórico como o peŕıodo no qual a série temporal é
considerada, por exemplo, 1 ou 10 anos. O peŕıodo de observação histórico é então sobre-
posto por janelas de igual duração, por exemplo, 1 ou 10 dias. Para cada janela temporal
determinamos as mudanças de fatores de risco 4Zi, para cada i = 1, · · · ,m . O máximo
ou mı́nimo das mudanças de fatores de risco entre todas as janelas temporais é então
fixado como a mudança de fator de risco 4Zi, para cada i = 1, · · · ,m.

A mudança dos fatores de risco é geralmente definida como a variação entre o primeiro
e o último dia da janela temporal e é denominada Start to End (StE). Note que, se assum-
imos que os fatores de risco são os logaritmos dos preços dos ativos, então as mudanças
de fatores de risco são os log-retornos de peŕıodo igual a duração da janela. Alternati-
vamente, a mudança dos fatores de risco pode ser definida como o máximo das variações
entre dois pontos quaisquer da janela temporal. Essa variação é denominada drawdown
(DD).

É fácil ver que, se escolhermos a variação mı́nima dentro de cada janela, então 4Zi,
para cada i = 1, · · · ,m, representa a redução máxima dos fatores de risco. Se o máximo é
selecionado, então estamos considerando o aumento máximo nos fatores de risco. Podemos
também considerar 4Zi, para cada i = 1, · · · ,m, como máximo para o valor absoluto
dessas variações. Neste caso, obtemos a variação máxima dos fatores de risco não levando
em consideração se a mudança é positiva ou negativa.

4.6.4 Perda Máxima - MaxLoss

A perda máxima, denotada por MaxLoss (maximum loss) foi introduzido por Studer
(1997) e pode ser vista como uma maneira sistemática de realizar um teste de estresse.
Esta é uma medida de risco que pode ser interpretada como a pior perda posśıvel que
pode ocorrer. Para muitos portfolios o pior cenário pode não existir, dado que a função
para calcular o valor do portfolio pode ser não-limitada inferiormente. Como a probabi-
lidade de ocorrência de um cenário no qual o mercado a muito tempo não se encontra é
muito baixa, restringe-se a atenção à cenários em um certo domı́nio de admissibilidade,
também denominado região de confiança. Isto é, um certo conjunto de cenários com alta
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probabilidade de ocorrência (veja Studer, 1997). Por exemplo, se assumirmos que os log-
retornos possuem uma função de distribuição eĺıptica, como a t-Student ou a normal, então
o domı́nio de admissibilidade é um elipsóide (veja Studer, 1997). A seguir apresentamos
a definição formal de perda máxima.

Definição 4.12. (Perda Máxima). Dado um domı́nio de admissibilidade A, a perda
máxima de um portfolio contido em A é dado por

MaxLossA(f) ≡ f(ZAM)−min
Z∈A

{
f(Z)

}
,

onde f(·) é a função que determina o preço do portfolio e ZAM = (ZAM,1, · · ·ZAM,m)′

representa o vetor de m fatores de risco para a situação atual do mercado.

Em contraste com o VaRp, a perda máxima é uma medida de risco coerente (veja
Studer, 1997). Portanto, a propriedade de subaditividade é sempre válida. Além disso, o
MaxLoss informa, além da dimensão da perda, o cenário em que a pior perda ocorre.

Observação 4.6. Note que para calcular a perda máxima deve ser escolhida uma região
de confiança fechada A, com uma dada probabilidade p de ocorrência. Dessa forma, uma
maneira equivalente de definir a perda máxima é

MaxLossA(f) = max
{

f(ZAM)− f(Z) : Z ∈ A e P(A) = p
}

.

Observamos que a expressão f(ZAM)− f(Z) pode ser comparada à expressão (4.35),
isto é, esta expressão representa a perda L (ou −L, se Z é medido em um instante de
tempo anterior a AM) do portfolio. Dizemos que um portfolio é linear se a expressão
(4.35) é uma função linear em relação a cada uma das mudanças de fatores de risco. O
teorema que segue fornece a expressão da medida MaxLoss para um portfolio linear.

Teorema 4.1. Sejam P um portfolio linear e f(·) a função que determina o valor do
portfolio, então f(X) = a′X, onde a ∈ Rm é um vetor de constantes reais e X ∈ Rm

é o vetor de mudanças de fatores de risco. Segue que, dado um ńıvel de confiança p, a
perda máxima do portfolio é dada por

MaxLoss = −√cp

√
a′Σa, (4.68)

onde Σ é a matriz de variância-covariância das mudanças de fatores de risco e cp é o
p-quantil da função de distribuição X 2 com m graus de liberdade. O pior cenário é dado
por

Z∗ = −
√

cp√
a′Σa

Σa. (4.69)

Prova: Veja Studer (1997), Teorema 3.15.
¤

Na próxima subseção apresentamos alguns critérios de admissibilidade para um portfolio
qualquer.

4.6.5 Alguns Critérios de Admissão para Cenários

Apresentamos nesta subseção alguns dos critérios mais utilizados na literatura para seleção
de cenários admisśıveis.
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Critérios de Admissão que Ignoram a Correlação

Sejam P um portfolio fixo e Z = (Z1, · · · , Zm)′ ∈ Rm o vetor de fatores de risco que
influenciam no valor deste portfolio. Sejam σi o desvio padrão de Zi, para todo i =
1, · · · ,m e ZAM = (ZAM,1, · · · , ZAM,m)′ o vetor de m fatores de risco para a situação
atual do mercado. Para cada inteiro positivo k podemos definir os seguintes domı́nio de
admissibilidade:

• “Cubóide”. Este domı́nio admite todos os cenários Z = (Z1, · · · , Zm)′ que satis-
fazem

ZAM,i(1− kσi) ≤ Zi ≤ ZAM,i(1 + kσi),

para cada fator de risco Zi. Esta condição admite somente cenários que estão
situados dentro de um cubóide m-dimensional com arestas 2kσiZAM,i e centro ZAM .
Note que, quanto maior o valor de k, mais cenários são admitidos, e portanto, maior
será o MaxLoss.

• “Cubóide em escala logaŕıtmica”. Esta condição admite todos os cenários
Z = (Z1, · · · , Zm)′ que satisfazem

ZAM,ie
−kσi ≤ Zi ≤ ZAM,ie

kσi ,

para cada fator de risco Zi. Esta condição é útil para portfolios de ações pois, em
geral, assume-se que os fatores de risco possuem função de distribuição log-normal.

Critérios de Admissão que Consideram a Correlação

Assuma que o vetor de mudanças de fatores de risco X possui matriz de variância-
covariância dada por

Σ =




σ2
1 σ12 · · · σ1m

σ21 σ2
2 · · · σ2m

· · · · · · · · · · · ·
σm1 σm2 · · · σ2

m


 ,

onde σ2
i = E

(
(4Zi − µi)

2
)

e σij = σji = E
(
(4Zi − µi)(4Zj − µj)

)
e µi = E(4Zi), para

todo i, j = 1, · · · ,m e X ≡ 4Z = (4Z1, · · · ,4Zm)′.

Neste caso, admite-se todos os cenários Z = (Z1, · · · , Zm)′ que satisfazem

(ZAM −Z)′Σ−1(ZAM −Z) ≤ k2.
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Caṕıtulo 5

Simulações

Neste caṕıtulo apresentamos resultados obtidos a partir da análise de séries temporais
simuladas. Tais séries temporais são amostras de processos FIEGARCH(p, d, q), com
parâmetros semelhantes aos dos modelos ajustados às séries temporais reais analisadas
no Caṕıtulo 6. Além da estimação dos parâmetros dos modelos e da previsão da vo-
latilidade, calculamos também as medidas de risco VaR e ES (Definições 4.10 e 4.11,
respectivamente), para essas séries temporais. Apresentamos também um exemplo de
análise completa de um portfolio, com o mesmo número de ativos daquele proposto no
Caṕıtulo 6, utilizando séries temporais simuladas.

5.1 Geração de Processos FIEGARCH

Nesta seção apresentamos resultados relacionados à geração dos processos FIEGARCH.
No que segue, as séries temporais representadas pelos modelos denotados por Mi, para
i ∈ {1, · · · , 4}, representam os log-retornos dos preços das ações dos ativos financeiros e as
séries temporais representadas pelo modelo denotado por M5 representam os log-retornos
dos ı́ndices do mercado financeiro.

Os seguintes critérios foram utilizados para gerar as séries temporais:

• Os parâmetros dos modelos gerados são semelhantes àqueles obtidos na análise das
séries temporais reais apresentadas no Caṕıtulo 6. Para gerar as séries temporais uti-
lizamos a representação dada na Definição 2.7. Isto é, consideramos a representação
da volatilidade, proposta por Bollerslev e Mikkelsen (1996), dada por

ln(σ2
i,t) = ω +

α(B)

β(B)(1− B)d
g(Zi,t−1), para cada i = 1, · · · , 5, (5.1)

onde o ı́ndice i refere-se ao modelo Mi, i ∈ {1, · · · , 5}, considerado. Em todos os
casos, assumimos que Zi,t ∼ N (0, 1). Os parâmetros da expressão (5.1), para cada
modelo, são apresentados na Tabela 5.1.

• Os coeficientes do polinômio λ(·), definido pela expressão (2.52), são apresentados
na Proposição 2.4 e dados pela expressão (2.53).

• Para cada modelo foram realizadas 1.000 replicações, com dois diferentes tamanhos
amostrais, sendo eles, n = 2.000 e n = 5.000. Utilizamos o tamanho amostral n =
2.000 por ser aproximadamente aquele das séries temporais reais analisadas neste
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trabalho. O valor n = 5.000 foi utilizado para verificar as propriedades assintóticas
dos estimadores considerados.

• Para truncar o polinômio λ(·) utilizamos m = 10.000 nos casos em que d > 0, 4 e m =
50.000 para o caso em que d < 0, 4. Estes valores foram escolhidos considerando-se
os resultados apresentados na Tabela C.1 e no Teorema 2.6.

Tabela 5.1: Valores dos Parâmetros da Expressão (5.1) Utilizados na Simulação dos Mo-
delos FIEGARCH(p, d, q).

ω β1 β2 β3 β4 α1 θ γ d

M1 0,00 0,45 - - - - -0,14 0,38 0,45

M2 0,00 0,90 - - - 0,80 0,04 0,38 0,45

M3 0,00 0,22 0,18 0,47 -0,45 - -0,04 0,40 0,26

M4 0,00 0,58 - - - - -0,11 0,33 0,42

M5 0,00 0,71 - - - - -0,17 0,28 0,34

Observação 5.1. Para todos os modelos simulados consideramos ω = 0 pois, pelas
expressões (2.44) e (2.45),

Xt = Zt exp

{
ω +

∞∑

k=0

λd,kg(Zt−1−k)

}
, para todo t ∈ Z,

com λd,k, para todo k ≥ 0, dado pela expressão (2.53). Segue que, para gerar séries
temporais com ω 6= 0, basta multiplicar a série temporal gerada pelo método utilizado
neste trabalho (isto é, considerando ω = 0) por eω.

Tabela 5.2: Valores dos Coeficientes λd,k, do Polinômio λ(·), Utilizados para Gerar os
Modelos Mi, para i ∈ {1, · · · , 5}.

λd,k

k�d 0,45 (M1) 0,45 (M2) 0,26 (M3) 0,42 (M4) 0,34 (M5)

0 1,0000 1,0000 1,0000 1,0000 1,0000

10 0,2722 0,3130 -0,0905 0,3302 0,3806

100 0,0736 0,0164 0,0165 0,0786 0,0640

1.000 0,0207 0,0228 0,0030 0,0205 0,0138

5.000 0,0085 0,0094 0,0009 0,0081 0,0048

10.000 0,0058 0,0064 0,0005 0,0054 0,0030

25.000 - - 0,0003 - 0,0016

50.000 - - 0,0002 - 0,0010

Nota: Os valores marcados com o sinal (-) não foram utilizados na simulação.

A Tabela 5.2 apresenta os valores dos coeficientes λd,k, para k = 0, 10, 100, 1.000,
5.000, 10.000, 20.000 e 50.000 para cada um dos modelos simulados. Note que, para os
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primeiros valores de k, o decaimento dos coeficientes é mais rápido do que para os valores
de k ≥ 5.000.

Lembramos que, pelo Teorema 2.5, λd,k = o(kd). Na Tabela 5.3 apresentamos os

valores do quociente
λd,k

kd para aqueles valores de λd,k considerados na Tabela 5.2. Note
que, para k = 10.000 e 50.000 este quociente é próximo de zero.

Tabela 5.3: Valores do Quociente
λd,k

kd , para os Valores λd,k Apresentados na Tabela 5.2.

k�d 0, 45 0, 45 0, 26 0, 42 0, 34

0 1,0000 1,0000 1,0000 1,0000 1,0000

10 0,1031 0,1149 0,0588 0,1358 0,1920

100 0,0093 0,0105 0,0050 0,0114 0,0134

1.000 0,0009 0,0010 0,0005 0,0011 0,0013

5.000 0,0002 0,0002 0,0001 0,0002 0,0003

10.000 0,0001 0,0001 0,0000 0,0001 0,0001

25.000 - - 0,0000 - 0,0001

50.000 - - 0,0000 - 0,0000

Nota: Os valores marcados com o sinal (-) não foram utilizados na simulação.

A Figura 5.1 apresenta os gráficos dos coeficientes do polinômio λ(·), definidos pela
expressão (2.53), para os modelos M1 e M3 simulados. Apesar de não apresentarmos aqui
os gráficos destes coeficientes para os demais modelos, observamos que, para todos os
modelos simulados, o valor dos coeficientes apresenta um decaimento rápido a zero. Além
disso, para valores de k > 5.000 estes coeficientes assumem valores próximos de zero.

(a) M1 (b) M3

Figura 5.1: Gráfico dos Coeficientes do Polinômio λ(·), Definido pela Expressão (2.52),
para as Modelos Simulados.
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5.2 Ajuste de Modelos FIEGARCH

Nesta seção apresentamos os resultados dos ajustes de modelos FIEGARCH(p, d, q) às
séries temporais simuladas. Os resultados aqui apresentados nos dão uma idéia da quali-
dade do ajuste dos modelos às séries temporais reais analisadas no Caṕıtulo 6. Ressalta-
mos ainda, que a qualidade do ajuste do modelo está diretamente relacionada às pro-
priedades assintóticas do estimador. Como mencionamos na Subseção 3.2.2, resultados
sobre as propriedades assintóticas do estimador de quase-máxima verossimilhança, para
os processos FIEGARCH, ainda permanecem um problema em aberto.

Para o ajuste dos modelos FIEGARCH(p, d, q) utilizamos a função fgarch do programa
S-Plus. O método utilizado para a estimação dos parâmetros é o método da quase-
verossimilhança, descrito na Subseção 3.2.2. A rotina utilizada considera a expressão
(2.46) para definir o logaritmo da volatilidade. Para cada série temporal, utilizamos
n − 10 valores, onde n é o tamanho amostral, para o ajuste dos modelos e reservamos
10 valores (portanto, um horizonte de 10 dias) para estimar os erros de previsão (veja
Seção 5.4). Lembramos que, na Proposição 2.3 mostramos que, sob certas condições (veja
expressão (2.47)), a expressão utilizada para gerar as séries temporais e a utilizada pelo
S-Plus são equivalentes, sendo a última a mais geral.

Nas Tabelas 5.4 - 5.6 apresentamos os valores dos parâmetros utilizados na simu-
lação dos processos (equivalentes aos apresentados na Tabela 5.1), e seus respectivos
estimadores. Os critérios MAE e MSE são, respectivamente, o erro absoluto médio e o
erro quadrático médio de estimação, definidos na Subseção 3.1.4. Os valores apresentados
nas tabelas referem-se à média dos valores estimados para as 1.000 replicações de cada
modelo.

Comparando os valores utilizados na simulação com aqueles ajustados às séries tempo-
rais percebemos que, com exceção de M2, para os demais modelos o valor estimado para o
parâmetro d está muito próximo do valor simulado, o que é confirmado pelo baixo valor do
erro quadrático médio. Quanto aos demais parâmetros, a precisão dos seus ajustes varia
de modelo para modelo. Observamos valores altos do erro quadrático médio. Entretanto,
para os modelos M1, M4 e M5, esse valor é menor ou igual a 0,0773.

Tabela 5.4: Valor Estimado para os Parâmetros do Modelo M1.

Modelo Parâmetro Estimador MAE MSE

a = -0,30 -0,1778 0,1222 0,0155

M1 β1 = 0,45 0,7249 0,2749 0,0773

ψ0 = 0,38 0,2232 0,1568 0,0254

n = 2.000 γ0 = -0,14 -0,0870 0,0530 0,0031

d = 0,45 0,4329 0,0483 0,0038

a = -0,30 -0,1779 0,1221 0,0151

M1 β1 = 0,45 0,7195 0,2695 0,0733

ψ0 = 0,38 0,2235 0,1565 0,0248

n = 5.000 γ0 = -0,14 -0,0856 0,0544 0,0031

d = 0,45 0,4423 0,0292 0,0014
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Tabela 5.5: Valor Estimado para os Parâmetros dos Modelos M2, M3 e M4.

Modelo Parâmetro Estimador MAE MSE

a = -0,06 -0,3053 0,2453 0,0627

M2 β1 = 0,90 -0,0140 0,9148 0,8816

ψ0 = 0,38 0,0003 0,3797 0,1469

ψ1 = -0,30 0,3813 0,6813 0,4685

n = 2.000 γ0 = 0,04 0,0003 0,0429 0,0026

γ1 = -0,03 0,0415 0,0718 0,0061

d = 0,45 0,5968 0,1570 0,0299

a = -0,06 -0,3066 0,2466 0,0617

M2 β1 = 0,90 -0,0398 0,9398 0,8990

ψ0 = 0,38 0,0038 0,3762 0,1427

ψ1 = -0,30 0,3800 0,6800 0,4639

n = 5.000 γ0 = 0,04 0,0012 0,0392 0,0019

γ1 = -0,03 0,0387 0,0687 0,0051

d = 0,45 0,6157 0,1659 0,0293

a = -0,32 -0,1137 0,2063 0,0438

β1 = 0,22 1,6573 1,4373 2,2583

M3 β2 = 0,18 -1,4983 1,6851 3,2459

β3 = 0,47 1,0480 0,6636 0,5639

n = 2.000 β4 = -0,45 -0,4350 0,1907 0,0618

ψ0 = 0,40 0,1429 0,2571 0,0681

γ0 = -0,04 -0,0146 0,0258 0,0008

d = 0,26 0,2497 0,1284 0,0240

a = -0,32 -0,1198 0,2002 0,0408

β1 = 0,22 1,5648 1,3448 1,9310

M3 β2 = 0,18 -1,3433 1,5237 2,5138

β3 = 0,47 0,9398 0,4781 0,2707

n = 5.000 β4 = -0,45 -0,4047 0,1261 0,0260

ψ0 = 0,40 0,1508 0,2492 0,0633

γ0 = -0,04 -0,0158 0,0243 0,0007

d = 0,26 0,2838 0,0870 0,0113

a = -0,26 -0,1658 0,0942 0,0093

M4 β1 = 0,58 0,7606 0,1806 0,0340

ψ0 = 0,33 0,2078 0,1222 0,0157

n = 2.000 γ0 = -0,11 -0,0737 0,0365 0,0016

d = 0,42 0,4190 0,0449 0,0033

a = -0,26 -0,1671 0,0929 0,0088

M4 β1 = 0,58 0,7548 0,1748 0,0311

ψ0 = 0,33 0,2097 0,1203 0,0148

n = 5.000 γ0 = -0,11 -0,0723 0,0377 0,0015

d = 0,42 0,4319 0,0307 0,0015

119



Tabela 5.6: Valor Estimado para os Parâmetros do Modelo M5.

Modelo Parâmetro Estimador MAE MSE

a = -0,22 -0,1551 0,0649 0,0046
M5 β1 = 0,71 0,7926 0,0826 0,0076

ψ0 = 0,28 0,1942 0,0858 0,0080
n = 2.000 γ0 = -0,17 -0,1204 0,0496 0,0027

d = 0,34 0,3883 0,0575 0,0049
a = -0,22 -0,1561 0,0639 0,0042

M5 β1 = 0,71 0,7921 0,0821 0,0070
ψ0 = 0,28 0,1957 0,0843 0,0074

n = 5.000 γ0 = -0,17 -0,1199 0,0501 0,0026
d = 0,34 0,3895 0,0506 0,0033

5.3 Estimação do Parâmetro de Longa Dependência

Nesta seção apresentamos resultados relacionados à estimação do parâmetro d de longa
dependência, dos processos FIEGARCH(p, d, q), para as séries temporais simuladas. Para
estimar o parâmetro de longa dependência utilizamos os métodos descritos na Subseção
3.1.6. Para os métodos R/S, R/Sm, KPSS e V/S, utilizamos l = 40 e l = 100 como número
mı́nimo de observações para cada bloco e para o estimador GPH utilizamos valores de
α ∈ {0, 5; 0, 6; 0, 7; 0, 8; 0, 9}.

No Teorema 2.9 mostramos que, se {Xt}t∈Z é um processo FIEGARCH(p, d, q), tal que

E
([

ln(Z2
t )

]2)
< ∞ e E

(
Zt ln(Z2

t )
)

< ∞, para todo t ∈ Z, então o processo {ln(X2
t )}t∈Z é

um processo ARFIMA(q, d, 0) com inovações que, em geral, são não-Gaussianas. Partindo
deste resultado, para estimar o parâmetro d, utilizamos ambas as séries temporais, {X2

i,t}n
t=1

e {ln(X2
i,t)}n

t=1, para cada i = 1, · · · , 5, onde i refere-se ao modelo utilizado para simulação
e n ∈ {2.000, 5.000}. Para cada um dos cinco modelos consideramos as 1.000 replicações
realizadas. Para cada uma das séries temporais, estimamos o valor do parâmetro d através
dos diferentes métodos citados e em seguida, consideramos a média aritmética destes va-
lores.

Nas Tabelas 5.7 e 5.8 apresentamos as médias dos valores estimados para o parâmetro
d para as séries temporais {X2

i,t}2.000
t=1 , para cada i = 1, · · · , 5, onde i refere-se ao modelo

utilizado para simulação, e ainda, o erro absoluto médio (MAE) e o erro quadrático
médio (MSE). Nas Tabelas 5.9 e 5.10 apresentamos esses valores para as séries temporais
{ln(X2

i,t)}2.000
t=1 , para cada i = 1, · · · , 5.

Observamos que, em todos dos casos, os resultados encontrados para as séries tem-
porais {X2

i,t}n
t=1 e {ln(X2

i,t)}n
t=1, para cada i = 1, · · · , 5, foram semelhantes. Em geral,

os valores encontrados pelos diferentes estimadores, foram todos muito próximos. Entre-
tanto, os resultados obtidos por esses métodos foram muito ruins se comparados com os
valores obtidos pelo método da quase-verossimilhança (veja Tabelas 5.4 - 5.6). Apesar dos
altos valores do v́ıcio, o Método GPH, com α = 0, 8 foi o que, na maioria dos casos, apre-
sentou os melhores resultados (em relação ao erro quadrático médio). Além disso, o v́ıcio
apresentado por esse estimador para os processos FIEGARCH foi, em geral, menor que
aquele encontrado por Hurvich et al. (2005), para os processos LMSV. O erro quadrático
médio apresentado pelos estimadores, para o tamanho amostral n = 5.000 foi menor do
que o apresentado para n = 2.000, como era esperado.
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5.4 Previsão

Nesta seção apresentamos resultados relacionados à previsão da volatilidade para um
dado horizonte h, a partir dos modelos FIEGARCH(p, d, q) ajustados às séries temporais
simuladas. Tais resultados são importantes pois nos fornecem uma idéia dos erros de
previsão que encontramos na análise das séries temporais reais. Além disso, os valores
previstos são utilizados para o cálculo da medida de risco VaR, que apresentamos ainda
neste caṕıtulo. Lembramos que, para o ajuste dos modelos, utilizamos os primeiros n−10
valores das séries temporais, onde n é o tamanho amostral, e reservamos os 10 últimos
valores para previsão.

Os métodos de previsão para processos FIEGARCH(p, d, q) são apresentados na Seção
3.4. Nas Tabelas 5.11 - 5.15, apresentamos a média dos valores X2

i,t+h e σi,t+h simulados
(portanto, conhecidos), para h = 1, · · · , 10, t = n− 10, n ∈ {2.000, 5.000} e i = 1, · · · , 5,
juntamente com a média dos valores previstos X̂2

i,t+h e σ̂i,t+h, o erro absoluto médio (MAE)
e o erro quadrático médio (MSE). Observamos que, para σt, o erro quadrático médio de
previsão variou entre 0,0037 e 0,3227. Enquanto que, para X2

t , o erro quadrático médio de
previsão variou entre 2,0725 e 12,1379. Sendo, em ambos os casos, maior para o tamanho
amostral n = 5.000.

Tabela 5.11: Média, para as 1.000 Replicações, dos Valores Previstos X̂2
1,t+h e σ̂1,t+h, para

h = 1, · · · , 10.

h σ̂1,t+h σ1,t+h MAE MSE X̂2
1,t+h X2

1,t+h MAE MSE

n = 2.000

1 1,0797 1,0682 0,0923 0,0196 1,3442 1,3462 1,3096 6,4641

2 1,0765 1,0698 0,0668 0,0100 1,4255 1,3281 1,2998 6,5364

3 1,0722 1,0753 0,1314 0,0350 1,4290 1,3040 1,3298 6,6864

4 1,0679 1,0842 0,1717 0,0590 1,2863 1,2810 1,3309 7,4938

5 1,0641 1,0884 0,1931 0,0832 1,2250 1,2612 1,2948 5,4407

6 1,0609 1,0780 0,1958 0,0782 1,2711 1,2448 1,2939 7,1591

7 1,0582 1,0638 0,1994 0,0748 1,2631 1,2314 1,3265 6,8337

8 1,0561 1,0645 0,2093 0,0848 1,3821 1,2205 1,3622 9,8998

9 1,0543 1,0664 0,2220 0,1042 1,3176 1,2115 1,2817 5,3681

10 1,0528 1,0697 0,2256 0,1040 1,2616 1,2041 1,2818 5,9562

n = 5.000

1 1,0680 1,0851 0,4082 0,2983 1,3020 1,3623 1,5534 7,1325

2 1,0658 1,0875 0,4035 0,2888 1,2911 1,3614 1,5619 8,4032

3 1,0620 1,0869 0,3923 0,2645 1,2718 1,3244 1,4454 6,3784

4 1,0581 1,0807 0,3809 0,2523 1,2518 1,3737 1,4988 8,1271

5 1,0545 1,0773 0,3626 0,2327 1,2339 1,2271 1,3409 5,6984

6 1,0515 1,0794 0,3524 0,2241 1,2187 1,3217 1,4644 8,4122

7 1,0490 1,0766 0,3477 0,2138 1,2061 1,3278 1,4328 7,4953

8 1,0470 1,0698 0,3386 0,2147 1,1958 1,2262 1,3499 6,6178

9 1,0453 1,0689 0,3322 0,2034 1,1873 1,2526 1,3638 6,0584

10 1,0439 1,0629 0,3275 0,1933 1,1803 1,3677 1,4547 7,5470
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5.5 Estimação da Medida de Risco VaR

Nesta seção apresentamos os resultados obtidos na estimação das medidas de risco VaR
para as séries temporais simuladas. Para o cálculo do VaR utilizamos os primeiros n− 10
valores das séries temporais simuladas, onde n é o tamanho amostral, para a estimação da
média e da variância, tanto condicional como não-condicional. O valor real de VaRp,i,t+1

é dado por
VaRp,i,t+1 = Φ−1(p)× σi,t+1, para cada i = 1, · · · , 5, (5.2)

onde t = n − 10, Φ(·) é a função de distribuição normal padrão e σ2
i,t+1 é o valor da

variância condicional gerado através do modelo Mi, para cada i = 1, · · · , 5.

Para o cálculo do VaR, para cada uma das 1.000 replicações dos modelos simula-
dos, utilizamos as abordagens descritas na Seção 4.5.2. Para a abordagem econométrica,
utilizamos modelos EGARCH(p, q), com p = 1 = q e os modelos FIEGARCH(p, d, q)
ajustados às séries temporais, apresentados na Seção 5.2.

Tabela 5.16: Médias dos Valores Estimados da Medida de Risco VaR, sob Diferentes
Abordagens, com p ∈ {0, 95; 0, 99} para as Séries Temporais Geradas pelos Modelos M1
e M2.

Abordagem VaR0,95 V̂aR0,95 MAE MSE VaR0,99 V̂aR0,99 MAE MSE

M1, n = 2.000

Emṕırico 1,6726 1,7996 0,2891 0,1378 2,3656 2,8355 0,5773 0,5257

Normal 1,6726 1,8458 0,3069 0,1534 2,3656 2,6108 0,4332 0,3051

EWMA 1,6726 1,7159 0,3493 0,2386 2,3656 2,4370 0,4900 0,4750

EGARCH 1,6726 1,7707 0,2694 0,1722 2,3656 2,5044 0,3810 0,3445

FIEGARCH 1,6726 1,7759 0,2851 0,1936 2,3656 2,5117 0,4033 0,3872

M1, n = 5.000

Emṕırico 1,6673 1,7967 0,2883 0,1287 2,3581 2,8577 0,5858 0,5206

Normal 1,6673 1,8433 0,3063 0,1453 2,3581 2,6072 0,4326 0,2895

EWMA 1,6673 1,6912 0,3474 0,2270 2,3581 2,4029 0,4890 0,4548

EGARCH 1,6673 1,7533 0,2649 0,1521 2,3581 2,4797 0,3746 0,3043

FIEGARCH 1,6673 1,7567 0,2758 0,1621 2,3581 2,4845 0,3901 0,3243

M2, n = 2.000

Emṕırico 1,6765 1,7773 0,2480 0,1014 2,3710 2,7020 0,4439 0,3285

Normal 1,6765 1,8004 0,2548 0,1077 2,3710 2,5462 0,3602 0,2152

EWMA 1,6765 1,7287 0,2702 0,1353 1,6765 2,4425 0,2146 0,2694

EGARCH 1,6765 1,7494 0,2146 0,0925 2,3710 2,4743 0,3036 0,1850

FIEGARCH 1,6765 1,7499 0,2209 0,1035 2,3710 2,4749 0,3125 0,2071

M2, n = 5.000

Emṕırico 1,6691 1,7689 0,2573 0,1094 2,3607 2,7229 0,4743 0,3625

Normal 1,6691 1,7938 0,2664 0,1170 2,3607 2,5369 0,3765 0,2337

EWMA 1,6691 1,7192 0,2745 0,1352 2,3607 2,4291 0,3884 0,2697

EGARCH 1,6691 1,7342 0,2172 0,0902 2,3607 2,4527 0,3072 0,1805

FIEGARCH 1,6691 1,7439 0,2382 0,1114 2,3607 2,4664 0,3369 0,2228
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Tabela 5.17: Médias dos Valores Estimados da Medida de Risco VaR, sob Diferentes
Abordagens, com p ∈ {0, 95; 0, 99} para as Séries Temporais Geradas pelos Modelos M3,
M4 e M5.

Abordagem VaR0,95 V̂aR0,95 MAE MSE VaR0,99 V̂aR0,99 MAE MSE

M3, n = 2.000

Emṕırico 1,6517 1,6852 0,1453 0,0326 2,3360 2,5002 0,2566 0,0965

Normal 1,6517 1,7028 0,1474 0,0330 2,3360 2,4086 0,2077 0,0654

EWMA 1,6517 1,6864 0,1999 0,0683 2,3360 2,3858 0,2805 0,1349

EGARCH 1,6517 1,6886 0,1468 0,0414 2,3360 2,3882 0,2076 0,0828

FIEGARCH 1,6517 1,6895 0,1571 0,0466 2,3360 2,3894 0,2222 0,0932

M3, n = 5.000

Emṕırico 1,6594 1,6968 0,1437 0,0326 2,3469 2,5208 0,2572 0,0967

Normal 1,6594 1,7129 0,1483 0,0339 2,3469 2,4224 0,2093 0,0674

EWMA 1,6594 1,6805 0,1882 0,0598 2,3469 2,3778 0,2654 0,1190

EGARCH 1,6594 1,6976 0,1401 0,0359 2,3469 2,4009 0,1982 0,0717

FIEGARCH 1,6594 1,6950 0,1446 0,0382 2,3469 2,3973 0,2045 0,0765

M4, n = 2.000

Emṕırico 1,6637 1,7643 0,2677 0,1194 2,3530 2,7593 0,5227 0,4399

Normal 1,6637 1,8064 0,2843 0,1330 2,3530 2,5549 0,4016 0,2642

EWMA 1,6637 1,6987 0,3153 0,1958 2,3530 2,4115 0,4438 0,3912

EGARCH 1,6637 1,7478 0,2426 0,1327 2,3530 2,4719 0,3432 0,2654

FIEGARCH 1,6637 1,7546 0,2633 0,1559 2,3530 2,4816 0,3724 0,3117

M4, n = 5.000

Emṕırico 1,6719 1,7967 0,2775 0,1197 2,3645 2,8391 0,5613 0,4714

Normal 1,6719 1,8383 0,2942 0,1340 2,3645 2,5998 0,4154 0,2667

EWMA 1,6719 1,7078 0,3234 0,1901 2,3645 2,4250 0,4561 0,3805

EGARCH 1,6719 1,7610 0,2491 0,1314 2,3645 2,4906 0,3524 0,2629

FIEGARCH 1,6719 1,7656 0,2683 0,1512 2,3645 2,4971 0,3795 0,3025

M5, n = 2.000

Emṕırico 1,6763 1,8038 0,3036 0,1473 2,3708 2,9105 0,6522 0,6476

Normal 1,6763 1,8672 0,3308 0,1708 2,3708 2,6411 0,4665 0,3384

EWMA 1,6763 1,7402 0,3740 0,2926 2,3708 2,4790 0,5258 0,5869

EGARCH 1,6763 1,7863 0,2710 0,1780 2,3708 2,5264 0,3833 0,3560

FIEGARCH 1,6763 1,7959 0,2940 0,2088 2,3708 2,5400 0,4159 0,4176

M5, n = 5.000

Emṕırico 1,6484 1,8001 0,2909 0,1237 2,3314 2,9232 0,6562 0,5871

Normal 1,6484 1,8593 0,3205 0,1464 2,3314 2,6298 0,4529 0,2917

EWMA 1,6484 1,6606 0,3823 0,2636 2,3314 2,3665 0,5370 0,5277

EGARCH 1,6484 1,7200 0,2529 0,1363 2,3314 2,4326 0,3577 0,2726

FIEGARCH 1,6484 1,7242 0,2742 0,1557 2,3314 2,4386 0,3878 0,3114
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Nas Tabelas 5.16 e 5.17 apresentamos os valores reais, obtidos a partir da expressão
5.2, e os valores estimados da medida de risco VaR, para p ∈ {0, 95; 0, 99}. Os valo-
res apresentados nas tabelas correspondem à média dos valores estimados para as 1.000
replicações e n ∈ {2.000, 5.000}. Os critérios MAE e MSE representam, respectivamente,
o erro absoluto médio e o erro quadrático médio.

Observamos que, em média, os valores estimados, sob as diferentes abordagens, para a
medida de risco VaR, são muito próximos. Em todos os casos, o valor estimado foi maior
que o valor real, tanto para p = 0, 95 como para p = 0, 99. Observa-se pouca diferença
entre os valores do erro quadrático médio quando o tamanho amostral varia de 2.000 para
n = 5.000. Na maioria dos casos, os valores estimados pela abordagem Emṕırica foram os
que apresentaram o maior erro quadrático médio. Entretanto, observou-se pouca diferença
entre os valores obtidos pelas abordagens Econométrica e Normal. Além disso, essas duas
abordagens apresentaram, em geral, melhores resultados do que aqueles da abordagem
RiskMetrics. Devemos levar em consideração que os modelos FIEGARCH ajustados às
séries temporais, apresentam, em geral, parâmetros diferentes daqueles utilizados nas
simulações. Este fato certamente influenciou nos resultados obtidos.

Tabela 5.18: Médias dos Valores Estimados da Medida de Risco VaR, com p ∈
{0, 95; 0, 99} para as Séries Temporais Geradas pelos Modelos M1 e M2.

Abordagem −ri,t+1 V̂aR0,95,i,t+1 MAE MSE V̂aR0,99,i,t+1 MAE MSE

M1, n = 2.000
Emṕırico 0,0649 1,7996 1,8155 4,5099 2,8355 2,7895 9,4227
Normal 0,0649 1,8458 1,8555 4,6781 2,6108 2,5698 8,1359
EWMA 0,0649 1,7159 1,7184 4,4996 2,4370 2,4370 6,9760

EGARCH 0,0649 1,7707 1,7707 3,5713 2,5044 2,5044 7,1437
FIEGARCH 0,0649 1,7759 1,7759 3,6421 2,5117 2,5117 7,2853

M1, n = 5.000
Emṕırico -0,0185 1,7967 1,8891 4,7085 2,8577 2,8906 9,8172
Normal -0,0185 1,8433 1,9311 4,8815 2,6072 2,6468 8,3910
EWMA -0,0185 1,6912 1,8273 4,6719 2,4029 2,4709 8,0643

EGARCH -0,0185 1,7533 1,8700 4,8073 2,4797 2,5391 8,2666
FIEGARCH -0,0185 1,7567 1,8775 4,8570 2,4845 2,5461 8,3692

M2, n = 2.000
Emṕırico -0,0015 1,7773 1,8275 4,4530 2,7020 2,7106 8,7487
Normal -0,0015 1,8004 1,8481 4,5403 2,5462 2,5554 7,8898
EWMA -0,0015 1,7287 1,7723 4,5726 2,4425 2,4425 6,6325

EGARCH -0,0015 1,7494 1,7494 3,3268 2,4743 2,4743 6,6547
FIEGARCH -0,0015 1,7499 1,7499 3,3688 2,4749 2,4749 6,7386

M2, n = 5.000
Emṕırico 0,0424 1,7689 1,7918 4,2751 2,7229 2,6927 8,6155
Normal 0,0424 1,7938 1,8143 4,3669 2,5369 2,5132 7,6183
EWMA 0,0424 1,7192 1,7721 4,3423 2,4291 2,4236 7,5702

EGARCH 0,0424 1,7342 1,7769 4,3238 2,4527 2,4388 7,5427
FIEGARCH 0,0424 1,7439 1,7902 4,4094 2,4664 2,4560 7,7190

Nota: O erro médio absoluto (MAE) e erro quadrático médio (MSE) foram medidos em relação ao
log-retorno observado.
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Tabela 5.19: Médias dos Valores Estimados da Medida de Risco VaR, com p ∈
{0, 95; 0, 99} para as Séries Temporais Geradas pelos Modelos M3, M4 e M5.

Abordagem −ri,t+1 V̂aR0,95,i,t+1 MAE MSE V̂aR0,99,i,t+1 MAE MSE

M3, n = 2.000

Emṕırico -0,0380 1,6852 1,7752 4,0809 2,5002 2,5521 7,5819

Normal -0,0380 1,7028 1,7908 4,1427 2,4086 2,4627 7,1071

EWMA -0,0380 1,6864 1,7726 4,1591 2,3858 2,3858 5,8684

EGARCH -0,0380 1,6886 1,6886 2,9299 2,3882 2,3882 5,8607

FIEGARCH -0,0380 1,6895 1,6895 2,9587 2,3894 2,3894 5,9182

M3, n = 5.000

Emṕırico 0,0353 1,6968 1,7282 3,8915 2,5208 2,4967 7,3138

Normal 0,0353 1,7129 1,7431 3,9452 2,4224 2,4011 6,8317

EWMA 0,0353 1,6805 1,7272 3,9260 2,3778 2,3659 6,7917

EGARCH 0,0353 1,6976 1,7412 3,9708 2,4009 2,3858 6,8787

FIEGARCH 0,0353 1,6950 1,7417 3,9892 2,3973 2,3834 6,9152

M4, n = 2.000

Emṕırico -0,0369 1,7643 1,8644 4,6457 2,7593 2,8161 9,4031

Normal -0,0369 1,8064 1,9018 4,8021 2,5549 2,6143 8,2306

EWMA -0,0369 1,6987 1,7900 4,7666 2,4115 2,4115 6,6759

EGARCH -0,0369 1,7478 1,7478 3,4045 2,4719 2,4719 6,8100

FIEGARCH -0,0369 1,7546 1,7546 3,4854 2,4816 2,4816 6,9718

M4, n = 5.000

Emṕırico -0,0103 1,7967 1,8723 4,6180 2,8391 2,8570 9,5968

Normal -0,0103 1,8383 1,9102 4,7760 2,5998 2,6229 8,2499

EWMA -0,0103 1,7078 1,8303 4,7099 2,4250 2,4814 8,1433

EGARCH -0,0103 1,7610 1,8610 4,8067 2,4906 2,5357 8,2991

FIEGARCH -0,0103 1,7656 1,8690 4,8756 2,4971 2,5459 8,4360

M5, n = 2.000

Emṕırico -0,0589 1,8038 1,9263 4,9339 2,9105 2,9897 10,4852

Normal -0,0589 1,8672 1,9838 5,1815 2,6411 2,7255 8,8529

EWMA -0,0589 1,7402 1,8625 5,2978 2,4790 2,4790 7,3238

EGARCH -0,0589 1,7863 1,7863 3,6491 2,5264 2,5264 7,2993

FIEGARCH -0,0589 1,7959 1,7959 3,7537 2,5400 2,5400 7,5085

M5, n = 5.000

Emṕırico 0,0525 1,8001 1,8199 4,3492 2,9232 2,8808 9,6276

Normal 0,0525 1,8593 1,8726 4,5625 2,6298 2,5939 7,9827

EWMA 0,0525 1,6606 1,7403 4,3588 2,3665 2,3758 7,6434

EGARCH 0,0525 1,7200 1,7736 4,3689 2,4326 2,4200 7,6058

FIEGARCH 0,0525 1,7242 1,7820 4,4497 2,4386 2,4297 7,7618

Nota: O erro médio absoluto (MAE) e erro quadrático médio (MSE) foram medidos em relação ao
log-retorno observado.
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Na prática, a volatilidade é não observável. Portanto, não é posśıvel obter o verdadeiro
valor da medida de risco VaR, para calcular os valores do erro absoluto médio (MAE) e
do erro quadrático médio (MSE). O que fazemos então é comparar os valores estimados
para essa medida de risco com o valor observado do log-retorno.

Lembramos que o VaRp,i,t+1, para cada i = 1, · · · , 5, representa a perda máxima que
pode ocorrer, dada uma certa probabilidade, no instante t + 1. Enquanto que o valor
−ri,t+1, para cada i = 1, · · · , 5, representa a perda sofrida pelo ativo Ai no instante t + 1.

As Tabelas 5.18 e 5.19 apresentam o valor médio −ri,t+1 (que é conhecido), para cada
i = 1, · · · , 5, e os valores médios estimados do VaRp,i,t+1, para t = n − 10, onde n é o
tamanho amostral e p ∈ {0, 95; , 99}.

Observamos que, em média, os valores estimados, sob as diferentes abordagens, para a
medida de risco VaR, são muito próximos. Na maioria dos casos, os valores estimados pela
abordagem RiskMetrics (utilizando modelos EWMA) foram os que apresentaram o menor
erro quadrático médio. Além disso, os valores estimados por essa abordagem foram mais
próximos dos valores reais do que os valores estimados pelas abordagens Emṕırica e Nor-
mal. Observou-se pouca diferença entre os valores obtidos pelas abordagens Econométrica
e RiskMetrics. Assim como no caso anterior, devemos levar em consideração que os mod-
elos FIEGARCH ajustados às séries temporais, apresentam, em geral, parâmetros difer-
entes daqueles utilizados nas simulações. Este fato certamente influenciou nos resultados
obtidos.

5.6 Exemplo de Análise de um Portfolio

Nas seções anteriores tratamos do ajuste e previsão para a volatilidade e para a medida
de risco VaR para todas as séries temporais simuladas. Nesta seção apresentamos o
exemplo de uma análise completa de um portfolio, desde o cálculo dos pesos dos ativos
até a estimação das medidas de risco. Como seria muito dif́ıcil realizar tal análise para
todas as 1.000 replicações de cada modelo, selecionamos apenas uma série temporal, cuja
estimação dos parâmetros apresentou um erro quadrático médio pequeno, para compor o
portfolio.

Por hipótese, os processos simulados através dos modelos M1-M4 representam log-
retornos dos preços dos ativos e os processos simulados através do modelo M5 representam
os log-retornos do mercado financeiro. Denotamos, respectivamente, por Ai e {Xi,t}n

t=1 o
ativo financeiro correspondente e a série temporal simulada através do modelo Mi para
i = 1, · · · , 4 e n = 2.000. Lembramos que a notação AM se refere ao mercado financeiro,
assim {X5,t}n

t=1 ≡ {XM,t}n
t=1 são os log-retornos dos ı́ndices do mercado e n = 2.000. Para

todos os cálculos apresentados consideramos apenas os primeiros 1.990 valores das séries
temporais e reservamos os 10 últimos valores para todas as comparações aqui apresentadas.

5.6.1 Caracteŕısticas das Séries Temporais Simuladas

Nesta seção apresentamos a análise das caracteŕısticas das séries temporais dos log-
retornos dos preços das ações dos ativos e dos log-retornos dos ı́ndices do mercado. Tal
análise é importante na seleção de modelos para essas séries temporais. Para verificar se
as séries temporais apresentam caracteŕıstica de longa dependência e selecionar o modelo
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mais adequado para cada uma delas, utilizamos os métodos descritos na Seção 3.1 (análise
da função de autocorrelação, análise de reśıduos, etc. ).

A Figura 5.2 apresenta os valores {Xi,t}1.990
t=1 das séries temporais simuladas e os va-

lores {X2
i,t}1.990

t=1 , para cada i = 1, · · · , 5. Note que as cinco séries temporais apresentam
as caracteŕısticas comuns à séries temporais de retornos financeiros como, aparente esta-
cionariedade, média em torno de zero e agrupamentos de volatilidades.

(a) A1 (b) A1

(c) A2 (d) A2

(e) A3 (f) A3

(g) A4 (h) A4

(i) AM (j) AM

Figura 5.2: Séries Temporais {Xi,t}1.990
t=1 dos Log-retornos dos Ativos e {X2

i,t}1.990
t=1 (Simu-

ladas).
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A Figura 5.3 apresenta o histograma, o Q×Q plot e a função de autocorrelação
amostral das cinco séries temporais simuladas. Observamos que, para todas as séries tem-
porais simuladas, a função de distribuição é aproximadamente simétrica. Além disso, pe-
los gráficos das funções de autocorrelação amostral percebemos que as variáveis aleatórias
são não-correlacionadas já que ρ̂X(h) ' 0, para h > 1, para as cinco séries temporais
simuladas.

(a) A1 (b) A1 (c) A1

(d) A2 (e) A2 (f) A2

(g) A3 (h) A3 (i) A3

(j) A4 (k) A4 (l) A4

(m) AM (n) AM (o) AM

Figura 5.3: Histograma, Q×Q Plot e Função de Autocorrelação Amostral das Séries
Temporais dos Log-retornos dos Ativos (Simuladas).
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Pela Figura 5.4 podemos perceber que os valores da função de autocorrelação amostral
de ambas as séries temporais, {X2

i,t}1.990
t=1 e {ln(X2

i,t)}1.990
t=1 , para cada i = 1, · · · , 5, são

significativos para vários valores de h > 1, o que indica a presença de longa dependência.

(a) A1 (b) A1

(c) A2 (d) A2

(e) A3 (f) A3

(g) A4 (h) A4

(i) AM (j) AM

Figura 5.4: Função de Autocorrelação Amostral das Séries Temporais {X2
i,t}1.990

t=1 e
{ln(X2

i,t)}1.990
t=1 (Simuladas).
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(a) A1 (b) A1

(c) A2 (d) A2

(e) A3 (f) A3

(g) A4 (h) A4

(i) AM (j) AM

Figura 5.5: Função Periodograma das Séries Temporais {X2
i,t}1.990

t=1 e {ln(X2
i,t)}1.990

t=1 (Sim-
uladas).
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Na Figura 5.5 apresentamos a função periodograma das séries temporais analisadas.
Note que, em todos os casos, tal função apresenta um pico próximo de zero, o que é outro
indicativo da existência de longa dependência. Esse fato é confirmado pelos valores esti-
mados do parâmetro d para essas séries temporais. Esses valores foram estimados através
dos diferentes métodos apresentados na Subseção 3.1.6 e são apresentados, juntamente
com os seus respectivos erros quadráticos médios (valor apresentado entre parênteses), na
Tabela 5.20. Observamos que os valores do parâmetro d obtidos para as séries temporais
{X2

i,t}1.990
t=1 e {ln(X2

i,t)}1.990
t=1 , para cada i = 1, · · · , 5 são muito próximos. Esse fato indica

que não é necessário analisar as duas séries temporais pois ambas as análises apresentam
resultados semelhantes. Entretanto, esses resultados são ruins, se comparados com os
obtidos pelo estimador de quase-máxima verossimilhança.

Tabela 5.20: Valor Estimado do Parâmetro d para as Séries Temporais dos Valores
Quadráticos e do Logaritmo dos Valores Quadráticos dos Log-retornos do Índice do Mer-
cado e dos Preços dos Ativos.

d 0,45 0,45 0,26 0,42 0,34

Método da Quase-verossimilhança

A1 A2 A3 A4 AM

0,4730 0,4370 0,2660 0,3870 0,3350
(0,0005) (0,0002) (0,0000) (0,0011) (0,0000)

{X2
i,t}2.000

t=1

Método PPPPP Ativo A1 A2 A3 A4 AM

R/S 0,2628 0,3017 0,1409 0,2653 0,2461
l = 100 (0,0350) (0,0220) (0,0142) (0,0239) ( 0,0088)
R/Sm 0,2452 0,2859 0,1323 0,2482 0,2283
l = 100 (0,0419) (0,0269) (0,0163) (0,0295) (0,0125)
KPSS 0,2321 0,2825 0,1018 0,2507 0,2076
l = 100 (0,0475) ( 0,0281) (0,0250) (0,0287) (0,0175)

VS 0,2296 0,2830 0,1006 0,2412 0,2118
l = 100 (0,0486) (0,0279) (0,0254) (0,0320) (0,0164)
GPH 0,2595 0,3448 0,1096 0,2567 0,2227

α = 0, 5 (0,0363) (0,0111) (0,0226) (0,0267) (0,0138)

{ln(X2
i,t)}2.000

t=1

Método PPPPP Ativo A1 A2 A3 A4 AM

R/S 0,2815 0,3097 0,1391 0,2796 0,2667
l = 100 (0,0284) (0,0197) (0,0146) (0,0197) (0,0711)
R/Sm 0,2644 0,2933 0,1307 0,2624 0,2493
l = 100 ( 0,0344) (0,0246) (0,0167) (0,0248) (0,0622)
KPSS 0,2528 0,2969 0,1026 0,2671 0,2283
l = 100 (0,0389) (0,0234) (0,0248) (0,0234) (0,0521)

VS 0,2479 0,2952 0,1032 0,2571 0,2330
l = 100 (0,0408) (0,0240) (0,0246) (0,0265) (0,0543)
GPH 0,2951 0,3638 0,1149 0,2878 0,2593

α = 0, 5 (0,0240) (0,0074) (0,0211) (0,0175) (0,0672)

Nota: Os valores entre parênteses representam o erro quadrático médio (MSE).
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5.6.2 Ajuste e Previsão para as Séries Simuladas

Nesta seção apresentamos os resultados relacionados ao ajuste de processos FIEGARCH
e à previsão da volatilidade para as séries temporais apresentadas na Subseção 5.6.1.
Estes resultados são necessários para o cálculo das medidas de risco que apresentamos na
Subseção 5.6.6. Primeiramente tentamos ajustar modelos com o mesmo grau de p e q dos
modelos simulados. Quando necessário, reajustamos um novo modelo. Utilizamos, na
seleção dos modelos, os critérios apresentados na Seção 3.1. Observamos que, em alguns
casos, o modelo mais adequado para a série temporal difere em relação aos valores p e
q que foram simulados. Consideramos apenas os parâmetros significativos dos modelos,
como sugerido por Ruey Tsay em suas notas de aula (Lecture Note of Bus 41202, Spring
2007: More Volatility Models).

Tabela 5.21: Modelo FIEGARCH(p, d, q), com p = 0, q = 1 Ajustado aos Log-retornos
dos Preços do Ativo A1 e Resultados da Análise de Reśıduos.

Parâmetro Estimador Desvio Padrão Estat́ıstica t p-valor

a -0,201 0,032 -6,362 0,000
β1 0,666 0,124 5,391 0,000
ψ0 0,253 0,040 6,323 0,000
γ0 -0,082 0,019 -4,297 0,000
d 0,473 0,101 4,691 0,000

Critério de Seleção Teste de Normalidade Jarque-Bera
AIC = 6229,694 Estat́ıstica p-valor
BIC = 6257,673 0,1395 0,9326

Teste de Ljung-Box para os reśıduos padronizados
Estat́ıstica p-valor X 2 (graus de liberdade)

11,21 0,51 12

Teste de Ljung-Box para o quadrado dos reśıduos padronizados
Estat́ıstica p-valor X 2 (graus de liberdade)

18,71 0,10 12

Teste dos Multiplicadores de Lagrange
ML p-valor Estat́ıstica F p-valor

19,20 0,08 1,76 0,14

Na Tabela 5.21 apresentamos o resultado do ajuste de um modelo FIEGARCH(p, d, q),
com p = 0 e q = 1 à série temporal simulada {X1,t}1.990

t=1 , correspondente aos log-retornos
dos preços do ativo A1. Percebemos que, ao ńıvel de 5% de significância, todos os coefi-
cientes ajustados são significativos. O d estimado é igual a 0,473 com desvio padrão igual
a 0,101 (lembramos que o valor deste parâmetro, utilizado na simulação, é d = 0, 45). O
teste de normalidade de Jarque-Bera forneceu JB = 0,1395, com p-valor igual a 0,9326,
o que indica que os reśıduos são normalmente distribúıdos. O teste de Ljung-Box, para
os reśıduos padronizados forneceu Q(12) = 11,21, com p-valor igual a 0,51, o que indica
que os reśıduos são não-correlacionados, enquanto que o mesmo teste para os quadrados
dos reśıduos padronizados forneceu Q(12) = 18,71, com p-valor igual a 0,10, o que indica
que os reśıduos não apresentam heteroscedasticidade. O resultado é confirmado pelo teste
dos Multiplicadores de Lagrange que fornece ML = 19,20, com p-valor igual a 0,08, o que
indica que, ao ńıvel de 5% de significância, os reśıduos não apresentam heteroscedasti-
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cidade condicional. Sob essas condições, o modelo final para a variância condicional da
série temporal {X1,t}1.990

t=1 , correspondente aos log-retornos do ativo A1 é dado por

(1− 0, 666B)(1− B)0,473 ln(σ2
t ) = −0, 201 + 0, 253|Zt−1| − 0, 082Zt−1.

Tabela 5.22: Modelo FIEGARCH(p, d, q), com p = 1, q = 1 Ajustado aos Log-retornos
dos Preços do Ativo A2 e Resultados da Análise de Reśıduos.

Parâmetro Estimador Desvio Padrão Estat́ıstica t p-valor

a -0,316 0,041 -7,598 0,000
β1 0,348 0,168 2,068 0,019
ψ0 -0,003 0,054 -0,048 0,481
ψ1 0,397 0,068 5,802 0,000
γ0 0,020 0,034 0,722 0,235
γ1 -0,009 0,034 -0,265 0,396
d 0,437 0,091 4,820 0,000

Critério de Seleção Teste de Normalidade Jarque-Bera
AIC = 5330,272 Estat́ıstica p-valor
BIC = 5369,443 0,0382 0,9811

Teste de Ljung-Box para os reśıduos padronizados
Estat́ıstica p-valor X 2 (graus de liberdade)

13,33 0,35 12

Teste de Ljung-Box para o quadrado dos reśıduos padronizados
Estat́ıstica p-valor X 2 (graus de liberdade)

17,40 0,14 12

Teste dos Multiplicadores de Lagrange
ML p-valor Estat́ıstica F p-valor

17,57 0,13 1,61 0,19

Na Tabela 5.22 apresentamos o resultado do ajuste de um modelo FIEGARCH(p, d, q),
com p = 1 = q, à série temporal simulada {X2,t}1.990

t=1 , correspondente aos log-retornos do
ativo A2. Percebemos que, ao ńıvel de 5% de significância, os coeficientes ψ0, γ0 e γ1 são
não-significativos, com p-valores iguais a 0,481, 0,235 e 0,395, respectivamente. Enquanto
que todos os outros coeficientes ajustados são significativos. Sendo assim, um modelo
aproximado para o logaritmo da volatilidade é dado por

(1− 0, 348B)(1− B)0,437 ln(σ2
t ) = −0, 316 + 0, 397|Zt−2|.

O d estimado é igual a 0,437 com desvio padrão igual a 0,091 (para a simulação utilizamos
d = 0, 45). O teste de normalidade de Jarque-Bera forneceu JB = 0,0382, com p-valor
igual a 0,9811, o que indica que os reśıduos são normalmente distribúıdos. O teste de
Ljung-Box, para os reśıduos padronizados forneceu Q(12) = 13,33, com p-valor igual a
0,35, o que indica que os reśıduos são não-correlacionados, enquanto que o mesmo teste
para os quadrados dos reśıduos padronizados forneceu Q(12) = 17,40, com p-valor igual
a 0,14, o que indica que os reśıduos não apresentam heteroscedasticidade. O resultado
é confirmado pelo teste dos Multiplicadores de Lagrange que fornece ML = 17,57, com
p-valor igual a 0,13, o que indica que, ao ńıvel de 5% de significância, os reśıduos não
apresentam heteroscedasticidade condicional.
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Tabela 5.23: Modelo FIEGARCH(p, d, q), com p = 0, q = 4 Ajustado aos Log-retornos
dos Preços do Ativo A3 e Resultados da Análise de Reśıduos.

Parâmetro Estimador Desvio Padrão Estat́ıstica t p-valor

a -0,210 0,028 -7,570 0,000
β1 1,022 0,092 11,124 0,000
β2 -0,687 0,100 -6,871 0,000
β3 0,890 0,107 8,338 0,000
β4 -0,511 0,079 -6,448 0,000
ψ0 0,269 0,036 7,379 0,000
γ0 -0,019 0,015 -1,279 0,101
d 0,266 0,104 2,554 0,005

Critério de Seleção Teste de Normalidade Jarque-Bera
AIC = 5843,276 Estat́ıstica p-valor
BIC = 5888,043 2,748 0,253

Teste de Ljung-Box para os reśıduos padronizados
Estat́ıstica p-valor X 2 (graus de liberdade)

12,05 0,44 12

Teste de Ljung-Box para o quadrado dos reśıduos padronizados
Estat́ıstica p-valor X 2 (graus de liberdade)

34,600 0,001 12

Teste dos Multiplicadores de Lagrange
ML p-valor Estat́ıstica F p-valor

33,420 0,001 3,090 0,019

Na Tabela 5.23 apresentamos o resultado do ajuste de um modelo FIEGARCH(p, d, q),
com p = 0 e q = 4, à série temporal simulada {X3,t}1.990

t=1 , correspondente aos log-retornos
do ativo A3. Percebemos que o teste de Ljung-Box, para os quadrados dos reśıduos
padronizados forneceu Q(12) = 34,610, com p-valor igual a 0,001, o que indica que os
reśıduos ainda apresentam heteroscedasticidade. O resultado é confirmado pelo teste dos
Multiplicadores de Lagrange que fornece ML = 33,420, com p-valor igual a 0,001, o que
indica que, ao ńıvel de 5% de significância, os reśıduos apresentam heteroscedasticidade
condicional. Ajustamos novos modelos, com valores de p e q entre 0 e 4. Os modelos para
os quais os reśıduos não apresentam heteroscedasticidade são apresentados a seguir.

Nas Tabelas 5.24 e 5.25 apresentamos dois modelos alternativos para a série temporal
{X3,t}1.990

t=1 . Ambos os modelos solucionam o problema da heteroscedasticidade condicional
no quadrado dos reśıduos padronizados. Note porém que o parâmetro d do modelo apre-
sentado na Tabela 5.24 apresenta um erro quadrático de 0,043 em relação ao parâmetro
simulado (d = 0, 26). Por sua vez, o modelo apresentado na Tabela 5.25 apresenta vários
parâmetros a mais que o modelo simulado. Considerando apenas os parâmetros significa-
tivos, obtemos os seguintes modelos, para o logaritmo da volatilidade,

(1 + 0, 369B)(1− B)0,466 ln(σ2
t ) = −0, 546 + 0, 138|Zt−1|+ 0, 556|Zt−2|+ 0, 075Zt−1

e

β(B)(1− B)0,264 ln(σ2
t ) = 0, 110|Zt−1|+ 0, 441|Zt−2| − 0, 447|Zt−3| − 0, 103Zt−2,

onde β(B) = 1− 0, 667B − 0, 257B3 + 0, 406B4.
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Tabela 5.24: Modelo FIEGARCH(p, d, q), com p = 1, q = 1 Ajustado aos Log-retornos
dos Preços do Ativo A3 e Resultados da Análise de Reśıduos.

Parâmetro Coeficiente Desvio Padrão Estat́ıstica t p-valor
a -0,546 0,060 -9,113 0,000
β1 -0,369 0,110 -3,355 0,000
ψ0 0,138 0,052 2,643 0,004
ψ1 0,556 0,056 9,971 0,000
γ0 0,075 0,031 2,391 0,008
γ1 -0,042 0,028 -1,475 0,070
d 0,466 0,053 8,819 0,000

Critério de Seleção Teste de Normalidade Jarque-Bera
AIC = 5823,263 Estat́ıstica p-valor
BIC = 5862,43 2,991 0,224
Teste de Ljung-Box para os reśıduos padronizados
Estat́ıstica p-valor X 2 (graus de liberdade)

14,30 0,28 12
Teste de Ljung-Box para o quadrado dos reśıduos padronizados
Estat́ıstica p-valor X 2 (graus de liberdade)

18,75 0,09 12
Teste dos Multiplicadores de Lagrange

ML p-valor Estat́ıstica F p-valor
19,93 0,07 1,83 0,13

Tabela 5.25: Modelo FIEGARCH(p, d, q), com p = 3, q = 4 Ajustado aos Log-retornos
dos Preços do Ativo A3 e Resultados da Análise de Reśıduos.

Parâmetro Coeficiente Desvio Padrão Estat́ıstica t p-valor
a -0,179 0,117 -1,529 0,063
β1 0,667 0,160 4,183 0,000
β2 0,212 0,145 1,460 0,072
β3 0,257 0,101 2,556 0,005
β4 -0,406 0,095 -4,271 0,000
ψ0 0,110 0,056 1,983 0,024
ψ1 0,441 0,079 5,587 0,000
ψ2 -0,447 0,151 -2,961 0,002
ψ3 0,121 0,109 1,113 0,133
γ0 0,049 0,032 1,564 0,059
γ1 -0,103 0,038 -2,684 0,004
γ2 0,074 0,044 1,679 0,047
γ3 -0,014 0,032 -0,430 0,334
d 0,264 0,141 1,867 0,031

Critério de Seleção Teste de Normalidade Jarque-Bera
AIC = 5802,667 Estat́ıstica p-valor
BIC = 5881,010 0,6941 0,7068
Teste de Ljung-Box para os reśıduos padronizados
Estat́ıstica p-valor X 2( graus de liberdade)

13,440 0,338 12
Teste de Ljung-Box para o quadrado dos reśıduos padronizados
Estat́ıstica p-valor X 2(graus de liberdade)

1,3590 0,9999 12
Teste dos Multiplicadores de Lagrange

ML p-valor Estat́ıstica F p-valor
1,3540 0,9999 0,1232 1
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Na Tabela 5.26 apresentamos o resultado do ajuste de um modelo FIEGARCH(p, d, q),
com p = 0 e q = 1, à série temporal simulada {X4,t}1.990

t=1 , correspondente aos log-retornos
do ativo A4. Percebemos que o teste de Ljung-Box para os quadrados dos reśıduos
padronizados forneceu Q(12) = 27,800, com p-valor igual a 0,006, o que indica que os
reśıduos apresentam heteroscedasticidade. O resultado é confirmado pelo teste dos Mul-
tiplicadores de Lagrange que fornece ML = 26,490, com p-valor igual a 0,009, o que
indica que, ao ńıvel de 5% de significância, os reśıduos apresentam heteroscedasticidade
condicional. Apresentamos, na Tabela 5.27 um modelo alternativo para essa série tempo-
ral. Note que, para este modelo o quadrado dos reśıduos padronizados não apresentam
heteroscedasticidade condicional. Além disso, ao ńıvel de 5% de significância, todos os
parâmetros são significativos para o modelo. Sendo assim, obtemos

(1− 1, 364B + 0, 552B2)(1− B)0,379 ln(σ2
t ) = −0, 103 + 0, 133|Zt−1| − 0, 033Zt−1.

Tabela 5.26: Modelo FIEGARCH(p, d, q), com p = 0, q = 1 Ajustado aos Log-retornos
dos Preços do Ativo A4 e Resultados da Análise de Reśıduos.

Parâmetro Estimador Desvio Padrão Estat́ıstica t p-valor

a -0,145 0,026 -5,510 0,000
β1 0,767 0,126 6,080 0,000
ψ0 0,187 0,034 5,545 0,000
γ0 -0,050 0,016 -3,103 0,000
d 0,387 0,156 2,476 0,007

Critério de Seleção Teste de Normalidade Jarque-Bera
AIC = 6508,603 Estat́ıstica p-valor
BIC = 6536,582 0,2117 0,8996

Teste de Ljung-Box para os reśıduos padronizados
Estat́ıstica p-valor X 2 (graus de liberdade)

18,45 0,10 12

Teste de Ljung-Box para o quadrado dos reśıduos padronizados
Estat́ıstica p-valor X 2 (graus de liberdade)

27,800 0,006 12

Teste dos Multiplicadores de Lagrange
ML p-valor Estat́ıstica F p-valor

26,490 0,009 2,441 0,048

Na Tabela 5.28 apresentamos o resultado do ajuste de um modelo FIEGARCH(p, d, q),
com p = 0 e q = 1, à série temporal simulada {X5,t}1.990

t=1 , correspondente aos log-retornos
do ı́ndice do mercado. O teste de Ljung-Box para os quadrados dos reśıduos padronizados
forneceu Q(12) = 30,440, com p-valor igual a 0,002, o que indica que os reśıduos apre-
sentam heteroscedasticidade. O resultado é confirmado pelo teste dos Multiplicadores de
Lagrange que forneceu ML = 31,010, com p-valor igual a 0,002, o que indica que, ao ńıvel
de 5% de significância, os reśıduos apresentam heteroscedasticidade condicional. Apre-
sentamos, na Tabela 5.29 um modelo alternativo para essa série temporal. Note que, para
este modelo, o quadrado dos reśıduos padronizados não apresentam heteroscedasticidade

142



condicional. Além disso, ao ńıvel de 5% de significância, todos os parâmetros são signi-
ficativos para este modelo. No entanto, o valor estimado para o parâmetro d foi 0,264
com desvio padrão de 0,090, enquanto que o valor simulado deste parâmetro foi d = 0, 34.
Sob essas condições obtemos o modelo

(1− 0, 679B− 0, 734B2 +0, 524B3)(1−B)0,264 ln(σ2
t ) = −0, 135+0, 173|Zt−1|− 0, 084Zt−1.

Tabela 5.27: Modelo FIEGARCH(p, d, q), com p = 0, q = 2 Ajustado aos Log-retornos
dos Preços do Ativo A4 e Resultados da Análise de Reśıduos.

Parâmetro Estimador Desvio Padrão Estat́ıstica t p-valor
a -0,103 0,020 -5,232 0,000
β1 1,364 0,104 13,111 0,000
β1 -0,552 0,090 -6,108 0,000
ψ0 0,133 0,026 5,151 0,000
γ0 -0,033 0,011 -3,076 0,001
d 0,379 0,101 3,752 0,000

Critério de Seleção Teste de Normalidade Jarque-Bera
AIC = 6493,184 Estat́ıstica p-valor
BIC = 6526,759 0,7238 0,6963
Teste de Ljung-Box para os reśıduos padronizados
Estat́ıstica p-valor X 2 (graus de liberdade)

17,31 0,14 12
Teste de Ljung-Box para o quadrado dos reśıduos padronizados
Estat́ıstica p-valor X 2 (graus de liberdade)

18 0,12 12
Teste dos Multiplicadores de Lagrange

ML p-valor Estat́ıstica F p-valor
17,23 0,14 1,58 0,20

Tabela 5.28: Modelo FIEGARCH(p, d, q), com p = 0, q = 1 Ajustado aos Log-retornos
dos Preços do Ativo A5 e Resultados da Análise de Reśıduos.

Parâmetro Estimador Desvio Padrão Estat́ıstica t p-valor
a -0,153 0,021 -7,185 0,000
β1 0,839 0,071 11,849 0,000
ψ0 0,194 0,028 6,993 0,000
γ0 -0,091 0,018 -5,088 0,000
d 0,335 0,125 2,677 0,004

Critério de Seleção Teste de Normalidade Jarque-Bera
AIC = 6535,781 Estat́ıstica p-valor
BIC = 6563,760 0,6423 0,7253
Teste de Ljung-Box test para os reśıduos padronizados
Estat́ıstica p-valor X 2 (graus de liberdade)

1,8170 0,9996 12
Teste de Ljung-Box para o quadrado dos reśıduos padronizados
Estat́ıstica p-valor X 2 (graus de liberdade)

30,440 0,002 12
Teste dos Multiplicadores de Lagrange

ML p-valor Estat́ıstica F p-valor
31,010 0,002 2,864 0,026
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Tabela 5.29: Modelo FIEGARCH(p, d, q), com p = 0, q = 3 Ajustado aos Log-retornos
dos Preços do Ativo A5 e Resultados da Análise de Reśıduos.

Parâmetro Estimador Desvio Padrão Estat́ıstica t p-valor

a -0,135 0,022 -6,041 0,000
β1 0,679 0,097 7,035 0,000
β1 0,734 0,116 6,303 0,000
β1 -0,542 0,080 -6,433 0,000
ψ0 0,173 0,029 5,884 0,000
γ0 -0,084 0,016 -5,201 0,000
d 0,264 0,089 2,960 0,002

Critério de Seleção Teste de Normalidade Jarque-Bera
AIC = 6524,74 Estat́ıstica p-valor
BIC = 6563,9 0,916 0,633

Teste de Ljung-Box test para os reśıduos padronizados
Estat́ıstica p-valor X 2 (graus de liberdade)

1,7190 0,9997 12

Teste de Ljung-Box para o quadrado dos reśıduos padronizados
Estat́ıstica p-valor X 2 (graus de liberdade)

19,62 0,07 12

Teste dos Multiplicadores de Lagrange
ML p-valor Estat́ıstica F p-valor

20,81 0,05 1,91 0,11

Após selecionar o modelo mais adequado para cada série temporal simulada, obtivemos
a previsão da volatilidade para h = 1, · · · , 10 dias à frente, como descrito no Caṕıtulo 3.
Para obter as previsões, apenas os parâmetros significativos dos modelos foram utilizados.
No Caṕıtulo 3, mostramos que X̂2

i,t+h = σ̂2
i,t+h, para todo h > 1, para cada i = 1, · · · , 5.

Utilizamos estes resultados para verificar a precisão da previsão a partir dos modelos
ajustados.

Nas Tabelas 5.30 - 5.34 apresentamos os valores simulados de X2
i,t e os valores previstos

X̂2
i,t, para cada t = 1.991, · · · , 2.000 e i = 1, · · · , 5, a partir dos modelos iniciais (modelos

simulados), que denotamos por MI, e dos modelos finais ajustados a cada série temporal,
que denotamos por MF, correspondente aos log-retornos dos preços dos ativos Ai, i ∈
{1, · · · , 5}, respectivamente.

Na Tabela 5.32, MF1 refere-se ao modelo final ajustado à série temporal dos log-
retornos do ativo A3, apresentado na Tabela 5.24. Enquanto que, MF2 refere-se ao modelo
apresentado na Tabela 5.25.

Observamos que, em todos os casos, o erro de previsão, definido pela expressão (3.4),
para os modelos iniciais (MI) e finais (MF) assume valores muito próximos.
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Tabela 5.30: Previsões para o Valor Quadrático dos Log-retornos do Ativo A1.

t X2
1,t X̂2

1,t (MI) X2
1,t − X̂2

1,t X̂2
1,t (MF) X2

1,t − X̂2
1,t

1.991 0,2878 2,2128 -1,9251 2,1841 -1,8964
1.992 0,0698 2,1269 -2,0570 2,1133 -2,0435
1.993 0,9926 2,0933 -1,1006 2,0710 -1,0783
1.994 0,0906 2,0700 -1,9794 2,0393 -1,9487
1.995 0,0832 2,0491 -1,9659 2,0129 -1,9297
1.996 0,4110 2,0292 -1,6181 1,9896 -1,5786
1.997 0,1045 2,0100 -1,9055 1,9685 -1,8640
1.998 4,3324 1,9918 2,3406 1,9490 2,3834
1.999 0,9721 1,9747 -1,0025 1,9308 -0,9587
2.000 0,4923 1,9585 -1,4662 1,9137 -1,4214

Nota: MI Refere-se à Previsão a Partir do Modelo Utilizado na Simulação e MF Refere-se ao Modelo
Final Ajustado à Série Temporal.

Tabela 5.31: Previsões para o Valor Quadrático dos Log-retornos do Ativo A2.

t X2
1,t X̂2

1,t (MI) X2
2,t − X̂2

2,t X̂2
2,t (MF) X2

2,t − X̂2
2,t

1.991 2,4301 1,1379 1,2921 1,1310 1,2990
1.992 0,1291 0,9237 -0,7946 1,1168 -0,9877
1.993 0,0061 0,8519 -0,8458 1,1123 -1,1062
1.994 1,4623 0,8150 0,6473 1,1086 0,3537
1.995 0,0858 0,7951 -0,7093 1,1049 -1,0191
1.996 0,6675 0,7855 -0,1180 1,1012 -0,4336
1.997 4,5980 0,7825 3,8155 1,0975 3,5005
1.998 2,3776 0,7841 1,5935 1,0940 1,2836
1.999 14,1703 0,7891 13,3812 1,0907 13,0797
2.000 2,7279 0,7965 1,9314 1,0875 1,6404

Nota: MI Refere-se à Previsão a Partir do Modelo Utilizado na Simulação e MF Refere-se ao Modelo
Final Ajustado à Série Temporal.

Tabela 5.32: Previsões para o Valor Quadrático dos Log-retornos do Ativo A3.

t X2
3,t X̂2

3,t (MI) X2
3,t − X̂2

3,t X̂2
3,t (MF1) X2

3,t − X̂2
3,t X̂2

3,t (MF2) X2
3,t − X̂2

3,t

1.991 1,6588 1,5482 0,1107 1,1160 0,5429 3,1177 -1,4589
1.992 1,7114 1,1410 0,5704 0,8957 0,8157 1,9901 -0,2787
1.993 0,6831 1,2915 -0,6084 1,0871 -0,4040 1,3839 -0,7008
1.994 0,0142 1,2132 -1,1989 1,0392 -1,0249 1,5341 -1,5198
1.995 2,0267 1,0414 0,9853 1,0677 0,9590 1,5735 0,4532
1.996 0,0123 1,2083 -1,1959 1,0639 -1,0516 1,7848 -1,7724
1.997 0,2104 1,1134 -0,9030 1,0696 -0,8592 2,3345 -2,1241
1.998 0,5101 1,0736 -0,5635 1,0707 -0,5606 2,7241 -2,2140
1.999 1,4233 1,2039 0,2194 1,0727 0,3506 3,1078 -1,6845
2.000 0,0725 1,1026 -1,0301 1,0739 -1,0014 3,4713 -3,3988

Nota: MI Refere-se à Previsão a Partir do Modelo Utilizado na Simulação e MF Refere-se ao Modelo
Final Ajustado à Série Temporal.
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Tabela 5.33: Previsões para o Valor Quadrático dos Log-retornos do Ativo A4.

t X2
1,t X̂2

1,t (MI) X2
4,t − X̂2

4,t X̂2
4,t (MF) X2

4,t − X̂2
4,t

1991 1,5009 1,6488 -0,1480 1,3755 0,1254
1992 7, 91× 10−6 1,5849 -1,5849 1,3791 -1,3791
1993 3,3353 1,5734 1,7619 1,4742 1,8611
1994 7,4029 1,5745 5,8284 1,5048 5,8981
1995 0,9531 1,5780 -0,6249 1,4580 -0,5049
1996 0,5829 1,5811 -0,9981 1,4220 -0,8390
1997 0,0364 1,5830 -1,5466 1,4308 -1,3945
1998 2,7934 1,5839 1,2096 1,4510 1,3424
1999 2,0500 1,5838 0,4662 1,4506 0,5994
2000 2,2839 1,5832 0,7007 1,4368 0,8471

Nota: MI Refere-se à Previsão a Partir do Modelo Utilizado na Simulação e MF Refere-se ao Modelo
Final Ajustado à Série Temporal.

Tabela 5.34: Previsões para o Valor Quadrático dos Log-retornos dos Indices do Mercado
AM .

t X2
1,t X̂2

1,t (MI) X2
5,t − X̂2

5,t X̂2
5,t (MF) X2

5,t − X̂2
5,t

1.991 1,3625 1,6616 -0,2991 2,2107 -0,8482
1.992 0,3527 1,6138 -1,2610 1,7772 -1,4244
1.993 4,7542 1,6297 3,1245 1,6220 3,1323
1.994 0,4706 1,6627 -1,1922 1,4332 -0,9626
1.995 1,6892 1,6980 -0,0088 1,3903 0,2989
1.996 9,7724 1,7297 8,0427 1,3087 8,4637
1.997 0,0032 1,7561 -1,7529 1,3139 -1,3108
1.998 11,7870 1,7768 10,0102 1,2816 10,5054
1.999 3,2052 1,7923 1,4129 1,3054 1,8998
2.000 0,0717 1,8033 -1,7315 1,2948 -1,2231

Nota: MI Refere-se à Previsão a Partir do Modelo Utilizado na Simulação e MF Refere-se ao Modelo
Final Ajustado à Série Temporal.

Os critérios de seleção relacionadas ao erro de previsão, definidos na Subseção 3.1.4,
para as séries temporais correspondentes aos log-retornos dos preços dos ativos Ai, i ∈
{1, · · · , 5}, são apresentadas na Tabela 5.35. Observamos que os erros de previsão forneci-
dos pelos modelos finais, isto é, pelos modelos ajustados às séries temporais, são muito
próximos dos erros de previsão fornecidos pelos modelos iniciais, isto é, aqueles que foram
simulados. Note que, para o ativo A3, obtivemos duas sugestões de modelos. De acordo
com os valores apresentados na Tabela 5.35, o modelo que melhor se ajusta à série tem-
poral simulada é o modelo MF1, apresentado na Tabela 5.24. Note que, para o ativo A4,
X2

4,1.992 = 7, 91 × 10−6. Devido a esse fato, obtivemos altos valores para os critérios de
seleção MPE e MAPE para esse ativo.
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Tabela 5.35: Critérios de Seleção para o Erro de Previsão.

Ativo Modelo MPE MSE MAE MAPE

A1
MI -10,8376 3,1814 1,7361 10,9456

MF -10,6646 3,1043 1,7103 10,7746

A2
MI -14,8631 20,3838 2,5129 15,6884

MF -19,7271 19,2908 2,4703 20,4475

A3

MI -20,0516 0,6789 0,7386 20,2597

MF1 -17,5213 0,6378 0,7570 17,8260

MF2 -31,4646 3,2157 1,5605 31,5094

A4
MI -20041,5544 4,5559 1,4869 20042,0110

MF -17438,5109 4,5951 1,4791 17439,0274

AM
MI -58,0739 18,5819 2,8836 58,6279

MF -43,4111 20,2396 3,0069 44,0483

Nota: MI Refere-se à Previsão a Partir do Modelo Utilizado na Simulação e MF Refere-se ao Modelo
Final Ajustado à Série Temporal.

5.6.3 Cálculo dos Pesos do Portfolio

Nesta seção apresentamos o cálculo do portfolio eficiente utilizando o método da análise de
média-variância descrito na Seção 4.3. O portfolio é representado por P = {A1, A2, A3, A4}
e o vetor de pesos é representado por a = (a1, a2, a3, a4)

′. Assumimos que o log-retorno
médio do ativo livre de risco no peŕıodo considerado é igual a 0, 02. Sob essas condições,
utilizando a expressão (4.22), obtemos

(a1, a2, a3, a4) = (0, 16; 0, 36; 0, 39; 0, 09), (5.3)

isto é, 16% do valor total a ser investido será aplicado no ativo A1, 36% no ativo A2, 39%
no ativo A3 e 9% no ativo A4.

Observação 5.2. Note que, no portfolio aqui considerado não estamos incluindo o ativo
livre de risco. Por essa razão, não utilizamos a expressão (4.20) para o cálculo dos pesos
do portfolio. Observe que, se fixarmos um retorno esperado µ0 = 1% e utilizarmos a
expressão (4.20) para o cálculo dos pesos do portfolio, encontramos

(a1, a2, a3, a4) = (0, 03; 0, 08; 0, 09; 0, 02).

Note que, a1 + a2 + a3 + a4 = 0, 22, o que significa que 22% do valor total a ser investido
deve ser destinado aos ativos de risco (ações) e 78% deve ser reservado para investir no
ativo livre de risco (poderia ser, por exemplo, a caderneta de poupança). Para diferentes
valores de µ0, obtemos diferentes pesos. Observamos ainda que, para este caso, quanto
menor o valor de µ0, maior a proporção dos ativos de risco em relação ao total do portfolio.

5.6.4 Estat́ısticas Descritivas dos Ativos do Portfolio

Na Tabela 5.36 apresentamos as estat́ısticas descritivas das séries temporais dos log-
retornos dos ativos do portfolio. Observamos que o ativo que apresentou a melhor desem-
penho, quantificado pelo valor da mediana dos retornos diários igual a 0,012, foi o ativo
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A2 (veja Tabela 5.36). Observa-se também que a desempenho do mercado foi inferior ao
desempenho dos quatro ativos considerados. O ativo que apresenta maior variabilidade é
o A4, com variância igual a 1,663. Essa variância é menor do que a variância do mercado,
que é igual a 1,970. O ativo A2 é o menos volátil, com variância igual a 0,921. Entre
todos os ativos, o que apresentou o menor retorno no peŕıodo foi o ativo A1 (-6,889),
e este foi menor do que o menor retorno apresentado pelo mercado no mesmo peŕıodo
(-6,731). O ativo que apresentou o maior retorno no peŕıodo foi o ativo A4 (6,163) e foi
inferior ao maior retorno do mercado (6,560) no peŕıodo. Percebemos também que, para
todas as séries temporais de log-retornos, a distribuição dos dados é aproximadamente
simétrica, já que, em todos os casos, a medida de assimetria assume valores próximos de
zero. Entretanto, todas as séries temporais podem ser consideradas de caudas pesadas,
sendo a série temporal dos log-retornos do ativo A5 a que apresenta a maior medida de
curtose (5,081).

Tabela 5.36: Estat́ısticas Descritivas para as Séries Simuladas.

Ativo Média Variância Mediana Máximo Mı́nimo Assimetria Curtose

A1 -0,012 1,651 -0,011 5,826 -6,889 -0,148 5,064

A2 -0,022 0,921 0,012 3,947 -4,497 -0,027 3,684

A3 -0,040 1,215 -0,029 5,471 -4,582 0,016 4,094

A4 0,002 1,663 -0,018 6,163 -4,536 0,059 3,640

AM -0,042 1,970 -0,027 6,560 -6,731 -0,150 5,081

5.6.5 Modelo CAPM para as Séries Temporais do Portfolio

Nesta subseção apresentamos o cálculo do coeficiente β para os ativos do portfolio P ,
cujos log-retornos são representados pelas séries temporais simuladas. Lembramos que,
por hipótese, a série temporal simulada pelo modelo M5 representa o mercado financeiro.

Na prática, a correlação entre os ativos e a correlação dos ativos com o mercado
financeiro (e portanto, o valor do coeficiente β) pode sofrer grandes alterações no decorrer
dos anos. Sendo assim, consideramos apenas as 1.000 últimas observações (aproximada-
mente, 4 anos) para o cálculo do coeficiente β. Na Tabela 5.37 apresentamos a correlação
amostral entre as séries temporais simuladas. Note que, de acordo com os resultados
obtidos, os log-retornos dos ativos são pouco correlacionados, tanto entre si como com
o mercado. Isso difere do que ocorre na prática, como vemos nas séries temporais reais
apresentadas no Caṕıtulo 6.

Tabela 5.37: Correlação Amostral dos Log-retornos Simulados.

A1 A2 A3 A4 AM

A1 1,0000 0,0017 -0,0015 -0,0388 0,0053
A2 0,0017 1,0000 -0,0093 0,0361 0,0584
A3 -0,0015 -0,0093 1,0000 -0,0197 0,0880
A4 -0,0388 0,0361 -0,0197 1,0000 0,0239
AM 0,0053 0,0584 0,0880 0,0239 1,0000
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Assumimos que o log-retorno do ativo livre de risco no peŕıodo considerado foi igual a
0, 02. Para cada i = 1, · · · , 4, o parâmetro βi foi estimado através da expressão (4.28).
Segue que

β1 = 0, 006, β2 = 0, 043, β3 = 0, 070 e β4 = 0, 023.

Note que, para todos os ativos, βi < 1, o que significa que os ativos são defensivos. Isto
significa que se houverem quedas no ı́ndice do mercado, os retornos dos ativos sofrerão
quedas menores (em termos de porcentagem) do que a queda do ı́ndice do mercado. De
forma análoga, se o ı́ndice do mercado sofrer um determinado aumento, o aumento sofrido
pelos retornos também será menor. Pelas expressões (4.31) e (5.3) segue que o coeficiente
β do portfolio é dado por

βP = 0, 16× 0, 006 + 0, 36× 0, 043 + 0, 39× 0, 070 + 0, 09× 0, 023 = 0, 046.

Obtivemos βP = 0, 046, o que indica que, se o mercado sofre uma queda de 10%, o valor
do portfolio sofrerá uma queda de apenas 0, 46%. Note que, sob o modelo CAPM, o
retorno esperado do ativo Ai é dado por

E(Ri) = RF + βi

(
E(RM)−RF

)
, para cada i = 1, · · · , 4.

O valor E(RM) é estimado através da média amostral dos retornos do mercado. Os valores
da média amostral para as séries temporais simuladas foram obtidos da Tabela 5.36. Segue
que

E(Ri) = 0, 02 + βi

(− 0.042− 0, 02
)
, para cada i = 1, · · · , 4.

Assim, o retorno esperado para o peŕıodo de investimento, segundo o modelo CAPM, é
dado por

E(R1) = 0, 0196, E(R2) = 0, 0173, E(R3) = 0, 0157 e E(R4) = 0, 0186.

Lembramos que, para um peŕıodo h = 10 dias o retorno dos investimentos é dado por

ln(Pi,1.990+h)− ln(Pi,1.990) = Xi,1.990[10] = Xi,1.991 + · · ·+ Xi,2.000 para cada i = 1, · · · , 4.

A Tabela 5.38 apresenta os valores (observados) dos retornos de peŕıodo 1 e 10 dias, que
são dados, respectivamente, por Xi,1.991 e Xi,1.990[10], para i = 1, · · · , 4, a média amostral
dos retornos observados e os retornos estimados pelo modelo CAPM.

Tabela 5.38: Retornos dos Ativos.

Ativo Ri Ri[10] E(Ri) R̄i

A1 -0,5364 -0,9071 0,0196 -0,013

A2 1,5589 9,3960 0,0173 -0,017

A3 1,2880 0,7426 0,0157 -0,040

A4 -1,2251 1,3954 0,0186 0,003

Nota: Ri ≡ Xi,1.991 e Ri[10] ≡ Xi,1.990[10].

Comparando os valores obtidos pelo modelo CAPM com os valores observados, para
o peŕıodo h = 1 dia, notamos que, para os ativos A1 e A4 os retornos observados foram
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menores que os retornos estimados, enquanto que, para os ativos A2 e A3, os resultados
obtidos através do modelo CAPM foram inferiores ao observado. Enquanto que, para um
horizonte h = 10 dias, o retorno previsto pelo modelo CAPM só foi superior ao retorno
observado no caso do ativo A1. Tais resultados indicam que, para o portfolio analisado,
o modelo CAPM não apresenta um padrão em relação às estimativas para o horizonte
h = 1. Entretanto, para um peŕıodo maior, o modelo tende a estimar retornos menores
do que os observados.

O coeficiente α da ação, que indica se ela esta subavaliadas ou superavaliadas, é
definido pela expressão (4.29). Para este portfolio temos:

α1 = −0, 0326; α2 = −0, 0340; α3 = −0, 0551 e α4 = −0, 0154.

Na visão do investidor, as ações estão superavaliadas pelo mercado (pois α é negativo)
o que deverá proporcionar uma rentabilidade inferior àquela calculada pelo modelo de
equiĺıbrio (CAPM). Portanto, as ações devem ser vendidas.

5.6.6 Cálculo das Medidas de Risco VaR e ES

Nesta subseção calculamos as medidas de risco baseadas na distribuição das perdas do
portfolio. Como sugerido por Palaro e Hotta (2006), utilizamos a série temporal de log-
retornos do portfolio, definida pela expressão (4.14). No caso univariado, isto é, utilizando
os log-retornos do portfolio, o cálculo do VaR e do ES foi realizado considerando-se as
diferentes abordagens discutidas na Seção 4.5.2. Apresentamos também o cálculo do VaR e
do ES, considerando tanto a distribuição condicional, como a distribuição não-condicional
do vetor de mudanças de fatores de risco. Para isso utilizamos, respectivamente, a abor-
dagem RiskMetrics e o método da variância-covariância. Por fim, apresentamos a análise
das medidas de risco para cada ativo do portfolio. Lembramos que a medida ES é uma me-
dida de risco coerente, no sentido da Definição 4.2. Além disso, por definição, VaR ≤ ES.
Sendo assim, obtendo o ES de cada ativo obtivemos uma cota superior para o VaR do
portfolio.

Para esta subseção fixamos que:

• os fatores de risco para este portfolio são os logaritmos dos preços das ações. Sendo
assim, o vetor de fatores de risco é dado por Zt = (Z1,t, Z2,t, Z3,t, Z4,t)

′, onde Zi,t

é o logaritmo do preço do ativo Ai no instante t, para cada i = 1, · · · , 4. Como
conseqüência, o vetor de mudanças de fatores de risco X t, definido pela expressão
(4.34), será dado por

X t = (X1,t, X2,t, X3,t, X4,t)
′,

onde Xi,t, para i = 1, · · · , 4, representa o log-retorno do ativo Ai no instante t;

• a perda do portfolio no instante t é representada pela variável aleatória Lt, definida
pela expressão (4.32). Dado que, na prática, os retornos simples e os log-retornos
são valores muito próximos entre si e pela expressão (4.39), apresentada no Exemplo
4.4, assumimos que a perda do portfolio no tempo t é dada por

Lt = −Vt−1

4∑
i=1

aiXi,t, (5.4)

onde Vt−1 é o valor do portfolio no instante t− 1 e a = (a1, a2, a3, a4)
′ é o vetor de

pesos dado pela expressão (5.3);
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• para os cálculos realizados, utilizamos os primeiros 1.990 valores das séries temporais
para o ajuste dos modelos e reservamos os 10 últimos valores para comparar com
os resultados obtidos;

• a função de distribuição considerada para o cálculo das medidas de risco, para todas
as abordagens, foi a normal multivariada (ou univariada).

Apresentamos a seguir os resultados da estimação do VaR e do ES para a série temporal
das perdas do portfolio.

Figura 5.6: Log-retornos do Portfolio das Séries Temporais Simuladas.

A série temporal {rP,t}1.990
t=1 , onde rP,t, para t = 1, · · · , 1.990, é dado pela expressão

(4.14) com pesos dados pela expressão (5.3), é apresentada na Figura 5.6 e representa os
log-retornos do portfolio. Da expressão (5.4), temos que a perda do portfolio, no instante
t, é dada por

Lt = −Vt−1rP,t. (5.5)

Para os cálculos realizados fixamos Vt−1 = 1. Na Tabela 5.39 apresentamos os valores
estimados do VaR e do ES, para h = 1 e p = 95% e 99%. O VaR Emṕırico é o VaR
estimado através da distribuição emṕırica dos log-retornos, o VaR Normal foi estimado
através do método da variância-covariância. Esses dois métodos consideram a distribuição
não condicional dos dados. O VaR EWMA (estimado através da abordagem RiskMet-
rics), VaR EGARCH e VaR FIEGARCH (estimados através da abordagem Econométrica)
consideram a distribuição condicional dos dados.

O retorno real do portfolio para h = 1 é dado por rP,1.991 = 0, 8674. Isto significa que
a perda do portfolio, em t = 1.991, é dada por L1.991 = −0, 8674. Uma perda negativa
significa que o investidor ganhou dinheiro neste horizonte de tempo.

Lembramos que o VaRp é a medida tal que P(Lt+1 ≥ VaRp) ≤ 1−p, o que é equivalente
a dizer que P(−Lt+1 ≥ −VaRp) ≥ p. Essa última expressão nos diz que a probabilidade
do retorno do portfolio no tempo t + 1 ser maior do que -VaR é maior ou igual a p%.

A Figura 5.7 mostra a função densidade de probabilidade das perdas do portfolio e
os valores do VaR e do ES emṕıricos para p = 99%. Na Tabela 5.39 observamos que,
ao ńıvel de confiança de 99%, o VaR Emṕırico, apresentado em negrito, foi a medida
mais próxima do retorno do portfolio para t = 1.991 (que foi igual a 0,8674), pois ob-
tivemos que P(L1.991 ≤ 1, 3783) ≥ 99%, isto significa P(rP,1.991 ≥ −1, 3783) ≥ 99%. O
mesmo ocorre ao ńıvel de 95% de confiança. Observamos entretanto que todas as medi-
das forneceram estimativas semelhantes, sendo que o VaR EWMA foi o que, em ambos
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os casos afastou-se mais do valor observado. Para detalhes sobre o ajuste dos modelos
EGARCH e FIEGARCH à série temporal de retornos do portfolio veja o Apêndice E.

Figura 5.7: Função Densidade das Perdas do Portfolio e os Valores do VaR e do ES com
p = 99%.

Tabela 5.39: Valores Estimados do VaR e do ES para a Série Temporal de Perdas do
Portfolio. Caso Univariado.

VaR PPPP p 99% 95% ES PPPP p 99% 95%

Emṕırico 1,3783 0,9958 Emṕırico 1,6495 1,2395

Normal 1,4040 1,0002 Normal 2,2590 1,7541

EWMA 1,4737 1,0500 EWMA 2,3705 1,8409

EGARCH 1,4442 1,0212 EGARCH 2,3400 1,8110

FIEGARCH 1,4306 1,0115 FIEGARCH 2,3179 1,7939

Os resultados que seguem são referentes à estimativa das medidas de risco considerando-
se a distribuição multivariada do vetor de mudanças de fatores de risco.

Na Tabela 5.40 apresentamos os resultados para o cálculo do VaR considerando-se
a distribuição multivariada, não-condicional (VaR Normal) e a distribuição condicional
(VaR EWMA), do vetor aleatório X t. Observamos que os resultados obtidos no caso do
VaR Normal foram os mesmos obtidos quando consideramos a função de distribuição dos
retornos do portfolio. Para o caso do VaR EWMA os valores encontrados (e apresentados
em negrito na Tabela 5.40) foram inferiores aos obtidos pelo método anterior, porém, mais
próximos da perda real.
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Tabela 5.40: Valores Estimados do VaR e do ES para a Série Temporal de Perdas do
Portfolio. Caso multivariado.

VaR PPPP p 99% 95% ES PPPP p 99% 95%

Normal 1,4040 1,0002 Normal 2,2590 1,7541

EWMA 1,3624 0,9714 EWMA 2,1903 1,7014

Apresentamos, a seguir, o cálculo das medidas de risco para cada ativo do portfolio.

Nas Tabelas 5.41 e 5.42 apresentamos o valor do VaR e do ES para cada um dos ativos
simulados. Observamos que, para este portfolio, as desigualdades

VaRp,P,t+1 ≤
4∑

i=1

aiVaRp,i,t+1 e ESp,P,t+1 ≤
4∑

i=1

aiESp,i,t+1

estão satisfeitas, tanto ao ńıvel de 95% quanto ao ńıvel de 99% de confiança. Essas
desigualdades são válidas tanto considerando a função de distribuição (condicional ou
não-condicional) das perdas do portfolio quanto a função de distribuição (condicional ou
não-condicional) do vetor de mudança de fatores de risco.

As perdas reais dos ativos Ai, para cada i = 1, · · · , 4, no instante t = 1.991, são
dadas por 0,5364, -1,5589, -1,2879, e 1,2251, respectivamente. Os valores que mais se
aproximaram das perdas reais aparecem em negrito na Tabela 5.41.

Tabela 5.41: Cálculo do VaR para os Ativos Ai, i ∈ {1, · · · , 4}, do Portfolio.

p = 99%

VaR A1 A2 A3 A4

4∑

i=1

aiVaRi

Emṕırico 3,3692 2,4256 2,8469 3,1563 2,8066
Normal 3,0018 2,2554 2,6049 2,9979 2,5780
EWMA 2,7816 2,4500 2,4690 2,7372 2,5363
EGARCH 3,3345 2,4579 2,3468 3,1487 2,6170
FIEGARCH 3,4380 2,4740 2,4576 3,4589 2,7105

p = 95%

VaR A1 A2 A3 A4

4∑

i=1

aiVaRi

Emṕırico 1,9773 1,5770 1,8013 2,1185 1,7773
Normal 2,1261 1,6012 1,8537 2,1191 1,8302
EWMA 1,9746 1,7353 1,7597 1,9387 1,8014
EGARCH 2,3576 1,7379 1,6593 2,2263 1,8503
FIEGARCH 2,4309 1,7493 1,7376 2,4456 1,9165

Observamos que, para o portfolio considerado, o VaR obtido a partir do ajuste de um
processo FIEGARCH tende a superestimar as perdas reais mais do que o VaR obtido
através das outras abordagens.
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Tabela 5.42: Cálculo do ES para os Ativos Ai, i ∈ {1, · · · , 4}, do Portfolio.

p = 99%

ES A1 A2 A3 A4

4∑

i=1

aiESi

Emṕırico 4,5836 2,8716 3,3786 3,6665 3,4148

Normal 4,8559 3,6404 4,1955 4,8587 4,1610

EWMA 4,4901 3,9632 3,9706 4,4279 4,0922

EGARCH 5,4025 3,9823 3,8023 5,1015 4,2401

FIEGARCH 5,5704 4,0085 3,9818 5,6042 4,3916

p = 95%

ES A1 A2 A3 A4

4∑

i=1

aiESi

Emṕırico 2,8756 2,0619 2,4568 2,7300 2,4062

Normal 3,7610 2,8225 3,2562 3,7598 3,2261

EWMA 3,4811 3,0696 3,0838 3,4295 3,1734

EGARCH 4,1812 3,0821 2,9427 3,9483 3,2815

FIEGARCH 4,3111 3,1023 3,0817 4,3373 3,3988

5.6.7 Análise de Cenários para as Séries Temporais Simuladas

Para realizar o teste de estresse utilizamos duas abordagens diferentes. A primeira delas
consiste na escolha dos cenários baseados nos dados históricos, este é o denominado teste
de estresse tradicional. A segunda abordagem consiste na escolha dos cenários sob um
certo domı́nio de admissibilidade. Obtemos então a medida denominada perda máxima,
ou MaxLoss.

Primeiramente estimamos os valores δi, para cada i = 1, · · · , 4, definidos pela ex-
pressão (4.67). Para isso, assumimos que:

• a variação do fator de risco é dada por 4i = 0, 05, para cada i = 1, · · · , 4;

• a situação atual do mercado é Z1.990 = (Z1,1.990, Z2,1.990, Z3,1.990, Z4,1.990)
′, onde

Zi,1.990 é o logaritmo do preço do ativo Ai, para cada i = 1, · · · , 4, no instante
t = 1.990. O correspondente vetor de mudanças de fatores de risco, utilizado no
cálculo do retorno do portfolio, é

X1.990 = (X1,1.990, X2,1.990, X3,1.990, X4,1.990)
′ = (0, 7408; 0, 4206;−0, 7995;−0, 0833)′.

Lembramos que os valores δi, para i = 1, · · · , 4, indicam o quanto o valor do portfolio é
afetado pela variação de cada fator de risco. Obtivemos δi = −ai, para cada i = 1, · · · , 4,
onde ai é o peso do ativo Ai. Isso indica que o fator de risco que mais influencia no preço
do portfolio é o logaritmo do preço do ativo que possui a maior participação porcentual,
em relação ao total do portfolio.

A Figura 5.8 apresenta o valor dos retornos do portfolio mantendo os dois últimos
valores dos fatores de risco fixos e variando os dois primeiros. É fácil ver que, o valor do
portfolio é uma função linear dos fatores de mudança de risco.
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Figura 5.8: Log-retornos do Portfolio para o Valor dos Log-retornos dos Ativos A3 e A4

Fixos.

5.6.8 Construção dos Cenários Utilizando Dados Históricos

Para a construção de cenários baseados em dados históricos, o método mais utilizado
na prática, e apresentado nesta seção, é determinar a variação máxima de cada fator
de risco e, em seguida, combinar tudo em um cenário. Os procedimentos utilizados
nesta subseção para determinar a variação máxima dos fatores de risco (Start to End e
drawdown) são descritos na Subseção 4.6.3. Estes procedimentos são denotados por StE
e DD, respectivamente, de acordo com a notação definida na Subseção 4.6.3.

Lembramos que, como os fatores de risco são o logaritmo dos preços, a variação dos
fatores de risco, para um peŕıodo h, são os log-retornos de peŕıodo h (veja Definição 4.5).
Apresentamos, na Tabela 5.43, as variações máximas e mı́nimas dos fatores de risco para
cada um dos ativos e para o mercado financeiro, durante o peŕıodo histórico, considerando
janelas de 1 e de 10 dias.

Os cenários considerados são apresentados na Tabela 5.44. Por definição, Xi,Sj rep-
resenta o valor do log-retorno do ativo Ai sob o cenário Sj, para cada i = 1, · · · , 4 e
j = 1, · · · , 12. Os cenários são definidos por

• Cenários S1, S2 e S3: são os cenários otimistas, formados pelos log-retornos máximos
dos ativos, obtidos pelo método StE e DD, com janelas de 1 e 10 dias.

• Cenários S4, S5 e S6: são os cenários pessimistas, formados pelos retornos mı́nimos
dos ativos, obtidos pelo método StE e DD, com janelas de 1 e 10 dias.

• Cenários S7, S8 e S9: são os cenários otimistas, constrúıdos considerando-se os log-
retornos máximos (obtido das observações históricas) do mercado e os coeficientes
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βi, para cada i = 1, · · · , 4, fornecidos pelo modelo CAPM.

• Cenários S10, S11 e S12: são os cenários pessimistas, constrúıdos considerando-se os
log-retornos mı́nimos do mercado (obtido das observações históricas) e os coeficientes
βi, para cada i = 1, · · · , 4, fornecidos pelo modelo CAPM.

Tabela 5.43: Variação Máxima e Mı́nima dos Fatores de Risco.

1 dia (StE) 10 dias (StE) 10 dias (DD)

Ativo Máx Mı́n Máx Mı́n Máx Mı́n

A1 5,826 -6,889 8,618 -20,611 17,709 -23,839

A2 3,947 -4,497 10,960 -7,411 14,107 -9,607

A3 5,471 -4,582 9,538 -9,923 11,441 -11,781

A4 6,163 -4,536 12,884 -11,996 12,884 -14,443

AM 6,560 -6,731 11,375 -27,224 13,022 -29,261

Tabela 5.44: Cenários Selecionados.

X1,Sj X2,Sj X3,Sj X4,Sj

S1 5,826 3,947 5,471 6,163

S2 8,618 10,960 9,538 12,884

S3 17,709 14,107 11,441 12,884

S4 -6,889 -4,497 -4,582 -4,536

S5 -20,611 -7,411 -9,923 -11,996

S6 -23,839 -9,607 -11,781 -14,443

S7 0,039 0,282 0,459 0,151

S8 0,068 0,489 0,796 0,262

S9 0,078 0,560 0,912 0,299

S10 -0,040 -0,290 -0,471 -0,155

S11 -0,163 -1,171 -1,906 -0,626

S12 -0,176 -1,258 -2,048 -0,673

Os retornos do portfolio sob cada cenário são apresentados na Tabela 5.45. Os retornos
reais (obtidos a partir da série temporal observada) do portfolio para um 1 e 10 dias foram,
respectivamente, 0,867 e 3,653. Observamos que os retornos reais (que são conhecidos)
foram superiores aos previstos pelos cenários pessimistas (ver Tabela 5.45). Os cenários
otimistas calculados a partir dos retornos máximos dos ativos superestimaram os retornos,
enquanto que, os cenários otimistas que consideram o valor do coeficiente βi, para cada
i = 1, · · · , 4, fornecidos pelo modelo CAPM, forneceram estimativas inferiores aos retornos
observados.
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Tabela 5.45: Retornos do Portfolio sob os Diferentes Cenários.

Cenário rP,Sj Cenário rP,Sj Cenário rP,Sj Cenário rP,Sj

S1 5,041 S4 -4,916 S7 0,300 S10 -0,308

S2 10,204 S5 -10,915 S8 0,521 S11 -1,247

S3 13,534 S6 -13,167 S9 0,597 S12 -1,340

5.6.9 Perda Máxima sob Domı́nios de Admissibilidade

Nesta subseção apresentamos a análise de cenários escolhidos sob um domı́nio de admissi-
bilidade. A perda calculada sob esses cenários é denominada perda máxima, ou MaxLoss.
Pela expressão (5.5), segue que o portfolio é linear, no sentido discutido na Subseção 4.6.4.
Portanto, segue do Teorema 4.1, que a um ńıvel de confiança p%, a perda máxima do
portfolio é dada pela expressão (4.68) e o cenário onde isso ocorre é dado pela expressão
(4.69).

Na Tabela 5.46 apresentamos a perda máxima (MaxLoss) do portfolio calculada para
diferentes valores de p, e os respectivos cenários para os quais essa perda ocorre. Por
definição Xi,ML representa o log-retorno do ativo Ai sob o cenário de perda máxima
(MaxLoss), para cada i = 1, · · · , 4.

Tabela 5.46: Perda Máxima para Diferentes Valores de p e seu Respectivo Cenário.

Cenário

p MaxLoss X1,ML X2,ML X3,ML X4,ML

0,50 -1,0856 -0,7793 -0,9940 -1,4462 -0,4343

0,55 -1,1378 -0,8167 -1,0418 -1,5157 -0,4551

0,65 -1,2482 -0,8960 -1,1429 -1,6628 -0,4993

0,75 -1,3751 -0,9870 -1,2590 -1,8317 -0,5501

0,85 -1,5389 -1,1046 -1,4090 -2,0500 -0,6156

0,95 -1,8252 -1,3101 -1,6712 -2,4313 -0,7301

0,99 -2,1591 -1,5498 -1,9769 -2,8761 -0,8637

Observando as Tabelas 5.45 e 5.46 podemos perceber que as perdas que ocorrem sob
os cenários pessimistas constrúıdos sob dados históricos são maiores do que aquelas que
ocorrem quando consideramos cenários sob um certo domı́nio de admissibilidade.
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Caṕıtulo 6

Análise de Séries Temporais Reais

Neste caṕıtulo apresentamos a estimação e análise de medidas de risco para um portfolio
real de ações. Este portfolio é formado por ações de quatro empresas brasileiras (também
denominadas ativos do portfolio). Denotamos esses ativos por Ai, i = 1, · · · , 4, de forma
que:

A1: Representa as ações do Bradesco.

A3: Representa as ações da Gerdau.

A2: Representa as ações da Brasil Telecom.

A4: Representa as ações da Petrobrás.

Tais ações são negociadas na bolsa de valores de São Paulo (Bovespa). Utilizamos a
notação AM (ou, equivalentemente, A5) para denotar o mercado financeiro. Os valores do
portfolio do mercado são representados pelo ı́ndice Bovespa (para obter maiores detalhes
sobre este ı́ndice, veja o site http://www.bovespa.com.br/Principal.asp. Veja também
http://www.bovespa.com.br/Pdf/Indices/IBovespa.pdf).

Os métodos utilizados neste caṕıtulo, para o cálculo das medidas de risco, são descritos
no Caṕıtulo 4. Utilizamos os processos FIEGARCH, apresentados no Caṕıtulo 2, para
obter a variância condicional dos log-retornos dos ativos e calcular as medidas de risco VaR
e ES. Também apresentamos o teste de estresse e o cálculo da perda máxima (MaxLoss),
discutidos na Seção 4.6.

6.1 Caracteŕısticas das Séries Temporais

Nesta seção apresentamos a análise das caracteŕısticas das séries temporais dos log-
retornos dos preços das ações dos ativos e dos log-retornos do ı́ndice de mercado. Tal
análise é indispensável para a seleção de modelos para essas séries temporais. Para ve-
rificar se as séries temporais apresentam caracteŕıstica de longa dependência e selecionar
o modelo mais adequado para cada uma delas, utilizamos os critérios descritos na Seção
3.1.

Figura 6.1: Índice Diário da Bolsa de Valores de São Paulo no Peŕıodo de Janeiro de 1995
a Dezembro de 2001.
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A Figura 6.1 apresenta a série temporal composta por n = 1.729 observações que
representa o ı́ndice diário da Bolsa de Valores de São Paulo no peŕıodo de janeiro de 1995
a dezembro de 2001. A Figura 6.2 apresenta as séries temporais compostas por n = 1.729
observações que representam, respectivamente, os preços das ações do Bradesco, Brasil
Telecom, Gerdau e Petrobrás, no peŕıodo de janeiro de 1995 a dezembro de 2001. Nas
Figuras 6.1 e 6.2 observa-se que tanto o ı́ndice do mercado como os preços dos ativos
sofreram uma forte queda em seus valores no peŕıodo em torno de t = 1.000 (15 de janeiro
de 1999). Esse peŕıodo corresponde à janeiro de 1999 e foi marcado pela desvalorização
do real.

(a) Bradesco (b) Brasil Telecom

(c) Gerdau (d) Petrobrás

Figura 6.2: Séries Temporais dos Preços das Ações no Peŕıodo de Janeiro de 1995 a
Dezembro de 2001.

A Figura 6.3 apresenta as séries temporais dos log-retornos do IBovespa e dos preços
das ações do Bradesco, Brasil Telecom, Gerdau e Petrobrás e os valores quadráticos das
mesmas. Observamos, nestas séries temporais, as caracteŕısticas comuns àquelas de re-
tornos financeiros, tais como média aproximadamente em torno de zero e agrupamentos
de volatilidade.

A Figura 6.4 apresenta o histograma, o Q×Q plot e a função de autocorrelação
amostral da série temporal dos log-retornos do IBovespa e dos log-retornos dos preços
das ações do Bradesco, Brasil Telecom, Gerdau e Petrobrás. Observamos que, para todas
as séries temporais, a distribuição dos dados é, aparentemente, leptocúrtica (possui caudas
mais pesadas do que a distribuição normal). Percebemos que, tanto para os log-retornos
do IBovespa, como para os log-retornos dos ativos, as variáveis aleatórias apresentam
valores significativos da função de autocorrelação amostral ρ̂X(h), para alguns valores de
h > 1. Esse fato sugere o ajuste de um modelo do tipo ARMA. Para verificar se as séries
temporais apresentam heteroscedasticidade condicional, observamos a função de auto-
correlação amostral dos valores quadráticos dos log-retornos. Esta também nos fornece
informações sobre a presença da caracteŕıstica de longa dependência.
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(a) AM (b) AM

(c) A1 (d) A1

(e) A2 (f) A2

(g) A3 (h) A3

(i) A4 (j) A4

Figura 6.3: (a) Séries Temporais dos Log-retornos {ri,t}1.728
t=1 e dos Valores Quadráticos

dos Log-retornos {r2
i,t}1.728

t=1 .
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(a) AM (b) AM (c) AM

(d) A1 (e) A1 (f) A1

(g) A2 (h) A2 (i) A2

(j) A3 (k) A3 (l) A3

(m) A4 (n) A4 (o) A4

Figura 6.4: Histograma, Q×Q Plot e Função de Autocorrelação Amostral da Série Tem-
poral dos Log-retornos.
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No Teorema 2.9, do Caṕıtulo 2, provamos que, sempre que {Xt}t∈Z é um processo

FIEGARCH(p, d, q), tal que E
([

ln(Z2
t )

]2)
< ∞ e E

(
Zt ln(Z2

t )
)

< ∞, para todo t ∈ Z,
o processo {ln(X2

t )}t∈Z é um processo ARFIMA(q, d, 0) com inovações que, em geral,
são não-Gaussianas. Com base neste resultado, analisamos a função de autocorrelação
amostral das séries temporais dos valores quadráticos dos log-retornos e as do logaritmo
dos valores quadráticos dos log-retornos, tanto para o mercado financeiro como para
os quatro ativos, a fim de verificar a presença de heteroscedasticidade condicional e da
caracteŕıstica de longa dependência.

A Figura 6.5 apresenta a função de autocorrelação amostral das séries temporais dos
valores quadráticos dos log-retornos {r2

M,t}1728
t=1 e do logaritmo dos valores quadráticos dos

log-retornos {ln(r2
M,t)}1729

t=1 do ı́ndice do mercado (IBovespa). Observamos que tais funções
apresentam valores significativos para grandes valores de h, o que indica a existência tanto
de heteroscedasticidade quanto de longa dependência. A presença de longa dependência
é confirmada pelas funções periodograma dessas séries temporais, apresentadas na Figura
6.6. As mesmas caracteŕısticas são observadas nas funções de autocorrelação amostral e
periodograma dos ativos, apresentadas, respectivamente, nas Figuras 6.7 e 6.8.

(a) {r2
M,t}1.728

t=1 (b) {ln(r2
M,t)}1.728

t=1

Figura 6.5: Função de Autocorrelação Amostral das Séries Temporais Reais.

(a) {r2
M,t}1.728

t=1 (b) {ln(r2
M,t)}1.728

t=1

Figura 6.6: Função Periodograma das Série Temporais Reais.
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(a) A1 (b) A1

(c) A2 (d) A2

(e) A3 (f) A3

(g) A4 (h) A4

Figura 6.7: Função de Autocorrelação Amostral das Séries Temporais {r2
i,t}1.728

t=1 e
{ln(r2

i,t)}1.728
t=1 .
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(a) A1 (b) A1

(c) A2 (d) A2

(e) A3 (f) A3

(g) A4 (h) A4

Figura 6.8: Função Periodograma das Séries Temporais {r2
i,t}1.728

t=1 e {ln(r2
i,t)}1.728

t=1 .
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Além da análise das funções de autocorrelação amostral e periodograma de cada série
temporal, apresentamos também a estimação do parâmetro d de longa dependência.
Para estimar o parâmetro de longa dependência utilizamos os procedimentos descritos
na Subseção 3.1.6. Para os métodos R/S, R/Sm, KPSS e V/S, utilizamos l = 40 e l = 100
como número mı́nimo de observações para cada bloco e para o estimador GPH utilizamos
α ∈ {0, 5; 0, 6; 0, 7; 0, 8; 0, 9}.

A Tabela 6.1 apresenta o valor estimado do parâmetro d para as séries temporais
dos valores quadráticos dos log-retornos do IBovespa e dos quatro ativos. A Tabela 6.2
apresenta o valor estimado do parâmetro d para o logaritmo dessas séries temporais.
Observamos que os valores obtidos, utilizando-se o valor quadrático dos log-retornos e
o logaritmo do valor quadrático dos log-retornos, foram muito próximos. Em ambos os
casos, para o ativo A3 (Gerdau), o valor do parâmetro d estimado pelos métodos KPSS
e V/S, com l = 40, foi negativo. Os demais valores estimados pertencem ao intervalo
(0; 0, 5) o que indica a presença de longa dependência.

Tabela 6.1: Valores dos Estimadores do d para a Série Temporal dos Valores Quadráticos
dos Log-retornos do IBovespa e para as Séries Temporais dos Valores Quadráticos dos
Log-retornos dos Preços dos Ativos.

Método d̂

IBovespa Bradesco Brasil Telecom Gerdau Petrobrás

R/S
l = 40 0,2731 0,1929 0,2295 0,1600 0,3039

l = 100 0,3198 0,2708 0,3080 0,2493 0,4212

R/Sm

l = 40 0,2364 0,1723 0,2133 0,1423 0,2620

l = 100 0,2910 0,2463 0,2952 0,2264 0,3807

KPSS
l = 40 0,3587 0,2442 0,3037 -0,0313 0,3986

l = 100 0,4883 0,4582 0,4100 0,0753 0,4440

V/S
l = 40 0,2833 0,1443 0,2687 -0,0131 0,2983

l = 100 0,4502 0,3730 0,3345 0,0380 0,4274

GPH

α = 0, 5 0,2206 0,2522 0,2183 0,0916 0,2700

α = 0, 6 0,2176 0,1757 0,1979 0,1963 0,2908

α = 0, 7 0,2232 0,1456 0,0733 0,2420 0,2995

α = 0, 8 0,2202 0,2207 0,0628 0,2041 0,3107

α = 0, 9 0,1885 0,2046 0,0632 0,2130 0,2751
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Tabela 6.2: Valores dos Estimadores do d para a Série Temporal do Logaritmo dos Valores
Quadráticos dos Log-retornos do IBovespa e para as Séries Temporais dos Logaritmos dos
Valores Quadráticos dos Log-retornos dos Preços dos Ativos.

Método d̂

IBovespa Bradesco Brasil Telecom Gerdau Petrobrás

R/S
n = 40 0,2762 0,1955 0,2335 0,1606 0,3054

n = 100 0,3247 0,2754 0,3141 0,2504 0,4229

R/Sm

n = 40 0,2391 0,1745 0,2168 0,1428 0,2634

n = 100 0,2952 0,2502 0,3006 0,2275 0,3823

KPSS
n = 40 0,3604 0,2465 0,3041 -0,0313 0,3994

n = 100 0,4900 0,4605 0,4137 0,0764 0,4459

V/S
n = 40 0,2850 0,1463 0,2691 -0,0134 0,2991

n = 100 0,4518 0,3757 0,3382 0,0383 0,4290

GPH

α = 0, 5 0,2242 0,2557 0,2249 0,0928 0,2717

α = 0, 6 0,2215 0,1797 0,2024 0,1974 0,2925

α = 0, 7 0,2266 0,1480 0,0798 0,2432 0,3010

α = 0, 8 0,2250 0,2241 0,0698 0,2053 0,3111

α = 0, 9 0,1921 0,2086 0,0700 0,2137 0,2756

6.2 Ajuste dos Modelos FIEGARCH

Nesta seção apresentamos resultados relacionados à seleção e ao ajuste dos modelos
FIEGARCH(p, d, q) às séries temporais dos log-retornos do IBovespa e dos ativos finan-
ceiros. Utilizamos tais modelos para a previsão da volatilidade e para os cálculos das
medidas de risco, apresentados na Seção 6.4.

A análise das funções de autocorrelações amostrais, apresentada na Seção 6.1, sugere
o ajuste de modelos ARMA(p1, q1)-FIEGARCH(p2, d, q2), tanto para o IBovespa como
para os ativos do portfolio. Enquanto os modelos ARMA(p1, q1) modelam a correlação
entre as variáveis aleatórias, os modelos FIEGARCH(p2, d, q2) incorporam a existência da
heteroscedasticidade e da caracteŕıstica de longa dependência.

Para a estimação dos parâmetros dos modelos utilizamos a função fgarch do S-Plus.
Inicialmente, utilizamos p1, q1 ∈ {0, 1, 2, 3} e p2, q2 ∈ {0, 1}. O valor do parâmetro d
é estimado pelo método da quase-verossimilhança. Selecionamos aqueles modelos que
apresentaram os menores valores para os critérios AIC, BIC e/ou o maior valor da log-
verossimilhança. Esses valores são apresentados, em negrito, na Tabela 6.3. Em seguida,
realizamos a análise dos reśıduos destes modelos. Observamos que, para a série temporal
dos log-retornos dos preços das ações da Gerdau, o valor quadrático dos reśıduos dos mo-
delos selecionados ainda apresentavam heteroscedasticidade. O problema foi solucionado
com o ajuste de um modelo com valor p2 = 4.
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Tabela 6.3: Valores dos Critérios AIC, BIC e Log-verossimilhança dos Primeiros Modelos
Selecionados para as Séries Temporais dos Log-retornos do IBovespa e dos Preços das
Ações do Bradesco, Brasil Telecom, Gerdau e Petrobrás.

ARMA FIEGARCH Critério de Seleção

p1 q1 p2 d q2 AIC BIC Log-verossimilhança

IBovespa

0 1 0 0,359 1 -8263,249 -8225,066 4138,625

1 2 0 0,350 1 -8269,095 -8220,003 4143,548

2 1 1 0,374 1 -8267,582 -8207,580 4144,791

Bradesco

0 1 0 0,451 1 -7700,331 -7662,148 3857,165

2 2 1 0,447 1 -7708,651 -7643,194 3866,325

2 2 0 0,453 1 -7710,530 -7655,983 3865,265

Brasil
Telecom

0 1 0 0,584 0 -6921,569 -6888,841 3466,785

0 1 1 0,451 1 -6935,136 -6886,043 3476,568

2 2 1 0,430 1 -6931,100 -6865,644 3477,550

Gerdau
1 0 0 0,151 1 -7091,686 -7053,503 3552,843

2 2 1 0,127 1 -7103,078 -7037,622 3563,539

Petrobrás

0 1 1 0,567 0 -7483,429 -7439,792 3749,715

0 3 1 0,454 1 -7490,259 -7430,257 3756,130

2 2 1 0,450 1 -7489,195 -7423,739 3756,598

Os modelos finais selecionados, após a análise dos reśıduos, foram:

• Para a série temporal dos log-retornos {rM,t}1.728
t=1 do IBovespa, optamos pelo modelo

ARMA(p1, q1)-FIEGARCH(p2, d, q2), com p1 = 0 = p2, q1 = 1 = q2, dado por

rM,t = XM,t − 0, 078XM,t−1

XM,t = σM,tZM,t

(1− 0, 706B)(1− B)0,339 ln(σ2
M,t) = −0, 346 + 0, 275|ZM,t−1| − 0, 166ZM,t−1.

A análise de reśıduos completa é apresentada na Tabela F.5 do Apêndice F.

• Para a série temporal dos log-retornos {r1,t}1.728
t=1 dos preços das ações do Bradesco,

optamos pelo modelo ARMA(p1, q1)-FIEGARCH(p2, d, q2), com p1 = 0 = p2 q1 =
1 = q2, dado por

r1,t = X1,t − 0, 129X1,t−1

X1,t = σ1,tZ1,t

(1− 0, 453B)(1− B)0,446 ln(σ2
1,t) = −0, 374 + 0, 381|Z1,t−1| − 0, 135Z1,t−1.

A análise de reśıduos completa é apresentada na Tabela F.6 do Apêndice F.

• Para a série temporal dos log-retornos {r2,t}1.728
t=1 dos preços das ações da Brasil

Telecom, optamos pelo modelo ARMA(p1, q1)-FIEGARCH(p2, d, q2), com p1 = 0,
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q1 = 1, p2 = 1 = q2, dado por

r2,t = 0, 002 + X2,t − 0, 103X2,t−1

X2,t = σ2,tZ2,t

(1− 0, 905B)(1− B)0,447 ln(σ2
2,t) = −0, 053 + 0, 382|Z2,t−1| − 0, 331|Z2,t−2|

+0, 044Z2,t−1 − 0, 066Z2,t−2.

A análise de reśıduos completa é apresentada na Tabela F.7 do Apêndice F.

• Para a série temporal dos log-retornos {r3,t}1.728
t=1 dos preços das ações da Gerdau,

optamos pelo modelo ARMA(p1, q1)-FIEGARCH(p2, d, q2), com p1 = 1, q1 = 0 = q2

e q2 = 4, dado por

r1,t = −0, 1409r3,t−1 + X3,t

X3,t = σ3,tZ3,t

β(B)(1− B)0,256 ln(σ2
3,t) = −0, 769 + 0, 395|Z3,t−1| − 0, 046Z3,t−1,

com β(B) = 1− 0, 216B − 0, 184B2 − 0, 470B3 + 0, 450B4.

A análise de reśıduos completa é apresentada na Tabela F.8 do Apêndice F.

• Para a série temporal dos log-retornos {r4,t}1.728
t=1 dos preços das ações da Petrobrás

optamos pelo modelo ARMA(p1, q1)-FIEGARCH(p2, d, q2), com p1 = 0 = p2, q1 =
1 = q2, dado por

r4,t = 0, 001 + X4,t − 0, 119X4,t−1

X4,t = σ4,tZ4,t

(1− 0, 575B)(1− B)0,416 ln(σ2
4,t) = −0, 347 + 0, 326|Z4,t−1| − 0, 110Z4,t−1.

A análise de reśıduos completa é apresentada na Tabela F.9 do Apêndice F.

6.2.1 Previsão da Volatilidade

Nesta subseção apresentamos a previsão da média e da variância condicional para h = 1
até h = 10 passos à frente, para as séries temporais analisadas. Estes resultados são
utilizados para o cálculo das medidas de risco do portfolio, que apresentamos na Seção
6.4. Resultados teóricos sobre a previsão para os modelos ARMA e FIEGARCH são
apresentados na Seção 3.4.

Lembramos que, se {rt}t∈Z é um processo ARMA(p1, q1)-FIEGARCH(p2, d, q2), definido
pelas expressões (4.48), (4.49) e (4.50), então, pela expressão (3.39), a previsão da média
r̂n+h, h passos à frente é dada por

r̂n+h = φ0 +

p1∑
i=1

φir̂n+h−i −
q1∑

j=0

θjX̂n+h−j,

com r̂n+h = rn+h, se h ≤ 0; X̂n+h = Xn+h, se h ≤ 0 e X̂n+h = 0, se h > 0, pois
X̂n+h = E(Xn+h|Fn) = 0. A previsão do logaritmo da variância condicional h passos à
frente é dada pela expressão (3.55). A previsão da média e da volatilidade, para as séries
temporais analisadas, são apresentadas na Tabela 6.4.
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Tabela 6.4: Previsão da Média e da Variância Condicional dos Log-retornos dos IBovespa
(AM) e das Ações do Bradesco (A1), Brasil Telecom (A2), Gerdau (A3) e Petrobrás (A4)
para os Horizontes h = 1, · · · , 10.

AM A1 A2 A3 A4

h r̂M,n+h σ̂M,n+h r̂1,n+h σ̂1,n+h r̂2,n+h σ̂2,n+h r̂3,n+h σ̂3,n+h r̂4,n+h σ̂4,n+h

1 -0,0012 0,0179 0,0031 0,0215 -0,0030 0,0319 -0,0041 0,0256 0,0019 0,0176

2 0,0000 0,0182 0,0000 0,0221 0,0018 0,0219 0,0000 0,0248 0,0014 0,0179

3 0,0000 0,0182 0,0000 0,0226 0,0018 0,0194 0,0000 0,0195 0,0014 0,0185

4 0,0000 0,0182 0,0000 0,0230 0,0018 0,0181 0,0000 0,0293 0,0014 0,0190

5 0,0000 0,0182 0,0000 0,0233 0,0018 0,0175 0,0000 0,0235 0,0014 0,0194

6 0,0000 0,0182 0,0000 0,0236 0,0018 0,0171 0,0000 0,0219 0,0014 0,0197

7 0,0000 0,0182 0,0000 0,0238 0,0018 0,0169 0,0000 0,0280 0,0014 0,0200

8 0,0000 0,0182 0,0000 0,0239 0,0018 0,0168 0,0000 0,0219 0,0014 0,0202

9 0,0000 0,0182 0,0000 0,0241 0,0018 0,0169 0,0000 0,0233 0,0014 0,0204

10 0,0000 0,0182 0,0000 0,0242 0,0018 0,0170 0,0000 0,0261 0,0014 0,0206

Observamos que, para h > 1, o valor de σM,n+h é constante, o que não ocorre para os
ativos Ai, para cada i = 1, · · · , 4. Aparentemente, para os ativos A1 e A4 estes valores
estão crescendo, enquanto que para o ativo A2, os valores decrescem. Para o ativo A3 o
comportamento parece ser aleatório.

6.3 Estat́ısticas Descritivas dos Ativos Financeiros

Na Tabela 6.5 apresentamos as estat́ısticas descritivas das séries temporais analisadas.
Observamos que todos os ativos apresentam desempenho semelhante, quantificado pelo
valor da mediana dos retornos diários igual a zero em todos os casos. Entretanto, esse
valor está abaixo daquele apresentado pelo mercado (0,0014) no mesmo peŕıodo. O ativo
que apresentou maior variabilidade foi o A2, com variância igual a 0,0013, sendo esse valor
maior do que a variância do mercado, que é igual a 0,0008. O ativo A1 é o menos volátil,
com variância igual a 0,0009. Entre todos os ativos, o que apresentou o menor retorno
no peŕıodo foi o ativo A2 (-0,3530), e este foi menor do que o menor retorno apresentado
pelo mercado no mesmo peŕıodo (-0,1721). O ativo que apresentou o maior retorno no
peŕıodo foi o A1 (0,2933) e foi superior ao maior retorno do mercado (0,2883) no peŕıodo.
Percebemos também que, para todas as séries temporais de log-retornos, a função de
distribuição dos dados é aproximadamente simétrica, dado que a medida de assimetria
assume valores pequenos. Entretanto, todas as séries temporais podem ser consideradas
como de caudas pesadas. A série temporal dos log-retornos do ativo A1 apresenta o maior
valor da medida de curtose (11,9990) e esse valor é menor do que o da medida de curtose
do mercado (15,5581).
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Tabela 6.5: Estat́ısticas Descritivas para as Séries Temporais dos Log-retornos do Índice
do Mercado (AM) e dos Preços das Ações do Bradesco (A1), Brasil Telecom (A2), Gerdau
(A3) e Petrobrás (A4).

Ativo A1 A2 A3 A4 AM

Média 0,0010 0,0006 0,0009 0,0010 0,0007

Variância 0,0009 0,0013 0,0011 0,0011 0,0008

Mediana 0,0000 0,0000 0,0000 0,0000 0,0014

Máximo 0,2933 0,1676 0,2092 0,2068 0,2883

Mı́nimo -0,2162 -0,3530 -0,1507 -0,2103 -0,1721

Assimetria 0,2390 -0,5773 0,3675 -0,0738 0,6920

Curtose 11,9990 10,6346 6,5431 9,1426 15,5581

6.3.1 Cálculo dos Pesos do Portfolio

Nesta seção apresentamos o cálculo do portfolio eficiente utilizando o método descrito na
Seção 4.3. O portfolio é representado por P = {A1, A2, A3, A4}, onde A1 representa as
ações do Bradesco, A2 as ações da Brasil Telecom, A3 as ações da Gerdau e A4 as ações
da Petrobrás. O vetor de pesos é representado por a = (a1, a2, a3, a4)

′. Utilizamos a taxa
SELIC, cujo log-retorno médio no peŕıodo é igual a RF = 0, 02, como ativo livre de risco.
Sob essas condições, utilizando a expressão (4.22), obtemos

(a1, a2, a3, a4) = (0, 3381; 0, 1813; 0, 3087; 0, 1719), (6.1)

isto é, 33, 81% do valor total a ser investido será aplicado no ativo A1; 18, 13% no ativo
A2; 30, 87% no ativo A3 e 17, 19% no ativo A4.

6.3.2 Modelo CAPM para as Séries Temporais

Nesta subseção apresentamos o cálculo do coeficiente β para os ativos do portfolio. Como
citado na subseção anterior, estamos considerando, como ativo livre de risco, a taxa
SELIC. Na Tabela 6.7 apresentamos a correlação amostral entre as séries temporais ana-
lisadas. Observamos que os ativos possuem correlação significante, tanto entre si, como
com o mercado financeiro.

Os métodos de estimação para o coeficiente angular β do modelo CAPM são descritos
na Subseção 4.3.2. Os valores estimados do parâmetro βi, para cada i = 1, · · · , 4 são
dados por

β1 = 0, 9525, β2 = 1, 0508, β3 = 1, 1267 e β4 = 1, 0153.

Note que, para o ativo A1, β1 < 1, o que significa que esse ativo é defensivo. No entanto,
βi > 1, para i = 1, 2, 3, o que significa que esses ativos são agressivos, isto é, se houverem
quedas no ı́ndice do mercado, os retornos dos ativos sofrerão quedas maiores (em termos
de porcentagem) do que a queda do ı́ndice do mercado. De forma análoga, se o ı́ndice do
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mercado sofrer um determinado crescimento, o aumento sofrido pelos retornos será maior.
Pelas expressões (4.31) e (6.1) segue que o βP do portfolio é dado por

βP = 0, 3381× 0, 9525 + 0, 1813× 1, 0508 + 0, 3087× 1, 1267 + 0, 1719× 1, 0153 = 1, 0349.

Obtivemos βP = 1, 0349, o que indica que, se o ı́ndice do mercado sofrer um aumento de
10%, o valor do portfolio sofrerá um aumento de 10, 35%. Note que, sob o modelo CAPM,
o retorno esperado do ativo Ai é dado por

E(Ri) = RF + βi

(
E(RM)−RF

)
, para cada i = 1, · · · , 4.

O valor E(RM) é estimado através da média amostral dos retornos do mercado. Os valores
da média amostral das séries temporais foram obtidos da Tabela 6.5. Lembramos que o
log-retorno médio do ativo livre de risco para o peŕıodo é igual a 0,02. Segue que

E(Ri) = 0, 02 + βi

(
0, 0007− 0, 02

)
, para cada i = 1, · · · , 4.

Assim, o retorno esperado para o peŕıodo de investimento, segundo o modelo CAPM, é
dado por

E(R1) = 0, 0016, E(R2) = −0, 0003, E(R3) = −0, 0017 e E(R4) = 0, 0004.

A Tabela 6.6 apresenta os valores (observados) dos retornos de peŕıodos 1 e 10 dias, que são
dados, respectivamente, por Xi,1.991 e Xi,1.990[10], para cada i = 1, · · · , 4, a média amostral
dos retornos observados e os retornos estimados pelo modelo CAPM. Comparando com

Tabela 6.6: Retornos dos Ativos.

Ativo Ri Ri[10] E(Ri) R̄i

A1 -0,0026 -0,0156 0,0016 -0,013

A2 0,0301 -0,0343 -0,0003 -0,017

A3 0,0680 0,2456 -0,0017 -0,040

A4 0,0021 -0,0551 0,0004 0,003

Nota: Ri ≡ Xi,1.991 e Ri[10] ≡ Xi,1.990[10].

os valores obtidos pelo modelo CAPM notamos que, para o ativo A1 (Bradesco) o log-
retorno observado foi menor que o retorno estimado, enquanto que, para os outros ativos
os resultados obtidos através do modelo CAPM foram inferiores aos observados. Para um
peŕıodo h = 10 dias o retorno previsto pelo modelo CAPM só foi inferior aos log-retornos
observados no caso do ativo A3.

O coeficiente α das ações, que indica se elas estão subavaliadas ou superavaliadas, é
definido pela expressão (4.29). Para este portfolio temos:

α1 = −0, 0006, α2 = 0, 0009, α3 = 0, 0026 e α4 = 0, 0006.

Na visão do investidor, as ações do ativo A1 estão superavaliadas pelo mercado (α < 0)
o que deverá proporcionar uma rentabilidade inferior àquela calculada pelo modelo de
equiĺıbrio (CAPM). Portanto, devem ser vendidas. Enquanto que, para os outros ativos,
o valor positivo do coeficiente α indica que, as ações estão subavaliadas, isto é, seu preço
é menor do que seu valor intŕınseco. Sendo assim, é conveniente comprá-las.
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Tabela 6.7: Matriz de Correlação Amostral dos Log-retornos.

IBovespa Bradesco Brasil Telecom Gerdau Petrobrás

IBovespa 1,0000 0,7024 0,7817 0,7379 0,8373
Bradesco 0,7024 1,0000 0,6887 0,4517 0,5982

Brasil Telecom 0,7817 0,6887 1,0000 0,5895 0,6435
Gerdau 0,7379 0,4517 0,5895 1,0000 0,5927

Petrobrás 0,8373 0,5982 0,6435 0,5927 1,0000

6.4 Cálculo das Medidas de Risco VaR e ES

Nesta seção calculamos as medidas de risco baseadas na distribuição das perdas do port-
folio. Como sugerido por Palaro e Hotta (2006), utilizamos a série de log-retornos do
portfolio, definida pela expressão (4.14). O cálculo das medidas de risco VaR e ES foi
realizado utilizando-se as diferentes abordagens discutidas na Seção 4.5.2. Apresentamos
também o cálculo das medidas de risco VaR e ES, considerando tanto a distribuição condi-
cional, como a distribuição não-condicional do vetor de mudanças de fatores de risco. Para
isso utilizamos, respectivamente, a abordagem RiskMetrics (modelo EWMA) e o método
da variância-covariância. Por fim, apresentamos a análise das medidas de risco para cada
ativo do portfolio. Lembramos que a medida ES é uma medida de risco coerente, no
sentido da Definição 4.2. Além disso, por definição, VaR ≤ ES. Sendo assim, obtendo o
ES de cada ativo obtivemos uma cota superior para o VaR do portfolio.

Para os cálculos realizados fixamos:

• os fatores de risco para este portfolio são os logaritmos dos preços das ações. Sendo
assim, o vetor de fatores de risco é dado por

Zt = (Z1,t, Z2,t, Z3,t, Z4,t)
′ = (ln(P1,t), ln(P2,t), ln(P3,t), ln(P4,t))

′,

onde Pi,t é o preço da ação do ativo Ai, no instante t, para i = 1, 2, 3, 4. Como
conseqüência, o vetor de mudanças de fatores de risco X t, definido pela expressão
(4.34), é dado por

X t = (X1,t, X2,t, X3,t, X4,t)
′ = (r1,t, r2,t, r3,t, r4,t)

′,

onde ri,t, para i = 1,2,3 e 4, é o log-retorno do ativo Ai, no instante t;

• a perda do portfolio no instante t é representada pela variável aleatória Lt, definida
pela expressão (4.32). Na prática, os retornos simples e os log-retornos são valores
muito próximos e pela expressão (4.39), apresentada no Exemplo 4.4, assumimos
que a perda do portfolio, no tempo t, é dada por

Lt = −Vt−1

4∑
i=1

airi,t = −Vt−1rP,t, (6.2)

onde Vt−1 é o valor do portfolio no instante t− 1 e a = (a1, a2, a3, a4)
′ é o vetor de

pesos dado pela expressão (6.1), ri,t é o log-retorno do ativo Ai no tempo t e rP,t é
o log retorno do portfolio no tempo t.
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• a função de distribuição considerada para o cálculo das medidas de risco, para todas
as abordagens foi a normal multivariada (ou univariada).

Note que, pela expressão (4.38), se ci é o número de ações do ativo Ai, então

ci =
aiV0

Pi,0

, para cada i = 1, · · · , 4,

onde V0 é o capital inicial investido no portfolio, Pi,0 é o preço unitário no instante inicial
das ações do ativo Ai, para cada i = 1, · · · , 4 e a = (a1, a2, a3, a4)

′ são os pesos do portfolio,
dados pela expressão (6.1). Sendo assim, pela expressão (4.36), o valor Vt do portfolio, no
instante t, é dado por

Vt = V0

(
a1

P1,0

P1,t +
a2

P2,0

P2,t +
a3

P3,0

P3,t +
a4

P4,0

P4,t

)
, t = 1, · · · , n,

onde n é o tamanho amostral, Pi,t é o preço unitário das ações do ativo Ai, para cada
i = 1, · · · , 4, no instante t. Como exemplo, assumimos que o instante inicial é igual ao
primeiro dia de observação das séries temporais. A Figura 6.9 apresenta a série temporal
dos valores do portfolio {Vt}n

t=1 e a dos log-retornos do portfolio para o peŕıodo de janeiro
de 1995 à dezembro de 2001. Comparando a série temporal dos valores do portfolio com
a série temporal do ı́ndice de mercado, apresentada na Figura 6.1, observamos que ambas
apresentam um comportamento muito semelhante.
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Figura 6.9: Séries Temporais: (a) Valores do Portfolio P ; (b) Log-retornos do Portfolio
no Peŕıodo de Janeiro de 1995 à Dezembro de 2001.

A série temporal das perdas do portfolio e sua função densidade de probabilidade
são apresentadas na Figura 6.10. Observamos que a maior perda ocorre em t = 698
com Lt = 0, 3729 (ou seja, o maior ganho, que é igual a aproximadamente R$ 0,37 por
cada real investido) e a menor perda ocorre em t = 1.244, com Lt = −0, 3402 (ou seja,
aproximadamente R$ 0,34 por cada real investido). A maior perda corresponde a mudança
no valor do portfolio, ocorrida entre 24/10/1997 (sexta-feira) e 27/10/1997 (segunda-feira).
Nesse peŕıodo o valor do ı́ndice Bovespa passou de 11.545,20 para 9.816,80 pontos, o que
representa uma queda de 14, 97%. Nessa data também ocorreram grandes quedas nos
ı́ndices Dow Jones ( 7,18%) e S&P 500 (6,87%). Este peŕıodo é marcado pela forte
crise na Ásia. O maior ganho no portfolio corresponde a variação ocorrida no peŕıodo
de 13/01/2001 à 14/01/2001. O IBovespa apresenta uma alta de 2,08% neste peŕıodo.
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Enquanto que, para o mercado mundial temos que em 14/01/2000 o valor do ı́ndice Dow
Jones foi de 11.722,98 pontos. Esse valor só foi superado em 03/10/2006, quando o ı́ndice
atingiu 11.727,34 pontos.

Essa análise nos fornece uma idéia do que aconteceria se um investidor mantivesse
seu portfolio constante durante o peŕıodo considerado. Na prática, o investidor compra
e vende ações a fim de obter melhores rendimentos. Sendo assim, a análise das medi-
das de risco é feita considerando-se ou a série temporal dos log-retornos do portfolio ou
(equivalentemente) as séries temporais dos log-retornos dos ativos do portfolio.
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Figura 6.10: (a) Série Temporal das Perdas do Portfolio no Peŕıodo de Janeiro de 1995 à
Dezembro de 2001; (b) Função Densidade de Probabilidade das Perdas do Portfolio.

Apresentamos a seguir os resultados da estimação das medidas de risco VaR e ES
considerando a série temporal dos log-retornos do portfolio. Para calcular o VaRp,n+1 do
portfolio, onde n = 1.729 é o tamanho amostral e p é o ńıvel de confiança, lembramos que

VaRp,n+1 = inf{` ∈ R : P(Ln+1 ≥ `) ≤ 1− p},

onde Ln+1 é dada pela expressão (6.2). Pela expressão (4.42)

E(Ln+1) = −Vna′µ e Var(Lt+n) = V 2
n a′Σa,

onde a = (a1, a2, a3, a4)
′ é o vetor de pesos, dado pela expressão (6.1), µ é o vetor das

médias dos ativos, dado por

µ = (E(r1,n+1),E(r2,n+1),E(r3,n+1),E(r4,n+1))
′,

Σ é a matriz de variâncias - covariâncias e Vn é o valor do portfolio, que é conhecido
no instante n (neste caso, n é o tamanho amostral). Assumimos que, tanto a função
de distribuição condicional como a não-condicional das perdas é a função de distribuição
normal e utilizamos as abordagens descritas na Subseção 4.5.2 para o cálculo das medidas
de risco.

Para o cálculo do VaR e do ES sob a abordagem econométrica, observamos que a
função de autocorrelação amostral da série temporal dos log-retornos do portfolio apre-
senta valores significativos para h > 1. Para modelar essa dependência utilizamos modelos
ARMA(p1, q1). A função de autocorrelação amostral dos valores quadráticos dessa série
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temporal indica heteroscedasticidade e longa dependência, o que é confirmado pelos val-
ores da função periodograma, apresentada na Figura 6.12. Apresentamos os valores das
funções de autocorrelação amostral destas duas séries temporais na Figura 6.11. O modelo
ARMA(p1, q1)-EGARCH(p2, q2) selecionado, após a análise de reśıduos, foi o que apresen-
tou o menor número de parâmetros e é apresentado na Tabela F.10 do Apêndice F. O
critério de seleção do modelo ARMA(p1, q1)-FIEGARCH(p2, q2) para a série temporal dos
log-retornos do portfolio é apresentado na Seção F.2 do Apêndice F.

(a) (b)

Figura 6.11: Função de Autocorrelação Amostral da Série Temporal: (a) {rP,t}1.728
t=1 dos

Log-Retornos do Portfolio; (b) {r2
P,t}1.728

t=1 dos Valores Quadráticos dos Log-retornos do
Portfolio.

Figura 6.12: Função Periodograma da Série Temporal {r2
P,t}1.728

t=1 .

Os resultados da estimação das medidas de risco VaR e ES, utilizando a série tempo-
ral dos log-retornos do portfolio, são apresentados na Tabela 6.8. Lembramos que, para o
cálculo das medidas de risco, utilizamos a série temporal {−rP,t}1.728

t=1 . Sendo assim, para
calcular o valor em risco, em reais, do portfolio no instante n + 1, devemos multiplicar os
valores apresentados na Tabela 6.8 pelo valor do portfolio no instante n, Vn. Lembramos
que os valores reais observados para os log-retornos ri,17.29, para cada i = 1, · · · , 4, das
séries temporais analisadas são, respectivamente, -0,0026, 0,0301, 0,0680 e 0,0021. Por-
tanto, o log-retorno do portfolio, em t = n + 1 é igual a 0,0259 e, conseqüentemente, a
perda do portfolio é igual a Ln+1 = −Vn × rP,n+1 = −Vn × 0, 0259.

A Figura 6.13 mostra a função densidade de probabilidade da série temporal {−rP,t}1.728
t=1 ,

juntamente com o valor observado −rP,n+1 e os estimados VaRp,n+1, para p = 99%. Ob-
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servamos que o valor estimado, utilizando-se os processos FIEGARCH, foi o que mais se
aproximou do valor observado.

Os resultados na Tabela 6.9 são referentes à estimativa das medidas de risco con-
siderando a função de distribuição multivariada do vetor de mudanças de fatores de risco
X t = (r1,t, r2,t, r3,t, r4,t)

′. Neste caso, apresentamos o cálculo do VaR considerando a
função de distribuição multivariada, não-condicional (abordagem VaR Normal, expressão
(4.43)) e a função de distribuição multivariada condicional (abordagem VaR EWMA,
expressão (4.47)), do vetor aleatório X t. Comparando os resultados apresentados nas
Tabelas 6.8 e 6.9, observamos que os valores obtidos, para o VaR Normal, em ambos os
casos foram os mesmos. Entretanto, para a abordagem VaR EWMA os valores encontra-
dos considerando a função de distribuição univariada dos log-retornos do portfolio foram
inferiores aos obtidos utilizando-se a função de distribuição multivariada dos fatores de
mudança de risco (log-retornos dos ativos).

Tabela 6.8: Valores Estimados para as Medidas de Risco VaR e ES para os Log-retornos
do Portfolio, ao Nı́vel de Confiança p = 95% e 99% para o Horizonte h = 1 Dia. Caso
Univariado.

Abordagem p VaRp,n+1 ESp,n+1

Emṕırico
0,95 0,0369 0,0588
0,99 0,0703 0,0966

Normal
0,95 0,0398 0,0712
0,99 0,0566 0,0923

EWMA
0,95 0,0321 0,0583
0,99 0,0461 0,0759

EGARCH
0,95 0,0353 0,0625
0,99 0,0499 0,0808

FIEGARCH
0,95 0,0247 0,0437
0,99 0,0349 0,0564

Figura 6.13: Função Densidade de Probabilidade da Série Temporal {−rP,t}1.728
t=1 com

Valor Observado de −rP,n+1 e Valores Estimados para o VaRp,P,n+1, ao Nı́vel de Confiança
p = 99%.

.
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Tabela 6.9: Valores Estimados para as Medidas de Risco VaR e ES para a Série Temporal
dos Log-retornos do Portfolio ao Nı́vel de Confiança p = 95% e 99% para o Horizonte
h = 1. Caso Multivariado.

Abordagem p VaRp,n+1 ESp,n+1

Normal
0,95 0,0398 0,0712
0,99 0,0566 0,0923

EWMA
0,95 0,2131 0,3788
0,99 0,3018 0,4898

Os resultados que seguem referem-se ao cálculo das medidas de risco para os ativos in-
dividuais do portfolio. Para o cálculo das medidas de risco, sob a abordagem econométrica,
os modelo ARMA(p1, q1)-EGARCH(p2, q2) selecionados, após a análise de reśıduos, foram
os que apresentaram o menor número de parâmetros. Estes modelos são apresenta-
dos na Seção F.2 do Apêndice F. O processo de seleção dos modelos ARMA(p1, q1)-
FIEGARCH(p2, d, q2) para as séries temporais dos log-retornos dos ativos do portfolio é
apresentado na Seção 6.2 deste caṕıtulo.

Tabela 6.10: Valores Estimados do VaR para as Séries Temporais dos Log-retornos dos
Ativos do Portfolio, ao Nı́vel de Confiança p = 95% e 99% para o Horizonte h = 1.

Abordagem p VaRp,1,n+1 VaRp,2,n+1 VaRp,3,n+1 VaRp,4,n+1

4∑
i=1

aiVaRp,i,n+1

Emṕırico
0,95 0,0427 0,0508 0,0494 0,0483 0,0472

0,99 0,0785 0,1023 0,0870 0,0905 0,0875

Normal
0,95 0,0487 0,0582 0,0535 0,0539 0,0528

0,99 0,0693 0,0825 0,0761 0,0767 0,0750

EWMA
0,95 0,2648 0,3056 0,3024 0,2511 0,2814

0,99 0,3751 0,4327 0,4281 0,3557 0,3985

EGARCH
0,95 0,0370 0,0633 0,0565 0,0342 0,0473

0,99 0,0536 0,0875 0,0783 0,0489 0,0666

FIEGARCH
0,95 0,0385 0,0495 0,0380 0,0308 0,0390

0,99 0,0531 0,0712 0,0555 0,0428 0,0554

Comparando os valores apresentados nas Tabelas 6.10 e 6.11 com aqueles apresentados
na Tabela 6.8, observamos que, para este portfolio, ambas as desigualdades

VaRp,P,n+1 ≤
4∑

i=1

aiVaRp,i,n+1 e ESp,P,n+1 ≤
4∑

i=1

aiESp,i,n+1,

são válidas. Observamos que o VaR calculado pela abordagem econométrica, utilizando os
processos FIEGARCH foi o que mais se aproximou dos valores reais observados −ri,1.729,
para cada i = 1, · · · , 4, que são dados, respectivamente, por 0,0026, -0,0301, -0,0680
e -0,0021 (segue que −rP,1.729 = −0, 0259). Note que as perdas foram superestimadas
(se estivéssemos analisando a cauda direita da função de distribuição, as perdas seriam
subestimadas). Esse fato, amplamente discutido na literatura, já era esperado. Isso ocorre
porque utilizamos a função de distribuição normal para estimar as medidas de risco.
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Tabela 6.11: Valores Estimados do ES para as Séries Temporais dos Log-retornos dos
Ativos do Portfolio, ao Nı́vel de Confiança p = 95% e 99% para o Horizonte h = 1.

Abordagem p ESp,1,n+1 ESp,2,n+1 ESp,3,n+1 ESp,4,n+1

4∑
i=1

aiESp,i,n+1

Emṕırico
0,95 0,0672 0,0731 0,0623 0,0679 0,0669

0,99 0,1133 0,1163 0,1049 0,1202 0,1124

Normal
0,95 0,0871 0,1037 0,0956 0,0964 0,0943

0,99 0,1128 0,1341 0,1238 0,1249 0,1221

EWMA
0,95 0,4707 0,5428 0,5370 0,4464 0,5001

0,99 0,6086 0,7017 0,6942 0,5771 0,6465

EGARCH
0,95 0,0680 0,1085 0,0973 0,0616 0,0833

0,99 0,0887 0,1388 0,1246 0,0799 0,1074

FIEGARCH
0,95 0,0658 0,0901 0,0706 0,0532 0,0695

0,99 0,0841 0,1172 0,0924 0,0682 0,0900

6.5 Análise de Cenários (Teste de Estresse)

Para realizar o teste de estresse, utilizamos duas abordagens diferentes, sendo que, a
primeira delas consiste na escolha dos cenários baseado nos dados históricos, este é o
denominado teste de estresse tradicional, a segunda abordagem consiste na escolha dos
cenários sob um certo domı́nio de admissibilidade, obtendo então a medida denominada
perda máxima, ou MaxLoss.

Para realizar o teste de estresse assumimos que os fatores de risco são os logaritmos dos
preços dos ativos do portfolio. Para o cálculo dos valores δi, para i = 1, · · · , 4, definidos
pela expressão (4.67), (estes valores indicam o quanto o valor do portfolio é afetado pela
variação de cada fator de risco) consideramos o valor atual dos preços dos ativos, isto é,
Pi,n, para cada i = 1, · · · , 4 e 4i = 0, 05, para cada i = 1, · · · , 4 e n = 1.729. Obtivemos
δi = −ai, para cada i = 1, · · · , 4, onde ai é o peso do ativo Ai. Isso indica que o fator de
risco que mais influência no preço do portfolio é o logaritmo do preço do ativo que possui
a maior participação porcentual, em relação ao total do portfolio.

6.5.1 Construção dos Cenários Utilizando Dados Históricos

Para a construção de cenários baseados em dados históricos determinamos a variação
máxima de cada fator de risco e, em seguida, combinamos tudo em um único cenário. Os
procedimentos utilizados nesta subseção para determinar a variação máxima dos fatores
de risco são descritos na Subseção 4.6.3. A notação utilizada nas tabelas que seguem é
aquela definida na Subseção 4.6.3.

Lembramos que, como os fatores de risco são o logaritmo dos preços, a variação dos
fatores de risco, para um peŕıodo h, são os log-retornos de peŕıodo h (veja Definição
4.5). Na Tabela 6.12 apresentamos as variações máximas e mı́nimas dos fatores de risco
(ou seja, os log-retornos máximos e mı́nimos) para cada um dos ativos e para o mercado
financeiro, durante o peŕıodo histórico, considerando janelas de 1 e de 10 dias. Os cenários
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considerados são apresentados na Tabela 6.13. Por definição, Xi,Sj representa o valor do
log-retorno do ativo Ai sob o cenário Sj, para cada i = 1, · · · , 4 e j = 1, · · · , 12. Os
cenários são definidos por

• Cenários S1, S2 e S3: são os cenários otimistas, formados pelos log-retornos máximos
dos ativos, obtidos pelo método StE e DD, com janelas de 1 e 10 dias.

• Cenários S4, S5 e S6: são os cenários pessimistas, formados pelos retornos mı́nimos
dos ativos, obtidos pelo método StE e DD, com janelas de 1 e 10 dias.

• Cenários S7, S8 e S9: são os cenários otimistas, constrúıdos considerando-se os log-
retornos máximos (obtido das observações históricas) do mercado e os coeficientes
βi, para cada i = 1, · · · , 4, fornecidos pelo modelo CAPM.

• Cenários S10, S11 e S12: são os cenários pessimistas, constrúıdos considerando-se os
log-retornos mı́nimos do mercado (obtido das observações históricas) e os coeficientes
βi, para cada i = 1, · · · , 4, fornecidos pelo modelo CAPM.

Tabela 6.12: Variações Máximas e Mı́nimas dos Log-retornos dos Ativos do Portfolio e
dos Log-retornos do Mercado.

1 dia (StE) 10 dias (StE) 10 dias (DD)

Ativo Máx Mı́n Máx Mı́n Máx Mı́n

AM 0,2883 -0,1721 0,2360 -0,2853 0,3848 -0,3713

A1 0,2933 -0,2162 0,3010 -0,4761 0,3669 -0,4761

A2 0,1676 -0,3530 0,3223 -0,5626 0,4037 -0,5626

A3 0,2094 -0,1508 0,3390 -0,3111 0,4558 -0,3189

A4 0,2068 -0,2103 0,3495 -0,2970 0,4242 -0,4937

Tabela 6.13: Cenários para o Teste de Estresse.

r1,Sj r2,Sj r3,Sj r4,Sj

S1 0,2933 0,1676 0,2094 0,2068

S2 0,3010 0,3223 0,3390 0,3495

S3 0,3669 0,4037 0,4558 0,4242

S4 -0,2162 -0,3530 -0,1508 -0,2103

S5 -0,4761 -0,5626 -0,3111 -0,2970

S6 -0,3713 -0,5626 -0,3189 -0,4937

S7 0,2746 0,3030 0,3249 0,2927

S8 0,2248 0,2480 0,2659 0,2396

S9 0,3665 0,4043 0,4335 0,3907

S10 -0,1639 -0,1808 -0,1939 -0,1747

S11 -0,2717 -0,2998 -0,3214 -0,2896

S12 -0,3537 -0,3902 -0,4184 -0,3770
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Os log-retornos do portfolio sob cada cenário são apresentados na Tabela 6.14. Os
log-retornos reais observados do portfolio para 1 e 10 dias foram, respectivamente, 0,0259
e 0,0548. Observamos que, em ambos os casos, os log-retornos reais foram superiores aos
previstos pelos cenários pessimistas. Entretanto, todos os cenários otimistas superesti-
maram os log-retornos reais.

Tabela 6.14: Valores dos Log-retornos do Portfolio sob os Diferentes Cenários.

Cenário rP,Sj Cenário rP,Sj Cenário rP,Sj Cenário rP,Sj

S1 0,2297 S4 -0,2198 S7 0,2984 S10 -0,1781

S2 0,3249 S5 -0,4100 S8 0,2442 S11 -0,2952

S3 0,4108 S6 -0,4463 S9 0,3982 S12 -0,3843

6.5.2 Perda Máxima sob Domı́nios de Admissibilidade.

Nesta subseção apresentamos a análise de cenários escolhidos sob um domı́nio de admissi-
bilidade. A perda calculada sob esses cenários é denominada perda máxima, ou MaxLoss.
Pela expressão (5.5), segue que o portfolio é linear, no sentido discutido na Subseção 4.6.4.
Portanto, segue do Teorema 4.1, que a um ńıvel de confiança p%, a perda máxima do
portfolio é dada pela expressão (4.68) e o cenário onde isso ocorre é dado pela expressão
(4.69).

Na Tabela 6.15 apresentamos a perda máxima do portfolio calculada para diferentes
valores de p e os respectivos cenários para os quais essa perda ocorre. Por definição ri,ML,
para cada i = 1, · · · , 4 representa o log-retorno do ativo Ai sob o cenário de perda máxima.
Observando as Tabelas 6.14 e 6.15, percebemos que as perdas que ocorrem sob os cenários
pessimistas constrúıdos sob dados históricos são maiores que aquelas que ocorrem quando
consideramos cenários sob um certo domı́nio de admissibilidade. Para todos os valores de
p, a perda máxima estimada foi maior que a perda real observada no instante n + 1, que
foi igual a −rP = -0,0259.

Tabela 6.15: Perda Máxima do Portfolio para Diferentes Valores de p e seu Respectivo
Cenário.

Cenário

p MaxLoss r1,ML r2,ML r3,ML r4,ML

0,50 -0,0453 -0,0451 -0,0460 -0,0453 -0,0449

0,55 -0,0475 -0,0473 -0,0482 -0,0475 -0,0471

0,65 -0,0521 -0,0519 -0,0529 -0,0521 -0,0517

0,75 -0,0574 -0,0572 -0,0583 -0,0574 -0,0569

0,85 -0,0642 -0,0640 -0,0652 -0,0642 -0,0637

0,95 -0,0762 -0,0759 -0,0773 -0,0762 -0,0756

0,99 -0,0901 -0,0897 -0,0915 -0,0901 -0,0894
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Caṕıtulo 7

Conclusões

No Caṕıtulo 1 desta dissertação tratamos dos principais conceitos necessários à com-
preensão e ao estudo dos modelos para séries temporais. Além de apresentar as idéias
básicas sobre processos estocásticos, apresentamos as principais definições relacionadas a
eles, tais como estacionariedade, ergodicidade, funções de autocovariância, autocorrelação
e densidade espectral. Também apresentamos as definições das medidas de assimetria e
curtose. Definimos uma série temporal como sendo uma realização, ou parte de uma
realização, de um processo estocástico e apresentamos as versões amostrais das funções
citadas anteriormente. Também apresentamos algumas definições envolvendo os processos
lineares e relembramos alguns dos principais teoremas relacionados a eles. Além disso,
retomamos alguns resultados básicos sobre séries de potências que foram utilizados na
demonstração de resultados nos caṕıtulos seguintes.

No Caṕıtulo 2 apresentamos os principais processos não-lineares utilizados na litera-
tura para modelar séries temporais que apresentam heteroscedasticidade. Apresentamos
condições necessárias e suficientes para a estacionariedade e ergodicidade destes proces-
sos. Mostramos que os processos ARCH possuem uma representação AR para o valor
quadrático do processo, que os processos GARCH possuem uma representação ARMA
para tais valores e que os processos FIEGARCH possuem uma representação ARFIMA
para o logaritmo do quadrado da volatilidade. Também mostramos que, se {Xt}t∈Z é

um processo FIEGARCH(p, d, q) e se E
([

ln(Z2
t )

]2)
< ∞ e E

(
Zt ln(Z2

t )
)

< ∞, para todo
t ∈ Z, então o processo estocástico {ln(X2

t )}t∈Z é um processo ARFIMA(q, d, 0), com
inovações que, em geral, são não-Gaussianas.

No Caṕıtulo 3 relembramos os principais resultados relacionados à análise da função
de autocorrelação amostral, o teste de normalidade Jarque-Bera e os principais critérios de
seleção de modelos, presentes na literatura, que utilizam o estimador de máxima verossimi-
lhança para a variância mais uma função penalizadora. Também apresentamos alguns dos
testes de adequação do modelo, que baseiam-se na função de autocorrelação amostral dos
reśıduos e as principais estat́ısticas de teste para detectar longa dependência, encontradas
na literatura. Tratamos da estimação dos parâmetros dos modelos, apresentamos os
métodos de estimação de pseudo-máxima verossimilhança e ressaltamos que a quase-
máxima verossimilhança é um caso particular desse método. E além disso, apresentamos
resultados relacionados à previsão de valores futuros para o processo estocástico a partir
de um modelo ajustado. Estabelecemos uma relação entre a estimação para modelos
lineares e não-lineares.

No Caṕıtulo 4 tratamos da análise dos riscos para séries temporais financeiras. Apre-
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sentamos o método de média-variância para seleção de portfolios eficientes e o modelo de
precificação de ativos (CAPM), que utilizamos como ferramenta para análise da correlação
dos ativos com o mercado financeiro. Definimos distribuição de lucros e perdas, fatores de
risco e funções de risco. Também apresentamos a definição de medida de risco coerente e
as principais medidas de risco utilizadas na literatura.

No Caṕıtulo 5 apresentamos os resultados que obtivemos a partir da análise de séries
temporais simuladas. Tais séries temporais foram geradas a partir de processos FIE-
GARCH, com parâmetros semelhantes aos dos modelos ajustados às séries temporais
reais analisadas no Caṕıtulo 6. Utilizamos, para estimação dos parâmetros dos modelos,
a função fgarch do programa S-Plus. Comparando os valores utilizados na simulação com
aqueles ajustados às séries temporais percebemos que, com exceção do modelo M2, para
os demais modelos o valor estimado para o parâmetro d está muito próximo do valor
simulado. Essa proximidade foi confirmada pelo valor do erro quadrático médio. Quanto
aos demais coeficientes, a precisão dos seus ajustes varia de modelo para modelo, mas em
geral, o erro quadrático médio é menor do que 0,0773.

Apresentamos também a estimação do parâmetro d utilizando as séries temporais
{X2

i,t}n
t=1 e {ln(X2

i,t)}n
t=1. Para os métodos R/S, R/Sm, KPSS e V/S, utilizamos n = 40 e

n = 100 como número mı́nimo de observações para cada bloco e para o estimador GPH
utilizamos g(n) = nα (onde n é o tamanho amostral) regressores na expressão (3.14), com
α ∈ {0, 5; 0, 6; 0, 7; 0, 8; 0, 9}. Observamos que os valores encontrados pelos diferentes es-
timadores para as séries temporais {X2

i,t}n
t=1 e {ln(X2

i,t)}n
t=1, foram todos muito próximos.

Entretanto, os valores estimados foram distantes dos valores simulados, em todos os casos.
Apesar dos altos valores do v́ıcio, o Método GPH, com α = 0, 8 foi o que, na maioria dos
casos, apresentou os melhores resultados (em relação ao erro quadrático médio). Além
disso, o v́ıcio apresentado por esse estimador para os processos FIEGARCH foi, em geral,
menor que aquele encontrado por Hurvich et al. (2005), para os processos LMSV. O erro
quadrático médio apresentado pelos estimadores, foi menor quando o tamanho amostral
variou de 2.000 para 5.000, como era esperado.

Em relação à previsão dos valores futuros do processo FIEGARCH e da sua volatili-
dade, observamos que, para o tamanho amostral n = 5000, o erro quadrático médio foi
maior do que o apresentado para n = 2000. Para o cálculo do VaR utilizamos os valores
previstos pelos modelos ajustados às séries temporais. Observamos que os valores obtidos
através dos diferentes métodos utilizados foram muito próximos, de forma que não pode-
mos afirmar que um dos métodos é superior aos demais. Ressaltamos, entretanto, que
os resultados obtidos utilizando-se os modelos FIEGARCH são fortemente influenciados
pela qualidade do ajuste dos modelos. Como as propriedades assintóticas do estimador
de quase-máxima verossimilhança para tais processos não são conhecidas, não podemos
afirmar que os resultados obtidos no ajuste dos modelos foram satisfatórios.

A análise do portfolio formado pelas séries temporais simuladas nos forneceu uma
idéia dos resultados que encontraŕıamos para as séries reais analisadas. Para verificar se
as séries temporais apresentam caracteŕıstica de longa dependência e selecionar o modelo
mais adequado para cada uma delas, analisamos a função de autocorrelação amostral
de ambas as séries temporais, a dos valores quadráticos e a do logaritmo dos valores
quadráticos de Xt, para cada t = 1, · · · , n, onde n é o tamanho amostral. Observamos
que ambas as séries temporais fornecem resultados semelhantes. Em relação ao ajuste dos
modelos FIEGARCH, primeiramente tentamos ajustar modelos com o mesmo grau de p e
q dos modelos simulados e, quando necessário, reajustamos um novo modelo. Observamos
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que, em alguns casos, o modelo mais adequado para a série temporal difere em relação
aos valores p e q que foram simulados.

Em relação ao modelo CAPM observamos que, para os ativos A1 e A4 os retornos
observados foram menores que os retornos estimados pelo modelo, enquanto que, para
os outros dois ativos os resultados obtidos através do modelo CAPM foram inferiores ao
observado para um peŕıodo h = 1 dia. Para um peŕıodo h = 10 dias observamos que o
retorno previsto pelo modelo CAPM só foi superior ao retorno observado no caso do ativo
A1.

Para o cálculo das medidas de risco VaR e ES consideramos a função de distribuição
dos log-retornos do portfolio (caso univariado) e a função de distribuição multivariada dos
fatores de risco (log-retornos dos ativos). Consideramos tanto a função de distribuição
condicional como a não-condicional. Observamos que, para este portfolio, as desigualdades

VaRp,P ≤
4∑

i=1

aiVaRp,i e ESp,P ≤
4∑

i=1

aiESp,i (7.1)

são satisfeitas, tanto ao ńıvel de 95% quanto de 99% de confiança. Não foi posśıvel
definir qual dos métodos de estimação é o mais adequado, mas observamos que todos eles
apresentam resultados semelhantes entre si. Ressaltamos que as perdas estimadas são
sempre maiores do que as perdas reais, o que fornece segurança aos agentes ou investidores
financeiros.

Para o teste de estresse consideramos cenários baseados nos dados históricos, calcu-
lamos os retornos máximos e mı́nimos para janelas de duração h = 1 e 10 dias e também
utilizamos o coeficiente β do modelo CAPM. Observamos que os retornos reais foram
superiores aos previstos pelos cenários pessimistas. Os cenários otimistas calculados a
partir dos retornos máximos dos ativos superestimaram os retornos, enquanto que, os
cenários otimistas que consideram o valor do βi, para cada i = 1, · · · , 4, fornecidos pelo
modelo CAPM, forneceram estimativas inferiores aos retornos observados. Sendo assim,
os cenários pessimistas e os que consideram o coeficiente β podem ser utilizados como
uma cota inferior para os log-retornos. Ou, em termos de perdas, podem ser vistos como
uma cota superior, dando uma idéia da pior perda que poderia ocorrer no portfolio no
peŕıodo de investimento.

Calculamos a medida de risco perda máxima e percebemos que as perdas que ocorrem
sob os cenários pessimistas constrúıdos sob dados históricos são maiores que aquelas que
ocorrem quando consideramos cenários sob um certo domı́nio de admissibilidade. Isto é,
enquanto que a perda máxima nos fornece uma estimativa mais próxima da realidade,
o método tradicional nos fornece uma estimativa para os eventos que possuem menor
probabilidade de ocorrência.

No Caṕıtulo 6 tratamos da estimação e análise de medidas de risco para um portfolio
formado por ações de quatro empresas brasileiras, sendo elas: Bradesco, Brasil Tele-
com, Gerdau e Petrobrás. Tais ações são negociadas na Bolsa de Valores de São Paulo
(Bovespa). Os valores do portfolio do mercado foram representados pelo ı́ndice Bovespa.
Apresentamos as mesmas análises realizadas para as séries temporais simuladas. Obser-
vamos que tanto o ı́ndice do mercado como os preços dos ativos sofreram uma forte queda
em seus valores no peŕıodo em torno de t = 1.000, aproximadamente 15 de janeiro de
1999. Este peŕıodo foi marcado pela desvalorização do real.
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Observamos que, para todas as séries temporais, a distribuição dos dados é, aparente-
mente, leptocúrtica (possui caudas mais pesadas do que a distribuição normal). Pelo
gráfico da função de autocorrelação amostral ρ̂X(h) percebemos que, tanto para os log-
retornos do IBovespa, como para os log-retornos dos ativos, a autocorrelação das variáveis
aleatórias apresentam valores significativos para alguns valores de h > 1. Esse fato sug-
eriu a necessidade do ajuste de um modelo do tipo ARMA. Observamos que a função
de autocorrelação amostral dos valores quadráticos dessas séries temporais também ap-
resenta valores significativos para grandes valores de h, o que indicou existência tanto
de heteroscedasticidade quanto da caracteŕıstica de longa dependência. A presença de
longa dependência foi confirmada pela função periodograma dessas séries temporais. Ap-
resentamos também a estimação do parâmetro d e observamos que os valores obtidos
utilizando-se o valor quadrático dos log-retornos e o logaritmo do valor quadrático dos
log-retornos foram muito próximos. Em ambos os casos, para o ativo A3 (Gerdau), o
valor do parâmetro d estimado pelos métodos KPSS e V/S, com n = 40, foi negativo.
Os demais valores estimados pertencem ao intervalo (0; 0, 5), o que indica a presença de
longa dependência.

Ajustamos modelos ARMA(p1, q1)-FIEGARCH(p2, d, q2) às séries temporais dos log-
retornos dos preços dos ativos e aos log-retornos dos ı́ndices do mercado e utilizamos os
valores previstos por estes modelos para o cálculo das medidas de risco VaR e ES.

Para o ativo A1, o coeficiente β do modelo CAPM foi tal que β1 < 1, o que significa que
o ativo A1 (Bradesco) é defensivo. No entanto, enquanto que βi > 1, para i = 2, 3, 4, o que
significa que os ativos A2 (Brasil Telecom), A3 (Gerdau) e A4 (Petrobrás), são agressivos,
isto é, se houverem quedas no ı́ndice do mercado, os retornos dos ativos sofrerão quedas
maiores (em termos de porcentagem) do que a queda do ı́ndice do mercado. De forma
análoga, se o ı́ndice do mercado sofrer um determinado aumento, o aumento sofrido pelos
retornos desses ativos será maior. Os valores reais observados para os log-retornos ri,1729,
para cada i = 1, · · · , 4, das séries temporais analisadas foram, respectivamente, -0,0026,
0,0301, 0,0680 e 0,0021. Comparando com os valores obtidos pelo modelo CAPM notamos
que, para o ativo A1 (Bradesco) o log-retorno observado foi menor que o retorno estimado,
enquanto que, para os demais ativos os resultados obtidos através do modelo CAPM
foram inferiores aos observados. Para um peŕıodo h = 10 dias os log-retornos de peŕıodo
h, dados por ri,t[h], para i = 1, · · · , 4, são iguais a -0,0156, -0,0343, 0,2456 e -0,0551,
respectivamente. Observamos que, neste caso, o retorno previsto pelo modelo CAPM só
foi inferior aos log-retornos observados no caso do ativo A3. Com base nos resultados,
pode-se dizer que o modelo CAPM não descreve de forma satisfatória o comportamento
dos retornos esperados do portfolio, já que não apresenta um padrão nas estimativas
apresentadas.

Calculamos o valor do portfolio assumindo que o instante inicial de investimento era
igual ao primeiro dia de observação das séries temporais. Em seguida calculamos as
perdas do portfolio e observamos que a maior perda (ou seja, o maior ganho, que é
igual a aproximadamente R$ 0,37 por cada real investido) corresponde à mudança no
valor do portfolio, ocorrida entre 24/10/1997 e 27/10/1997. Nesse peŕıodo o valor do
ı́ndice Bovespa passou de 11.545,20 para 9.816,80 pontos, o que representa uma queda de
14, 97%. Nessa data também ocorreram grandes quedas nos ı́ndices Dow Jones (7,18%)
e S&P 500 (6,87%). Este peŕıodo é marcado pela forte crise na Ásia. O maior ganho
no portfolio corresponde a variação ocorrida no peŕıodo de 13/01/2001 à 14/01/2001. O
IBovespa apresenta uma alta de 2,08% neste peŕıodo. Enquanto que, para o mercado
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mundial temos que em 14/01/2000 o valor do ı́ndice Dow Jones foi de 11.722,98 pontos.
Esse valor só foi superado em 03/10/2006, quando o ı́ndice atingiu 11.727,34 pontos.

Calculamos as medidas de risco VaR e ES utilizando os log-retornos do portfolio e
observamos que o VaR estimado utilizando-se os processos FIEGARCH foi o que mais se
aproximou do valor real da perda observada. Observamos também que os valores encontra-
dos considerando a distribuição univariada dos log-retornos do portfolio foram inferiores
aos obtidos utilizando-se a distribuição multivariada dos fatores de mudança de risco (log-
retornos dos ativos). Além disso, as desigualdades dadas pela expressão (7.1) são também
válidas para as séries temporais reais analisadas. Em relação à análise de cada ativo do
portfolio, observamos que o VaR calculado pela abordagem econométrica, utilizando os
processos FIEGARCH, foi o que mais se aproximou dos valores reais observados.

No teste de estresse, observamos que os log-retornos reais foram superiores aos previs-
tos pelos cenários pessimistas. Entretanto, todos os cenários otimistas superestimaram os
log-retornos reais. Assim como para as séries temporais simuladas, neste caso, também
acontece que as perdas que ocorrem nos cenários pessimistas constrúıdos a partir dos da-
dos históricos são maiores do que aquelas estimadas quando consideramos cenários com
um certo domı́nio de admissibilidade.

Neste trabalho procuramos apresentar os principais resultados relacionados aos pro-
cessos não-lineares, principalmente, os processos FIEGARCH, cuja literatura é excassa.
Procuramos tratar dos principais métodos de seleção de portfolios eficientes e apresentar
as principais medidas de risco utilizadas na literatura, envolvendo teoria e aplicações.
Procuramos expor os assuntos de maneira formal. Sempre que posśıvel apresentamos as
provas dos resultados no texto. Em especial, apresentamos provas completas para os re-
sultados que não aparecem na literatura. Nos defrontamos com vários aspectos da teoria
de processos FIEGARCH pouco estudados. Para alguns aspectos tentamos dar atenção
especial nesta dissertação, como é o caso dos resultados relacionados à ergodicidade e à
estacionariedade, e à previsão da volatilidade e dos valores futuros do processo. Esses
resultados são apresentados nos Caṕıtulos 2 e 3.

Ainda em aberto estão as propriedades assintóticas do estimador de quase-máxima
verossimilhança. É fato que a análise de uma série temporal depende diretamente da
qualidade do ajuste de um modelo para os dados. Como não temos conhecimento sobre
as propriedades do estimador de quase-máxima verossimilhança não podemos garantir, de
forma teórica, que estamos obtendo bons resultados. Assim, esta é uma linha de pesquisa
que, mais do que importante, é necessária.

Relacionado à análise de riscos, temos como proposta, realizar os testes de estresse
incluindo, além do logaritmo dos preços, outros fatores de risco. Para isso, é necessário
identificar os fatores que afetam o preço das ações de cada ativo. Isso requer uma ampla
pesquisa e análise das caracteŕısticas das empresas envolvidas.
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no Programa de Pós-Graduação em Matemática do Swiss Federal Institute of Technology.
Zurich.

Wei, W. (1990). Time Series Analysis. Univariate and Multivariate Methods. New York:
Addison Wesley.

Zangari, P. “RiskMetrics Technical Document”. O endereço URL é
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Apêndice A

No Teorema 2.6 apresentamos o cálculo da ordem de convergência ao infinito dos coefi-
cientes λd,k, dados na expressão (2.53), para o caso mais simples em que p = 0 = q e
o caso mais geral, quando p ≥ 0 e q ≥ 0. Neste apêndice apresentamos o cálculo para
os casos intermediários, ou seja, quando p > 0 e q = 0 e quando p ≥ 0 e q = 1. Estes
resultado auxiliam no entendimento do caso mais geral.

CASO: p > 0 e q = 0.

Neste caso, pela expressão (2.45), temos que

ln(σ2
t ) = ω +

α(B)

(1− B)d
g(Zt−1),

onde α(B) =
∑p

i=0(−αi)Bi. Logo, pelas expressões (2.52) e (2.57) segue que

λ(B) = (1− B)−dα(B)

=
( ∞∑

i=0

πd,iBi
)( p∑

i=0

(−αi)Bi
)

=
∞∑

k=0

( min{p,k}∑
i=0

(−πd,k−iαi)
)
Bk.

Assim, para todo k ≥ 0,

λd,k =

min{p,k}∑
i=0

(
− πd,k−i

)
αi.

Note que, para k > p,

λd,k =

p∑
i=0

(
− πd,k−i

)
αi.

Além disso, como πd,k → 0, quando k →∞, para k suficientemente grande, πd,k ∼ πd,k−i,
para todo 0 ≤ i ≤ p. Segue que, para k suficientemente grande,

λd,k ∼ πd,k

p∑
i=0

(− αi

)
.

Pelo Lema 2.5 segue que

λd,k = o(kd), quando k →∞.

CASO: p ≥ 0 e q = 1.
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Neste caso, pela expressão (2.45), temos que

ln(σ2
t ) = ω +

α(B)(
1− β1B

)
(1− B)d

g(Zt−1).

Lembramos que, como o polinômio β(B) = (1−β1B) não possui ráızes no ćırculo unitário,
segue que |β1| < 1 e assim,

(1− β1B)−1 =
∞∑

k=0

βk
1Bk.

Portanto, pelas expressões (2.52) e (2.57) segue que

λ(B) = β(B)−1(1− B)−dα(B)

=

( ∞∑
i=0

( i∑
j=0

πd,i−jβ
j
1

)
Bi

)(
p∑

i=0

(−αi)Bi

)

=
∞∑

k=0

(
min{p,k}∑

i=0

(−αi)
( k−i∑

j=0

πd,k−i−jβ
j
1

))
Bk.

Segue que, para todo k ≥ 0,

λd,k =

min{p,k}∑
i=0

(−αi)
( k−i∑

j=0

πd,k−i−jβ
j
1

)

Note que, para k > p temos,

λd,k =

p∑
i=0

(−αi)
( k−i∑

j=0

πd,k−i−jβ
j
1

)

=

p∑
i=0

(−αi)
( k−i∑

j=0

πd,jβ
k−i−j
1

)
.

Além disso, como βk
1 → 0, quando k →∞, segue que, dado ε > 0, existe k0 > 0 tal que,

para todo m > 0 fixo, e para k > k0,

|πd,jβ
k−i−j
1 | < ε

m
,

para todo 0 ≤ j ≤ m e para todo 0 ≤ i ≤ p. Portanto, para k suficientemente grande,

λd,k =

p∑
i=0

(−αi)
( m∑

j=0

πd,jβ
k−i−j
1 +

k−i∑
j=m+1

πd,jβ
k−i−j
1

)

∼
p∑

i=0

(−αi)
( k−i∑

j=m+1

πd,jβ
k−i−j
1

)
.

Note ainda que, como πd,k → 0, quando k →∞, m pode ser escolhido de forma que

πd,k ∼ πd,k−i ∼ πd,j,
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para todo m + 1 ≤ j ≤ k − i e para todo 0 ≤ i ≤ p. Logo,

λd,k ∼
p∑

i=0

(−αi)
( k−i∑

j=m+1

πd,jβ
k−i−j
1

)

∼
p∑

i=0

(−αi)πd,k

( k−i∑
j=m+1

βk−i−j
1

)

= πd,k

( p∑
i=0

(−αi)
)( k−i−(m+1)∑

j=0

βj
1

)

∼ πd,k

( p∑
i=0

(−αi)
)( ∞∑

j=0

βj
1

)
.

Segue que,

λd,k ∼ πd,k

∑p
i=0(−αi)

1− β1

= πd,k
α(1)

β(1)
.

Segue, pelo Lema 2.5 que

λd,k = o(kd), quando k →∞.
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Apêndice B

Neste apêndice apresentamos três exemplos onde obtemos o estimador de quase-máxima
verossimilhança e analisamos a sua precisão assintótica, a fim de auxiliar na compreensão
dos resultados apresentados na Seção 3.2. No primeiro exemplo as variáveis aleatórias são
independentes e identicamente distribúıdas. No segundo exemplo as variáveis aleatórias
são tais que a média e a variância condicional variam com o tempo. Para finalizar,
aplicamos os resultados do segundo exemplo para um processo ARCH(p).

Exemplo B.1. (Variáveis Aleatórias Independentes e Identicamente Distribúı-
das). Seja {Xt}t∈Z um processo estocástico constitúıdo por variáveis aleatórias inde-
pendentes e identicamente distribúıdas, com média µX e variância σ2

X , desconhecidas.
Seja {Xt}n

t=1 uma série temporal obtida a partir deste processo. Denotamos por X =
(X1, · · · , Xn)′. Neste caso, temos que

θ = (µX , σ2
X) ∈ R× R+.

Sob a hipótese de normalidade, obtemos

`t(θ; Xt) =
1√

2πσ2
X

exp

{
− 1

2σ2
X

(Xt − µX)2

}
, para todo t = 1, · · · , n. (B.1)

A partir da expressão (B.1), a função de pseudo-verossimilhança é dada por

`(θ;X) =
n∏

t=1

`t(θ; Xt)

=
n∏

t=1

1√
2πσ2

X

exp

{
− 1

2σ2
X

(Xt − µX)2

}
. (B.2)

Segue, da expressão (B.2), que

L(θ;X) = log
(
`(θ;X)

)

= −n

2
log(σ2

X)− n

2
log(2π)− 1

2σ2
X

n∑
t=1

(Xt − µX)2.

As derivadas parciais de L(θ;X), com respeito a µX e σ2
X , são dadas por

∂`(θ;X)

∂µX

=
1

σ2
X

n∑
t=1

(Xt − µX) e
∂`(θ;X)

∂σ2
X

= − n

2σ2
X

+
1

2σ4
X

n∑
t=1

(Xt − µX)2.(B.3)

Os estimadores de pseudo-máxima verossimilhança de µX e σ2
X são as soluções das equações

∂`(θ;X)

∂µX

= 0 e
∂`(θ;X)

∂σ2
X

= 0
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e são dados por

µ̂X = X̄ =
1

n

n∑
t=1

Xt e σ̂2
X =

1

n

n∑
t=1

(Xt − X̄)2. (B.4)

Portanto, θ̂PL = (µ̂X , σ̂2
X), onde µ̂X e σ̂2

X são dados na expressão (B.4). Note que os
estimatores obtidos são a média e a variância amostrais da série temporal {Xt}n

t=1 . A
precisão assintótica do estimador pode ser deduzida das expressões das matrizes I e J
dadas na expressão (3.22). Note que, pela expressão (3.22),

I = E0




(
∂ log

(
`t(θ; Xt)

)

∂µX

)2
∂ log

(
`t(θ; Xt)

)

∂µX

∂ log
(
`t(θ; Xt)

)

∂σ2
X

∂ log
(
`t(θ; Xt)

)

∂σ2
X

∂ log
(
`t(θ; Xt)

)

∂µX

(
∂ log

(
`t(θ; Xt)

)

∂σ2
X

)2




.

Logo, pelas equações dadas na expressão (B.3), temos

I = E0




1

σ2
X

(
Xt − µX

σX

)2 (
Xt − µX

σ2
X

)(
− 1

2σ2
X

+
(Xt − µX)2

2σ4

)

(
Xt − µX

σ2
X

)(
− 1

2σ2
X

+
(Xt − µX)2

2σ4

) (
− 1

2σ2
X

+
(Xt − µX)2

2σ4
X

)2




,

ou seja,

I =




1

σ2
X

1

2σ3
X

E0

(
Xt − µX

σX

)3

1

2σ3
X

E0

(
Xt − µX

σX

)3
1

4σ4
X

(
E0

(
Xt − µX

σX

)4

− 1

)




.

Das equações (3.22) e (B.3), segue que

J = −E0




∂2 log
(
`t(θ; Xt)

)

∂µ2
X

∂2 log
(
`t(θ; Xt)

)

∂µX∂σ2
X

∂2 log
(
`t(θ; Xt)

)

∂σ2
X∂µX

∂2 log
(
`t(θ; Xt)

)

(∂σ2
X)2


 = E0




1

σ2
X

0

0
1

2σ4
X


 .

Ou seja,

J =




1

σ2
X

0

0
1

2σ4
X


 .

Assim,

Varθ

(√
n(θ̂PL − θ)

)
= J−1IJ−1

=




σ2
X E0(Xt − µX)3

E0(Xt − µX)3 σ4
X

(
E0

(
Xt − µX

σX

)4

− 1

)

 .
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Note que se a função de distribuição verdadeira das variáveis aleatórias Xt, para todo
t ∈ Z, for a normal, segue que

E0(Xt − µX)3 = 0 e E0

(
Xt − µX

σX

)4

= 3 (B.5)

e então,

J−1IJ−1 =

(
σ2

X 0

0 2σ4
X

)
.

Logo, µ̂X e σ̂2
X são não-correlacionados, Varθ (

√
n(µ̂X − µX)) = σ2

X e Varθ (
√

n(σ̂2
X − σ2

X)) =
2σ4

X .

Na maioria dos casos, as afirmações da equação (B.5) não são satisfeitas. Ou seja,
os estimadores µ̂X e σ̂2

X são correlacionados quando a função de distribuição verdadeira

exibe assimetria. E ainda, a variabilidade de σ̂2
X pode ser maior ou menor do que

2σ2
X

n
,

dependendo do valor da curtose. Em particular, quanto mais pesadas as caudas da função
distribuição verdadeira, maior a variabilidade.

No exemplo anterior tratamos do caso em que as variáveis aleatórias são independentes
e identicamente distribúıdas. No Exemplo B.2 a seguir apresentamos o caso em que a
média e a variância condicional das variáveis aleatórias variam com o tempo.

Exemplo B.2. (Processos Estocásticos com Heteroscedasticidade). Seja {Xt}t∈Z
um processo estocástico tal que

{
E(Xt|Ft−1) = µt(θ), para todo t ∈ Z
Var(Xt|Ft−1) = ht(θ), para todo t ∈ Z,

onde θ ∈ Θ ⊆ Rs é o vetor de parâmetros a ser estimado.

Seja {X−m, · · · , X0, · · · , Xn} parte de uma amostra deste processo. Condicionando
X1, · · · , Xn à F0 = σ(X0, · · · , X−m), sob hipótese de normalidade de Xt|Ft−1, para todo
t ∈ Z, temos

`t(θ; Xt) =
1√

2πh(θ)
exp

{
− 1

2ht(θ)

(
Xt − µt(θ)

)2
}

.

A função de log-pseudo-verossimilhança é dada por

log
(
`(θ;X)

)
= −n

2
log(2π)− 1

2

n∑
t=1

[
log

(
ht(θ)

)
+

(
Xt − µ(θ)

)2

ht(θ)

]
.

Condições de Primeira Ordem

A derivada de primeira ordem da função log
(
`(θ;X)

)
, com respeito ao parâmetro θ, é

dada por

∂ log
(
`(θ;X)

)

∂θ
=−1

2

n∑
t=1

1

ht(θ)

∂ht(θ)

∂θ
+

1

2

n∑
t=1

(Xt − µt(θ))2

ht(θ)

∂ht(θ)

∂θ
+

n∑
t=1

Xt − µt(θ)

ht(θ)

∂µt(θ)

∂θ
.

(B.6)
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Observação B.1. Suponha que o vetor de parâmetros θ possa ser particionado da forma

θ =

(
α
β

)
∈ Rs,

onde α aparece apenas na média condicional e β aparece apenas na variância condicional.
Neste caso, temos





∂ log
(
`(θ;X)

)

∂α
=

n∑
t=1

Xt − µt(α)

ht(β)

∂µt(α)

∂α
,

∂ log
(
`(θ;X)

)

∂β
= −1

2

n∑
t=1

1

ht(β)

∂ht(β)

∂β
+

1

2

n∑
t=1

(
Xt − µt(α)

)2

ht(β)

∂ht(β)

∂β
.

(B.7)

Matriz de Variância-Covariância Assintótica

Note que, pela expressão (B.6), a derivada de segunda ordem da função log
(
`(θ;X)

)
, com

respeito ao parâmetro θ, é dada por

∂2 log
(
`(θ;X)

)

∂θ∂θ′
=

1

2

n∑
t=1

1

h2
t (θ)

∂ht(θ)

∂θ

∂ht(θ)

∂θ′
− 1

2

n∑
t=1

1

ht(θ)

∂2ht(θ)

∂θ∂θ′

−
n∑

t=1

(Xt − µt(θ))2

h3
t (θ)

∂ht(θ)

∂θ

∂ht(θ)

∂θ′
+

1

2

n∑
t=1

(Xt − µt(θ))2

h2
t (θ)

∂2ht(θ)

∂θ∂θ′

−
n∑

t=1

(Xt − µt(θ))

h2
t (θ)

∂ht(θ)

∂θ′
∂µt(θ)

∂θ
+

n∑
t=1

(
Xt − µt(θ)

)

ht(θ)

∂2µt(θ)

∂θ∂θ′

−
n∑

t=1

1

ht(θ)

∂µt(θ)

∂θ

∂µt(θ)

∂θ′
−

n∑
t=1

(Xt − µt(θ))

h2
t (θ)

∂ht(θ)

∂θ

∂µt(θ)

∂θ′
.

Para obter a expressão da matrix J defina

ut =
Xt − µt(θ)

h
1/2
t (θ)

.

Note que
E (ut|Ft−1) = 0 e E

(
u2

t |Ft−1

)
= 1.

Logo,

J = E0

[
−∂2 log

(
`t(θ; Xt)

)

∂θ∂θ′

]

= E0

[
− 1

2

1

h2
t (θ)

∂ht(θ)

∂θ

∂ht(θ)

∂θ′
+

1

2

1

ht(θ)

∂2ht(θ)

∂θ∂θ′
+

1

h2
t (θ)

∂ht(θ)

∂θ

∂ht(θ)

∂θ′
E(u2

t |Ft−1)

− 1

2

1

ht(θ)

∂2ht(θ)

∂θ∂θ′
E(u2

t |Ft−1)+
1

h
3/2
t (θ)

∂ht(θ)

∂θ′
∂µt(θ)

∂θ
E(u2

t |Ft−1)

− 1

h
1/2
t (θ)

∂2µt(θ)

∂θ∂θ′
E(ut|Ft−1)+

1

ht(θ)

∂µt(θ)

∂θ

∂µt(θ)

∂θ′
+

1

h
3/2
t (θ)

∂ht(θ)

∂θ

∂µt(θ)

∂θ′
E(ut|Ft−1)

]
.

(B.8)
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Segue de (B.8) que

J = E0

[
1

2

1

h2
t (θ)

∂ht(θ)

∂θ

∂ht(θ)

∂θ′
+

1

ht(θ)

∂µt(θ)

∂θ

∂µt(θ)

∂θ′

]
. (B.9)

Para obter a expressão da matriz I note que

I = E0

[
∂ log

(
`t(θ; Xt)

)

∂θ

∂ log
(
`t(θ; Xt)

)

∂θ′

]

= E0

[(
−1

2

1

ht(θ)

∂ht(θ)

∂θ
+

1

2

1

ht(θ)

∂ht(θ)

∂θ
u2

t +
1

h
1/2
t (θ)

∂µt(θ)

∂θ
ut

)

×
(
−1

2

1

ht(θ)

∂ht(θ)

∂θ′
+

1

2

1

ht(θ)

∂ht(θ)

∂θ′
u2

t +
1

h
1/2
t (θ)

∂µt(θ)

∂θ′
ut

)]

= E0

[
1

4

1

h2
t (θ)

∂ht(θ)

∂θ

∂ht(θ)

∂θ′
− 1

2

1

h
3/2
t (θ)

(
∂ht(θ)

∂θ

∂µt(θ)

∂θ′
+

∂ht(θ)

∂θ′
∂µt(θ)

∂θ

)
E(ut|Ft−1)

+

(
−1

2

1

h2
t (θ)

∂ht(θ)

∂θ

∂ht(θ)

∂θ′
+

1

ht(θ)

∂µt(θ)

∂θ

∂µt(θ)

∂θ′

)
E(u2

t |Ft−1)

+
1

2

1

h
3/2
t (θ)

(
∂ht(θ)

∂θ

∂µt(θ)

∂θ′
+

∂ht(θ)

∂θ′
∂µt(θ)

∂θ

)
E(u3

t |Ft−1)

+
1

4

1

h2
t(θ)

∂ht(θ)

∂θ

∂ht(θ)

∂θ′
E(u4

t |Ft−1)

]
. (B.10)

Segue de (B.10) que

I = E0

[
1

4

1

h2
t (θ)

∂ht(θ)

∂θ

∂ht(θ)

∂θ′
(
Kt(θ)− 1

)
+

1

ht(θ)

∂µt(θ)

∂θ

∂µt(θ)

∂θ′

+
1

2

1

h3
t (θ)

(
∂ht(θ)

∂θ

∂µt(θ)

∂θ′
+

∂ht(θ)

∂θ′
∂µt(θ)

∂θ

)
M3

t (θ)

]
, (B.11)

onde

Kt(θ) =
1

ht(θ)2
E

[(
Xt − µt(θ)

)4|Ft−1

]
= E(u4

t |Ft−1),

é a curtose condicional da variável aleatória Xt, para todo t ∈ Z, e

M3
t (θ) = E

[(
Xt − µt(θ)

)3|Ft−1

]
= h

3/2
t E(u3

t |Ft−1),

é o momento condicional de terceira ordem da variável aleatória Xt, para todo t ∈ Z.

As fórmulas dadas nas expressões (B.9) e (B.11) são extensões daquelas encontradas
no Exemplo B.1. É fácil ver que as expressões das matrizes I e J coincidem quando a
distribuição condicional verdadeira é a distribuição normal pois, neste caso, Kt(θ) = 3 e
M3

t (θ) = 0.

Observação B.2. Note que, se o vetor de parâmetros θ puder ser particionado na forma

θ =

(
α
β

)
∈ Rs
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onde α aparece apenas na média condicional e β aparece apenas na variância condicional,
então as matrizes I e J serão dadas por

I =




E0

(
1

ht(β)
∂µt(α)

∂α

∂µt(α)
∂α′

)
E0

(
1

2h3
t (β)

∂µt(α)
∂α

∂ht(β)
∂β′

M3t(θ)
)

E0

(
1

2h3
t (β)

∂ht(β)
∂β

∂µt(α)
∂α′

M3t(θ)
)

E0

(
1

4h2
t(β)

∂ht(β)
∂β

∂ht(β)
∂β′

(
Kt(θ)− 1

))


 (B.12)

e

J =




E0

(
1

ht(β)

∂µt(α)

∂α

∂µt(α)

∂α′

)
0

0 E0

(
1

2h2
t (β)

∂ht(β)

∂β

∂ht(β)

∂β′

)


 . (B.13)

Da expressão (B.13) segue que

J−1 =




(
E0

(
1

ht(β)
∂µt(α)

∂α

∂µt(α)
∂α′

))−1

0

0
(
E0

(
1

2h2
t (β)

∂ht(β)
∂β

∂ht(β)
∂β′

))−1




. (B.14)

Das expressões (B.12) e (B.14) segue que

J−1IJ−1 =

[
A11 A12

A21 A22

]
, (B.15)

onde

A11 =

(
E0

(
1

ht(β)

∂µt(α)

∂α

∂µt(α)

∂α′

))−1

,

A12 =

(
E0

(
1

ht(β)

∂µt(α)

∂α

∂µt(α)

∂α′

))−1

× E0

(
1

2h3
t (β)

∂µt(α)

∂α

∂ht(β)

∂β′
M3t(θ)

)

×
(
E0

(
1

2h2
t (β)

∂ht(β)

∂β

∂ht(β)

∂β′

))−1

,

A21 =

(
E0

(
1

2h2
t (β)

∂ht(β)

∂β

∂ht(β)

∂β′

))−1

× E0

(
1

2h3
t (β)

∂µt(α)

∂α

∂ht(β)

∂β′
M3t(θ)

)

×
(
E0

(
1

ht(β)

∂µt(α)

∂α

∂µt(α)

∂α′

))−1

e

A22 =

(
E0

(
1

2h2
t (β)

∂ht(β)

∂β

∂ht(β)

∂β′

))−1

× E0

(
1

4h2
t (β)

∂ht(β)

∂β

∂ht(β)

∂β′
(
Kt(θ)− 1

))

×
(
E0

(
1

2h2
t (β)

∂ht(β)

∂β

∂ht(β)

∂β′

))−1

.
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Da expressão (B.15) segue que a variância assintótica do estimador α̂PL é dada por

Varθ

[√
n(α̂PL −α)

]
=

(
E0

(
1

ht(β)

∂µt(α)

∂α

∂µt(α)

∂α′

))−1

e a variância assintótica do estimador β̂PL é dada por

Varθ

[√
n(β̂PL − β)

]
=

(
E0

(
1

2h2
t (β)

∂ht(β)
∂β

∂ht(β)
∂β′

))−1

(B.16)

×E0

(
1

4h2
t (β)

∂ht(β)
∂β

∂ht(β)
∂β′

(
Kt(θ)− 1

))×
(
E0

(
1

2h2
t (β)

∂ht(β)
∂β

∂ht(β)
∂β′

))−1

.

No Exemplo B.3 a seguir aplicamos os resultados obtidos no Exemplo B.2 para um
processo ARCH(p), com p = 1. Como veremos, a generalização deste exemplo para um p
qualquer não é dif́ıcil, apenas envolve um número maior de cálculo.

Exemplo B.3. (Processos ARCH(p), com p = 1). Sejam {Xt}t∈Z um processo
ARCH(p), definido pelas expressões (2.1) e (2.2) e {Xt}n

t=1 uma série temporal obtida a
partir deste processo. Temos que,

E(Xt|Ft−1) = 0 e Var(Xt|Ft−1) = σ2
t , para todo t ∈ Z.

Neste caso, θ = (α0, · · · , αp)
′ = β e α = 0, pois não existem parâmetros para a média

condicional. Supondo que as variáveis aleatórias Xt|Ft−1 possuem distribuição normal
temos, pela Observação B.2, que

I =

[
E0

(
1

4h2
t(β)

∂ht(β)

∂β

∂ht(β)

∂β′
(
Kt(θ)− 1

))]
(B.17)

e

J =

[
E0

(
1

2h2
t (β)

∂ht(β)

∂β

∂ht(β)

∂β′

)]
, (B.18)

onde ht(β) = σ2
t , para todo t ∈ Z, e β = (α0, · · · , αp)

′ . Além disso,

∂ht(β)

∂β

∂ht(β)

∂β′
=




∂σ2
t

∂α0
...

∂σ2
t

∂αp




(
∂σ2

t

∂α0

∂σ2
t

∂α1

· · · ∂σ2
t

∂αp

)
. (B.19)

=




1
X2

t−1
...

X2
t−p




(
1 X2

t−1 · · · X2
t−p

)
(B.20)

=




1 X2
t−1 X2

t−2 X2
t−3 · · · X2

t−p

X2
t−1

(
X2

t−1

)2
X2

t−1X
2
t−2 X2

t−1X
2
t−3 · · · X2

t−1X
2
t−p

X2
t−2 X2

t−2X
2
t−2

(
X2

t−2

)2
X2

t−2X
2
t−3 · · · X2

t−2X
2
t−p

X2
t−3 X2

t−3X
2
t−1 X2

t−3X
2
t−2

(
X2

t−3

)2 · · · X2
t−3X

2
t−p

...
...

...
...

. . .
...

X2
t−p X2

t−pX
2
t−1 X2

t−pX
2
t−2 X2

t−pX
2
t−3 · · · (

X2
t−p

)2




.
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Note ainda que,

Kt(θ) =
1

(σ2
t )

2
E

(
X4

t |Ft−1

)
= E(Z4

t ). (B.21)

Apresentamos os cálculos das matrizes I e J para o caso em que p = 1. Para os demais
casos o racioćınio é análogo.

Se p = 1 então, pela expressão (B.21), segue que

∂ht(β)

∂β

∂ht(β)

∂β′
=

(
1 X2

t−1

X2
t−1

(
X2

t−1

)2

)
=

(
1 X2

t−1

X2
t−1 X4

t−1

)
. (B.22)

Das expressões (2.2) e (B.22) segue que

1

h2
t (β)

∂ht(β)

∂β

∂ht(β)

∂β′
=

1(
α0 + α1X2

t−1

)2

(
1 X2

t−1

X2
t−1 X4

t−1

)
.

=




1(
α0 + α1X2

t−1

)2

X2
t−1(

α0 + α1X2
t−1

)2

X2
t−1(

α0 + α1X2
t−1

)2

X4
t−1(

α0 + α1X2
t−1

)2




. (B.23)

Segue, da expressão (B.17), (B.21) e(B.23), que a matriz I é dada por

I =
E(Z4

t )− 1

4




E0

(
1(

α0 + α1X2
t−1

)2

)
E0

(
X2

t−1(
α0 + α1X2

t−1

)2

)

E0

(
X2

t−1(
α0 + α1X2

t−1

)2

)
E0

(
X4

t−1(
α0 + α1X2

t−1

)2

)




. (B.24)

Pelas expressões (B.18) e (B.23), a matriz J é dada por

J =
1

2




E0

(
1(

α0 + α1X2
t−1

)2

)
E0

(
X2

t−1(
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)2

)
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(
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t−1(
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t−1

)2

)
E0

(
X4

t−1(
α0 + α1X2

t−1

)2

)




. (B.25)

Lembramos que, em geral, não conhecemos a verdadeira função de distribuição das
variáveis aleatórias Xt, para todo t ∈ Z. Sendo assim, de acordo com as expressões
(3.24) e (3.23), as matrizes I e J , dadas pelas expressões (B.24) e (B.25), são estimadas
por

Î =
1

n

n∑
t=1

[
1

4h2
t(β̂PL)

∂ht(β̂PL)

∂β

∂ht(β̂)PL

∂β′
(
Kt(β̂PL)− 1

)
]

=
(Z̄4 − 1)

4n

n∑
t=1




1(
α̂0 + α̂1X2

t−1

)2

X2
t−1(

α̂0 + α̂1X2
t−1

)2

X2
t−1(

α̂0 + α̂1X2
t−1

)2

X4
t−1(

α̂0 + α̂1X2
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)2




(B.26)
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e

Ĵ =
1

n

n∑
t=1

[
1

2h2
t (β̂PL)

∂ht(β̂PL)

∂β

∂ht(β̂PL)

∂β′

]

=
1

2n

n∑
t=1




1(
α̂0 + α̂1X2

t−1

)2

X2
t−1(

α̂0 + α̂1X2
t−1

)2

X2
t−1(
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)2

X4
t−1(

α̂0 + α̂1X2
t−1

)2




, (B.27)

onde Z̄4 é o quarto momento amostral da variável aleatória Zt, para todo t ∈ Z, de acordo
com a Definição 1.10.

Segue, da expressão (B.27), que

Ĵ−1 = 2n




n∑
t=1

(
1(

α̂0 + α̂1X2
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)
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n∑
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(
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)2

)
n∑
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(
X4

t−1(
α̂0 + α̂1X2

t−1

)2

)




−1

. (B.28)

Assim, a variância assintótica de βPL = (α̂0, α̂1)
′ pode ser estimada através da expressão

V̂arβ

(√
n(β̂PL − β)

)
= Ĵ−1Î Ĵ−1,

com Ĵ−1 e Î dadas pelas expressões (B.28) e (B.26).
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Apêndice C

Neste apêndice apresentamos o valor aproximado da soma

S = −
m∑

k=1

δd,k, (C.1)

para diferentes valores de m e d, onde os coeficientes δd,k, para todo k ∈ Z, são dados
pela expressão (1.19). Este resultado é de grande importância para as simulações apre-
sentadas no Caṕıtulo 5. De fato, pela Proposição 2.4 podemos perceber que a ordem de
convergência dos coeficientes da série

∑∞
k=0 λd,kBk está diretamente relacionada com a

convergência da soma 1 + S, com S dada pela expressão (C.1).

Na Figura C.1 apresentamos o gráfico da soma S, para 1.000 ≤ m ≤ 15.000 e 0, 025 ≤
d ≤ 0, 5. Os valores para a soma −S, com S dada pela expressão (C.1) são apresentados
na Tabela C.1.

Figura C.1: Valores da expressão (C.1) quando 1.000 ≤ m ≤ 15.000 e 0, 025 ≤ d ≤ 0, 5.
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Apêndice D

Neste apêndice apresentamos o método clássico da análise de média-variância introduzido
por Markowitz (1952) e alguns exemplos relacionados à seleção de portfolios e análise de
correlação dos ativos com o mercado. Temos, por objetivo, auxiliar o leitor na com-
preensão dos conceitos apresentados no Caṕıtulo 4, referentes à seleção de portfolios
eficientes e interpretação dos coeficientes do modelo CAPM. Além disso, apresentamos
exemplos do cálculo dos pesos dos ativos para um portfolio, do parâmetro β do modelo
CAPM e do α de um ativo. Estes exemplos auxiliam no entendimento dos conceitos
apresentados no Caṕıtulo 4, relacionados ao modelo CAPM.

D.1 Método Clássico de Análise da Média-Variância

Apresentamos nesta seção os principais resultados relacionados à análise da média-variância
introduzida por Markowitz (1952).

Considere um portfolio P = {A1, · · · , AN} composto por N ativos com pesos a =
(a1, · · · , aN)′, isto é, para todo i = 1, · · · , N , ai representa a participação percentual
do ativo Ai em relação ao total do portfolio, de forma que

∑N
i=1 ai = 1. Seja R =

(R1 · · · , RN)′ o vetor dos retornos dos ativos, onde Ri é o retorno do ativo Ai, para todo
i = 1, · · · , N (veja Definição 4.3). Seja µ = (E(R1), · · · ,E(RN))′ o vetor dos valores
esperados dos retornos e Σ a matriz de variâncias-covariâncias de ordem N × N . Sob
essas hipóteses o retorno do portfolio, dado por RP = a′R, é uma variável aleatória com
valor esperado e variância dados por

E(RP) = a′µ

Var(RP) = a′Σa.

Assume-se que o vetor µ e a matriz Σ sejam conhecidos. Na prática isso não acontece e
eles devem ser estimados.

Ao escolher os pesos do portfolio o investidor deve escolher entre todos os posśıveis
pares de média-variância dispońıveis. Para calcular os pesos para cada posśıvel par o
investidor fixa um retorno esperado µ0. Segundo Markowitz (1952), o vetor a é dado por

min
a
{a′Σa}

sujeito às condições

µ0 = a′µ

a′ı = 1, ı = (1, 1, · · · , 1)′.
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A solução deste problema é dada por

a = g + hµ0,

onde

g =
1

ac− b2
Σ−1(cı− bµ), h =

1

ac− b2
Σ−1(aµ− bı),

a = ı′Σ−1ı, b = ı′Σ−1µ e c = µ′Σ−1µ.

Para mais detalhes veja Fabozzi et al. (2006).

D.2 Cálculo dos Pesos do Portfolio Eficiente

Apresentamos, nesta seção, o exemplo do cálculo dos pesos dos ativos de um portfolio
eficiente. Este exemplo ilustra os conceitos desenvolvidos na Seção 4.3.

Dados dois ativos de risco A1 e A2, desejamos saber quais os seus respectivos pesos a1

e a2 de forma que o portfolio seja considerado eficiente. Note que, estamos construindo
um portfolio sem o ativo livre de risco. Ele será portanto considerado um portfolio tan-
gente (ou portfolio do mercado). Dessa forma para calcular os pesos ótimos utilizamos a
expressão (4.22), isto é,

(
a1

a2

)
=

1

ı′Σ−1(µ−RF ı)
Σ−1(µ−RF ı), (D.1)

onde

Σ =

[
Var(R1) Cov(R1, R2)

Cov(R1, R2) Var(R2)

]
, µ =

(
E(R1)
E(R2)

)
, ı =

(
1
1

)
, (D.2)

RF representa o retorno do ativo livre de risco e R1 e R2 são os retornos dos ativos A1 e
A2, respectivamente.

Invertendo a matriz Σ e substituindo na expressão (D.1) obtemos

a1 =

(
E(R1)−RF

)
Var(R2)−

(
E(R2)−RF

)
Cov(R1, R2)(

E(R1)−RF

)
Var(R2) +

(
E(R2)−RF

)
Var(R1)−

(
E(R1) + E(R2)− 2RF

)
Cov(R1, R2)

(D.3)
e a2 = 1− a1. Para estimar a expressão (D.3) assumimos que

E(R1) = R̄1, E(R2) = R̄2 e Cov(R1, R2) =
1

n

n∑
t=1

(R1,t − R̄1)(R2,t − R̄2).

No exemplo que segue, apresentamos uma situação hipotética e calculamos os pesos
a1 e a2 dados pela expressão (D.3).

Exemplo D.1. (Pesos do Portfolio Eficiente). Considere a seguinte situação ilus-
trativa:

O portfolio é dado por P = {A,B} dois ativos de risco, com retornos médios e desvio
padrão apresentados na Tabela D.1 e Cov(RA, RB) = 0, 5.
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Tabela D.1: Média e Desvio Padrão dos Ativos do Portfolio no Peŕıodo Considerado.

Ação Retorno Esperado Risco
(Média Histórica) (Desvio Padrão)

A 14% 6%
B 8% 3%

Suponha que o retorno do t́ıtulo de renda fixa sem risco (T́ıtulo do Tesouro Nacional)
para o peŕıodo de investimento é RF = 5%. Pela expressão (D.3) temos

a1 =

(
14− 5

)× 9− (
8− 5

)× 0, 5(
14− 5

)× 9 +
(
8− 5

)× 36− (
14 + 8− 2× 5

)× 0, 5
= 0, 42308. (D.4)

Portanto, a1 = 42, 31% e a2 = 57, 69%.

Pela expressão (4.15), segue que o retorno médio esperado deste portfolio é

R̄P = 0, 4231× 14% + 0, 5769× 8% = 10, 66%.

D.3 Cálculo do Coeficiente β e do α de um Ativo

Apresentamos, a seguir, o exemplo do cálculo do coeficiente β dos ativos de um portfolio.
O coeficiente β é um indicador que mede como reage o preço de uma ação às oscilações
do ı́ndice de mercado (Bovespa, por exemplo). Este exemplo tem por objetivo esclarecer
os conceitos desenvolvidos na Seção 4.3.2.

Exemplo D.2. (Cálculo do Coeficiente β e do α de Ações). Na Seção 4.3.2
tratamos do cálculo do coeficiente β de um ativo. Para fixar os resultados apresentados,
suponha que os retornos da ação A e os retornos do mercado (́ındice Bovespa), para os
últimos 6 meses são aqueles dados na Tabela D.2.

Tabela D.2: Retornos Mensais do Preço das Ações da Empresa A e do Índice do Mercado.

Mês Retorno do Mercado Retorno da Ação

(́Indice Bovespa) (%) da Empresa A (%)

1 27 30
2 -3 -10
3 12 15
4 -3 -5
5 12 5
6 27 25

Supondo que a taxa de aplicação sem risco seja de 6, 5% (T́ıtulo do Tesouro Nacional),
vamos calcular o β desta ação e em seguida comparar com a taxa de retorno requerida
pelo mercado, isto é, aquele dado pelo modelo CAPM.
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Sob as hipóteses apresentadas na Tabela D.2 seguem os resultados apresentados na
Tabela D.3. A terceira e a sexta coluna da Tabela D.3 apresentam, respectivamente, as
diferença entre o retorno observado e o retorno médio do mercado e da empresa. A quarta
e a sétima coluna apresentam os valores quadráticos dessas diferenças. Na última linha
da tabela observamos a soma dos valores citados.

Tabela D.3: Tabela dos Retornos do Mercado e da Ação da Empresa A, Retornos Médios
e Valores Quadráticos dos Retornos Médios.

Retorno do Retorno da

Mês (t) Mercado RM,t RM,t−R̄M (RM,t−R̄M )2 Ação RA,t RA,t−R̄A (RA,t−R̄A)2

(IBovespa) (Empresa A)

1 27 15 225 30 20 300

2 -3 -15 225 -10 -20 300

3 12 0 0 15 5 0

4 -3 -15 225 -5 -15 225

5 12 0 0 5 -5 0

6 27 15 225 25 15 225

TOTAL 72 0 900 60 0 1.050

Segue, pelos resultados apresentados na Tabela D.3, que

Var(RM) =
1

6

6∑
t=1

(RM,t−R̄M)2 = 150 e

Cov(RA, RM) =
1

6

6∑
t=1

(RA,t−R̄A)(RM,t−R̄M) = 175.

Logo, pela expressão (4.28), o coeficiente β da ação é dado por

βA =
Cov(RA, RM)

Var(RM)
=

175

150
= 1, 167. (D.5)

Observe que βA > 1. Isso significa que o ativo é agressivo, isto é, os retornos e suas perdas
tendem a ser maiores do que as do mercado.

Lembramos que a taxa de retorno requerida pelo mercado para esse ativo é dada pelo
modelo CAPM. Segue, pela expressão (4.30), que

E(RA) = RF + βA

[
E(RM)−RF

]
.

Substituindo-se o valor de βA, dado na expressão (D.5), o retorno esperado do mercado
E(RM) = R̄M e a taxa livre de risco RF = 6, 5%, temos

E(RA) = 0, 065 + 1, 167
[
0, 12− 0, 065

]
= 0, 1291 = 12, 91%.
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Isso significa que o retorno esperado para esse ativo, em situação de equiĺıbrio, é igual

à 12,91%. O retorno médio da ação é R̄A =
1

6

∑6
t=1 RA,t = 10%. Pela expressão (4.29),

segue que o α da ação é dado por

αA = R̄A − E(RA) = −2, 91%.

Na visão do investidor, a ação está superavaliada pelo mercado (α negativo) e deverá
proporcionar, no peŕıodo de investimento, uma rentabilidade inferior àquela calculada
pelo modelo de equiĺıbrio (CAPM). Portanto, deve ser vendida.

D.4 Cálculo do Coeficiente β de um Portfolio

Na seção anterior tratamos do cálculo do coeficiente β para um único ativo. No exemplo
que segue apresentamos o cálculo do coeficiente β para um portfolio de ações. Esse valor
nos fornece uma idéia do comportamento dos retornos do portfolio em relação aos retornos
do mercado.

Exemplo D.3. (Cálculo do Coeficiente β de um Portfolio). Suponha que um in-
vestidor dispõe das informações, apresentadas na Tabela D.4, sobre as ações que compõem
o seu portfolio P = {A, B, C}.

Tabela D.4: Coeficiente β e Pesos dos Ativos A,B e C no Portfolio P .

Ação β Porcentagem da Ação no Portfolio (%)
A 1,10 20
B 0,80 50
C 1,00 30

Suponha ainda que a melhor estimativa para o retorno e o risco do portfolio do mercado
M (IBOVESPA, por exemplo) para o peŕıodo do investimento é E(RM) = 13% e a taxa
livre de risco é de 5%. Sob essas condições vamos calcular o retorno esperado do portfolio
em situação de equiĺıbrio e o coeficiente β deste portfolio.

Lembramos que, pela expressão (4.15), o retorno esperado do portfolio é dado por

E(RP) = aAE(RA) + aBE(RB) + aCE(RC), (D.6)

onde aj e E(Rj), para j = A,B,C representam, respectivamente, o percentual da ação
no portfolio e o retorno da ação. Na situação de equiĺıbrio, o retorno esperado de cada
ação, segundo o modelo CAPM, é dado pela expressão (4.30). Segue que

E(RA) = 5 + 1, 10(13− 5) = 13, 80%,

E(RB) = 5 + 0, 80(13− 5) = 11, 40%,

E(RC) = 5 + 1, 00(13− 5) = 13, 00%.

Pela expressão (D.6), segue que o valor esperado do retorno do portfolio, para o peŕıodo
de investimento, é dado por

E(RP) = 0, 20× 13, 80% + 0, 50× 11, 40% + 0, 30× 13, 00% = 12, 36%.
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Pela expressão (4.31), coeficiente β (medida do risco sistemático) do portfolio é dado por

βP = aAβA + aBβB + aCβC

= 0, 20× 1, 10 + 0, 50× 0, 80 + 0, 30× 1, 00

= 0, 92.

Observamos que βP < 1. Isso indica que, caso ocorra uma queda no ı́ndice do mercado,
as perdas sofridas pelo portfolio são menores do que as do mercado como um todo.
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Apêndice E

Neste apêndice apresentamos resultados auxiliares ao cálculo das medidas de risco VaR e
ES do portfolio das séries simuladas, apresentado no Caṕıtulo 5.

E.1 Ajuste dos Modelos EGARCH e FIEGARCH à

Série das Perdas do Portfolio para as Séries Tem-

porais Simuladas

Nesta seção apresentamos o ajuste dos modelos EGARCH e FIEGARCH à série das perdas
do portfolio, isto é, à série temporal {−rP,t}1.990

t=1 , onde rP,t é o log-retorno do portfolio no
instante t. Estes modelos foram utilizados para estimar σ1.991, para o cálculo das medidas
de risco apresentadas no Caṕıtulo 5.

Na Figura E.1 apresentamos a série de perdas do portfolio e sua função de autocor-
relação amostral. Note que, para h > 1 os valores da função de autocorrelação amostral
são não-significativos. Entretanto, na Figura E.2 observamos que a função de autocor-
relação amostral é significativa para vários valores de h > 1.

(a) (b)

Figura E.1: (a) Série Temporal das Perdas do Portfolio. (b) Função de Autocorrelação
Amostral.
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(a) (b)

Figura E.2: (a) Série dos Quadrados das Perdas do Portfolio. (b) Função de Autocor-
relação Amostral.

Na Figura E.3 apresentamos o histograma e o Q×Q plot das perdas do portfolio. Pelo
Q×Q plot podemos concluir que as perdas são normalmente distribúıdas.

(a) (b)

Figura E.3: (a) Histograma, (b) Q×Q plot das Perdas do Portfolio.

A função periodograma do quadrado das perdas do portfolio é apresentada na Figura
E.4. Como podemos perceber, o comportamento desta função não indica a presença de
longa dependência na série temporal.

Figura E.4: Função Periodograma da Série Temporal {r2
P,t}1.990

t=1 .
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Os modelos EGARCH e FIEGARCH ajustados à série temporal são apresentados,
respectivamente, nas Tabelas E.1 e E.2. Ressaltamos que o S-Plus utiliza a notação
apresentada na expressão (E.1) para definir o logaritmo da volatilidade para modelos
EGARCH

β(B) ln(σ2
t ) = a +

p∑
i=0

ψi

(|Zt−1−i|+ γiZt−1−i

)
, (E.1)

com β(·) definido pela expressão (2.37). Note que esta expressão é equivalente à expressão
apresentada na equação (2.36) sob as seguintes condições ψi = −αi×γ e ψi×γi = −αi×θ,
onde αi é definido pela expressão (2.37), para todo i = 1, · · · , p e γ e θ são definidos na
expressão (2.38).
Optamos pelos modelos mais parcimoniosos, isto é, com o menor número de parâmetros.

Tabela E.1: Modelo EGARCH(p, q), com p = 0, q = 1 Ajustado à Série Temporal das
Perdas do Portfolio e Resultados da Análise de Reśıduos.

Parâmetro Estimador Desvio Padrão Estat́ıstica t p-valor

a -0,232 0,056 -4,105 0,000

β1 0,907 0,033 27,783 0,000

ψ0 0,163 0,033 4,877 0,000

γ0 0,130 0,097 1,344 0,090

Critério de Seleção Teste de Normalidade Jarque-Bera

AIC = 3510,251 Estat́ıstica p-valor

BIC = 3532,635 5,109 0,078

Teste de Ljung-Box para os reśıduos padronizados

Estat́ıstica p-valor X 2 (graus de liberdade)

8,484 0,746 12

Teste de Ljung-Box para o quadrado dos reśıduos padronizados

Estat́ıstica p-valor X 2 (graus de liberdade)

11,60 0,48 12

Teste dos Multiplicadores de Lagrange

ML p-valor Estat́ıstica F p-valor

11,91 0,45 1,09 0,48

Note que, em ambos os casos, tanto os reśıduos como os quadrados dos reśıduos dos
modelos são não-correlacionados. Além disso, pelo teste de Jarque-Bera, os reśıduos são
normalmente distribúıdos.
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Tabela E.2: Modelo FIEGARCH(p, d, q), com p = 1, q = 0 Ajustado à Série Temporal
das Perdas do Portfolio e Resultados da Análise de Reśıduos.

Parâmetro Estimador Desvio Padrão Estat́ıstica t p-valor

a -0,282 0,065 -4,332 0,000

ψ0 0,086 0,055 1,582 0,057

ψ1 0,235 0,051 4,589 0,000

γ0 0,005 0,032 0,151 0,440

γ1 0,044 0,030 1,492 0,068

d 0,432 0,075 5,730 0,000

Critério de Seleção Teste de Normalidade Jarque-Bera

AIC = 3511,354 Estat́ıstica p-valor

BIC = 3544,929 3,768 0,152

Teste de Ljung-Box para os reśıduos padronizados

Estat́ıstica p-valor X 2 (graus de liberdade)

9,067 0,697 12

Teste de Ljung-Box para o quadrado dos reśıduos padronizados

Estat́ıstica p-valor X 2 (graus de liberdade)

11,63 0,48 12

Teste dos Multiplicadores de Lagrange

ML p-valor Estat́ıstica F p-valor

11,31 0,50 1,03 0,53

E.2 Ajuste de Modelos EGARCH aos Ativos do Port-

folio das Séries Temporais Simuladas

Nesta seção apresentamos os modelos EGARCH ajustados às séries temporais simuladas
apresentadas no Caṕıtulo 5. Para a seleção do modelo ajustamos, à cada série temporal,
processos EGARCH(p, q), com p, q ∈ {0, 1, 2, 3}. Como critério de seleção utilizamos
o teste de Ljung-Box para os reśıduos (e seus quadrados) dos modelos ajustados. Os
modelos selecionados são apresentados nas Tabelas E.3 - E.6.
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Tabela E.3: Modelo EGARCH(p, q), com p = 0, q = 2 Ajustado à Série Temporal dos
Log-retornos do Ativo A1 e Resultados da Análise de Reśıduos.

Parâmetro Estimador Desvio Padrão Estat́ıstica t p-valor

a -0,171 0,035 -4,943 0,000

β1 1,245 0,144 8,649 0,000

β2 -0,294 0,138 -2,132 0,017

ψ0 0,232 0,046 5,046 0,000

γ0 0,283 0,075 3,748 0,000

Critério de Seleção Teste de Normalidade Jarque-Bera

AIC = 6239,634 Estat́ıstica p-valor

BIC = 6267,613 0,2274 0,8925

Teste de Ljung-Box para os reśıduos padronizados

Estat́ıstica p-valor X 2 (graus de liberdade)

11,4800 0,4885 12

Teste de Ljung-Box para o quadrado dos reśıduos padronizados

Estat́ıstica p-valor X 2 (graus de liberdade)

16,660 0,163 12

Teste dos Multiplicadores de Lagrange

ML p-valor Estat́ıstica F p-valor

17,340 0,137 1,591 0,194

Tabela E.4: Modelo EGARCH(p, q), com p = 0, q = 3 Ajustado à Série Temporal dos
Log-retornos do Ativo A2 e Resultados da Análise de Reśıduos.

Parâmetro Estimador Desvio Padrão Estat́ıstica t p-valor

a -0,112 0,020 -5,963 0,000

β1 1,958 0,110 17,876 0,000

β2 -1,606 0,187 -8,604 0,000

β3 0,605 0,091 6,672 0,000

ψ0 0,142 0,024 5,881 0,000

γ0 -0,004 0,070 -0,053 0,479

Critério de Seleção Teste de Normalidade Jarque-Bera

AIC = 5338,327 Estat́ıstica p-valor

BIC = 5371,903 0,5857 0,7462

Teste de Ljung-Box para os reśıduos padronizados

Estat́ıstica p-valor X 2 (graus de liberdade)

13,730 0,318 12

Teste de Ljung-Box para o quadrado dos reśıduos padronizados

Estat́ıstica p-valor X 2 (graus de liberdade)

20,900 0,052 12

Teste dos Multiplicadores de Lagrange

ML p-valor Estat́ıstica F p-valor

21,230 0,047 1,951 0,104
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Tabela E.5: Modelo EGARCH(p, q), com p = 2, q = 1 Ajustado à Série Temporal dos
Log-retornos do Ativo A3 e Resultados da Análise de Reśıduos.

Parâmetro Estimador Desvio Padrão Estat́ıstica t p-valor

a -0,192 0,039 -4,915 0,000

β1 0,898 0,033 27,523 0,000

ψ0 0,131 0,054 2,422 0,008

ψ1 0,391 0,069 5,705 0,000

ψ2 -0,270 0,063 -4,273 0,000

γ0 -0,518 0,319 -1,623 0,052

γ1 0,245 0,106 2,321 0,010

γ2 0,136 0,113 1,201 0,115

Critério de Seleção Teste de Normalidade Jarque-Bera

AIC = 5824,682 Estat́ıstica p-valor

BIC = 5869,449 2,905 0,234

Teste de Ljung-Box para os reśıduos padronizados

Estat́ıstica p-valor X 2 (graus de liberdade)

12,35 0,42 12

Teste de Ljung-Box para o quadrado dos reśıduos padronizados

Estat́ıstica p-valor X 2 (graus de liberdade)

18,04 0,11 12

Teste dos Multiplicadores de Lagrange

ML p-valor Estat́ıstica F p-valor

19,16 0,08 1,76 0,14

Tabela E.6: Modelo EGARCH(p, q), com p = 0, q = 2 Ajustado à Série Temporal dos
Log-retornos do Ativo A4 e Resultados da Análise de Reśıduos.

Parâmetro Estimador Desvio Padrão Estat́ıstica t p-valor

a -0,098 0,024 -4,043 0,000

β1 1,459 0,117 12,479 0,000

β2 -0,522 0,111 -4,720 0,000

ψ0 0,157 0,034 4,672 0,000

γ0 0,236 0,080 2,952 0,002

Critério de Seleção Teste de Normalidade Jarque-Bera

AIC = 6497,908 Estat́ıstica p-valor

BIC = 6525,887 0,3314 0,8473

Teste de Ljung-Box para os reśıduos padronizados

Estat́ıstica p-valor X 2 (graus de liberdade)

18,19 0,11 12

Teste de Ljung-Box para o quadrado dos reśıduos padronizados

Estat́ıstica p-valor X 2 (graus de liberdade)

20,21 0,06 12

Teste dos Multiplicadores de Lagrange

ML p-valor Estat́ıstica F p-valor

19,050 0,087 1,749 0,147
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Apêndice F

F.1 Modelos para as Séries Temporais dos Log-retor-

nos dos Ativos do Portfolio

Nesta seção apresentamos os modelos ARMA(p1, q1)-EGARCH(p2, q2) e também os mo-
delos ARMA(p1, q1)-FIEGARCH(p2, d, q2) selecionados, após a análise dos reśıduos, para
as séries temporais dos log-retornos dos ativos do portfolio. Esses modelos são utilizados
para a previsão da média e da variância condicional, utilizadas para o cálculo das medidas
de risco apresentadas na Seção 6.4. Apresentamos também o modelo ARMA(p1, q1)-
FIEGARCH(p2, d, q2) ajustado aos log-retornos do IBovespa (veja Seção 6.2 para mais
detalhes).

Ressaltamos que, para a série temporal dos log-retornos dos preços das ações da Gerdau
não foi posśıvel ajustar um modelo ARMA(p1, q1)-EGARCH(p2, d, q2) de forma a eliminar
a correlação entre as variáveis aleatórias da série temporal dos valores quadráticos dos
reśıduos padronizados. Por essa razão, optamos por um modelo com o mesmo número de
parâmetros dos modelos ajustados para as outras séries temporais.

Tabela F.1: Modelo ARMA(p1, q1)-EGARCH(p2, d, q2), com p1 = 1, q1 = 0, p2 = 0, q2 = 1
Ajustado aos Log-retornos dos Preços das Ações do Ativo A1 (Bradesco) e Resultados da
Análise de Reśıduos.

Parâmetro Estimador Desvio Padrão Estat́ıstica t p-valor

φ1 0,110 0,024 4,531 0,002
a -0,926 0,107 -8,650 0,000
β1 0,907 0,014 67,167 0,000
ψ0 0,331 0,026 12,714 0,000
γ0 0,383 0,056 6,776 0,000

Critério de Seleção Teste de Normalidade Jarque-Bera
AIC = -7684,604 Estat́ıstica p-valor
BIC = -7657,330 110,50 0,00

Teste de Ljung-Box para os reśıduos padronizados
Estat́ıstica p-valor X 2 (graus de liberdade)

13,28 0,35 12

Teste de Ljung-Box para o quadrado dos reśıduos padronizados
Estat́ıstica p-valor X 2 (graus de liberdade)

20,05 0,07 12

Teste dos Multiplicadores de Lagrange
ML p-valor Estat́ıstica F p-valor

20,88 0,05 1,92 0,11
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Tabela F.2: Modelo ARMA(p1, q1)-EGARCH(p2, d, q2), com p1 = 1, q1 = 0, p2 = 1,
q2 = 1 Ajustado aos Log-retornos dos Preços das Ações do Ativo A2 (Brasil Telecom) e
Resultados da Análise de Reśıduos.

Parâmetro Estimador Desvio Padrão Estat́ıstica t p-valor

φ1 0,114 0,025 4,656 0,000
a -0,591 0,090 -6,587 0,000
β1 0,939 0,011 82,223 0,000
ψ0 0,238 0,021 11,353 0,000
γ0 0,084 0,040 2,119 0,017

Critério de Seleção Teste de Normalidade Jarque-Bera
AIC = - 6900,266 Estat́ıstica p-valor
BIC = -6872,992 2393,00 0,00

Teste de Ljung-Box para os reśıduos padronizados
Estat́ıstica p-valor X 2 (graus de liberdade)

8,51 0,74 12

Teste de Ljung-Box para o quadrado dos reśıduos padronizados
Estat́ıstica p-valor X 2 (graus de liberdade)

6,18 0,91 12

Teste dos Multiplicadores de Lagrange
ML p-valor Estat́ıstica F p-valor

6,925 0,863 0,632 0,902

Tabela F.3: Modelo ARMA(p1, q1)-EGARCH(p2, d, q2), com p1 = 1, q1 = 0, p2 = 1, q2 = 1
Ajustado aos Log-retornos dos Preços das Ações do Ativo A3 (Gerdau) e Resultados da
Análise de Reśıduos.

Parâmetro Estimador Desvio Padrão Estat́ıstica t p-valor

φ1 0,135 0,027 5,002 0,000
a -1,904 0,250 -7,610 0,000
β1 0,763 0,034 22,587 0,000
ψ0 0,354 0,032 11,145 0,000
γ0 0,146 0,055 2,664 0,003

Critério de Seleção Teste de Normalidade Jarque-Bera
AIC = -7092,381 Estat́ıstica p-valor
BIC = -7065,107 496,50 0,00

Teste de Ljung-Box para os reśıduos padronizados
Estat́ıstica p-valor X 2 (graus de liberdade)

17,23 0,14 12

Teste de Ljung-Box para o quadrado dos reśıduos padronizados
Estat́ıstica p-valor X 2 (graus de liberdade)

32,450 0,001 12

Teste dos Multiplicadores de Lagrange
ML p-valor Estat́ıstica F p-valor

33,75 0,00 3,13 0,02
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Tabela F.4: Modelo ARMA(p1, q1)-EGARCH(p2, d, q2), com p1 = 1, q1 = 0, p2 = 0, q2 = 1
Ajustado aos Log-retornos dos Preços das Ações do Ativo A4 (Petrobrás) e Resultados da
Análise de Reśıduos.

Parâmetro Estimador Desvio Padrão Estat́ıstica t p-valor

φ1 0,131 0,023 5,675 0,000
a -0,714 0,072 -9,907 0,000
β1 0,931 0,009 100,983 0,000
ψ0 0,285 0,016 17,471 0,000
γ0 0,402 0,034 11,723 0,000

Critério de Seleção Teste de Normalidade Jarque-Bera
AIC = -7471,269 Estat́ıstica p-valor
BIC = -7443,995 194,60 0,00

Teste de Ljung-Box para os reśıduos padronizados
Estat́ıstica p-valor X 2 (graus de liberdade)

13,19 0,36 12

Teste de Ljung-Box para o quadrado dos reśıduos padronizados
Estat́ıstica p-valor X 2 (graus de liberdade)

18,71 0,10 12

Teste dos Multiplicadores de Lagrange
ML p-valor Estat́ıstica F p-valor

19,05 0,09 1,75 0,15

Tabela F.5: Modelo ARMA(p1, q1)-FIEGARCH(p2, d, q2), com p1 = 0, q1 = 1, p2 = 0,
q2 = 1 Ajustado aos Log-retornos do IBovespa e Resultados da Análise de Reśıduos.

Parâmetro Estimador Desvio Padrão Estat́ıstica t p-valor

θ1 0,078 0,027 2,950 0,002
a -0,347 0,050 -6,923 0,000
β1 0,706 0,077 9,140 0,000
ψ0 0,275 0,024 11,407 0,000
γ0 -0,166 0,017 -9,517 0,000
d 0,339 0,065 5,242 0,000

Critério de Seleção Teste de Normalidade Jarque-Bera
AIC = -8264,639 Estat́ıstica p-valor
BIC = -8231,911 90,81 0,00

Teste de Ljung-Box para os reśıduos padronizados
Estat́ıstica p-valor X 2 (graus de liberdade)

13,92 0,31 12

Teste de Ljung-Box para o quadrado dos reśıduos padronizados
Estat́ıstica p-valor X 2 (graus de liberdade)

11,18 0,51 12

Teste dos Multiplicadores de Lagrange
ML p-valor Estat́ıstica F p-valor

10,92 0,54 0,99 0,56
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Tabela F.6: Modelo ARMA(p1, q1)-FIEGARCH(p2, d, q2), com p1 = 0, q1 = 1, p2 =
0, q2 = 1 Ajustado aos Log-retornos dos Preços das Ações do Ativo A1 (Bradesco) e
Resultados da Análise de Reśıduos.

Parâmetro Estimador Desvio Padrão Estat́ıstica t p-valor
θ1 0,129 0,025 5,218 0,000
a -0,374 0,046 -8,086 0,000
β1 0,453 0,085 5,315 0,000
ψ0 0,381 0,039 9,726 0,000
γ0 -0,135 0,020 -6,611 0,000
d 0,446 0,049 9,201 0,000

Critério de Seleção Teste de Normalidade Jarque-Bera
AIC = -7702,270 Estat́ıstica p-valor
BIC = -7669,542 121,10 0,00
Teste de Ljung-Box para os reśıduos padronizados
Estat́ıstica p-valor X 2 (graus de liberdade)

12,96 0,37 12
Teste de Ljung-Box para o quadrado dos reśıduos padronizados
Estat́ıstica p-valor X 2 (graus de liberdade)

16,33 0,18 12
Teste dos Multiplicadores de Lagrange

ML p-valor Estat́ıstica F p-valor
17,80 0,12 1,64 0,18

Tabela F.7: Modelo ARMA(p1, q1)-FIEGARCH(p2, d, q2), com p1 = 0, q1 = 1, p2 = 1,
q2 = 1 Ajustado aos Log-retornos dos Preços das Ações do Ativo A2 (Brasil Telecom) e
Resultados da Análise de Reśıduos.

Parâmetro Estimador Desvio Padrão Estat́ıstica t p-valor
φ0 0,002 0,001 2,362 0,009
θ1 0,103 0,029 3,574 0,000
a -0,053 0,021 -2,568 0,005
β1 0,905 0,043 20,923 0,000
ψ0 0,382 0,032 11,782 0,000
ψ1 -0,331 0,039 -8,514 0,000
γ0 0,044 0,019 2,300 0,010
γ1 -0,066 0,021 -3,171 0,000
d 0,447 0,065 6,934 0,000

Critério de Seleção Teste de Normalidade Jarque-Bera
AIC = -6935,480 Estat́ıstica p-valor
BIC = -6886,388 1244,00 0,00
Teste de Ljung-Box para os reśıduos padronizados
Estat́ıstica p-valor X 2 (graus de liberdade)

8,14 0,77 12
Teste de Ljung-Box para o quadrado dos reśıduos padronizados
Estat́ıstica p-valor X 2 (graus de liberdade)

4,39 0,98 12
Teste dos Multiplicadores de Lagrange

ML p-valor Estat́ıstica F p-valor
5,04 0,96 0,46 0,99
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Tabela F.8: Modelo ARMA(p1, q1)-FIEGARCH(p2, d, q2), com p1 = 1, q1 = 0, p2 = 0,
q2 = 4 Ajustado aos Log-retornos dos Preços das Ações do Ativo A3 (Gerdau) e Resultados
da Análise de Reśıduos.

Parâmetro Estimador Desvio Padrão Estat́ıstica t p-valor
φ1 0,140 0,026 5,381 0,000
a -0,769 0,200 -3,845 0,000
β1 0,216 0,062 3,453 0,000
β2 0,184 0,049 3,729 0,000
β3 0,470 0,041 11,429 0,000
β4 -0,450 0,049 -9,154 0,000
ψ0 0,395 0,034 11,784 0,000
γ0 -0,046 0,019 -2,439 0,007
d 0,256 0,056 4,542 0,000

Critério de Seleção Teste de Normalidade Jarque-Bera
AIC = -7109,976 Estat́ıstica p-valor
BIC = -7060,884 431,50 0,00
Teste de Ljung-Box para os reśıduos padronizados
Estat́ıstica p-valor X 2 (graus de liberdade)

18,11 0,11 12
Teste de Ljung-Box para o quadrado dos reśıduos padronizados
Estat́ıstica p-valor X 2 (graus de liberdade)

17,42 0,13 12
Teste dos Multiplicadores de Lagrange

ML p-valor Estat́ıstica F p-valor
17,07 0,15 1,57 0,20

Tabela F.9: Modelo ARMA(p1, q1)-FIEGARCH(p2, d, q2), com p1 = 0, q1 = 1, p2 =
0, q2 = 1 Ajustado aos Log-retornos dos Preços das Ações do Ativo A4 (Petobrás) e
Resultados da Análise de Reśıduos.

Parâmetro Estimador Desvio Padrão Estat́ıstica t p-valor
φ0 0,001 0,001 2,108 0,018
θ1 0,119 0,025 4,788 0,000
a -0,347 0,040 -8,680 0,000
β1 0,575 0,097 5,928 0,000
ψ0 0,326 0,023 14,348 0,000
γ0 -0,110 0,016 -6,958 0,000
d 0,416 0,059 7,019 0,000

Critério de Seleção Teste de Normalidade Jarque-Bera
AIC = -7474,958 Estat́ıstica p-valor
BIC = -7436,775 168,30 0,00
Teste de Ljung-Box para os reśıduos padronizados
Estat́ıstica p-valor X 2 (graus de liberdade)

15,77 0,20 12
Teste de Ljung-Box para o quadrado dos reśıduos padronizados
Estat́ıstica p-valor X 2 (graus de liberdade)

18,42 0,10 12
Teste dos Multiplicadores de Lagrange

ML p-valor Estat́ıstica F p-valor
19,56 0,08 1,80 0,13
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F.2 Modelos para a Série Temporal dos Log-retornos

do Portfolio

Nesta seção apresentamos o modelo ARMA(p1, q1)-EGARCH(p2, q2) selecionado, após a
análise dos reśıduos, para a série dos log-retornos do portfolio. Apresentamos também o
processo de seleção de modelo ARMA(p1, q1)-FIEGARCH(p2, d, q2) para a série temporal
dos log-retornos do portfolio analisado e os valores previstos para a média e volatilidade,
utilizados no cálculo das medidas de risco apresentado na Seção 6.4.

O modelo ARMA(p1, q1)-EGARCH(p2, q2), com p1 = 1, q1 = 0, p2 = 0 e q2 = 1,
selecionado para a série dos log-retornos do portfolio é dado por

rt = φ0 + φ1rt−1 + Xt

Xt = σtZt

(1− β1B) ln(σ2
t ) = a + ψ0

(|Zt−1|+ γ0Zt−1

)
,

com φ0, φ1, β1, ψ0 e γ0 dados na Tabela F.10.

Tabela F.10: Modelo ARMA(p1, q1)-EGARCH(p2, q2), com p1 = 1, q1 = 0, p2 = 0, q2 = 1
Ajustado aos Log-retornos do Portfolio.

Parâmetro Estimador Desvio Padrão Estat́ıstica t p-valor
φ0 -0,001 0,001 -1,816 0,035
φ1 0,172 0,025 6,775 0,000
a -1,007 0,113 -8,909 0,000
β1 0,899 0,013 67,028 0,000
ψ0 0,295 0,028 10,485 0,000
γ0 0,448 0,073 6,127 0,000

Critério de Seleção Teste de Normalidade Jarque-Bera
AIC = -8449,632 Estat́ıstica p-valor
BIC = -8416,904 287,00 0,00
Teste de Ljung-Box test para os reśıduos padronizados
Estat́ıstica p-valor X 2 (graus de liberdade)

13,00 0,37 12
Teste de Ljung-Box para o quadrado dos reśıduos padronizados
Estat́ıstica p-valor X 2 (graus de liberdade)

5,22 0,95 12
Teste dos Multiplicadores de Lagrange

ML p-valor Estat́ıstica F p-valor
5,459 0,941 0,498 0,976

O primeiro passo para a seleção do modelo mais adequado, considerando a longa-
dependência, foi o ajuste de modelos ARMA(p1, q1)-FIEGARCH(p2, d, q2), com p1 e q1

variando de 0 à 3 e p2 e q2 iguais a 0 e 1. Selecionamos os modelos para os quais o valor
estimado do parâmetro d foi menor do que 0,5. Em seguida escolhemos os que apresen-
tavam o menor valor dos critérios AIC e BIC e\ou o maior valor da log-verossimilhança.
Esses valores são apresentados, em negrito, na Tabela F.11.
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Tabela F.11: Valores dos Critérios AIC, BIC e Log-verossimilhança dos Primeiros Modelos
Selecionados para a Série Temporal dos Log-retornos do Portfolio P = {A1, A2, A3, A4},
onde A1 = Bradesco, A2 = Brasil Telecom, A3 = Gerdau e A4 = Petrobrás.

ARMA FIEGARCH Critério de Seleção

p1 q1 p2 d q2 AIC BIC Log-Verossimilhança

1 0 0 0.2294 1 -8448.2644 -8410.0813 4231.1322

2 1 0 0.2367 1 -8456.7829 -8407.6904 4237.3914

2 1 1 0.2835 1 -8456.5281 -8396.5262 4239.2640

Após a análise dos reśıduos verificamos que os três modelos são adequados para des-
crever a série temporal dos log-retornos do portfolio. Sendo assim, optamos pelo mais
parcimonioso, que é apresentado na Tabela F.12 e é dado por

rP,t = −0, 001− 0, 173rP,t−1 + XP,t

XP,t = σP,tZP,t

(1− 0, 754B)(1− B)0,233 ln(σ2
P,t) = −0, 498 + 0, 285|ZP,t−1|+ 0, 127ZP,t−1.

Tabela F.12: Modelo ARMA(p1, q1)-FIEGARCH(p2, d, q2), com p1 = 1, q1 = 0, p2 = 0,
q2 = 1 Ajustado aos Log-retornos do Portfolio.

Parâmetro Estimador Desvio Padrão Estat́ıstica t p-valor

φ0 -0,001 0,001 -1,721 0,043
φ1 0,173 0,026 6,731 0,000
a -0,498 0,093 -5,381 0,000
β1 0,754 0,060 12,552 0,000
ψ0 0,285 0,029 9,706 0,000
γ0 0,127 0,017 7,627 0,000
d 0,233 0,056 4,176 0,000

Critério de Seleção Teste de Normalidade Jarque-Bera
AIC = -8448,410 Estat́ıstica p-valor
BIC = -8410,227 413,70 0,00

Teste de Ljung-Box test para os reśıduos padronizados
Estat́ıstica p-valor X 2 (graus de liberdade)

13,49 0,33 12

Teste de Ljung-Box para o quadrado dos reśıduos padronizados
Estat́ıstica p-valor X 2 (graus de liberdade)

3,57 0,99 12

Teste dos Multiplicadores de Lagrange
ML p-valor Estat́ıstica F p-valor

3,726 0,988 0,340 0,999

As previsões para a média e para a raiz quadrada da volatilidade da série temporal
dos log-retornos do portfolio, para o horizonte h = 1, · · · , 10, são apresentadas na Tabela
F.13.
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Tabela F.13: Previsão da Média e da Raiz Quadrada da Volatilidade dos Log-retornos do
Portfolio para os Horizontes h = 1, · · · , 10.

h r̂P,t+h σ̂P,t+h h r̂P,t+h σ̂P,t+h

1 0,0001 0,0149 6 -0,0010 0,0161

2 -0,0008 0,0152 7 -0,0010 0,0162

3 -0,0010 0,0155 8 -0,0010 0,0164

4 -0,0010 0,0157 9 -0,0010 0,0165

5 -0,0010 0,0159 10 -0,0010 0,0166
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